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RESUMO

Este trabalho tem como objetivos investigar, implementar e testar classificadores de
Máxima Verossimilhança Pontuais (MaxVer), associados com o classificador
contextual Iterated Conditional Modes (ICM), para vizinhança oito, desenvolvido por
Vieira (1996), para os dados polarimétricos multi-look de radares de abertura sintética
(SAR). A modelagem dos dados é feita através do modelo multiplicativo, sendo o
speckle modelado pela distribuição de Wishart complexa multivariada, enquanto que o
backscatter é modelado por diferentes distribuições, de acordo com o grau de
homogeneidade da área imageada. Sob a suposição do backscatter constante são
apresentadas as distribuições dos dados polarimétricos univariados (diferença de fase e
razão de intensidades) e bivariados (par de intensidades e par intensidade-diferença de
fase) multi-look. Considerando-se a modelagem disponível atualmente para os dados
mutivariados complexos multi-look (representados pela matriz de covariância
complexa) foi desenvolvida neste trabalho uma nova distribuição, denominada de 0

CG

multivariada. Este distribuição modela os dados provenientes de áreas consideradas
extremamente heterogêneas. Com base nas propriedades estatísticas dos dados
polarimétricos foram implementadas cinco rotinas de classificação, uma para cada tipo
de dado polarimétrico uni/bivariado e outra que utiliza as distribuições multivariadas
mais apropriadas para os dados multivariados complexos. Essas rotinas funcionam
através de interfaces gráficas e são totalmente amigáveis ao usuário, tendo sido
implementadas dentro do software ENVI 3.0, com a finalidade de aproveitar os diversos
recursos deste software no processamento e análise de imagens SAR. Para testar as
rotinas implementadas foram utilizadas imagens polarimétricas multi-look (HH, HV e
VV) da missão SIR-C/X-SAR, nas bandas L e C, na tentativa de discriminar nove
classes de interesse. A fim de se avaliar quantitativamente, através do coeficiente de
concordância Kappa, o ganho de qualidade das classificações obtidas com dados
polarimétricos sob diferentes modelagens estatísticas, foram utilizados diferentes tipos
de dados SAR multi-look: univariados em amplitude (utilizando-se as distribuições mais
apropriadas), polarimétricos uni/bivariados, multivariados em amplitude (utilizando-se a
distribuição Normal mutlivariada) e multivariados complexos. Os resultados mostram
que o uso das distribuições multivariadas complexas produziu classificações de
qualidade superior às demais e permitiu discriminar as nove classes de interesse,
enquanto que com as distribuições Normal multivariada, polarimétricas uni/bivariadas e
univariadas em amplitude mais apropriadas, apenas oito, seis e quatro classes,
respectivamente, foram discriminadas em uma mesma classificação. Considerando-se
que os dados multivariados complexos nem sempre estão disponíveis, os resultados das
classificações dos dados polarimétricos uni/bivariados também são significativos pois,
com esses dados, foi possível discriminar todas as classes de interesse em diferentes
classificações. O uso dos dados multivariados complexos permite, portanto, obter
ótimos resultados na discriminação de classes como estágios de cultivo de soja (três) e
milho (dois), solo preparado, restolho, caatinga e rio, como é o caso das imagens SIR-
C/X-SAR utilizadas.





PROJECT, DEVELOPMENT AND AVALIATION OF POINTWISE STATISTICS
AND CONTEXTUAL CLASSIFIERS FOR POLARIMETRIC SAR IMAGES

ABSTRACT

The purposes of this study is to investigate, implement and test a Maximum Likelihood
Classifier (MLC), associated to the Iterated Conditional Modes (ICM) contextual
classifier, for eight neighborhood, developed by Vieira (1996), for multi-look Synthetic
Aperture Radar (SAR) polarimetric data. The modeling of the data is made using the
multiplicative model, where the speckle is modeled by Wishart multivariate complex
distribution, while the backscatter is modeled by different distributions, depending on
the degree of homogenity of the imaged area. The distributions of the univariate (phase
difference and intensity ratio) and bivariate (intensity pair and intensity-phase difference
pair) multi-look polarimetric data are presented based on the assumption of the constant
backscatter. Considering the modeling available for multi-look complex multivariate
data (represented by the complex covariance matrix) at the moment a new distribution,
denominated 0

CG  multivariate was developed in this study. This distribution models the

data from areas considered extremely heterogeneous. Using statistical properties from
polarimetric data it was implemented five classification routines, one for each kinds of
univariate and bivariate polarimetric data and another which uses the multivariate
distribution more appropriated for the complex multivariate data. This routines function
using graphics interface and they are totally user-friendly. They were implemented
inside the software ENVI 3.0, with the aim of using the several tools of this software in
the processing and analysis of SAR images. To test the implemented routines it was
used multi-look polarimetric images from SIR-C/X-SAR mission, in L and C bands, in
attempt to discriminate nine classes of interest. With the finality of evaluate
quantitatively the quality gain from classification obtained using polarimetric data under
different statistical modeling, through the Kappa coefficient of agreement, different
types of multi-look SAR data were used: univariate in amplitude (using the distribution
most appropriate), univariate and bivariate polarimetric, multivariate in amplitude
(using Normal mutlivariate distribution) and complex multivariate. The results show
that the use of complex multivariate distribution produced a classification better than
any other and it allowed the discrimination of the nine classes of interest, while the
others ones with Normal multivariate distribution, univariate and bivariate polarimetric
and the most appropriate univariate in amplitude only eight, six and four class,
respectively, were discriminated in the same classification. Considering that the
complex multivariate data are not always available, the results obtained from univariate
and bivariate polarimetric data classification are also significatives because it was
possible to discriminate every class of interest in different classification. The use of the
complex mutivariate data allow, therefore, to obtain very good results in the
discrimination of class such soybean (three) and corn (two) cultivation periods, prepared
soil, tillage, caatinga and river, as it is the case of the SIR-C/X-SAR image used in this
study.
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CAPÍTULO 1

INTRODUÇÃO

A intensificação de estudos na área de Sensoriamento Remoto voltado para os radares

imageadores de abertura sintética (Sinthetic Aperture Radar - SAR) tem proporcionado,

cada vez mais, o melhor entendimento dos mecanismos de dispersão dos alvos terrestres

na faixa de microondas. Desta forma, as aplicações de imagens SAR nos mais variados

campos do conhecimento humano (Geologia, Cartografia, etc.) tornam-se mais

confiáveis, principalmente em regiões onde a obtenção de imagens geradas por sensores

ópticos é muito difícil, devido a fatores climáticos.

Dentre essas aplicações destaca-se a classificação digital de imagens. Devido à atual

disponibilidade de dados esta operação é realizada, em sua grande maioria, a partir de

imagens SAR monoespectrais, tais como as imagens obtidas pelos sensores ERS-1

(Europeu), JERS-1 (Japonês) e RADARSAT (Canadense), que operam nas bandas

C-VV, L-HH e C-HH, respectivamente.

Cada vez mais os algoritmos de classificação para imagens SAR tornam-se mais

precisos, quando os resultados por eles obtidos são comparados com verdades terrestres.

Essa melhora está diretamente ligada, entre outros fatores, a uma modelagem mais

adequada aos dados SAR, como mostrada em Nezry et al. (1996) e Frery et al. (1997).

Em Vieira (1996) isso fica bem evidente, através do uso das distribuições mais

apropriadas às observações (radiometria) provindas de diferentes classes, utilizadas na

classificação por MáximaVerossimilhança (MaxVer), além da modelagem das classes

(informação contextual) através do algoritmo Iterated Conditional Modes (ICM). Desta

forma, são obtidas classificações de imagens SAR monoespectrais, com valores do

coeficiente de concordância kappa muito superiores aos obtidos com os classificadores

convencionais, que supõe a independência das classes (não utilizam a informação

contextual) e modelam as observações provenientes das classes através da distribuição

Gaussiana.
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A melhoria dos resultados das classificações de imagens SAR monoespectrais, obtidos

com os classificadores que modelam tanto as observações quanto as classes está

limitado à quantidade de informação proveniente desse tipo de dados SAR, onde apenas

uma única componente (apenas uma polarização) é gerada, diferente dos dados de

sensores ópticos que possuem várias componentes (bandas espectrais).

Desta forma, começam a aumentar os estudos voltados para os sistemas SAR

polarimétricos, que fornecem uma quantidade bem maior de informação sobre a

superfície imageada. Esse aumento da informação é devido ao fato que várias

componentes em amplitudes (diferentes polarizações de transmissão e recepção do

sinal) são obtidas, bem como a informação de fase do sinal de retorno.

Apesar de no atual estágio de desenvolvimento, não existir nenhum sistema SAR orbital

operando com diferentes freqüências e polarizações, a intensificação dos estudos

voltados para os SAR polarimétricos se faz necessária, utilizando-se para tal os dados

atualmente disponíveis dos sistemas SAR aerotransportados. Nesse sentido, alguns

trabalhos mostram que, dependendo do tipo de estudo que se esteja realizando, é

necessário utilizar diferentes polarizações e freqüências (Israelsson e Sylvander, 1992;

DeGrandi et al., 1992; Lee e Grunes, 1992).

Dentro desse novo campo de pesquisa para os dados SAR, vários estudos foram

realizados afim de se verificar a melhor maneira de modelar estatisticamente os dados

SAR polarimétricos single-look (Kong, 1988; Lim et al., 1989; Yueh et al., 1989;

Quegan e Rhodes, 1995). Porém, para dados SAR polarimétricos multi-look, que

permitem a redução do speckle e compressão dos dados, pouco ainda foi realizado.

Entretanto, os resultados obtidos demonstram a grande potencialidade desse tipo de

dado (Lee e Grunes, 1994; Lee et al., 1995).

Considerando-se que a modelagem disponível atualmente para dados polarimétricos

multi-look somente seja feita para áreas consideradas homogêneas e heterogêneas, foi

desenvolvida neste trabalho uma nova distribuição multivariada, denominada de 0
CG

multivariada, que modela áreas consideradas extremamente heterogêneas, utilizando-se
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os dados multivariados complexos multi-look (representados pela matriz de covariância

dos dados polarimétricos).

Aproveitando-se as possibilidades de pesquisa com dados polarimétricos, este trabalho

tem por objetivos investigar, implementar e testar classificadores pontuais e contextuais,

que utilizem os dados SAR polarimétricos multi-look, afim de verificar se os resultados

das classificações com dados polarimétricos são mais significativos que os obtidos com

outros tipos de dados SAR. Para alcançar esse objetivos, este trabalho foi dividido em 5

fases:

1) Implementação das rotinas de classificação MaxVer para os seguintes dados

polarimétricos multi-look: univariados (imagem diferença de fase e razão de

imagens em intensidade) e bivariados (par de imagens em intensidade e par de

imagens intensidade-diferença de fase);

2) Implementação das rotinas de classificação MaxVer para os dados multivariados

complexos multi-look utilizando-se as distribuições multivariadas que melhor

modelam áreas homogêneas, heterogêneas e extremamente heterogêneas;

3) Inclusão do algoritmo ICM para vizinhança oito, desenvolvido por Vieira

(1996), nos classificadores MaxVer implementados;

4) Disponibilizar todos os algoritmos de classificação implementados dentro do

software ENVI 3.0, com a finalidade de aproveitar os diversos recursos

oferecidos pelo software no processamento e análise de imagens SAR;

5) Comparação dos resultados obtidos com os diferentes tipos de dados SAR

disponíveis (univariados, bivariados e multivariados).

Para apresentar os fundamentos teóricos, formulações utilizadas, detalhes da

metodologia a ser utilizada e os resultados obtidos, este trabalho está dividido nos

capítulos abaixo descritos.
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No Capítulo 2 são apresentadas as notações, convenções e definições básicas iniciais a

serem utilizadas no decorrer desta dissertação, incluindo as funções hipergeométricas

Gaussiana e Confluente, implementadas nesta dissertação, além da formulação das

principais distribuições aplicáveis aos dados SAR monoespectrais multi-look.

No Capítulo 3 é apresentado a fundamentação teórica básica sobre sistemas SAR

polarimétricos, com ênfase nas principais formas de representá-los matematicamente,

que são através da matriz de espalhamento complexa, matriz de covariância e matriz de

Mueller.

No Capítulo 4 é apresentada a modelagem estatística aplicada aos dados SAR

monoespectrais e polarimétricos, através do modelo multiplicativo. Para os dados SAR

monoespectrais é considerada a modelagem para diferentes áreas imageadas. Para os

dados SAR polarimétricos são descritas as seguintes distribuições para áreas

homogêneas: par de imagens em intensidade, imagem diferença de fase, razão de

imagens em intensidade e o par de imagens intensidade-diferença de fase. Na seqüência

é descrita a modelagem aplicada para áreas heterogêneas e extremamente heterogêneas,

para os dados SAR multivariados complexos multi-look.

No Capítulo 5 são apresentados os principais aspectos das classificações

supervisionadas pontuais (MaxVer) e contextuais (ICM), bem como o teste das

classificações através do coeficiente de concordância Kappa.

No Capítulo 6 é feita uma breve apresentação do software ENVI 3.0, básico para este

trabalho, bem como as funções de classificação para imagens SAR monoespectrais

introduzidas por Vieira (1996), que serão utilizadas neste trabalho. Além disso, são

apresentados os classificadores MaxVer/ICM implementados neste trabalho, para os

dados SAR polarimétricos.

 No Capítulo 7 são apresentados os resultados obtidos através dos classificadores

implementados. Para tal foram utilizadas imagens da missão SIR-C/X-SAR, através das

componentes HH, HV e VV, nas bandas L e C, de onde tentou-se discriminar nove

classes de interesse, utilizando-se os seguintes tipos de dados SAR: univariados
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(polarimétricos e em amplitude), bivariados (polarimétricos) e multivariados (em

amplitude e complexos). No final do capítulo é feita uma comparação dos melhores

resultados obtidos para cada tipo de dado SAR utilizado.

No Capítulo 8 são apresentadas as conclusões e sugestões resultantes deste trabalho.

No Apêndice A, são apresentados os gráficos e as matrizes de confusão das

classificações utilizados para a tentativa de discriminação das diferentes idades de

cultivo das classes soja e milho.

Nos Apêndices B e C, são apresentados os ajustes dos dados provenientes das classes

com as respectivas densidades do par de imagens em intensidade multi-look, para a

melhor classificação MaxVer, nas bandas C e L, respectivamente.

Nos Apêndices D e E, são apresentados os ajustes dos dados provenientes das classes

com as respectivas densidades da razão de imagens em intensidade multi-look, para a

melhor classificação MaxVer, nas bandas C e L, respectivamente.

Nos Apêndices F e G são apresentados os ajustes dos dados provenientes das classes

com as respectivas densidades da imagem diferença de fase multi-look, para a melhor

classificação MaxVer, nas bandas C e L, respectivamente.

Nos Apêndices H e I, são apresentados os ajustes dos dados provenientes das classes

com as respectivas densidades do par de imagens intensidade-diferença de fase multi-

look, para a melhor classificação MaxVer, nas bandas C e L, respectivamente.

Nos Apêndices J e K, são apresentados os ajustes dos dados multivariados provenientes

das classes com as distribuições em intensidade mais apropriadas, nas bandas C e L,

respectivamente.
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CAPÍTULO 2

NOTAÇÕES, CONVENÇÕES E DEFINIÇÕES

Neste capítulo serão apresentadas as notações, convenções e as principais definições

que irão estar presentes no decorrer desta dissertação.

2.1 - NOTAÇÕES E CONVENÇÕES

As variáveis aleatórias serão denotadas com letras maiúsculas e suas ocorrências em

letras minúsculas.

 1) Os vetores e matrizes serão denotados em negrito e maiúsculos.

 2) A transposta de uma dada matriz A será denotada por TA .

 3) A inversa de uma dada matriz A será denotada por 1−A .

 4) O determinante de uma dada matriz A será denotado por A .

 5) O conjunto dos números reais, (-∞, +∞), será denotado por ℜ .

 6) O conjunto dos números reais positivos, (0, +∞), será denotado por +ℜ .

 7) O conjunto dos números naturais, {1, 2, 3,...}, será denotado por N .

 8) O conjunto dos números complexos será denotado por C .

 9) A parte real de um número complexo z será denotada por ℜ[ ].z

 10) A parte imaginária de um número complexo z será denotada por ℑ[ ].z

 11) O conjugado de z será denotado por z z z i∗ = ℜ − ℑ[ ] [ ] .

 12) O módulo de z será denotado por z .
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 13) A forma trigonométrica de z será denotada por θiez  .

 14) A esperança de uma variável aleatória X será denotada por E X[ ].

 15) A variância de uma variável aleatória X será denotada por Var X[ ].

 16) A covariância das variáveis aleatórias X e Y será dada por Cov X Y[ , ].

 17) O traço de uma matriz A será denotado por Tr[ ].A

A seguir serão mostradas as definições consideradas imprescindíveis para o

entendimento da metodologia empregada nesta dissertação.

2.2 - MOMENTOS

O momento de ordem r ( )r ∈ℜ de uma variável aleatória X, se existe, é definido por

(DeGroot, 1975):

( ) ( )E X x f x dxr r=
ℜ∫                                               (2.1)

1) Coeficiente de assimetria (Yanasse et al., 1995):

( )[ ]
][

][
3

3

1
XVar

XEXE −
=γ                                               (2.2)

2) Coeficiente de curtose (Yanasse et al., 1995):

( )[ ]
][

][
4

4

2 XVar

XEXE −
=γ                                               (2.3)

3) Coeficiente de variação (Yanasse et al., 1995):

[ ]XE

XVar
Cv

][2/1

=                                                   (2.4)
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4) Quantidades amostrais:

Seja ( )Nxx ,,1 K=x  um vetor de amostras, onde 1>N . O momento amostral não

centrado de ordem r de x , para rN ≥ , denotado por $mr  é definido por

(Yanasse et al.,1993):

[ ] ∑
=

=
N

j

r
jr x

N
m

1

1
ˆ x                                                   (2.5)

2.3 - FUNÇÃO GAMA DE EULER

Definida para cada ν > -1, é dada por (DeGroot, 1975):

( ) tdtt
R∫ +

−=+Γ )exp(1 νν                                            (2.6)

2.4 - FUNÇÃO MODIFICADA DE BESSEL DE ORDEM νν

Definida para cada [ ] 021  e   >+ℜ∈ νν C , é dada por (Gradshteyn e Ryzhik, 1980):

( )
( ) ( ) ∫Γ+Γ

=
π

ν
ν

ν θθθ
ν 0

2  )sincosch
1/22/1

2
d(z

z/
(z)I                           (2.7)

2.5 - FUNÇÃO Kνν DE BESSEL DE TERCEIRO TIPO E ORDEM νν

Definida por (Gradshteyn e Ryzhik, 1980):

( ) ( )( ) ( )K x x t t dtν ν= −
ℜ+
∫ exp cosh cosh                                   (2.8)

Uma forma útil empregada nas densidades das distribuições K-Amplitude e K-

Intensidade é a seguinte (Gradshteyn e Ryzhik, 1980):

                    ( ) dxx
x

xK ∫
+ℜ

− 





 −−








= γ

β
β
γ

βγ ν

ν

ν exp
2

1
2 1

2

                          (2.9)
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2.6 - FUNÇÃO HIPERGEOMÉTRICA GAUSSIANA

Definida para ( ) Czcba ∈ℜ∈   e    ,, , a função hipergeométrica Gaussiana é dada por

(Gradshteyn e Ryzhik, 1980):

( ) ( ) ( )
( )

( )( ) ( )( )
( )( ) L 

!321

2121
!21

11

!1
1;;,

3

2
12

+
⋅++

++++

+
⋅+

++
+

⋅
+=

z
ccc

bbbaaa

z
cc

bbaa
z

c

ab
zcbaF

                  (2.10)

Esta série converge se 1<z . A função ( )zcbaF ;;,12  é uma das soluções linearmente

independentes da seguinte equação diferencial (Abramowitz e Stegun, 1964):

( ) ( )[ ] 011
2

2

=−++−+− abu
dz

du
zbac

dz

ud
zz                           (2.11)

O algoritmo implementado para o cálculo da função hipergeométrica Gaussiana,

descrito em Press et al. (1988), é baseado em métodos numéricos para cálculo de

equações diferenciais, de modo que a Equação 2.11 é o principal elemento desse

cálculo. Porém, como é ressaltado no próprio livro, para valores de z muito próximos de

1, o cálculo da função pode apresentar problemas numéricos. Desta forma, foi utilizado

a transformação correspondente a Equação 2.12 (Gradshteyn e Ryzhik, 1980), para

contornar este problema.

( ) ( ) 







−
−−= −

1
;;,1;;, 1212 z

z
cbcaFzzcbaF a                           (2.12)

2.7 - FUNÇÃO HIPERGEOMÉTRICA DEGENERADA

Definida para ( ) Czba ∈ℜ∈   e   , , a função hipergeométrica degenerada ou confluente é

dada por (Abramowitz e Stegun, 1964):
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( ) ( ) ( ) ( )
( )

( )( )
( )( ) L 

!321

21
!21

1

!1
1;; ;,,,

3

2
11

+
⋅++

++

+
⋅+

+
+

⋅
+==Φ=

z
bbb

aaa

z
bb

aa
z

b

a
zbaFzbazbaM

           (2.13)

Esta série converge se 1<z . A função ( )zbaF ;;11  é uma das soluções linearmente

independentes da seguinte equação diferencial (Buchholz, 1969):

                                          ( ) 0
2

2

=−−+ au
dz

du
zb

dz

ud
z                                         (2.14)

Como não foi encontrado um algoritmo já pronto para calcular a função

hipergeométrica degenerada , fez-se uma adaptação no algoritmo já implementado para

a função hipergeométrica Gaussiana, modificando-se a Equação 2.11 pela Equação

2.14. O algoritmo foi testado, de tal modo que os resultados obtidos para esta função

estão de acordo com os valores tabelados em Rushton e Lang (1954), exceto para

valores de 20>z , quando o algoritmo começa a apresentar problemas numéricos, pois

os valores da função começam a aumentar rapidamente. Para esta situação a função é

calculada através da própria série, até que a diferença entre dois termos consecutivos

seja igual a zero, de acordo com a precisão do computador.

2.8 - DISTRIBUIÇÃO GAUSSIANA COMPLEXA MULTIVARIADA

Seja um vetor u, composto por n  elementos complexos da forma  jjj iyxu +=

),,1( nj K= , com 2][][   ,0][][ σ==== jjjj yVarxVaryExE e jyxCov jj ∀=   ,0),( .

Para cada elemento do vetor u, as partes real e imaginária tem uma distribuição

Gaussiana conjunta, dada por (Yanasse, 1991):








 +
−=

2

22

2), ( 2
exp

 2

1
), (

σσπ
yx

yxf
jj yx                                 (2.15)
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Seja C uu= ∗E
T

[ ]  a matriz de covariância complexa do vetor u. A densidade de u será

dada pela distribuição Gaussiana complexa multivariada, representada por

(Goodman, 1963):

)Cexp(
1

)( 1uuuf
T

n
−∗−=

Cu π
                                      (2.16)

2.9 - DISTRIBUIÇÃO CONSTANTE

Diz-se que uma variável aleatória X possui uma distribuição degenerada em ℜ∈k , ou

Constante igual ao valor k, denotada por ( )kCX ~ , se a sua densidade, para todo

ℜ∈x , for dada por:

kxf X =)(                                                      (2.17)

2.10 - DISTRIBUIÇÃO GAMA

Diz-se que a variável aleatória X possui uma distribuição Gama (Γ) com parâmetros

( ) +ℜ∈λα , , denotada por X ~ ( )λα ,Γ , se a sua densidade, para todo ℜ∈x , for dada

por (DeGroot, 1975):

         ( ) ( )xxxf X λ
α

λ
λα α

α

−
Γ

= − exp),;( 1                                   (2.18)

Tem-se que 2][  e  ][ −== αλλα XVarXE . Considerando-se uma distribuição Gama

com 1][ =XE , ou seja, λα = , a sua densidade será dada por:

                                  
( )

( ) ( )x
x

xf X α
αα

α
αα

α

−
Γ

=
−

−

exp),;(
1

1

                                   (2.19)

Se a variável aleatória X possui uma distribuição Gama com parâmetros ( ) +ℜ∈λα , ,

denotada por ( )λα ,~ ΓX , então, a variável aleatória 21X  possui uma distribuição Raiz

da Gama, denotada por ( )λα,~ 2121 ΓX  (Vieira, 1996).
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2.11 - DISTRIBUIÇÃO INVERSA DA GAMA

Diz-se que a variável aleatória X possui uma distribuição Inversa da Gama ( 1−Γ ) com

parâmetros ( ) +ℜ∈− γα , , denotada por X ~ ( )γα ,1−Γ , se a sua densidade, para

todo ℜ∈x , for dada por:

                                   ( ) 





−

−Γ
=

−

x

x
xf X

γ
αγ

γα α

α

exp),;(
1

                                   (2.20)

onde, ( ) ( )( ) ( )( )αααααγαγ −Γ−Γ−−−Γ=−= 222 2][  e  ][ XVarXE . Considerando-

se uma distribuição Inversa de Gama com 1][ =XE , ou seja, αγ −= , a sua densidade

será dada:

                                
( ) ( ) 








−Γ−
=−

−

x

x
xf X

α
αα

αα α

α

exp),;(
1

                                (2.21)

Se a variável aleatória X possui uma distribuição Gama com parâmetros ( ) +ℜ∈γα, ,

denotada por ( )γα ,~ ΓX , então, a variável aleatória 1−X  possui uma distribuição

Inversa da Gama, denotada por ( )γα ,~ 11 −Γ−−X .

2.12 - DISTRIBUIÇÃO K-INTENSIDADE

Diz-se que a variável aleatória X possui uma distribuição K-Intensidade ( IK ) com

parâmetros ( ) +ℜ∈n,, βα , denotada por X ~ ( )nK I ,, βα , se a sua densidade, para

todo ℜ∈x , for dada por (Frery, 1993; Yanasse et al., 1993):

              ( ) ( )

( )

















ΓΓ

= −

−+

β
α

β
α

αβ
α

βα α

α
nx

K
nx

n

n
nxf n

n

X 2
2

),,;(
22

                (2.22)

Tem-se que ( ) nnXVarXE ααββ 1][  e  ][ 2 ++== .
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2.13 - DISTRIBUIÇÃO K-AMPLITUDE

Diz-se que a variável aleatória X possui uma distribuição K-Amplitude ( AK ) com

parâmetros ( ) +ℜ∈n,, βα , denotada por X ~ ( )nK A ,, βα , se a sua densidade, para

todo ℜ∈x , for dada por (Frery, 1993; Yanasse et al., 1993):

              ( ) ( )

( )

















ΓΓ

= −

−+

β
α

β
α

αβ
α

βα α

α
n

xK
nx

n

nx
nxf n

n

X 2
4

),,;(
22

               (2.23)

O momento de ordem ℜ∈r  é dado por (Frery, 1993; Yanasse et al., 1993):

( ) ( ) ( )
( ) ( )n

nrr

n
XE

r
r

ΓΓ
+Γ+Γ







=

α
α

α
β 22

                              (2.24)

Se a variável aleatória X possui uma distribuição K-Amplitude com parâmetros

( ) +ℜ∈n,, βα , denotada por ( )nKX A ,,~ βα , então, a variável aleatória 2X  possui

uma distribuição K-Intensidade, denotada por ( )nKX I ,,~2 βα .

2.14 - DISTRIBUIÇÃO GAUSSIANA INVERSA GENERALIZADA

Diz-se que a variável aleatória X possui uma distribuição Gaussiana Inversa

Generalizada, com parâmetros λγα  e , , denotada por X ~ ( )λγα ,,1−N , se a sua

densidade, para todo ℜ∈x , for dada por (Frery et al., 1995):

                     
( )

( ) 





 −−= − x

x
x

K
xf X λ

γ
λγ

γλ
λγα α

α

α

exp
22

),,;( 1                        (2.25)

O domínio dos parâmetros é dado por (Frery et al., 1995):










>>≥

=>>

<≥>

0 se ,0 ,0

0 se ,0 ,0

0 se ,0 ,0

αλγ

αλγ

αλγ

                                           (2.26)
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O momento de ordem ℜ∈r  é dado por (Frery et al., 1995):

                                      ( ) ( )
( )

r
rr

K

K
XE 






= +

λ
γ

γλ

γλ

α

α

2

2
                                      (2.27)

2.15 - DISTRIBUIÇÃO RAIZ DE GAUSSIANA INVERSA GENERALIZADA

Seja Y ~ ( )λγα ,,1−N . Diz-se que a variável aleatória 21YX =  possui uma distribuição

Raiz de Gaussiana Inversa Generalizada, com parâmetros λγα  e ,  (Equação 2.26),

denotada por ( )λγα ,,~ 21−NX , se a sua densidade, para todo ℜ∈x , for dada por

(Frery et al., 1995):

                     
( )

( ) 





 −−= − 2

2
12

2

exp
2

),,;( x
x

x
K

xf X λ
γ

λγ
γλ

λγα α

α

α

                      (2.28)

O momento de ordem ℜ∈r  é dado por (Frery et al., 1995):

                                      ( ) ( )
( )

4
2

2

2 r
rr

K

K
XE 






= +

λ
γ

γλ

γλ

α

α                                       (2.29)

2.16 - DISTRIBUIÇÃO G-INTENSIDADE ZERO

Diz-se que a variável aleatória X possui uma distribuição G-Intensidade Zero ( 0
IG ), com

parâmetros n e  ,γα , denotada por ( )nGX I ,,~ 0 γα , supondo-se 0  e  0 >< γα , se a sua

densidade, para todo ℜ∈x , for dada por:

( )
( ) ( )( ) αα γαγ

α
γα

−

−

+−ΓΓ
−Γ

=
n

nn

X
nxn

xnn
nxf

1

),,;(                              (2.30)

O momento de ordem  ℜ∈r é dado por:
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              ( )
( ) ( )

( ) ( )









−<








Γ−Γ
+Γ−−Γ

=

∞ contrário caso em,

2 se
,

 

α
γ

α
α

rnn
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XE

r

r                  (2.31)

2.17 - DISTRIBUIÇÃO G-INTENSIDADE

Diz-se que a variável aleatória X possui uma distribuição G-Intensidade ( IG ), com

parâmetros n e ,, λγα , denotada por ( )nGX I , ,,~ λγα , se a sua densidade, para todo

ℜ∈x , for dada por (Frery et al., 1995):

       
( )

( ) ( )
( )

( )( )nxK
nx

x
Kn

n
nxf n

n

n
n

X +





 +

Γ
= −

−
− γλ

λ
γ

λγ
γλ

λγα α

α

α

α

2
2

),,,;(
2

1
2

    (2.32)

O momento de ordem ℜ∈r  é dado por (Frery et al., 1995):

                         ( ) ( ) ( )
( ) ( )

r

rr

nnK

rnK
XE 









Γ

+Γ
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λ
γ

γλ

γλ

α

α 1

2

2
                              (2.33)

As distribuições Γ, IK  e 0
IG  são casos particulares da distribuição IG . O esquema

abaixo mostra a relação entre estas distribuições.

( )

( ) ( )

( ) ( )













Γ→→

Γ→→

→−>
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∞→→

2
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βγαγα

γαλ

βλαλα

λαγ

nnnG

nnnK

nG

DID

D
I

D

I                 (2.34)

Onde “ →D ” denota a convergência em distribuição da variável aleatória associada.
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2.18 - DISTRIBUIÇÃO G-AMPLITUDE ZERO

Diz-se que a variável aleatória X possui uma distribuição G-Amplitude Zero ( 0
AG ), com

parâmetros n e ,γα , denotada por ( )nGX A ,,~ 0 γα , supondo-se 0  e  0 >< γα , se a sua

densidade, para todo ℜ∈x , for dada por (Frery et al., 1997):

( )
( ) ( )( ) αα γαγ

α
γα

−

−

+−ΓΓ

−Γ
=

n

nn

X
nxn

xnn
nxf

2
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),,;(                             (2.35)

O momento de ordem  ℜ∈r é dado por (Frery et al., 1997):
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Se a variável aleatória X possui uma distribuição G-Amplitude Zero com parâmetros

n e ,γα , denotada por ( )nGX A ,,~ 0 γα , supondo-se 0  e  0 >< γα , então, a variável

aleatória 2X  possui uma distribuição G-Intensidade Zero, denotada por

( )nGX I ,,~ 02 γα .

2.19 - DISTRIBUIÇÃO G-AMPLITUDE

Diz-se que a variável aleatória X possui uma distribuição G-Amplitude ( AG ), com

parâmetros n e ,, λγα , denotada por X ~ ( )nGA , ,, λγα , se a sua densidade, para todo

ℜ∈x , for dada por (Frery et al., 1995):
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α

    (2.37)

O momento de ordem ℜ∈r  é dado por (Frery et al., 1995):
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As distribuições 2/1Γ , AK  e 0
AG  são casos particulares da distribuição AG . O esquema

abaixo mostra a relação entre estas distribuições.
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CAPÍTULO 3

SISTEMAS SAR POLARIMÉTRICOS

Os radares imageadores convencionais operam com um único canal e com uma única

antena de polarização fixa, tanto para a transmissão como para a recepção do sinal de

rádio. Nesses sistemas, devido à combinação específica da polarização de transmissão e

recepção, para muitos milhares de pontos de uma cena, somente a amplitude ou a

intensidade do sinal é medida. Desta forma, a onda dispersa, a qual é uma quantidade

vetorial composta pela amplitude e a fase, é representada apenas por uma quantidade

escalar (amplitude ou intensidade, dependendo do tipo de detecção empregado). Como

conseqüência, qualquer informação adicional sobre a superfície contida na informação

de fase dos sinais refletidos é perdida. Para garantir que toda a informação da onda

dispersa seja mantida, sua polarização deve ser medida através de uma representação

vetorial (Ulaby e Elachi, 1990).

Com a utilização de radares imageadores polarimétricos é possível medir a amplitude e

a fase relativa de todas as configurações (componentes) das antenas de transmissão e

recepção (HH, VV, VH e HV), para todos os elementos de resolução de uma cena

(Ulaby e Elachi, 1990). A primeira e segunda letra de cada componente indicam,

respectivamente, a polarização da onda transmitida e recebida pelo radar. Por exemplo,

a componente HV significa que o radar transmitiu uma onda polarizada na Horizontal e

recebeu a onda polarizada na Vertical, analogamente para as demais componentes.

3.1 - MATRIZ DE ESPALHAMENTO COMPLEXA

A polarização da onda descreve a forma e a inclinação do vetor campo elétrico ( E ) no

plano ortogonal à direção de propagação da onda, como uma função do tempo. Em

geral, a variação do vetor E , tanto em módulo como em direção, descreve a forma de

uma elipse, e a onda é chamada de elipticamente polarizada. Sob certas condições

(Ulaby e Elachi, 1990), a elipse pode se degenerar em um segmento linear ou em uma

circunferência, e a polarização nesses casos é chamada de linear ou circular.
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Considerando a configuração espacial da transmissão e recepção dos sinais de rádio por

um sistema de radar, podemos expressar as componentes do vetor campo elétrico das

ondas recebidas e dispersas pelo alvo de acordo com os sistemas de coordenadas

mostrados na Figura 3.1.

n̂

v̂
ĥ

Ẑ

Ŷ

X̂

n′ˆ

v′ˆ

ĥ′

rθ dθ

rφ
dφ

ALVO

OTRANSMISSÃ

  DEANTENA

RECEPÇÃO

  DEANTENA

Figura 3.1 - Geometria de dispersão e sistemas de coordenadas locais.

FONTE: Van Zyl et al. (1987).

 O sistema de coordenadas globais é representado pelos vetores unitários

$ $ $X Y e Z,    ,  com origem dentro do alvo. A componente transversal do campo elétrico da

onda transmitida é expressa em termos de um sistema de coordenadas locais ( nvh ˆ ,ˆ ,ˆ )

com origem dentro da antena de transmissão. A componente transversal do campo

elétrico da onda dissipada pode ser também expressa em termos de um segundo sistema

de coordenadas locais ( nvh ′′′ ˆ ,ˆ ,ˆ ) com origem dentro da antena de recepção. Para cada

sistema local, n  representa a direção normal ao plano de polarização do vetor campo

elétrico; h  e v  representam a direção horizontal e vertical nesse plano,

respectivamente.
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Para distinguir os sistemas de coordenadas podemos incluir os subscritos r  e d , onde

denotam incidente e disperso, respectivamente. A relação entre as componentes do

campo elétrico de incidência )( rE e o de dispersão )( dE é dada por (Ulaby et al., 1986):
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A matriz S  é chamada de matriz de espalhamento complexa (scattering matrix

complex) dos alvos. Na Equação 3.2, R  é a distância entre o alvo e a antena de recepção

e k  é o número de onda da onda incidente sobre o alvo. Os termos pqS  (onde

vhqp ou  , = ) são conhecidos como amplitude de espalhamento complexa (complex

scattering amplitude), e como mostra Sarabandi (1992), temos:

S S e s epq pq

i

pq
n

n

N
ipq pq

n

= =
=

∑φ φ

1

,                                       (3.4)

onde N  é o número de dispersores de um elemento de resolução, cada um possuindo

uma amplitude s pq
n  e uma faseφ pq

n  .

Para medir a matriz de espalhamento complexa, o radar deve transmitir duas

polarizações ortogonais para cada freqüência. Consequentemente, uma das polarizações,

horizontal ou vertical, é transmitida primeiro e as polarizações vertical e horizontal são

recebidas, medindo-se a amplitude e a fase de cada uma. Em seguida, o mesmo
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processo é repetido para a outra polarização, obtendo-se assim as componentes HH,

HV, VV e VH.

Além da matriz de espalhamento complexa, existem outras maneiras de se representar

os dados polarimétricos, que são: matriz de Stokes, matriz de Stokes modificada, matriz

de covariância e matriz de Mueller. Para o objetivo do trabalho proposto só serão

descritas a matriz de covariância e a de Mueller.

O motivo dessa opção é que, segundo Ulaby e Elachi (1990), quanto maior for o

número de pixels mais recursos computacionais serão requeridos para a representação

através das matrizes de Stokes e de Stokes modificada, quando comparados com as

demais. Além disso, a matriz de Stokes é mais utilizada em processamentos single-look

e quando se deseja obter a forma da polarização da elipse, sendo possível recuperar o

ângulo de orientação da elipse1 e o ângulo de elipsidade2, propiciando a obtenção das

assinaturas polarimétricas, conforme mostram Van Zyl et al. (1987) e Lemoine (1992).

3.2 - MATRIZ DE COVARIÂNCIA

A partir da matriz de espalhamento complexa pode-se deduzir outra matriz de grande

importância quando se trata de dados polarimétricos, que é a matriz de covariância,

dada por (Van Zyl et al., 1987):
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onde, +
∗ ℜ∈ii SS  e CSS ji ∈∗  ( vvvhhvhhji  e ,,== ). Os elementos ∗

ji SS  são

estatisticamente dependentes, ou seja, existe correlação entre eles.

                                               

1  Ângulo que o eixo maior da elipse faz com a direção horizontal.
2  Ângulo que indica o quanto está achatada a elipse.
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3.3 - MATRIZ DE MUELLER

Outra forma muita empregada, principalmente em processamentos multi-look, para

representar os dados polarimétricos é através dada matriz de Mueller, dada por

(Sarabandi, 1992):
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O relacionamento entre a matriz de Mueller e a matriz de covariância é dado por (Ulaby

e Elachi, 1990):

1−= RCRM ,                                                     (3.7)
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Observando-se a matriz de Mueller (Equação 3.6), pode-se notar que todos os elementos

pertencem ao conjunto dos número reais e são estatisticamente independentes. Desta

forma, a matriz de Mueller requer menos esforço computacional para representar os

dados polarimétricos do que a matriz de covariância. Porém, através da matriz de

Mueller não se pode extrair a informação de fase dos dados polarimétricos, enquanto

que com a matriz de covariância isto é possível.
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CAPÍTULO 4

MODELAGEM DOS DADOS SAR

O preciso conhecimento das propriedades estatísticas dos dados SAR desempenha uma

função central no processamento e entendimento dessas imagens. Desta forma, algum

modelo deve ser adotado para que se possa processar e analisar estatisticamente as

imagens SAR. Dependendo da aplicação e do tipo de dado que se está trabalhando

pode-se utilizar diferentes modelos e, com isso, obter-se-ão resultados bem distintos.

Considerando que os dados obtidos com radiação coerente, como é o caso de imagens

SAR, possuem um ruído próprio (speckle), o modelo empregado para representar esse

tipo de dado SAR deve ser capaz de separar tal ruído do que seria efetivamente a

resposta do alvo na direção do sensor (backscatter). Desta forma, a maneira mais usual

de modelar os dados SAR é através do modelo multiplicativo. Este modelo supõe que,

sob certas condições (Tur et al., 1982), o valor observado em cada pixel é a ocorrência

de uma variável aleatória Z XY= , onde X  é a variável aleatória que modela o

backscatter e Y  é a variável aleatória que modela o speckle.

O modelo multiplicativo é bastante utilizado tanto para os dados monoespectrais como

para os polarimétricos, porém, a forma de modelar X  e Y , em cada um deles, é que

varia. Desta forma, são descritas a seguir, as principais distribuições obtidas através do

modelo multiplicativo, para dados SAR monoespectrais e polarimétricos. Além disso, é

apresentada uma nova distribuição, denominada 0
CG  multivariada, que foi desenvolvida

neste trabalho.

4.1 - SAR MONOESPECTRAL

Para explicar o comportamento estatístico desse tipo de dado SAR, o modelo

multiplicativo é bastante empregado, pois tanto o backscatter como o speckle podem ser

modelados de formas diferentes, dependendo do tipo de aplicação (Yanasse, 1991;

Yanasse et al., 1995; Vieira, 1996; Frery et al., 1997). Dependendo dos diferentes tipos

de detecção, linear (imagem em amplitude) e quadrática (imagem em intensidade), e das
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diferentes regiões imageadas, as distribuições associadas a X  e Y  variam, produzindo

diferentes distribuições para Z  (Ulaby e Dobson, 1989; Frery et al., 1997).

Para facilitar o entendimento da modelagem aplicada aos dados SAR polarimétricos

(Seção 4.2), serão mostradas nesta seção, apenas as distribuições decorrentes do modelo

multiplicativo para imagens SAR monoespectrais em intensidade, de modo que as

variáveis aleatórias X  e Y , associadas a esse modelo, receberão o subscrito “I”. A

modelagem aplicada para imagens SAR monoespectrais em amplitude e complexos

podem ser vistas em Vieira (1996).

Sob certas condições (Ulaby et al, 1986; Goodman, 1963) pode-se supor que o speckle

possui uma distribuição Γ( , )n n , onde n  é o número equivalente de looks3 (nel). Várias

distribuições podem ser utilizadas para o backscatter, visando a modelagem para

diferentes tipos de classes e seus diferentes graus de homogeneidade. Por exemplo, para

alguns parâmetros do sensor (comprimento de onda, ângulo de incidência, polarização,

etc.) uma pastagem pode ser mais homogênea que floresta, a qual é mais homogênea

que áreas urbanas. Frery et al. (1997) apresenta a modelagem para o caso geral,

considerando que o backscatter possui uma distribuição Gaussiana Inversa

Generalizada. Esta distribuição possui casos especiais mais simples que têm se

mostrado úteis na modelagem de áreas com diferentes graus de homogeneidade. A

modelagem para esses casos especiais possui a vantagem de tornar mais fácil a

estimação dos parâmetros das distribuições.

Na Tabela 4.1 são apresentadas, para dados em intensidade multi-look (ou n-looks), as

possíveis distribuições associadas a regiões com diferentes graus de homogeneidade,

denominadas aqui de regiões homogêneas, heterogêneas e extremamente heterogêneas.

Pode-se dizer que o grau de homogeneidade está associado ao parâmetro α . Isto pode

ser visto pela Equação 2.34, onde, a medida que ∞→α , a distribuição K nI ( , , )α λ

                                               

3 Equivale ao número de pixels que devem ser somados, de modo a se obter a mesma quantidade de
informação que a soma dos pixels da imagem original, que apresentam informação redundante. Desta
forma, o nel é sempre menor ou igual ao número de looks de uma imagem e único para toda a imagem.
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(áreas heterogêneas) tende para a distribuição ),( 1βnnΓ  (áreas homogêneas).

Entretanto, a medida que ∞→−α , a distribuição ( )nGI ,,0 γα  (áreas extremamente

heterogêneas) tende para a distribuição ),( 2βnnΓ  (áreas homogêneas).

TABELA 4.1 - RETORNO EM INTENSIDADE PARA N-LOOKS

BACKSCATTER SPECKLE RETORNO
REGIÕES

IX IY Z X YI I I=

CASO GERAL ),,(1 λγα−N G nI ( , , , )α γ λ

HOMOGÊNEAS C( )β Γ( , )n n ),( βnnΓ

HETEROGÊNEAS Γ( , )α λ K nI ( , , )α λ

EXTREMAMENTE HETEROGÊNEAS ),(1 γα−Γ ),,(0 nGI γα

Adaptada de Vieira (1996, p.41).

Na Figura 4.1 é mostrada uma comparação entre as principais distribuições decorrentes

do modelo multiplicativo para dados SAR monoespectrais em intensidade, com os

respectivos parâmetros de cada distribuição.

Figura 4.1 - Comparação entre as distribuições Gama, IK  e 0
IG .
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É importante mencionar que, além destas distribuições existem outras que, embora não

decorrentes do modelo multiplicativo, ajustam-se bem a esse tipo de dado SAR (Fung e

Chen, 1992; Karam et al., 1992; Vieira, 1996). Como exemplo pode-se citar as

distribuições Log-Normal, Beta e Weibull.

4.2 - SAR POLARIMÉTRICO

Quando se utilizam dados polarimétricos multi-look, como é o caso desse trabalho, os

poucos estudos realizados (Lee e Grunes, 1992; Du e Lee,1996) mostram que a melhor

maneira de modelá-los é a partir da matriz de covariância complexa, que apresenta uma

distribuição de Wishart complexa, apresentada na próxima seção. Porém, dependendo

da região de estudo, como acontece com os dados monoespectrais, a modelagem do

backscatter ( X ) deverá ser diferente, e consequentemente a distribuição associada ao

retorno ( Z ) variará. Desta forma, tal abordagem será utilizada neste trabalho e será

comentada a seguir.

4.2.1 - Regiões Homogêneas

Um radar polarimétrico mede a matriz complexa S  (Seção 3.1) para um dado ângulo de

incidência. Como mostrado em Ulaby e Elachi (1990), considerando-se que os satélites,

de um modo geral, transmitem e recebem pela mesma antena, ou seja, são monostáticos

(caso do backscatter), pode-se supor que os termos complexos hvS  e vhS  são iguais.

Desta forma, a matriz S  terá informação redundante, podendo ser resumida a:


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






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


=

3

2

1

S

S

S

CZ ,                                                      (4.1)

onde 1S , 2S  e 3S  denotam os valores de hhS , hvS  e vvS  para qualquer ordem e o

subscrito “C” representa um vetor complexo, sendo esse subscrito também adotado, no

decorrer desta seção, para denotar variáveis aleatórias complexas e matrizes complexas.
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Considerando que o elemento de resolução do terreno possui um número muito grande

de dispersores, o vetor 
CZ  pode ser modelado por uma distribuição Gaussiana

complexa multivariada (Seção 2.8) (Lee et al. 1994b). É importante ressaltar que o vetor

CZ  terá essa distribuição, pois o backscatter ( X ) é modelado através de uma constante;

já o speckle ( CY ) é modelado através de uma distribuição Gaussiana complexa

multivariada. Desta forma, através do modelo multiplicativo, o retorno ( CZ ), aqui

representado pelo vetor 
CZ , terá uma outra distribuição Gaussiana complexa

multivariada.

Os dados SAR polarimétricos são freqüentemente processados com o incremento do

número de looks, pois tem como vantagem a redução do speckle e a compressão dos

dados (Lee e Grunes, 1994). Esse tipo de processamento requer a média de várias

matrizes de covariância de 1-look independentes. Desta forma, a partir do vetor ( )kCZ ,

que representa a k -éssima amostra de 1-look, podemos obter a matriz de covariância

para n-looks, dada por (Lee et al., 1995):

∑
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n T
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ZZZ                                          (4.2)

A vantagem de se trabalhar com a matriz de covariância ao invés da matriz de Mueller é

que, apesar da segunda ter vantagem computacional sobre a primeira na síntese de

polarização, a matriz )(n
CC nZA = , apresenta uma distribuição de Wishart complexa

multivariada, conforme Srivastava (1963). Sendo assim, a densidade da variável

aleatória CA , associada a matriz CA , quando a dimensão do vetor 
CZ  for igual a q , será

dada por (Lee et al., 1994b):
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CCC E ∗= ZZC ; e ) (Γ  é a função

Gama de Euler (Seção 2.3).
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Assim, a densidade da variável aleatória )(n
CZ , associada a matriz )(n

CZ , é dada por:
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O estimador do parâmetro CC , obtido pelo método dos momentos, é dado por:
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onde, os termos da matriz CĈ  representam os momentos de primeira ordem, para as

imagens n-looks em intensidade )(n
iZ  e as complexas )(n

ijZ  ( vvhvhhji  e ,== ), onde:
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A partir da Equação 4.3 é que todas as densidades para dados polarimétricos,

considerando o backscatter constante, a seguir comentadas, são derivadas (Lee et al.,

1994a; Lee et al., 1994b; Lee et al., 1995). É importante ressaltar que segundo Lee et al.

(1994a)  as densidades das imagens diferença de fase e razão de intensidades n-looks, a

seguir mostradas, independem da região imageada. Apenas para facilitar a notação, o

sobrescrito “ )(n ” será omitido nos termos iZ  e ijZ , que continuarão indicando imagens

n-looks em intensidade e complexa, respectivamente.

4.2.1.1 - Densidade do Par de Imagens em Intensidade n-looks

Sejam duas imagens em intensidade n-looks representadas pelas variáveis aleatórias 1Z

e 2Z , obtidas a partir de duas componentes iS  e jS  da matriz de espalhamento, de
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acordo com a Equação 4.6. A densidade do par de imagens em intensidade n-looks,

derivada por Lee et al. (1994b), é dada por:
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onde,
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onde, ρc  é dado pela equação (Lee et al., 1994b):
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Os parâmetros ρc  e Iρ  representam a magnitude (módulo) dos coeficientes de

correlação complexos e em intensidade n-looks, respectivamente, e 1−nI  representa a

função modificada de Bessel de ordem 1−n  (Seção 2.3).

Os parâmetros 11h , 22h  e ρc  podem ser estimados através de uma amostra de tamanho

r, para uma dada classe, de acordo com as equações:

][ˆˆ
1111 Zmh =                                                    (4.13)

][ˆˆ
2122 Zmh =                                                    (4.14)
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Na Figura 4.2, Figura 4.3, Figura 4.4 e Figura 4.5 é mostrado como os parâmetros n ,

ρc , 11h  e 22h , respectivamente, interferem na forma da densidade do par de imagens

em intensidade n-looks. Considerando-se que cada uma da três densidades representasse

uma determinada classe, pode-se observar que a variação dos parâmetros n

(Figura 4.2), 11h  (Figura 4.4) e 22h  (Figura 4.5), permite uma boa separabilidade entre as

densidades, acarretando com isso, pouca confusão entre as classes em uma classificação

por Máxima Verossimilhança (MaxVer). Entretanto, a diminuição do parâmetro ρc

(Figura 4.3) proporcionaria, apenas, um achatamento na densidade, ocasionando uma

grande confusão entre as classes em uma classificação MaxVer.

Figura 4.2 - Densidades do par de imagens em intensidade para 2=n , 4 e 9, 5.0=cρ ,

8011 =h  e 10022 =h .
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Figura 4.3 - Densidades do par de imagens em intensidade para 1.0=cρ , 0.6 e 0.9,

4=n , 8011 =h  e 10022 =h .

Figura 4.4 - Densidades do par de imagens em intensidade para 6011 =h , 80 e 90,

4=n , 5.0=cρ  e 10022 =h .
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Figura 4.5 - Densidades do par de imagens em intensidade para 6022 =h , 80 e 90,

4=n , 5.0=cρ  e 6011 =h .

A grande vantagem da Equação 4.8 é que essa densidade pode ser utilizada em

classificações para os sistemas SAR monoespectrais, como por exemplo, ERS-1, JERS-

1 e RADARSAT, utilizando-se duas passagens distintas (Lee et al., 1995).

4.2.1.2 - Densidade da Imagem Diferença de Fase n-looks

Seja uma imagem diferença de fase n-looks representada pela variável aleatória Ψ ,

obtida a partir de duas componentes iS  e jS  da matriz de espalhamento, de acordo com

a equação (Lee et al., 1994b):
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A densidade de Ψ , derivada por Lee et al. (1994c), é dada por:
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onde, )cos( θψρδ −= c , ) ;2/1 1; ,( 2
12 δnF  é a função hipergeométrica gaussiana

(Seção 2.6) e θ  é a fase do coeficiente de correlação complexo (Equação 4.11), que

pode ser estimada a partir de uma amostra de tamanho m, de acordo com a equação:
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k
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m

k
kij ZZ

11

1-tanθ̂                                    (4.18)

onde, 
kijZ  representa o k-ésimo pixel da amostra de tamanho m da imagem ijZ .

Na Figura 4.6, Figura 4.7 e Figura 4.8 é mostrado como os parâmetros ρc , n  e θ ,

respectivamente, interferem na forma da densidade da imagem diferença de fase

n-looks. Considerando-se que cada uma das três densidades representasse uma

determinada classe, pode-se notar que, apenas a variação do parâmetro θ  (Figura 4.8)

permitiria uma boa separabilidade entre as densidades e por conseqüência, ocasionaria

pouca confusão entre as classes em uma classificação MaxVer.

Figura 4.6 - Densidades da imagem diferença de fase para 1=n , 4 e 9, 5.0=cρ  e

0.0=θ .
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Figura 4.7 - Densidades da imagem diferença de fase para 2.0=cρ , 0.6 e 0.9, 4=n  e

0.0=θ .

Figura 4.8 - Densidades da imagem diferença de fase para 5.1−=θ , 0. e 1.5, 4=n  e
5.0=cρ .
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A imagem diferença de fase obtida através das componentes co-polarizadas (HH e VV),

tem mostrado ser um proveitoso discriminante de alvos terrestres, principalmente nas

classificações digitais de imagens SAR (Ribeiro et al., 1996; Ribeiro, 1997).

4.2.1.3 - Densidade da Razão de Imagens em Intensidade n-looks

A partir de duas imagens em intensidade n-looks, representadas pelas variáveis

aleatórias 1Z  e 2Z , a densidade da razão 21 ZZW =  foi derivada por Lee et al. (1994b),

e é dada por:
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onde, 2211 hh=τ .

O parâmetro τ  pode ser estimado pelo método dos momentos, através da seguinte

equação:
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Na Figura 4.9, Figura 4.10 e Figura 4.11 é mostrado como os parâmetros n , ρc  e τ ,

respectivamente, influem na forma da densidade da razão de imagens em intensidade n-

looks. Considerando-se que cada uma da três densidades representassem uma

determinada classe, pode-se observar que a variação dos parâmetros n  (Figura 4.9) e

ρc  (Figura 4.10), produzem efeitos semelhantes, não permitindo uma boa

separabilidade entre as densidades, acarretando com isso, uma grande confusão entre as

classes em uma classificação MaxVer. Entretanto, com a variação do parâmetro τ

(Figura 4.11), seria possível obter uma razoável separabilidade entre as densidades,

acarretando com isso, pouca confusão entre as classes na classificação MaxVer. Porém,

para que essa confusão seja pequena, os valores do parâmetro τ  de cada classe, devem

ser bem distintos.
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Figura 4.9 - Densidades da razão de imagens em intensidade para 2=n , 4 e 9,
5.0=cρ  e 30.0=τ .

Figura 4.10 - Densidades da razão de imagens em intensidade para 1.0=cρ , 0.7 e 0.9,

4=n  e 30.0=τ .
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Figura 4.11 - Densidades da razão de imagens em intensidade para 15.0=τ , 0.25 e
0.35, 5.0=cρ  e 4=n .

A razão de co-polarização (HH/VV) pode ser usada para a estimação da mistura dos

solos, e a razão HV/VV para a banda P tem se mostrado uma boa medida de biomassa

(Lee et at., 1995).

4.2.1.4 - Densidade do Par de imagens Intensidade-Diferença de Fase n-looks

Sejam duas imagens n-looks, uma em intensidade, representada pela variável aleatória

1Z , e uma diferença de fase, representada pela variável aleatória Ψ , obtidas de duas

componentes iS  e jS  da matriz de espalhamento. Seja uma imagem representada pela

variável aleatória 1B , definida por (Lee et al., 1995):
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===                                             (4.21)

 A densidade conjunta de 1B  e Ψ  foi derivada por Lee at al. (1995), e é dada por:



70

dn

d

b
b

d

b
F

n
d

b
b

bp

n
n

B
)(2

)1(
exp 

  ;
2

1
 ;1

)(  2

exp
),(

2
12

1

1

1
2

11

11
1

1),( 1 Γ








 −
−

+







Γ







−

=

−
−

Ψ π

δ
δ

δ
π

ψ      (4.22)

onde, 
2

1 cd ρ−= , o parâmetro δ  vem da Equação 4.17 e [ ]11 F  é a função

hipergeométrica degenerada ou confluente (Seção 2.7) .

Na Figura 4.12, Figura 4.13, Figura 4.14 e Figura 4.15 é mostrado como os parâmetros

n , ρc , θ  e 11h , respectivamente, interferem na forma da densidade do par de imagens

intensidade-diferença de fase. Considerando-se que as densidades representassem

classes distintas, nota-se que a variação dos parâmetros n  (Figura 4.12) e ρc

(Figura 4.13) não permite a separação entre as densidades, gerando uma grande

confusão entre as classes na classificação MaxVer. Porém, a variação dos parâmetros θ

(Figura 4.14) e 11h  (Figura 4.15) permite uma boa separação entre as densidades,

principalmente, com o parâmetro θ , gerando pouca confusão na classificação MaxVer.

Figura 4.12 - Densidades do par de imagens intensidade-diferença de fase para 2=n , 4
e 9, 5.0=cρ , 0.0=θ  e 5011 =h .
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Figura 4.13 - Densidades do par de imagens intensidade-diferença de fase para
4.0=cρ ,0.6 e 0.7, 2=n , 0.0=θ  e 5011 =h .

Figura 4.14 - Densidades do par de imagens intensidade-diferença de fase para
5.1−=θ , 0.0 e 1.5, 4=n , 6.0=cρ  e 5011 =h .
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Figura 4.15 - Densidades do par de imagens intensidade-diferença de fase para 2011 =h ,

60 e 100, 4=n , 6.0=cρ  e 0.0=θ .

4.2.2 - Regiões Heterogêneas

Como apresentado na Tabela 4.1, a suposição de backscatter constante só se aplica bem

para regiões homogêneas. Entretanto, quando se trata de regiões heterogênas, para

dados monoespectrais em intensidade, esse tipo de modelagem não se aplica bem, sendo

o backscatter modelado através da distribuição Γ( , )α λ  (Jakeman, 1980; Jakeman e

Pusey, 1973; Jakeman e Pusey, 1976). Com isso, podemos associar à matriz de

covariância )(n
CZ  (obtida pelo processamento multi-look do vetor CZ , segundo a

Equação 4.2) uma distribuição CK  multivariada multi-look, sendo que o speckle é

modelado da mesma forma que em regiões homogêneas. A obtenção dessa distribuição

é comentada a seguir.

Considere o vetor CZ  como o produto da raiz quadrada de uma variável aleatória G ,

com distribuição Gama com média 1 (Seção 2.10), por um vetor complexo,
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representado pela variável aleatória CU , com distribuição gaussiana complexa

multivariada (Seção 2.8), ou seja:

CC GUZ =                                                    (4.23)

Desta forma, como mostrado em Novak (1989), o vetor CZ  possui uma distribuição

CK  multivariada 1-look, dada por:

 ( )
( ) 2

)(
1

12

)(

)(

)(22

α

α

α

απ

αα

−
−∗

−∗
−

+

Γ









=
q

C

T

C
q

C

T

q

q

Z

zz

zzK
zp

C

CC

C
                              (4.24)

onde ) (α−qK  é a função de Bessel de terceiro tipo e ordem α−q  (Seção 2.5).

A partir do processamento multi-look, de acordo com a Equação 4.2, e considerando que

a distribuição associada a G  não depende do número de looks, a distribuição de )(n
CZ

foi derivada por Lee et al. (1994a) e denominada de CK  multivariada multi-look, dada

por:
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onde K qnα− ( )  é a função de Bessel de terceiro tipo e ordem qn−α  (Seção 2.5).

Podemos notar que se o número de componentes do vetor CZ  (e consequentemente de

)(n
CZ ) for igual a 1, ou seja, 1=q  (caso monoespectral), a Equação 4.25 se reduz à

distribuição IK  (Seção 2.12).

O parâmetro CC  da distribuição CK  multivariada multi-look é estimado através da

Equação 4.5, já o parâmetro α  é estimado do seguinte modo:
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1) Estima-se o valor de α , para cada componente polarimétrica em intensidade,

considerando-se o número de looks n  conhecido, através da equação (Vieira,

1996):

( ) ( ) ( )vvhvhhi
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onde, ii mm 21 ˆ e ˆ representam o primeiro e segundo momentos amostrais de i,

respectivamente

2) O valor do parâmetro α  é obtido através da média dos valores de ( )$α m i
 , ou

seja:
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++

=                                       (4.27)

4.2.3 - Regiões Extremamente Heterogêneas

As distribuições associadas para regiões homogêneas e heterogêneas, anteriormente

citadas, já fazem parte da literatura científica. Entretanto, quando necessitamos modelar

regiões extremamente heterogêneas (ex: área urbana), onde as distribuições

anteriormente comentadas não se ajustam bem aos dados complexos multivariados

multi-look, não encontramos na literatura científica, trabalhos desenvolvidos para essa

modelagem, somente para dados monoespectrais multi-look (Frery et al., 1997; Vieira,

1996). Desta forma, nesta dissertação de mestrado foi desenvolvida uma modelagem

para dados multivariados complexos multi-look, para regiões extremamente

heterogêneas, a qual é apresentada em detalhes a seguir.

Como mostrado em Frery et al. (1997), para regiões extremamente heterogêneas, a

melhor maneira de modelar o backscatter, para dados monoespectrais em intensidade, é

através da distribuição inversa da Gama, representada por ( )γα ,1−Γ  (Seção 2.11). Desta

forma, quando se utilizam dados polarimétricos a mesma modelagem pode ser feita para

o backscatter. Com isso, podemos associar à matriz )(n
CZ  uma nova distribuição,
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denominada 0
CG  multivariada multi-look, sendo que o speckle é modelado da mesma

forma que em regiões homogêneas. O desenvolvimento dessa nova distribuição é

comentado a seguir.

Partindo-se do caso 1-look, considera-se que o vetor CZ  é o produto da raiz quadrada

de uma variável aleatória G  com distribuição inversa da Gama com média 1 (Seção

2.11), por um vetor complexo, representado pela variável aleatória CU , com

distribuição Gaussiana complexa multivariada (Seção 2.8), conforme a Equação 4.23.

Realizando-se o processamento multi-look, obtemos:
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Considerando que a função )(kG  não depende do número de looks, podemos retira-lá

do somatório, obtendo-se assim:
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onde, )(n
CU  tem uma distribuição de Wishart complexa multivariada, de acordo com a

Equação 4.4. Assim, a função densidade de probabilidade da variável aleatória )(n
CZ ,

associada à matriz )(n
CZ , é obtida aplicando-se:
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Considerando que:
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temos:
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Como ( )up n
CU )(  tem uma distribuição de Wishart multivariada (Equação 4.4), temos:
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Substituindo a Equação 4.33 na Equação 4.32, obtemos:
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Como ( )gpG  é a densidade de ( )αα ,1−Γ , de acordo com a Seção 2.11, temos:

( )
( ) ( )

 exp
1









−Γ−

=
−

g

g
gpG

α
αα α

α

                                    (4.35)

Fazendo αν −=  e substituindo as Equações 4.34 e 4.35 na Equação 4.30, obtemos:
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Isolando apenas a integral (∆) e fazendo a seguinte transformação:
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Fazendo uma nova transformação, dada por:
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obtemos:
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Segundo Gradshteyn e Ryzhik (1980, p.933, Equação 8.310) temos que:
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Substituindo a Equação 4.41 na Equação 4.40 e aplicando na Equação 4.36, temos que:
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Substituindo αν −= , obtemos a distribuição 0
CG  multivariada multi-look, dada por:

( ) ( )
( ) ( ) [ ]   

)(),( 1

)   (

)( αα ααα

α
−−

−

−−Γ−

−Γ
=

qn

C

n

C

qnqn

Z
znTrqnK

qnzn
zp n

C CC
               (4.43)

Podemos notar que se o número de componentes do vetor CZ  for igual a 1 (e

consequentemente de )(n
CZ ), ou seja 1=q  (caso monoespectral), a Equação 4.43 se

reduz a distribuição 0
IG  (Seção 2.16).

O parâmetro CC  da distribuição 0
CG  multivariada multi-look é estimado através da

Equação 4.5; já o parâmetro α  é estimado do seguinte modo:
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1) Estima-se o valor de α , para cada componente polarimétrica em intensidade,

considerando-se o número de looks n  conhecido, através da solução da seguinte

equação (Vieira, 1996):
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onde, ii mm 4/12/1 ˆ e ˆ representam os momento amostrais de ordem 41  e  21  de i,

respectivamente.

2) O valor do parâmetro α  é obtido através da média dos valores de ( )$α m i
, através

da Equação 4.27.

Como mostrado em Frery et al. (1997), para imagens SAR monoespectrais em

intensidade e amplitude, as distribuições 0
IG  e 0

AG , respectivamente, produzem uma boa

modelagem para áreas consideradas extremamente heterogêneas. Desta forma, espera-se

que a nova distribuição 0
CG  multivariada multi-look, desenvolvida neste trabalho,

produza uma modelagem mais adequada para dados complexos multivariados,

acarretando com isso, classificações com resultados melhores em relação aos obtidos

com a modelagem clássica, que supõe que os dados provenientes das classes de

interesse pertencem a uma distribuição Normal multivariada.
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CAPÍTULO 5

TEORIA DAS CLASSIFICAÇÕES

Neste capítulo serão descritas as duas técnicas de classificação estatística utilizadas

neste trabalho, que são: Máxima Verossimilhança (MaxVer) e o algoritmo ICM, que são

classificadores pontuais e contextuais, respectivamente.

5.1 - INTRODUÇÃO

A classificação de imagens é um procedimento pelo qual é gerada uma imagem onde os

valores em cada posição são temas de interesse, por exemplo, tipos de vegetação, tipos

de cultura etc. Existem várias abordagens possíveis para modelar este procedimento

mas, em geral, pode-se dizer que a associação de temas a cada uma das posições de uma

imagem é feita em função das características espectrais, contextuais, semânticas etc.,

dessa posição e, possivelmente, das restantes.

Existem vários métodos, decorrentes de outras tantas abordagens, para se classificar

uma imagem, como podem ser vistos em Crosta (1992) e Richards (1986). Em cada um

desses métodos, uma determinada modelagem é adotada para obtenção da imagem

classificada e, uma vez adotada uma modelagem, faz-se necessária a implementação da

técnica associada. Desta maneira, para os objetivos desta dissertação, será importante

distinguir entre "metodologia" ou "abordagem" (que é o lado teórico do procedimento) e

"implementação" ou "algoritmo" (que é a proposta e criação da ferramenta que, de fato,

realizará a classificação).

Neste trabalho, será feita uma modelagem do processo de classificação segundo Bustos

e Frery (1992), que seguem uma abordagem Bayesiana, que será útil para descrever o

processo de classificação implementado neste trabalho. Esta abordagem particular não é

a mais geral possível (não inclui, por exemplo, o problema de classificação sub-pixel),

mas levou aos bons resultados apresentados em Vieira (1996), Correia et al. (1998) e

Freitas et al. (1998). Por outro lado, sendo esta abordagem de teor formal, é possível,

caso seja constatada futuramente a necessidade, generalizá-la para abranger novas

situações de interesse.
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Para tanto, suponhamos que a escolha particular das classes subjacentes à imagem

observada é da alçada da natureza ou de algum outro processo que não está disponível

nem é controlável pelo observador.

Desta maneira, o processo de escolha das classes ou do mapa por parte da natureza,

pode ser modelado através de uma variável aleatória que tem por contradomínio o

conjunto dos mapas possíveis. Essa variável aleatória será aqui denotada SΞ→Ω:M ,

onde Ω  é o espaço amostral (genérico), },,{ 1 lK ξξ=Ξ  é o conjunto das classes

possíveis em cada coordenada, e S  é o conjunto de coordenadas.

Uma vez escolhido pela natureza o mapa )(ωη M= , é gerada pelo imageador a imagem

observada )(ωZz =  como uma transformação desse mapa. Essa transformação, que

modela todo o processo de imageamento, depende de um grande número de fatores: o

sensor empregado, as condições do imageamento, etc. Esse processo pode ser modelado

de forma genérica pela transformação )(ητ=z . Em Bustos e Frery (1992) é fornecida

uma descrição bastante geral da transformação τ , útil para a modelagem estatística dos

processos de classificação, de segmentação, de filtragem, etc. Essa modelagem inclui

transformações locais, pontuais e o acréscimo de ruído.

O processo de classificação consiste em estimar (recuperar) o mapa gerado pela

natureza )(ωη M=  a partir da observação da imagem numérica gerada pelo imageador

)(ωZz = . É desejável incorporar a informação decorrente do conhecimento (ou

modelagem) do processo de imageamento, descrita na transformação τ , pois espera-se

que esse conhecimento leve a métodos mais eficazes de classificação.

Se a transformação τ  fosse inversível, a recuperação do mapa verdadeiro η  consistiria

na inversão da transformação de imageamento, isto é, )(1 z−= τη . Bons modelos para a

transformação de imageamento τ  incluem componentes intrinsecamente não

inversíveis, tais como transformações locais (médias locais, por exemplo) e acréscimo

de ruído (soma de ruído Gaussiano, por exemplo).
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Quando a transformação )(ητ=z  não é inversível, e quando há componentes aleatórias

nela, pode-se aspirar a ter apenas estimadores do mapa η  baseados nos dados

observados z . Denotemos um desses estimadores )(ˆˆ zηη = . O conhecimento da

transformação τ , a precisão desejada do estimador e os esforços requeridos para derivá-

lo, implementá-lo e obtê-lo computacionalmente influirão na escolha do estimador

particular a ser empregado.

A  Figura 5.1 ilustra graficamente a referida modelagem apresentada em Bustos e Frery

(1992). Os conjuntos Ω , Ξ  e pR  denotam, respectivamente, o espaço amostral

(arbitrário), o conjunto das classes possíveis e o conjunto das possíveis radiometrias a

serem observadas. Para este último é utilizado pR  uma vez que neste trabalho

considera-se o caso das imagens multiespectrais.

Ξ

)(ωη M=

Ω

ω

M

)(ητ=z

τ

pR

Figura 5.1 - Esquema da modelagem do processo de transformação de um mapa
(verdade terrestre) em uma imagem observada.

Para formalizar estas hipóteses, consideremos },,{ 1 lK ξξ=Ξ  o conjunto de classes.

Um mapa η  é a escolha de uma destas classes para cada coordenada { }KssS ,,1 K= ,

isto é, { } Sss ∈= ηη , com Ξ∈sη  para cada Ss ∈ . Tal como acima mencionado, esse

mapa não está disponível, e o objetivo de uma classificação é obtê-lo ou obter um
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estimador dele a partir dos dados (e de algum conhecimento a respeito do processo de

formação da imagem).

Neste trabalho o problema de classificação será atacado do ponto de vista da estatística

Bayesiana. A escolha deste referencial deve-se aos bons resultados já obtidos para

imagens SAR (Frery, 1993; Frery e Mascarenhas, 1993; Vieira, 1996), e pela

disponibilidade de um sistema que já implementa boa parte das rotinas necessárias.

Devem ser feitas duas modelagens para completar um referencial Bayesiano: a

distribuição a priori, isto é, a caracterização probabilística da informação anterior à

degradação (um modelo probabilístico para a variável aleatória M ), e a caracterização

probabilística do processo de degradação ou de geração dos dados observáveis, isto é,

um modelo para o processo τ .

Esses modelos probabilísticos serão denotados, por simplicidade, como " Pr ",

independentemente do fato de utilizarem densidades ou probabilidades discretas. Assim

sendo, )Pr(M  denota a distribuição a priori e ))(|Pr( ηω == MzZ  denota a

distribuição condicional, isto é, de observarmos a imagem z  dado que a natureza

escolheu o mapa η .

Uma vez fornecidas essas distribuições, que dependem do realismo desejado e do custo

tolerável, pode-se propor uma série de estimadores do mapa η  baseados na informação

disponível z . Dois dos mais importantes estimadores são definidos a seguir:

{ })|Pr(maxˆ 1
MAP zηη

η
−

Ξ∈
= S                                            (5.1)

{ }{ }
Ssss ∈

−
Ξ∈= )|Pr(maxˆ 1

MPM zηη η                                       (5.2)

A Equação 5.1 define o estimador de máximo a posteriori (MAP), enquanto a

Equação 5.2 é a definição do estimador de máximo (moda) das marginais a posteriori

(Marginal Posterior Mode - MPM). Uma discussão a respeito destes e outros

estimadores Bayesianos pode ser vista em Frery (1993). Uma vez que eles têm em

comum a complexidade de implementação e de execução, além de requererem muito
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tempo de processamento, quando algum tipo de informação contextual é incorporado,

são utilizados outros algoritmos para estimar o mapa η .

Desta forma, será feita a seguir a modelagem estatística da escolha de η  por parte da

natureza, isto é, serão consideradas e interpretadas diferentes distribuições para M .

Serão derivados dois algoritmos diferentes: o de Máxima Verossimilhança Pontual, que

considera apenas as distribuições condicionais, e o algoritmo contextual ICM, que

incorpora dependência espacial entre classes, através do modelo de Potts-Strauss, bem

como as observações, através das variáveis aleatórias cuja distribuição depende da

classe observada.

5.2 - O ALGORITMO DE MÁXIMA VEROSSIMILHANÇA (MAXVER)

A classificação por Máxima Verossimilhança (MaxVer) é uma das técnicas de

classificação supervisionada mais comumente utilizadas para dados de sensoriamento

remoto (Richards, 1986). As principais etapas desta classificação são (Vieira et al.,

1996):

1) Decidir, dentre os possíveis conjuntos de classes da cobertura terrestre, aqueles

que serão utilizados para particionar a imagem a ser classificada;

2) associar uma distribuição a cada classe;

3) selecionar e retirar amostras de regiões representativas de cada classe;

4) estimar os parâmetros das distribuições associadas a cada classe;

5) opcionalmente, pode-se testar o ajuste das distribuições associadas a cada classe

e, eventualmente, modificar alguma das escolhas realizadas na segunda etapa;

6) classificar a imagem, atribuindo cada pixel da imagem à classe com maior

verossimilhança.

A escolha clássica, da qual decorre o método de classificação por Máxima

Verossimilhança Pontual, consiste em supor eqüiprobabilidade e independência total
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das classes e ainda supõe-se que as observações, dadas as classes, são independentes.

Esta hipótese quer dizer que, para cada coordenada, todas as classes têm a mesma

probabilidade de serem observadas e que a escolha da classe, dado que já foram

observadas todas as classes das outras coordenadas, não depende desta informação. O

estimador de máxima verossimilhançca é definido sob estas condições por:

{ } { }{ }
Ssssss ∈

−
Ξ∈

−
Ξ∈ == )|Pr(max)|Pr(maxˆ 11

MXV ηηη ηη zz                      (5.3)

O método consiste em associar para a coordenada s  a classe ξ  que maximiza o valor

dado por:

{ }{ })|Pr(max 1
,,1

ξξξξ sz
l

−
∈ K                                             (5.4)

As verossimilhanças MaxVer nas classes correspondem às densidades calculadas no

valor sz  (radiometria observada) em cada uma das distribuições associadas às classes

na classificação MaxVer. É conveniente notar que grande parte da comunidade de

usuários de sensoriamento remoto associa "classificação MaxVer" a este método sob a

restrição adicional das distribuições serem Gaussianas. Esta associação deve-se ao fato

da grande maioria dos sistemas de processamento de imagens (SITIM, SPRING,

ERDAS, para citar alguns exemplos) fazerem essa suposição e não frisá-la na hora de

descrever o procedimento. O nome preciso desta técnica é "Classificação de Máxima

Verossimilhança Gaussiana para classes equiprováveis". Neste trabalho não será

imposta a restrição de Gaussianidade das observações.

A grande vantagem da classificação MaxVer é decorrente do seu baixo custo

computacional de implementação e de execução. Estamos interessados em melhorar os

resultados obtidos com o MaxVer, que é notadamente inadequado quando a informação

contextual é relevante, como é o caso das imagens SAR ou das imagens ópticas de alta

resolução. Na simplicidade de implementação e baixo custo de execução deste método

reside a sua fraqueza: a impossibilidade de incorporar a dependência espacial entre as

classes, além da equiprobabilidade das classes. A incorporação de modelos a priori

mais realistas inviabiliza o uso do MaxVer mas, em compensação, há suficientes
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evidências na literatura de que os ganhos obtidos ao utilizá-los são significativos. Desta

forma, modelos que utilizam distribuições a priori não triviais para os mapas devam ser

utilizados, como é o caso do modelo de Potts-Strauss, descrito a seguir.

5.3 - O MODELO DE POTTS-STRAUSS

O modelo de Potts-Strauss consiste em supor que a distribuição a priori para os mapas é

dada por:











== ∑

ts
stD ,

}{ )(1exp
1

)Pr( ηβη ηM ,                                   (5.5)

onde β  é um número real (positivo para a grande maioria das nossas aplicações), ts,

denota que as coordenadas Sts ∈,  são distintas e vizinhas em algum sentido (nas

nossas aplicações elas estão a uma distância menor ou igual a 2 ) e )(1 }{ st
ηη  é a

função que vale a unidade quando ts ηη =  e zero caso contrário. A constante D ,

chamada função de partição, tem por único objetivo fazer com que a expressão acima

seja uma probabilidade, isto é, que o somatório sobre todos os eventos possíveis (os

elementos de Ξ ) seja igual a unidade.

Essa distribuição, para 0>β , favorece a ocorrência de aglomerados de classes, sendo

os mapas mais prováveis aqueles que exibem uma única classe. Essa é uma propriedade

relevante, pois serão mais desejáveis aqueles mapas mais suaves, isto é, aqueles que

exibem menos pontos de classes isoladas.

Outra propriedade muito importante do modelo de Potts-Strauss é que as distribuições

condicionais decorrentes da Equação 5.5 são fáceis de derivar e tratáveis tanto

analiticamente quanto computacionalmente. Estas distribuições são dadas por:

( )}:{#exp)|Pr()|Pr( }{\ tssssSs t
s

ηηβηηηη =∂∈∝= ∂ ,                    (5.6)
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onde, s∂  é o conjunto de coordenadas vizinhas à coordenada s . Essas distribuições são

chamadas características locais do modelo. O teorema de Hammersley-Clifford, que

pode ser visto em Frery (1993), prova, com muita generalidade, a equivalência entre a

distribuição conjunta dada na Equação 5.5 e o conjunto de características locais

apresentado na Equação 5.6. Para os propósitos deste trabalho, a utilidade da Equação

5.5 é a sua interpretação dada acima. São as características locais apresentadas na

Equação 5.6 que estarão envolvidas no cômputo das classificações contextuais.

5.4 - O ALGORITMO ICM

Tal como mencionado anteriormente, o critério de Máxima Verossimilhança é o de

maximizar uma função que depende da radiometria e do modelo (distribuição)

escolhido para cada classe. Esse critério não leva em consideração a informação

contextual, já que supõe que as radiometrias são eventos provindos de variáveis

aleatórias independentes, dadas as classes.

Alguns algoritmos têm sido propostos para utilizar a informação contextual das imagens

de sensoriamento remoto em classificações digitais (Gong, 1992; Vieira, 1996; Frery e

Mascarenhas, 1993; Erthal e Frery, 1993). Por sua vez, esses algoritmos, quando

comparados com os usuais (por exemplo MaxVer), requerem um aumento no tempo

computacional, além de serem bem mais complexos, em termos de formulação e

implementação. Por esse motivo, um dos algoritmos mais utilizado é o ICM (Iterated

Conditional Modes), pois uma de suas vantagens mais interessantes, em relação aos

estimadores MAP e MPM, além do tempo computacional menor, é o fato de permitir

uma implementação amigável para o usuário. Essa implementação pode não precisar de

maiores conhecimentos do que os requeridos para utilizar o método de segmentação

MaxVer pontual, que é de uso corrente.

Supondo que as classes podem ser descritas pelo modelo de Potts-Strauss, o problema

da classificação consiste em encontrar um estimador do mapa η , a partir dos dados.

Pode-se considerar que a distribuição das classes proveniente das observações é

conhecida, após a fase de treinamento requerido pelo algoritmo MaxVer.
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O algoritmo ICM é determinístico, isto é, a unicidade de sua solução é garantida pela

sua definição, além de ser um método iterativo de refinamento de classificações, do tipo

spin-flip, que consiste em substituir a classe associada a cada coordenada por aquela

classe que maximiza um certo critério. Esse critério é a distribuição a posteriori da

classe, dadas a radiometria (componente MaxVer) e as classes vizinhas (componente

contexto). A influência das classes vizinhas é quantificada por um parâmetro real, que é

estimado iterativamente supondo um modelo para a distribuição espacial das classes.

Essa influência é geralmente computada para quatro ou oito vizinhos.

O método consiste em substituir, na iteração t , a classe )(ˆ txs  da coordenada s  pela

classe Ξ∈ξ  que maximiza a expressão:

( )}:{#exp)()( ξξβξ ξ =∂∈= tss tzfL ,                                (5.7)

onde )( szfξ  é a densidade associada a classe ξ , cujo valor na coordenada s  é igual a

sz . Se 0=β , o algoritmo ICM se reduz à classificação MaxVer e quando ∞→β , o

algoritmo ICM se reduz ao filtro da moda. Neste trabalho, será utilizado o algoritmo

ICM, para vizinhança oito, descrito com detalhes e implementado em Vieira (1996).

5.5 - TESTE DAS CLASSIFICAÇÕES

Comparando-se a imagem classificada com amostras de teste específicas ou com

imagens verdade que estejam co-registradas, pode-se obter uma matriz de confusão,

onde são apresentadas as quantidades e/ou percentagens de pixels classificados correta e

incorretamente em cada classe.

Alguns métodos tem sido propostos para a determinação da exatidão da classificação

utilizando-se matrizes de confusão (Bishop et al., 1975; Campbell, 1987; Ma e

Redmond, 1995). Neste trabalho será utilizado o Coeficiente de Concordância Kappa,

descrito em Hudson e Ramm (1987), para realizar o teste da classificação, bem como os

testes de hipóteses bilaterais, descritos em Vieira (1996), para comparação das matrizes

de confusão das classificações obtidas.
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CAPÍTULO 6

DESCRIÇÃO DO SISTEMA DESENVOLVIDO

Neste capítulo é apresentada uma breve descrição do software ENvironment for

Visualizing Images (ENVI), ferramenta principal desse trabalho, passando-se em

seguida para uma descrição detalhada dos algoritmos de classificação MaxVer/ICM,

para imagens SAR monoespectrais e polarimétricas, implementados nesse software

através da linguagem de programação Interactive Data Language (IDL).

6.1 - DESCRIÇÃO DO SOFTWARE ENVI 3.0

O ENVI é um sistema  para processamento de imagens desenvolvido para a

visualização e análise de dados de sensoriamento remoto de satélites e aeronaves. O

ENVI providencia um ambiente extremamente poderoso e amigável para o usuário, que

permite exibir e analisar imagens de vários tamanhos e formatos (ENVI, 1997).

O ENVI possui uma série completa de funções comuns para processamento de imagens

acessadas através de Interfaces Gráficas ponto-e-click interativas com o usuário (GUI).

Em adição, o software ENVI incorpora processamentos avançados multiespectrais e

hiperespectrais bem como outros especializados, incluindo a capacidade de analisar

dados SAR tanto monoespectrais (ERS-1 e ERS-2, JERS-1 e RADARSAT) como

polarimétricos (JPL AIRSAR e SIR-C).

Uma das vantagens do software é a possibilidade do próprio usuário implementar novas

rotinas para determinadas aplicações (ex.: Classificação, Segmentação, Filtragem, etc.).

Isto é possível pois o ENVI é escrito inteiramente em IDL, que é uma poderosa

linguagem de programação, estruturada e baseada em vetores que combina

processamento integrado de imagens com a capacidade de exibir com facilidade

conjuntos de ferramentas para o uso das GUI.

Apesar do software ENVI 3.0 ser dotado de inúmeras funções, no que diz respeito a

classificação de imagens SAR, as opções disponíveis na versão original não são
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adequadas, pois o seu principal classificador supervisionado, o MaxVer, supõe a

normalidade dos dados, além de não existir nenhum classificador contextual.

Com a finalidade de aprimorar o software e aproveitar as várias funções auxiliares para

a classificação supervisionada de imagens (leitura de imagens, seleção de áreas de

treinamento, etc.) e as de processamento de dados SAR (filtragem, correções

geométricas, etc.), as rotinas de classificação MaxVer/ICM para dados polarimétricos

foram introduzidas no ENVI 3.0, utilizando-se funções do próprio software com os

recursos disponíveis na linguagem IDL, sendo as mesmas descritas a seguir.

Porém, antes de comentar cada uma das funções implementadas neste trabalho faz-se

necessário uma descrição das rotinas de classificação MaxVer/ICM para dados SAR

monoespectrais, baseadas em distribuições apropriadas a dados SAR, desenvolvidas por

Vieira (1996), que foram introduzidas no ENVI 3.0, pelo próprio, ao término de sua

dissertação de mestrado. É importante comentar que tais funções serão aqui descritas

porque foram amplamente utilizadas no decorrer deste trabalho, além do fato de que

necessitam ser documentadas para servirem de referência para qualquer usuário, em

trabalhos futuros.

Notação para este capítulo:

As opções e subopções de menu, utilizadas no programa, serão denotadas em itálico,

assim como os termos em inglês que forem empregados.

De um modo geral as GUIs, que permitem a seleção de operações aplicáveis aos dados,

possuem as opções:

• Ok ou Done: botão para finalizar as operações indicadas para execução ou já

executadas em memória.

• Cancel: botão para cancelar as operações indicadas para execução ou já

executadas em memória e fechar a GUI.
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6.2 - ENTRADA DOS DADOS

Como todas as opções implementadas, tanto para imagens SAR monoespectrais como

polarimétricos, possuem a mesma seqüência inicial de GUIs para a entrada dos dados

que serão utilizados na classificação MaxVer/ICM, o procedimento será descrito, a

seguir, de forma única.

Ao escolher uma das opções implementadas, será ativada a GUI correspondente à

Figura 6.1, onde, no alto, aparece a especificação da imagem que deverá ser escolhida

(amplitude, intensidade ou complexa), com:

Figura 6.1 - Interface para seleção das imagens de entrada.

• Open  image file: botão que ativa a GUI correspondente à Figura 6.2 para

seleção de uma imagem;
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• Open Spectral Library: botão para selecionar uma biblioteca espectral (esta

opção é padrão do ENVI e não tem utilidade para as rotinas de classificação

implementadas).

A imagem selecionada na GUI da Figura 6.2 será incluída no lado esquerdo da Figura

6.1, no campo Select Input File, ao mesmo tempo que aparecerá no lado direito, no

campo File Information, as informações contidas no arquivo de header (no formato do

ENVI, com extensão *.hdr) dessa imagem.

Figura 6.2 - Interface para seleção do arquivo de entrada.

Em seguida, deve-se clicar sobre a imagem escolhida, no campo Select Input File,

iluminando-a, e com o botão Ok, confirmar a sua escolha. Este procedimento deverá ser

repetido para todas as imagens de entrada, de modo que o número e o tipo de imagens a

serem selecionadas dependerão da opção implementada. Caso uma imagem selecionada

não possua o arquivo com extensão *.hdr, será ativada a GUI correspondente à Figura

6.3, para que o usuário entre com os dados da imagem (linha, coluna, tipo de dado, etc.)

e, com isso, o seu respectivo arquivo *.hdr possa ser criado, permitindo assim, que a

imagem de entrada possa ser visualizada através do ENVI.
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Figura 6.3 - Interface para criar o header da imagem

Caso uma imagem já selecionada seja escolhida novamente, por engano, o sistema

informará o erro ativando a GUI correspondente à Figura 6.4.

Figura 6.4 - Interface para acusar erro na seleção das imagens.

Após a seleção das imagens de entrada o sistema ativará a GUI correspondente à Figura

6.5, para seleção do arquivo de ROI’s (Region-Of-Interest = amostras de treinamento,

com extensão *.roi) a ser utilizado na classificação MaxVer.
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Figura 6.5 - Interface para seleção do arquivo de ROI’s.

É importante observar que o arquivo de ROI’s deverá ser criado antes da execução de

cada uma das opções implementadas, através da subopção Region Of Interest

pertencente a opção principal Basic Tools. Uma vez selecionado o arquivo de ROI’s, o

sistema ativará a GUI correspondente à Figura 6.6, com as características das amostras

de cada uma das classes de interesse.

Figura 6.6 - Interface com as características do arquivo de ROI’s.
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E finalmente, será ativada a GUI correspondente à Figura 6.7 com a opção:

• Enter with Equivalent number of looks: campo numérico para o número

equivalente de looks (nel), que deverá ser estimado previamente.

Figura 6.7 - Interface para entrada do nel.

6.3 - ROTINAS ICM MONOESPECTRAL MULTI-LOOK

Nesta seção serão descritas as rotinas de classificação MaxVer/ICM para dados SAR

monoesepctrais em amplitude multi-look desenvolvidas por Vieira (1996), que foram

introduzidas no ENVI 3.0, pelo próprio, ao término de sua dissertação de mestrado.

6.3.1 - Number of Looks Estimation

Rotina implementada dentro da opção Radar Tools que estima o número equivalente de

looks (nel), de uma imagem SAR em amplitude, baseada em regiões homogêneas

(backscatter constante). Deve ser, em geral, utilizada antes de uma classificação com

dados SAR multi-look, pois o nel é um dos parâmetros das distribuições provenientes do

modelo multiplicativo, podendo ser estimado uma única vez para toda a imagem. A

estimação do nel inicia com a GUI correspondente à Figura 6.8 com:
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Figura 6.8 - Interface para estimação do nel.

• Significance Level: botão tipo exclusivo para selecionar o nível de significância

que será usado no teste 2χ , que é realizado para verificar a exatidão do ajuste

das amostras escolhidas a uma distribuição Raiz da Gama;

• Image Zoom: botão tipo barra de rolamento para definir o zoom a ser aplicado na

imagem escolhida, facilitando a escolha das amostras para a estimação do nel;

• Decorrelation to be applied on Chi-square Test: opção que permite ao usuário

realizar a decorrelação das amostras4 a partir de uma das seguintes opções:

⇒ Calculate ACF: botão tipo exclusivo que faz o sistema calcular a Função de

Autocorrelação (Autocorrelation Function – ACF), através da qual são

                                               

4  Obter uma nova amostra com pixels não correlacionados, a partir da amostra inicial e da distância (lag)
entre os pixels, a partir da qual, a informação de cada um deles não tenha influência dos seus vizinhos.
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definidos os lags nas direções horizontal e vertical, a serem aplicados na

decorrelação das amostras.

⇒ User define lags: ativa os botões tipo barra de rolamento, lag horizontal e lag

vertical, para que o usuário defina os lags em linha e coluna, respectivamente,

que serão aplicados na decorrelação das amostras, antes da estimação do nel.

Essa decorrelação é importante, pois é uma condição necessária para que os

dados decorrelacionados possam ser supostos independentes no teste 2χ .

• Sampling: botão que ativa as GUIs constante da Figura 6.9, para que sejam

selecionadas as amostras (à direita) para estimação do nel, com as opções:

Figura 6.9 - Interface para coleta das amostras utilizadas na estimação do nel.

⇒  New: botão para iniciar a coleta de uma nova amostra;

⇒  Delete All: botão para deletar todo o conjunto de amostras coletadas;

⇒  Collect: botão do tipo exclusivo, para coleta de amostras por polígono

(polygon) ou por pontos (points);

⇒  Mode: botão para a seleção do modo de adição de pontos.
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Após a seleção de cada amostra será ativada a GUI correspondente à Figura 6.10, para o

usuário acompanhar o andamento do cálculo da ACF (no caso de escolha pelo usuário),

onde ao seu término, será ativada a GUI correspondente à Figura 6.11, onde é mostrado

o gráfico da ACF na direção das linhas (lag horizontal) e colunas (lag vertical).

Figura 6.10 - Interface para visualização do andamento do cálculo da ACF.

Figura 6.11 - Interface com o gráfico da Função de Autocorrelação, para a direção
horizontal e vertical, de uma dada amostra.

Como mostrado na Figura 6.11, foi definido que para valores da ACF menores que 0.2,

tanto no lag horizontal como no vertical, a autocorrelação entre os pixels das amostras
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pode ser considerada muito baixa. Desta forma, o sistema mostrará nos campos

editáveis Lag horizontal e Lag vertical, o menor lag que fornece um valor da ACF

menor que 0.2; caso o usuário não queira utilizar esses valores pode alterá-los.

Após a seleção das amostras e da decorrelação das mesma (quando selecionada), o

sistema ativará (através do botão Done) a GUI correspondente à Figura 6.12, onde é

apresentado o resultado do teste 2χ , aceito (accept) ou rejeitado (reject), além da

análise descritiva, o p-valor e o nel estimado da amostra. A modelagem utilizada se

refere ao modelo multiplicativo e, portanto, as amostras escolhidas para estimar o nel

deverão pertencer a áreas homogêneas, conforme Vieira (1996).

Figura 6.12 - Interface com a análise descritiva e resultados do teste 2χ para a amostra
selecionada para estimar o nel.

• N Looks Est (Figura 6.8): campo texto editável, onde é mostrada a média dos nel

das amostras da lista, sendo esta média, portanto, a estimativa do nel;

• Sample Discard (Figura 6.8): botão para deletar uma amostra que apresente um

p-valor considerado baixo.
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6.3.2 - ICM Monospectral SAR Amplitude

Esta rotina foi implementada dentro da opção Radar Tools. A grande diferença desse

classificador em relação as opções disponíveis na versão original do ENVI 3.0 é que

este utiliza as distribuições apropriadas, para as observações das classes, na

classificação MaxVer de imagens SAR monoespectrais em amplitude, sendo possível

escolher as que melhor se ajustaram dentre as distribuições disponíveis. Além disso, a

informação contextual obtida pelo algoritmo ICM também é utilizada na classificação.

Inicialmente, deverá ser escolhida uma imagem em amplitude, o arquivo de ROI’s, além

da entrada do nel (já estimado), como descrito na Seção 6.2, sendo que, no lugar da GUI

correspondente à Figura 6.7 será ativada a GUI correspondente à Figura 6.13, com:

Figura 6.13 - Interface para entrada do nel e escolha do tipo de classificação MaxVer.

• Start ICM with classified image: opção composta pelos botões tipo exclusivo:

⇒ MLC, Using the Best Suitable Distributions: executa a classificação MaxVer

da imagem de entrada, utilizando-se as distribuições mais apropriadas às
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observações das classes, e em seguida, sobre a imagem classificada, executa o

algoritmo ICM.

⇒ Another, but in ENVI format: permite ao usuário utilizar o algoritmo ICM a

partir de uma imagem (no formato do ENVI) que não tenha sido classificada

pelo MaxVer baseado nas distribuições mais apropriadas as classes. Esta

imagem classificada deve ter as mesmas dimensões da imagem de entrada .

Após a GUI correspondente à Figura 6.13 ter sido fechada o sistema ativará a GUI

correspondente à Figura 6.14, com a finalidade de se escolher a distribuição mais

apropriada para cada classe, com as opções:

Figura 6.14 - Interface para decorrelação das ROI’s e escolha das distribuições que
serão testadas para cada classe.

• Decorrelation to be applied on ROI: opção ativada pelo do botão tipo exclusivo

Yes, para definição dos lags em linha e coluna, respectivamente, utilizados na



102

decorrelação das amostras, antes da estimação dos parâmetros. Essa

decorrelação é importante, pois no teste 2χ , utilizado para verificar o ajuste das

amostras de uma classe a uma determinada distribuição, pode-se supor que os

dados decorrelacionados são independentes;

• Select the distributions: botão tipo não-exclusivo para selecionar as distribuições

que serão testadas para uma dada classe;

• All Listed: botão para selecionar todas as distribuições listadas.

Após a seleção das distribuições de uma dada classe o sistema ativará a GUI

correspondente à Figura 6.15, onde são mostrados os histogramas, as densidades

ajustadas, seus respectivos parâmetros e a análise descritiva para uma dada classe.

Figura 6.15 - Interface com a análise descritiva das amostras relativas as classes.
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Após a análise para todas as classes ou, caso o botão Cancel (Figura 6.14) tenha sido

pressionado, o sistema ativará a GUI correspondente à Figura 6.16, onde, através de

botões tipo exclusivo, são mostradas as distribuições que melhor se ajustaram às

amostras de cada classe.

Caso o usuário não queira utilizar as distribuições mais ajustadas, o sistema permite a

escolha da distribuição, de acordo com as listadas na Figura 6.16, que lhe seja mais

conveniente. É importante comentar que são consideradas como melhores distribuições

aquelas com menores p-valores no teste 2χ .

Figura 6.16 - Interface que apresenta a melhor distribuição para cada classe.

Em seguida o sistema ativará a GUI correspondente à Figura 6.17, onde é mostrado o

nome da imagem de entrada, além da seguinte opção:
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Figura 6.17 - Interface para aplicação do algoritmo MaxVer.

• Choose: botão que ativa a GUI correspondente à Figura 6.2, para seleção do

arquivo que conterá a imagem classificada pelo algoritmo MaxVer.

Após a seleção da imagem de saída, o sistema dará início a classificação MaxVer que ao

seu término, ativará a GUI correspondente à Figura 6.18, onde são mostradas, por

exemplo, para três classes, as respectivas distribuições selecionadas na Figura 6.16.

Figura 6.18 - Interface para visualização das densidades de cada classe.
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Em seguida, sobre a imagem gerada pelo algoritmo MaxVer é aplicado o algoritmo

ICM, onde o sistema ativará a GUI correspondente à Figura 6.19, onde é mostrado o

nome da imagem de entrada e a classificada (MaxVer), além das opções:

Figura 6.19 - Interface para aplicação do algoritmo ICM.

• Stopping Rule for ICM: opção para definir os parâmetros de parada do algoritmo

ICM, de tal forma que o algoritmo irá parar quando um deles for atingido

primeiro (OR).

⇒  % of pixels changed: porcentagem de mudanças dos pixels reclassificados de

uma iteração para outra para determinar o instante de parada do algoritmo;

⇒  Max iterations: número máximo de iterações do algoritmo;

• Choose: botão que ativa a GUI correspondente à Figura 6.2, para seleção do

arquivo (*.icm) que conterá a imagem classificada pelo algoritmo ICM.

Uma vez selecionada a imagem de saída, o sistema dará início a execução do algoritmo

ICM, mostrando para cada iteração, a GUI correspondente à Figura 6.20, que indica a
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estimação do parâmetro β  e, em seguida, a GUI correspondente à Figura 6.21, que

representa o cálculo da função ICM (Equação 5.7), além de mostrar o percentual de

mudanças das classes, de uma iteração para outra, e o valor de β  (anteriormente

estimado).

Figura 6.20 - Interface para estimação do parâmetro β  do algoritmo ICM.

Figura 6.21 - Interface para o cálculo da função do algoritmo ICM.

Ao término do algoritmo ICM, tanto a imagem classificada pelo algoritmo MaxVer

como pelo ICM estarão disponíveis para que possam ser visualizadas através da opção

Available Bands List (já aberta na tela).

6.4 - ERRORS MATRIX

Esta rotina foi implementada dentro da subopção User functions, contida na opção

Utilities, que permite ao usuário obter a matriz de confusão de uma imagem
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classificada. Escolhida a imagem classificada a ser testada e o arquivo de ROI’s (que

poderá ser uma imagem temática considera como verdade terrestre), conforme descrito

na Seção 6.2, o sistema ativará a GUI correspondente à Figura 6.22 onde é mostrada a

matriz de confusão da classificação, além de fornecer a estimativa do coeficiente de

concordância Kappa e de sua variância. O usuário tem a possibilidade de salvar os

resultados apresentados (Output Result), em um arquivo (File), selecionando o nome do

arquivo de saída (Enter Output Filename-Choose), ou em memória (Memory).

Figura 6.22 - Interface para visualização da matriz de confusão.
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6.5 - ITERATED CONDITIONAL MODES MULTISPECTRAL

Esta rotina foi implementada dentro da subopção Supervised, da opção Classification,

que executa o algoritmo ICM (anteriormente descrito), sobre uma imagem classificada

de entrada e um MetaFile (criado através da opção Utilities / File Utilities / Create

New) que contém as bandas (em amplitude) que irão fornecer a radiometria para o

cálculo da função ICM, sobre a suposição que as observações das classes pertencem a

uma distribuição Normal Multivariada.

Escolhida o MetaFile e o arquivo de ROI’s, conforme descrito na Seção 6.2, o sistema

ativará a GUI correspondente à Figura 6.1 para a entrada de uma imagem, previamente

classificada, por qualquer método. Na sequência será ativada uma GUI semelhante à

Figura 6.10 para o cálculo dos parâmetros da distribuição Normal Multivariada, de cada

classe. Na sequência o sistema ativará a GUI da Figura 6.19 dando início a classificação

ICM, como descrito na Seção 6.3.2.

6.6 - ROTINAS ICM POLARIMÉTRICO MULTI-LOOK

Todas as opções implementadas, descritas a seguir, foram introduzidas dentro da

subopção ICM SAR polarimetric, criada neste trabalho, pertencente a opção Radar

Tools do menu principal.

6.6.1 - ICM Bivariate Intensity SAR

Opção que executa a classificação MaxVer/ICM baseada em duas imagens em

intensidade n-looks ( 1Z  e 2Z ), utilizando-se a distribuição descrita na Seção 4.2.1.1.

Inicialmente, deverão ser escolhidas duas imagens em intensidade e o arquivo de ROI’s,

além da entrada do nel, como descrito na Seção 6.2, de modo que, logo após a GUI

correspondente à Figura 6.7 for fechada será ativada, para cada classe, a GUI

correspondente à Figura 6.23, com:
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Figura 6.23 - Interface para visualização do histograma e densidade do par de imagens
em intensidade n-looks, com os respectivos parâmetros de uma classe.

• Display 1: histograma bidimensional da amostra selecionada;

• Display 2: curvas de nível do histograma bidimensional;

• Display 3: distribuição bidimensional ajustada (Equação (4.8));
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• Display 4: curvas de nível das distribuição bidimensional ajustada;

• Max x: campo numérico para a entrada do valor máximo de x (Band 1), referente

ao Display 1, para visualização dos 4 displays;

• Max y: campo numérico para a entrada do valor máximo de y (Band 2), referente

ao Display 1; para visualização dos 4 displays;

• Rot x: campo numérico para a escolha do valor de rotação (em graus), dos

gráficos do display 1 e 2, em torno de x;

• Rot z: campo numérico para a escolha do valor de rotação (em graus) dos

gráficos do display 1 e 2, em torno de z;

• Nlevels: campo numérico para a escolha do número de curvas de nível que serão

visualizadas no Display 3 e Display 4;

• Apply: botão para aplicar os valores dos campos numéricos acima mencionados;

• Bivariate intensity: valores das estimativas dos parâmetros da distribuição

conjunta de intensidade n-looks.

Por ser tratar de uma distribuição bidimensional fica difícil a sua visualização, em um

mesmo gráfico, com o histograma bidimensional, para uma dada classe. Desta forma,

optou-se por mostrar cada gráfico num display separado, além da representação em

curvas de nível de cada um deles, permitindo assim uma melhor comparação entre

ambos. Além disso, para que essa comparação fosse facilitada, foram incluídas as

opções acima mencionadas para que os gráficos, principalmente os tridimensionais,

pudessem ser analisados em diferentes faixas de valores nos eixos x e y, bem como

vários pontos de vista, através das rotações em z e x.

Como o interesse é a comparação entre o histograma e a distribuição conjunta de uma

dada classe, ambos os gráficos foram conectados, de forma que ao se definir um

conjunto de valores para as opções acima mencionadas, sempre para o Display 1,
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automaticamente, o gráfico do Display 3 também é alterado para valores proporcionais

aos definidos no Display 1, facilitando assim a comparação entre ambos.

Após a visualização da Figura 6.23 para cada classe, o sistema ativará a GUI

correspondente à Figura 6.17, para seleção do arquivo (*.mxv) que conterá a imagem

classificada pelo algoritmo MaxVer. Em seguida, é iniciada a classificação MaxVer,

ativando-se a GUI correspondente à Figura 6.24, que permite ao usuário acompanhar o

andamento da classificação. O classificador MaxVer será baseado na Equação 4.8, onde

os parâmetros 11h , 22h  e ρ c  são estimados para cada classe, a partir das áreas de

treinamento (ROI’s), utilizando-se as Equações 4.13, 4.14 e 4.15, respectivamente.

Figura 6.24 - Interface para visualizar o andamento da classificação MaxVer.

Terminada a classificação MaxVer o sistema ativará a GUI correspondente à Figura

6.25, com:

• Display 1: distribuição bidimensional de uma ou várias classes juntas;

• Display 2: representação em curvas de nível das distribuições do Display 1;

• Max X, Max Y, Rot X, Rot Y, Nlevels e Apply: idem à Figura 6.23;

• Max Z: campo numérico para a entrada do valor máximo de z (Display 1);

• Select class for plot: botões tipo não-exclusivo para selecão de uma ou várias

classes para visualização;
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• All class  plots: botão que permite selecionar todas as classes;

• Clear: botão para desativar as classes que estiverem selecionadas;

• New plots: botão para visualizar um novo gráfico das classes selecionadas;

Figura 6.25 - Interface que apresenta as distribuições conjuntas de cada classe.

Sobre a imagem gerada pelo algoritmo MaxVer é aplicado o algoritmo ICM, conforme

descrito na Seção 6.3.2.
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6.6.2 - ICM Phase Difference SAR

Opção que executa a classificação MaxVer/ICM para uma imagem diferença de fase n-

looks ( Ψ ), utilizando a distribuição descrita na Seção 4.2.1.2. Inicialmente, deverão ser

escolhidas duas imagens em intensidade n-looks ( 1Z  e 2Z ), a imagem complexa

correspondente ( 12Z ) e o arquivo de ROI’s, além da entrada do nel, como descrito na

Seção 6.2, de modo que a imagem diferença de fase será criada a partir da imagem

complexa, utilizando-se a Equação 4.15.

Após a GUI correspondente à Figura 6.7 ser fechada o sistema ativará a GUI

correspondente à Figura 6.26, onde é mostrado, para cada classe, o histograma das

amostras da classe, a distribuição e os seus respectivos parâmetros.

Figura 6.26 - Interface para visualização do histograma e da densidade da imagem
diferença de fase n-looks, com as estimativas dos parâmetros de uma dada
classe.
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Em seguida, serão ativadas as GUIs correspondentes às Figura 6.17 e Figura 6.24,

iniciando a classificação MaxVer, baseada na Equação 4.17, onde os parâmetros ρ c  e

θ  são estimados para cada classe, a partir das áreas de treinamento, através das

Equações 4.15 e 4.18, respectivamente.

Terminada a classificação MaxVer o sistema ativará a GUI correspondente à Figura

6.27, onde são mostradas as densidades da imagem diferença de fase n-looks, de todas

as classes. Em seguida, sobre a imagem gerada pelo algoritmo MaxVer, será aplicado o

algoritmo ICM, conforme a Seção 6.3.2.

Figura 6.27 - Interface com as densidades da imagem diferença de fase para as classes.
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6.6.3 - ICM Intensity Ratio SAR

Opção que executa a classificação MaxVer/ICM baseada na razão de imagens em

intensidade n-looks (W ). Inicialmente, deverão ser escolhidas duas imagens em

intensidade nlooks ( 1Z  e 2Z ), e o arquivo de ROI’s, além da entrada do nel, como

descrito na Seção 6.3.2, de modo que a imagem razão criada será da forma 21 ZZW = .

É importante mencionar que o sistema verificará se existem pixels da imagem 2Z  iguais

a zero, de modo que para esses pixels o resultado da razão será zero.

Após a GUI correspondente à Figura 6.7 ser fechada o sistema ativará a GUI

correspondente à Figura 6.28, onde é mostrado, para cada classe, o histograma da

amostra da classe, a densidade da razão de imagens em intensidade e os valores das

estimativas dos seus respectivos parâmetros, além das opções Min x, Max x e Apply, que

permitem ao usuário melhorar a visualização do gráfico no eixo x.

Figura 6.28 - Interface para visualização do histograma e a densidade da razão de
imagens em intensidade n-looks, com as estimativas dos parâmetros de
uma dada classe.
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Após a visualização da GUI da Figura 6.28 para cada uma das classes, o sistema ativará

as GUIs correspondentes às Figura 6.17 e Figura 6.24, iniciando a classificação

MaxVer, baseada na Equação 4.19, onde ρ c  e τ  são estimados para cada classe, a

partir das áreas de treinamento, através das Equações 4.15 e 4.20, respectivamente.

Terminada a classificação MaxVer o sistema ativará a GUI correspondente à Figura

6.27, onde é mostrado a distribuição da razão de intensidades n-looks de todas as

classes. Em seguida, sobre a imagem gerada pelo algoritmo MaxVer, será aplicado o

algoritmo ICM, conforme a Seção 6.3.2.

6.6.4 - ICM Intensity and Phase Difference SAR

Opção que executa a classificação MaxVer/ICM baseada em uma  imagem em

intensidade n-looks ( 1Z ) e em uma imagem diferença de fase ( Ψ ). Inicialmente,

deverão ser escolhidas duas imagens em intensidade n-looks ( 1Z  e 2Z ), a imagem

complexa correspondente ( 12Z ) e o arquivo de ROI’s, além da entrada do nel, como

descrito na Seção 6.2, sendo que a imagem diferença de fase será criada a partir da

imagem complexa, utilizando-se a Equação 4.16. A imagem em intensidade a ser

utilizada na classificação será a primeira que foi escolhida.

Os passos seguintes à seleção das imagens até o resultado final (imagem classificada

pelo algoritmo ICM), são idênticos aos descritos na Seção 6.6.1, sendo o classificador

MaxVer baseado nas Equações 4.21 e 4.22, onde os parâmetros 11h , ρ c , e θ  são

estimados para cada classe, a partir das áreas de treinamento, utilizando-se as Equações

4.13, 4.15 e 4.18, respectivamente.

6.6.5 - ICM Best Distribution Polarimetric SAR

Opção que executa a classificação MaxVer/ICM baseada na distribuição mais ajustada

às observações de cada da classe, utilizando-se os dados multivariados complexos n-

looks, conforme a teoria descrita na Seção 4.2. Inicialmente, deverão ser escolhidas as

imagens em intensidade ( vvhvhh ZZZ  e  , ), as imagem complexas correspondentes
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( hvvvvvhhhhhv ZZZ  e  , ) e o arquivo de ROI’s, além da entrada do nel, como descrito na

Seção 6.2.

Após a GUI correspondente à Figura 6.7 ser fechada o sistema ativará a GUI

correspondente à Figura 6.29, com as mesmas opções descritas na Figura 6.14.

Figura 6.29 - Interface para decorrelação das ROI’s e seleção das distribuições a serem
testadas para cada classe.

Após a seleção das distribuições a serem testadas para as classes (Figura 6.29), será

ativada a GUI correspondente à Figura 6.30, onde são mostrados, para as componentes

em intensidade HH, HV e VV, os histogramas dos dados, as densidades com as

estimativas dos respectivos parâmetros e o resultado do teste 2χ  (p-valor e valor da

estatística do teste 2χ ) para cada distribuição selecionada, além das opções:

• Display for change range: botão tipo lista exclusivo para seleção do display que

se deseja alterar a faixa de valores no eixo x para melhor visualização;

• Min x, Max x, Apply: idem a Seção 6.6.3.
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Figura 6.30 - Interface com os ajustes das distribuições selecionadas de uma classe, com
os dados de cada componente em intensidade (HH, HV e VV).

As distribuições (Gama, KI e GI0) apresentadas na Figura 6.30 são casos particulares

das distribuições multivariadas descritas na Seção 4.2, onde 1=q .
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Para cada componente polarimétrica é selecionada a distribuição que apresente o melhor

ajuste ao teste 2χ  (menor valor da estatística do teste 2χ ), sendo a mesma destacada

com um quadro branco no seu respectivo gráfico. A melhor distribuição de uma dada

classe será aquela que possuir melhor ajuste na maioria (2 ou 3) das componentes

polarimétricas. No caso em que cada distribuição seja a melhor em uma componente, ou

seja, não aconteça a maioria, será escolhida aquela que apresentar a menor média entre

os valores da estatística do teste 2χ  das componentes polarimétricas.

Após a análise para todas as classes ou, caso o botão Cancel (Figura 6.29), seja

pressionado, é ativada a GUI correspondente à Figura 6.31, onde são mostradas as

distribuições que melhor se ajustaram às observações de cada classe, tendo o usuário a

opção de escolha da distribuição que lhe seja mais conveniente.

Figura 6.31 - Interface que apresenta a melhor distribuição para cada classe.

Uma vez selecionadas as distribuições das classes, serão ativadas as GUIs

correspondentes à Figura 6.17 e Figura 6.24, iniciando a classificação MaxVer, baseada

nas Equações 4.4, 4.25 e 4.43, de acordo com as distribuições selecionadas. Em seguida,

é aplicado o algoritmo ICM, conforme descrito na Seção 6.3.2.
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CAPÍTULO 7

METODOLOGIA E RESULTADOS

Neste Capítulo são apresentados os resultados das classificações de diferentes tipos de

imagens SAR, usando os classificadores MaxVer e ICM descritos no Capítulo 6, bem

como a metodologia empregada para alcançá-los.

Em todo processo de classificação, tal como mencionado no Capítulo 5, devem ser

respeitadas as seguintes etapas: identificação do número de classes, seleção das áreas de

treinamento, seleção das áreas de teste (se disponíveis), modelagem e execução.

A primeira etapa, a identificação do número de classes, merece uma atenção especial

neste trabalho devido ao fato que a informação de campo disponível não é totalmente

compatível com a análise visual das imagens utilizadas neste trabalho.

As áreas de treinamento e de teste serão selecionadas uma vez determinado o número de

classes. A modelagem dos dados polarimétricos já foi apresentada no Capítulo 4. Essa

modelagem inclui a estimação do nel, descrita na Seção 6.3.1, e a escolha da

distribuição que melhor se ajusta aos dados.

Essa procura da distribuição que melhor ajusta aos dados, tal como apresentado no

Capítulo 4, é realizada apenas sobre os dados multivariados complexos multi-look

utilizando-se o teste de aderência 2χ . Já quando os dados considerados estão em algum

dos quatro formatos reduzidos (par de intensidades, par intensidade-diferença de fase,

razão de intensidades ou diferença de fase) só é considerada uma distribuição para cada

formato, não havendo necessidade do teste de aderência 2χ  para escolher a melhor

distribuição para cada classe.

Um dos objetivos centrais deste trabalho é avaliar quantitativamente o ganho de

qualidade das classificações obtidas com dados polarimétricos sob diferentes

modelagens estatísticas. Para tanto, serão utilizados dados provindos da mesma área em

distintos formatos: univariados (uma componente: amplitude, diferença de fase e razão

de intensidades), bivariados (duas componentes: par de intensidades e par intensidade-
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diferença de fase), multivariados em amplitude (três componentes) e multivariados

complexos (três componentes em intensidade e três componentes complexas). Neste

cenário de possibilidades, são avaliadas as bandas L e C para cada um dos diferentes

tipos de dados SAR, anteriormente descritos.

Os resultados obtidos para cada modelagem e cada tipo de dado (formato e banda) são

comparados quantitativamente através do coeficiente de concordância Kappa.

7.1 - DESCRIÇÃO DAS IMAGENS UTILIZADAS

Foram utilizadas neste trabalho as imagens da missão SIR-C/X-SAR (Soares, 1996) por

ser a única que  disponibilizou imagens polarimétricas sobre um número reduzido de

regiões do Brasil. Desta forma, optou-se em trabalhar com uma região que tivesse sido

estudada na época do imageamento, para que os dados de campos pudessem ser

aproveitados. Para tal, foram escolhidas as imagens referente à região de Bebedouro-PE,

cujo principais parâmetros encontram-se na Tabela 7.1.

TABELA 7.1 - PARÂMETROS DA IMAGEM SIR-C/X-SAR

Data de aquisição 14/04/1994

Localização da área de
estudo

Projeto de Irrigação de Bebedouro, situado na região do
Sub-médio São Francisco (09°07’ S, 40°18’ W), cerca de

40 Km à nordeste do município de Petrolina-PE.

Tamanho da imagem 407x370 pixels

Frequência Banda L - 1.254 GHz / Banda C - 5.304 GHz

Polarização HH, HV e VV

Ângulo de incidência 49.496°
Altitude da plataforma 216.14 Km

Direção da órbita Descendente

Tipo do produto Multi-look Complexo (MLC)

Número de looks nominal 4.7854018

Representação geométrica Ground range

Espaçamento do pixel range = 12.5m / azimute = 12.5m
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Na Figura 7.1 é apresentada a composição colorida com as componentes HH (R), HV

(G) e VV (B), na banda L, da imagem SIR-C/X-SAR de Bebedouro.

Figura 7.1 - Imagem de SIR-C de Bebedouro, com as componentes HH (R), HV (G) e
VV (B), na banda L.

7.2 - DETERMINAÇÃO DO NÚMERO DE CLASSES

O primeiro passo antes de se realizar uma classificação é identificar o número de classes

de interesse existente em uma imagem. Essa etapa merece uma atenção especial neste

trabalho, haja visto que a discriminação de diversas classes e/ou diferentes estágios de

cultivo por um determinado classificador indica o bom desempenho do mesmo.

Na área de estudo, as informações de campo apontam para a existência de seis classes

principais: solo preparado, caatinga, restolho, rio, soja e milho. Entretanto, as classes

soja e milho aparecem em diferentes idades de cultivo na data de passagem do sensor,

quatro e seis, respectivamente. Surge, assim, a questão do número de subclasses a serem

definidas para estas culturas, pois não se pode prever se os classificadores
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implementados poderiam discriminar todas essas idades diferentes para cada classe. Na

Figura 7.2 são mostrados as áreas relativas as diferentes idades de cultivo de soja e

milho dentro de cada pivô, e na  Tabela 7.2 é mostrado as respectivas idades.

Figura 7.2 - Áreas das subclasses de soja e milho dentro de cada pivô.

TABELA 7.2 - IDADES DE CULTIVO DAS SUBCLASSES DE SOJA E MILHO

Classe Subclasse Idade (Dias)

soja1 52

soja2 66

soja3 76SOJA

soja4 113

milho1 82

milho2 86

milho3 106

milho4 120

milho5 124

MILHO

milho6 133

Com base na Tabela 7.2 e na literatura existente, poderíamos tentar separar as idades da

culturas de acordo com os seus estágios de crescimento. Entretanto, devido a

diversidade das espécies existentes, a localização do plantio, condições climáticas

diferentes e datas de plantio, se torna muito difícil dizer com precisão que uma

determinada idade de cultivo pertence a um estágio específico, de acordo com as

nomenclaturas e períodos especificados na literatura (Hanaway, 1963 e Fehr et al.,

1971). Portanto, será feita a discriminação das subclasses apenas pelas idades.
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Uma tentativa preliminar para a separabilidade das diferentes idades de cultivo, seria a

análise visual das imagens, através da composição colorida mostrada na Figura 7.2.

Contudo, tal como se verifica na Figura 7.2, os dados SIR-C/X-SAR apenas permitem:

1) Para a classe soja, uma separação visual em duas classes: soja1 e

soja2=soja3=soja4;

2) Para a classe milho, uma separação visual em duas classes:

milho1=milho2=milho3=milho4=milho5 e milho6.

O passo seguinte foi a  elaboração de gráficos que mostrassem o Backscatter médio e o

seu desvio-padrão, para cada componente em intensidade, das bandas L e C, em relação

as diferentes idades de cultivo, tanto para a classe soja como para a classe milho,

conforme a Figura 7.3 e Figura 7.4, que se referem a componente HH, na banda L (Os

demais podem ser visto no Apêndice A).
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Figura 7.3 - Backscatter médio e desvios padrões das subclasses de soja, para a
componente L-HH.

Na Figura 7.3, correspondente a classe soja, pode-se observar que o backscatter médio

amostral da primeira e segunda idades são muito parecidos, e que o mesmo acontece

entre a terceira e quarta idades. Desta maneira, é razoável esperar que os dados

empregados permitam apenas a separação de duas classes: a correspondente às primeira

e segunda idades, por um lado, contra as terceira e quarta idades por outro. Esse
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comportamento também foi verificado na componente L-HV (Figura A.1); já para a

componente L-VV (Figura A.2), bem como todas as componentes na banda C, essa

comportamento não é observado (Figura A.3, Figura A.4 e Figura A.5).
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Figura 7.4 - Backscatter médio e desvios padrões das subclasses de milho, para a
componente L-HH.

Na Figura 7.4, correspondente a classe milho, pode-se observar que o backscatter médio

amostral da primeira, segunda, terceira, quarta e quinta idades são muito parecidos, e

diferentes da sexta idade. Desta maneira, é razoável esperar que os dados empregados

permitam apenas a separação de duas classes: a correspondente às primeira, segunda,

terceira, quarta e quinta idades, por um lado, contra a sexta idade, por outro. Esse

comportamento também foi verificado na componente L-HV (Figura A.6); já para a

componente L-VV (Figura A.7), bem como todas as componentes na banda C, esse

comportamento não é observado (Figura A.8, Figura A.9 e Figura A.10).

Desta forma, para a classe milho a análise visual está de acordo com o comportamento

estatístico acima mencionado. Entretanto, para a classe soja, existe uma dúvida em

separá-la em duas ou três classes. Afim de solucionar esse conflito foram realizadas

duas classificações com dados multivariados complexos na banda L (Seção 6.6.5), onde

na primeira utilizou-se uma imagem que englobava somente as áreas dos pivôs dois e

três, com as idades de cultivo de soja representando as classes de interesse; na segunda

classificação foi utilizada uma imagem considerando-se apenas as áreas dos pivôs três e

quatro, com as idades do cultivo de milho representando as classes de interesse.
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A escolha desse tipo de dado se justifica por ser o que potencialmente carrega mais

informação (dados em intensidade e complexos). Além disso, para definição das classes

de interesse será utilizado o método de classificação ICM, pois os seus resultados são no

mínimo melhores que os obtidos pelo método de Máxima Verossimilhança (MaxVer).

Convém lembrar que o objetivo desta discussão é apenas o de definir o número mais

adequado de classes de soja e milho a serem empregadas neste trabalho, e que os

resultados aqui obtidos não serão necessariamente repetidos ao se considerar as outras

classes presentes na imagem (rio, caatinga, restolho, etc.).

Os resultados das classificações ICM das idades da soja e do milho podem ser vistos na

Figura 7.5(a) e Figura 7.6(a), respectivamente. Na Figura 7.5(b) e Figura 7.6(b), são

mostrados os resultados teóricos das classificações (ideal) das idades de soja e milho,

respectivamente, afim de facilitar a análise dos resultados.

   
(a)                                                                    (b)

Figura 7.5 - Classificações dos pivôs 2 e 3, na banda L, para as subclasses de soja:
(a) ICM e (b) Ideal.

   
(a)                                                                    (b)

Figura 7.6 - Classificações dos pivôs 3 e 4, na banda L, para as subclasses de milho:
(a) ICM e (b) Ideal.



128

A partir dos resultados acima mencionados e utilizando as próprias amostras de

treinamento (que consideravam todo o quadrante de cada idade) foram obtidas as

matrizes de confusão das classificações das idades de soja e milho, que podem ser vistas

na Figura A.11 e Figura A.12, respectivamente.

Da análise da Figura 7.5, Figura 7.6 e das matrizes de confusão (Figura A.11 e

Figura A.12) pode-se concluir que:

1) Para a classe soja é possível uma boa discriminação entre 3 classes, que são:

soja1, soja2 e soja3=soja4;

2) Para a classe milho é possível uma ótima discriminação entre 2 classes, que são:

milho1=milho2=milho3=milho4=milho5 e milho6.

Com base nos resultados acima mencionados, foram utilizadas no decorrer deste

trabalho, as classes  descritas na Tabela 7.3, cujas amostras de treinamento e de teste de

cada classe, a serem utilizadas nas classificações, podem ser vistas na Figura 7.7 e

Figura 7.8, respectivamente. Na Tabela 7.3 a classe milho1 refere-se aos cinco

primeiros estágios de cultivo de milho e a classe milho2 ao sexto estágio; já a classe

soja3 refere-se aos dois últimos estágios de cultivo de soja.

TABELA 7.3 – DESCRIÇÃO DAS AMOSTRAS DE TREINAMENTO E TESTE
DAS CLASSES

Amostras de treinamento Amostras de teste

Classes Cor No de
amostras

No total de
pixels

No de
amostras

No total de
pixels

rio 2 4949 2 3844

caatinga 5 5177 5 3585

solo preparado 1 3221 1 2101

soja3 2 1849 2 1086

restolho 1 934 1 530

milho1 2 3039 2 1645

soja1 1 961 1 436

soja2 1 914 1 550

milho2 1 847 1 378
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Figura 7.7 - Imagem de Bebedouro com as amostras de treinamento das classes.

Figura 7.8 - Imagem de Bebedouro com as amostras de teste das classes.
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7.3 - ESTIMAÇÃO DO NÚMERO EQUIVALENTE DE LOOKS

Uma vez definido o número de classes a serem identificadas nos dados disponíveis com

os classificadores aqui propostos, o próximo passo é a modelagem estatística dos dados

provenientes de cada uma dessas classes. Tal como mencionado no Capítulo 4 os

modelos estatísticos a serem empregados nesse trabalho são os decorrentes da utilização

do modelo multiplicativo.

As distribuições associadas ao modelo multiplicativo para os dados polarimétricos

multi-look, descritas na Seção 4.2, têm um parâmetro em comum: n , o número

equivalente de looks (nel). Isso se deve ao fato desse parâmetro depender somente do

tipo de processamento ao qual os dados brutos são submetidos. Dessa maneira, o

número equivalente de looks é comum a todas as distribuições associadas às classes

presentes na imagem.

Embora seja frequente (e desejável) receber o número nominal de looks do fornecedor

da imagem, esse valor é tipicamente maior do que o observado na prática. Assim sendo

faz-se necessário estimar esse parâmetro. Em Vieira (1996) é apresentada a metodologia

aqui aplicada para realizar esta estimação.

Para estimação do nel, devem ser  coletadas amostras em áreas homogêneas, com um

grande número de pixels, para posterior decorrelação, feita a partir do cálculo da função

de autocorrelação, que define os lags horizontais e verticais a serem aplicados as

amostras coletadas (Seção 6.3.1).

Uma vez coletadas as amostras, as mesmas foram aprovadas no teste 2χ  de ajuste ao

nível de significância de 1% (um por cento), com p -valores bem superiores ao mínimo

exigido, para cada componente em amplitude, para as bandas L e C, como pode ser

visto nas GUI’s correspondentes à Figura 7.9 e Figura 7.10.

Na Tabela 7.4 são mostrados para cada componente em amplitude, os valores médios

obtidos para o nel, bem como o valor da média geral.
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TABELA 7.4 – ESTIMAÇÃO DO NÚMERO EQUIVALENTE DE LOOKS

NÚMERO EQUIVALENTE DE LOOKS
COMPONENTE

BANDA L BANDA C

HH 2.6688 2.67133

HV 3.18357 2.97230

VV 3.53396 2.81879

MÉDIA GERAL 2.97479

Convém frisar que, tal como antecipado, o nel é inferior ao número nominal de looks

(Tabela 7.1). Esse fenômeno tem sido largamente reportado na literatura (Yanasse et al.,

1995; Frery et at., 1997; Vieira, 1996). Em Lee et al. (1994b) é feita uma observação

que para se obter um bom ajuste do histograma com a respectiva distribuição associada

aos dados é necessário que se utilize um valor fracionário para o número de looks, valor

esse que nada mais é que o nel.

    
(a)                                                                    (b)

Figura 7.9 - Estimação do número equivalente de looks para as componentes: (a) L-HH
e (b) L-HV.
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(a)                                                                    (b)

    
(c)                                                                    (d)

Figura 7.10 - Estimação do número equivalente de looks para as componentes:
(a) L-VV, (b) C-HH, (c) C-HV e (d) C-VV.
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7.4 - CLASSIFICAÇÃO MAXVER/ICM DOS DADOS UNIVARIADOS EM
AMPLITUDE

Com a finalidade de avaliar os resultados obtidos com os classificadores MaxVer/ICM

implementados, para os dados polarimétricos, utilizou-se como uma das bases de

comparação os resultados das classificações para os dados univariados (monoespectrais)

em amplitude, através do uso das distribuições mais ajustadas (Seção 6.3.2). O motivo

dessa comparação se deve ao fato que os resultados obtidos em Vieira (1996), através

das distribuições mais ajustadas juntamente com o algoritmo ICM, foram bastante

significativos e demonstraram um grande avanço no campo das classificações digitais

de imagens SAR. A seguir serão descritos os resultados obtidos com as bandas L e C.

7.4.1 - Resultados com a Banda C

De posse das amostras de treinamento (Tabela 7.3) e do 97479.2=nel , foi realizada a

classificação MaxVer para as componentes em amplitude HH, HV e VV, na banda C,

cujas distribuições mais ajustadas para cada classe podem ser vistas na Tabela 7.5 e as

respectivas densidades são mostradas na Figura 7.11. Em seguida foi realizada a

classificação ICM, com critérios de parada de 5% de trocas de uma iteração para outra e

máximo de 8 iterações.

TABELA 7.5 - DISTRIBUIÇÕES MAIS AJUSTADAS ÀS CLASSES, DOS
DADOS UNIVARIADOS EM AMPLITUDE NA BANDA C

DISTRIBUIÇÕES MAIS AJUSTADAS
CLASSE

HH HV VV

rio GA0 KA KA

caatinga Log Normal Log Normal Raiz da Gama

solo preparado KA Log Normal GA0

soja3 Log Normal Log Normal KA

restolho Log Normal Normal KA

milho1 Log Normal Log Normal Log Normal

soja1 Log Normal Log Normal Log Normal

soja2 Log Normal Log Normal Raiz da Gama

milho2 Log Normal Log Normal Log Normal
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(a)                                                                    (b)

(c)

Figura 7.11 - Densidades das classes para as imagens: (a) C-HH, (b) C-HV e (c) C-VV.

A partir das classificações MaxVer e ICM das componentes em amplitude na banda C,

disponíveis no CD-ROM anexo, foram obtidas as respectivas matrizes de confusão,

através das amostras de teste (Tabela 7.3), utilizando-se a opção descrita na Seção 6.4,

cujas matrizes de confusão também podem ser vistas no CD-ROM anexo. Na Tabela 7.6

são apresentados os valores estimados do coeficiente de concordância Kappa ( k̂ ), as

respectivas variâncias ( 2
ˆˆ
k

σ ) e os conceitos obtidos segundo Landis e Koch (1977), para

as classificações MaxVer e ICM dos dados univariados em amplitude na banda C.
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TABELA 7.6 - EXATIDÃO DAS CLASSIFICAÇÕES DOS DADOS
UNIVARIADOS EM AMPLITUDE NA BANDA C

CLASSIFICAÇÃO k̂
2
ˆˆ
k

σ  ( )510−× CONCEITO

 MaxVer C-HH 0.282412 1.23142 Razoável

MaxVer C-HV 0.444784 1.89304 Boa

MaxVer C-VV 0.387894 2.02254 Razoável

ICM C-HH 0.304825 1.27097 Razoável

ICM C-HV 0.564645 1.80977 Boa

ICM C-VV 0.573716 2.00772 Boa

Utilizando-se os valores de k̂  e 2
ˆˆ
k

σ  constantes da Tabela 7.6 foi aplicado o teste de

hipótese bilateral para verificar a igualdade das matrizes de confusão, das classificações

MaxVer e ICM, onde os resultados dos testes podem ser vistos na Tabela 7.7 e Tabela

7.8, respectivamente.

TABELA 7.7 - TESTES BILATERAIS DAS CLASSIFICAÇÕES MAXVER DOS
DADOS UNIVARIADOS EM AMPLITUDE NA BANDA C

CLASSIFICAÇÃO z valorp −

 MaxVer C-HH x MaxVer C-HV 29.048496 0≈
 MaxVer C-HH x MaxVer C-VV 18.491507 0≈
 MaxVer C-HV x MaxVer C-VV 9.0915461 0≈

Dos resultados apresentados na Tabela 7.7 pode-se concluir que:

1) As matrizes de confusão das classificações MaxVer são diferentes, aos níveis de

significância utilizados na prática;

2) Para a imagem considerada na banda C, a classificação MaxVer C-HV, por

possuir um coeficiente de concordância k̂  superior, apresenta um resultado

57.49% e 14.66% melhor, aos níveis de significância utilizados na prática,

quando comparado com os obtidos com as classificações MaxVer C-HH e

C-VV, respectivamente;
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TABELA 7.8 - TESTES BILATERAIS DAS CLASSIFICAÇÕES ICM DOS
DADOS UNIVARIADOS EM AMPLITUDE NA BANDA C

CLASSIFICAÇÃO z valorp −

 ICM C-HH x ICM C-HV 46.810688 0≈
 ICM C-HH x ICM C-VV 46.959782 0≈
 ICM C-HV x ICM C-VV 1.4681345 0.071033881

Dos resultados apresentados na Tabela 7.8 pode-se concluir que:

1) As matrizes de confusão das classificações ICM C-HV e C-VV são diferentes,

aos níveis de significância superiores a 7.10%. Logo, a classificação ICM C-VV,

por possuir um coeficiente de concordância k̂  superior, apresenta um resultado

de melhor qualidade, aos níveis de significância superiores a 7.10%, quando

comparada com a classificação ICM C-HV;

2) A matriz de confusão da classificação ICM C-HH é diferente das demais, aos

níveis de significância utilizados na prática. Logo, a classificação ICM C-VV,

por possuir um valor de k̂  superior, apresenta um resultado 88.21% e 1.60%

melhor, aos níveis de significância utilizados na prática e superiores a 7.10%, em

relação as classificações ICM C-HH e C-HV, respectivamente.

Dos resultados obtidos com os testes bilaterais pode-se concluir que:

1) A classificação MaxVer C-HV foi, em média, 36.07% melhor que as demais;

2) A classificação ICM C-VV foi, em média, 44.90% melhor que as demais;

3) A classificação ICM C-VV foi 28.98% melhor que a MaxVer C-HV.

Na Figura 7.12 e Figura 7.13 são mostradas as classificações MaxVer C-HV e ICM C-

VV, respectivamente. Pode-se notar nestas figuras que apenas as classes solo preparado,

caatinga e rio (em ambas as figuras) e soja2 (na Figura 7.12) foram bem discriminadas,

de acordo com as densidades apresentadas na Figura 7.11. Com a classificação ICM C-

HH (no CD-ROM anexo) foi possível discriminar apenas a classe soja3.
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Figura 7.12 - Classificação MaxVer da componente em amplitude C-HV.

Figura 7.13 - Classificação ICM da componente em amplitude C-VV.
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7.4.2 - Resultados com a Banda L

Através das amostras de treinamento (Tabela 7.3) e do 97479.2=nel , foram obtidas as

classificações MaxVer para as componentes em amplitude HH, HV e VV, na banda L,

cujas distribuições mais ajustadas para cada classe podem ser vistas na Tabela 7.9 e as

respectivas densidades são mostradas na Figura 7.14. Em seguida foi realizada a

classificação ICM, com os mesmos critérios de parada descritos na Seção 7.4.1.

    
(a)                                                                    (b)

(c)

Figura 7.14 - Densidades das classes para as imagens:(a) L-HH, (b) L-HV e (c) L-VV.
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TABELA 7.9 - DISTRIBUIÇÕES MAIS AJUSTADAS ÀS CLASSES, DOS
DADOS UNIVARIADOS EM AMPLITUDE NA BANDA L

DISTRIBUIÇÕES MAIS AJUSTADAS
CLASSE

HH HV VV

rio KA KA KA

caatinga Log Normal Log Normal Log Normal

solo preparado GA0 Log Normal Log Normal

soja3 KA KA Log Normal

restolho Log Normal Normal LogNormal

milho1 LogNormal Log Normal LogNormal

soja1 LogNormal LogNormal KA

soja2 KA LogNormal Sqrt Gamma

milho2 KA Log Normal LogNormal

A partir das classificações MaxVer e ICM para cada componente em amplitude na

banda L, disponíveis no CD-ROM anexo, foram geradas as matrizes de confusão dessas

classificações, através das amostras de teste (Tabela 7.3), utilizando-se a opção descrita

na Seção 6.4, cujas matrizes de confusão também podem ser vistas no CD-ROM anexo.

Na Tabela 7.10 são apresentados os valores estimados do coeficiente de concordância

Kappa ( k̂ ), as respectivas variâncias ( 2
ˆˆ
k

σ ) e os conceitos obtidos segundo Landis e

Koch (1977), para as classificações MaxVer e ICM dos dados univariados em amplitude

na banda L.

TABELA 7.10 - EXATIDÃO DAS CLASSIFICAÇÕES DOS DADOS
UNIVARIADOS EM AMPLITUDE NA BANDA L

CLASSIFICAÇÃO k̂
2
ˆˆ
k

σ  ( )510−× CONCEITO

 MaxVer L-HH 0.355440 1.95387 Razoável

MaxVer L-HV 0.277742 1.59115 Razoável

MaxVer L-VV 0.261447 2.09647 Razoável

ICM L-HH 0.458947 1.91670 Boa

ICM L-HV 0.365011 1.73094 Razoável

ICM L-VV 0.350647 2.27953 Razoável
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Utilizando-se os valores de k̂  e 2
ˆˆ
k

σ  constantes da Tabela 7.10 foi aplicado o teste de

hipótese bilateral para verificar a igualdade das matrizes de confusão, das classificações

MaxVer e ICM, onde os resultados dos testes podem ser vistos na Tabela 7.11 e Tabela

7.12, respectivamente.

TABELA 7.11 - TESTES BILATERAIS DAS CLASSIFICAÇÕES MAXVER
DOS DADOS UNIVARIADOS EM AMPLITUDE NA BANDA L

CLASSIFICAÇÃO z valorp −

 MaxVer L-HH x MaxVer L-HV 13.049698 0≈
 MaxVer L-HH x MaxVer L-VV 14.768951 0≈
 MaxVer L-HV x MaxVer L-VV 2.6833720 0.0036442404

Dos resultados apresentados na Tabela 7.11 pode-se concluir que:

1) As matrizes de confusão das classificações MaxVer são diferentes, aos níveis de

significância utilizados na prática;

2) Para a imagem considerada na banda L, a classificação MaxVer L-HH, por

possuir um coeficiente de concordância k̂  superior, apresenta um resultado

27.97% e 35.95% melhor, aos níveis de significância utilizados na prática,

quando comparado com os obtidos com as classificações MaxVer L-HV e L-

VV, respectivamente.

TABELA 7.12 - TESTES BILATERAIS DAS CLASSIFICAÇÕES ICM DOS
DADOS UNIVARIADOS EM AMPLITUDE NA BANDA L

CLASSIFICAÇÃO z valorp −

 ICM L-HH x ICM L-HV 15.553427 0≈
 ICM L-HH x ICM L-VV 16.718557 0≈
 ICM L-HV x ICM L-VV 2.2681818 0.011659029

Dos resultados apresentados na Tabela 7.12 pode-se concluir que:
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1) As matrizes de confusão das classificações ICM L-HV e L-VV são diferentes,

aos níveis de significância superiores a 1.16%;

2) A matriz de confusão da classificação ICM L-HH, quando comparada com as

demais classificações ICM, é diferente aos níveis de significância utilizados na

prática. Com isso, pode-se afirmar que, para a imagem considerada na banda L,

a classificação ICM L-HH, por possuir um coeficiente de concordância k̂

superior, apresenta um resultado de melhor qualidade, aos níveis de significância

utilizados na prática, quando comparada com as demais classificações ICM, para

os dados univariados em amplitude;

3) Houve uma melhora de 25.73% e 30.88%, para o valor de k̂  da classificação

ICM L-HH quando comparado com os obtidos com as classificações ICM L-HV

e L-VV, respectivamente.

Dos resultados obtidos com os testes bilaterais pode-se concluir que:

1) A classificação MaxVer L-HH foi, em média, 31.96% melhor que as demais;

2) A classificação ICM L-HH foi, em média, 28.30% melhor que as demais;

3) A classificação ICM L-HH foi 29.12% melhor que a MaxVer L-HH.

Na Figura 7.15 e Figura 7.16 são mostradas as classificações MaxVer L-HH e ICM L-

HH, respectivamente. Analisando-se as Figura 7.15 e Figura 7.16 pode-se observar que

foi possível uma boa discriminação das classes solo preparado, rio, milho1 e milho2,

enquanto que as demais classes foram confundidas, principalmente, com a classe

milho1, além da classe milho2, de acordo com as densidades mostradas na Figura 7.14.

É importante comentar que as classes caatinga e soja3 puderam ser discriminadas na

classificação L-VV (no CD-ROM anexo), enquanto que a classe restolho foi

discriminada na classificação L-HV (no CD-ROM anexo). As classes soja1 e soja2 não

puderam ser discriminadas em nenhuma das classificações com a Banda L.
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Figura 7.15 - Classificação MaxVer da componente em amplitude L-HH.

Figura 7.16 - Classificação ICM da componente em amplitude L-HH.
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7.4.3 - Comparação do desempenho das classificações dos dados univariados em
amplitude

Utilizando-se os valores de k̂  e 2
ˆˆ
k

σ  das melhores classificações MaxVer e ICM dos

dados univariados em amplitude, para as bandas L e C, anteriormente mencionados, foi

aplicado novamente o teste de hipótese bilateral, para comparação das matrizes de

confusão dessas classificações, onde os resultados dos testes podem ser vistos na Tabela

7.13.

TABELA 7.13 - TESTES BILATERAIS DAS MELHORES CLASSIFICAÇÕES
DOS DADOS UNIVARIADOS EM AMPLITUDE

CLASSIFICAÇÃO z valorp −

MaxVer L-HH x MaxVer C-HV 14.404870 0≈
ICM L-HH x ICM C-VV 18.320477 0≈

Dos resultados mostrados na Tabela 7.13 pode-se concluir que:

1) As matrizes de confusão das classificações MaxVer L-HH e C-HV são

diferentes, aos níveis de significância utilizados na prática. Logo, a classificação

MaxVer C-HV, por possuir um coeficiente de concordância k̂  superior,

apresenta um resultado 25.13% melhor, aos níveis de significância utilizados na

prática, quando comparada com a classificação MaxVer L-HH;

2) As matrizes de confusão das classificações ICM L-HH e C-VV são diferentes,

aos níveis de significância utilizados na prática. Com isso, pode-se afirmar que,

para a imagem considerada, a classificação ICM C-VV, por possuir um

coeficiente de concordância k̂  superior, apresenta um resultado 25.00% melhor,

aos níveis de significância utilizados na prática, quando comparada com a

classificação ICM L-HH.

Analisando as classificações MaxVer e ICM para os dados univariados em amplitude

era de se esperar que os resultados obtidos com a Banda L fossem melhores que os da

Banda C, uma vez que a utilização da Banda L proporcionou a discriminação de um
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número maior de classes. Entretanto, pelo que foi exposto acima isso não ocorre pois, as

classes rio, caatinga e solo preparado, que possuem os maiores números de pixels nas

amostras de teste, são justamente as classes que foram melhor classificadas com a

imagem C-VV, influenciando o valor de k̂ .

Fica claro com os resultados apresentados para os dados univariados em amplitude que,

apesar de se conseguir valores de k̂  considerados Bons, não é possível a discriminação

de mais do que cinco classes, com a Banda C, e mais do que sete classes com a Banda

L, para a imagem utilizada, considerando-se classificações diferentes. Além disso,

determinadas classes, como foi o caso da soja1, não conseguem ser discriminadas,

independentemente da componente e banda utilizadas.

7.5 - CLASSIFICAÇÃO MAXVER/ICM DOS DADOS POLARIMÉTRICOS
UNI/BIVARIADOS

A fim de investigar as potencialidades dos algoritmos de classificação MaxVer/ICM

para dados polarimétricos univariados e bivariados, foram utilizadas para cada opção

implementada, todas as combinações possíveis de imagens, para as bandas L e C, de

acordo com a Tabela 7.14.

TABELA 7.14 - COMBINAÇÕES DE IMAGENS PARA OS DADOS
POLARIMÉTRICOS UNI/BIVARIADOS

OPÇÃO IMPLEMENTADA
CONJUNTO DE IMAGENS

(BANDAS L e C)

ICM bivariate intensity SAR ( )HVHH ZZ , , ( )VVHH ZZ ,  e ( )VVHV ZZ ,

ICM phase difference SAR HHHVΨ , HHVVΨ  e HVVVΨ

ICM intensity ratio SAR HHHVW , HHVVW  e HVVVW

Intensidade Diferença de Fase

HHZICM intensity and phase difference SAR

VVZ
HHVVΨ
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É importante comentar que para a opção ICM intensity and phase difference SAR não

foram realizadas as classificações que envolviam a componente HV, uma vez que a

imagem diferença de fase dessa componente com as demais (HH e VV) não forneceu

qualquer informação sobre as classes de interesse, como será mostrado com mais

detalhes na seção 7.6.3.

Para cada uma das opções implementadas foi feita uma descrição dos resultados obtidos

com as bandas L e C, de modo que os resultados da classificação MaxVer foram

comparados entre si, através do teste bilateral com as matrizes de confusão. O mesmo

procedimento foi efetuado para as classificações ICM. Não foi realizado o teste

unilateral para comparação entre as matrizes de confusão das classificações MaxVer e

ICM, uma vez que as classificações ICM são, no mínimo, melhores que a MaxVer,

conforme Vieira (1996). Ao final, foi realizada uma comparação dos principais

resultados obtidos para cada opção.

Devido ao volume de dados gerados, apenas a melhores classificações MaxVer e ICM,

para cada opção implementada serão detalhadas, de modo que todos os demais

resultados, sejam as imagens classificadas bem como as matrizes de confusão, estão

disponíveis no CD-ROM anexo.

7.5.1 - ICM Bivariate intensity SAR

A partir das combinações descritas na Tabela 7.14, das amostras de treinamento das

classes (Tabela 7.3) e do 97479.2=nel , foram geradas as classificações MaxVer e

ICM dos pares de imagens em intensidade n-looks, de acordo com a Seção 6.6.1,

utilizando-se como critério de parada do algoritmo ICM os mesmos descritos na Seção

7.4.1. Os resultados obtidos para as bandas L e C são descritos a seguir.

7.5.1.1 - Resultados com a Banda C

De posse das classificações MaxVer e ICM para a banda C, disponíveis no CD-ROM

anexo, foram obtidas as respectivas matrizes de confusão (também disponíveis no CD-

ROM anexo) dessas classificações, através das amostras de teste (Tabela 7.3). Na
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Tabela 7.15 são mostrados as estimativas do coeficiente de concordância Kappa ( k̂ ), as

respectivas variâncias ( 2
ˆˆ
k

σ ) e os conceitos obtidos segundo Landis e Koch (1977), das

classificações MaxVer e ICM dos pares de imagens em intensidade na banda C.

TABELA 7.15 – EXATIDÃO DAS CLASSIFICAÇÕES DOS PARES DE
IMAGENS EM INTENSIDADE NA BANDA C

CLASSIFICAÇÃO k̂
2
ˆˆ
k

σ  ( )510−× CONCEITO

Maxver C-HHHV 0.439813 1.70094 Boa

Maxver C-HHVV 0.447352 1.91336 Boa

Maxver C-HVVV 0.550581 2.03259 Boa

ICM C-HHHV 0.450434 1.60698 Boa

ICM C-HHVV 0.540211 1.84776 Boa

ICM C-HVVV 0.582368 1.98768 Boa

Utilizando-se os valores de k̂  e 2
ˆˆ
k

σ  constantes da Tabela 7.15 foi aplicado o teste de

hipótese bilateral, para verificar a igualdade das matrizes de confusão das classificações

MaxVer e ICM, onde os resultados dos testes podem ser vistos na Tabela 7.16 e Tabela

7.17, respectivamente.

TABELA 7.16 - TESTES BILATERAIS DAS CLASSIFICAÇÕES MAXVER
DOS PARES DE IMAGENS EM INTENSIDADE NA BANDA C

CLASSIFICAÇÃO z valorp −

MaxVer C-HHHV x MaxVer C-HHVV 1.2540126 0.10491878

MaxVer C-HHHV x MaxVer C-HVVV 18.128189 0≈
MaxVer C-HHVV x MaxVer C-HVVV 16.433340 0≈

Dos resultados mostrados na Tabela 7.16 pode-se concluir que:

1) A matriz de confusão da classificação MaxVer C-HVVV, quando comparada

com as demais classificações, é diferente aos níveis de significância utilizados

na prática. Com isso, pode-se afirmar que, para a imagem considerada na

banda C, a classificação MaxVer C-HVVV, por possuir um coeficiente de
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concordância k̂  superior as demais, apresenta um resultado de melhor

qualidade, aos níveis de significância utilizados na prática, quando comparada as

demais classificações MaxVer do par de imagens em intensidade na banda C;

2) As matrizes de confusão das classificações MaxVer C-HHHV e C-HHVV são

diferentes, aos níveis de significância superiores a 10.49%. Logo, pelos níveis de

significância usados na prática, ambas as classificações são consideradas iguais;

3) Houve uma melhora de 25.18% e 23.07%, para o valor de k̂  da classificação

MaxVer C-HVVV quando comparado com os obtidos com a as classificações

MaxVer C-HHHV e C-HHVV, respectivamente.

TABELA 7.17 - TESTES BILATERAIS DAS CLASSIFICAÇÕES ICM DOS
PARES DE IMAGENS EM INTENSIDADE NA BANDA C

CLASSIFICAÇÃO z valorp −

ICM C-HHHV x ICM C-HHVV 15.274167 0≈
ICM C-HHHV x ICM C-HVVV 22.005329 0≈
ICM C-HHVV x ICM C-HVVV 6.8070984 5.0085491e-12

Dos resultados mostrados na Tabela 7.17 pode-se concluir que:

1) As matrizes de confusão das classificações ICM são diferentes, aos níveis de

significância utilizados na prática;

2) Pode-se afirmar que, a classificação ICM C-HVVV, por possuir um coeficiente

de concordância k̂  superior, apresenta um resultado 29.29% e 7.80% melhor,

aos níveis de significância utilizados na prática, quando comparado com os

obtidos com as classificações ICM C-HHHV e C-HHVV, respectivamente.

Dos resultados obtidos com os testes bilaterais pode-se concluir que:

1) A classificação MaxVer C-HVVV foi, em média, 24.12% melhor que as demais;

2) A classificação ICM C-HVVV foi, em média, 18.54% melhor que as demais;
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3) A classificação ICM C-HVVV foi 5.77% melhor que a MaxVer C-HVVV.

No Apêndice B pode-se observar nas GUI’s apresentadas, como se comportam o

histograma e a densidade do par de imagens em intensidade, com seus respectivos

parâmetros, para as classes de interesse (Figura B.3 à Figura B.5), bem como a

separabilidade entre as densidades (Figura B.1 e Figura B.2), utilizando-se as

componentes C-HV e C-VV, que forneceram a melhor classificação MaxVer para esse

tipo de dado polarimétrico.

Na Figura 7.17 e Figura 7.18 são mostradas as classificações MaxVer C-HVVV e ICM

C-HVVV, respectivamente. Pode-se observar nestas imagens que apenas as classes solo

preparado, caatinga e rio foram bem classificadas, enquanto que as demais classes

foram totalmente confundidas com a classe caatinga. Com a classificação C-HHVV

conseguiu-se uma boa discriminação da classe soja2, porém, com as classes soja1 e

soja3 sendo confundidas com esta classe. As demais classes não puderam ser

discriminadas com as classificações dos pares de imagens em intensidade na banda C.

Figura 7.17 - Classificação MaxVer do par de imagens em intensidade C-HVVV.
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Figura 7.18 - Classificação ICM do par de imagens em intensidade C-HVVV.

7.5.1.2 - Resultados com a Banda L

A partir das classificações MaxVer e ICM para a banda L, disponíveis no CD-ROM

anexo, foram obtidas as respectivas matrizes de confusão (também disponíveis no

CD-ROM anexo) dessas classificações, através das amostras de teste (Tabela 7.3). Na

Tabela 7.18 são apresentados os valores estimados do coeficiente de concordância

Kappa ( k̂ ), as respectivas variâncias ( 2
ˆˆ
k

σ ) e os conceitos obtidos segundo Landis e

Koch (1977), das classificações MaxVer e ICM dos pares de imagens em intensidade na

banda L

Utilizando-se os valores de k̂  e 2
ˆˆ
k

σ  constantes da Tabela 7.18 foi aplicado o teste de

hipótese bilateral, para verificar a igualdade das matrizes de confusão das classificações

MaxVer e ICM, onde os resultados dos testes podem ser vistos na Tabela 7.19 e Tabela

7.20, respectivamente.
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TABELA 7.18 - EXATIDÃO DAS CLASSIFICAÇÕES DOS PARES DE
IMAGENS EM INTENSIDADE NA BANDA L

CLASSIFICAÇÃO k̂
2
ˆˆ
k

σ  ( )510−× CONCEITO

Maxver L-HHHV 0.548972 1.96410 Boa

Maxver L-HHVV 0.511589 2.08062 Boa

Maxver L-HVVV 0.529551 2.02839 Boa

ICM L-HHHV 0.667108 1.71617 Muito Boa

ICM L-HHVV 0.649840 1.90379 Muito Boa

ICM L-HVVV 0.682454 1.71367 Muito Boa

TABELA 7.19 - TESTES BILATERAIS DAS CLASSIFICAÇÕES MAXVER
DOS PARES DE IMAGENS EM INTENSIDADE NA BANDA L

CLASSIFICAÇÃO z valorp −

MaxVer L-HHHV x MaxVer L-HHVV 5.8780074 2.0829996e-9

MaxVer L-HHHV x MaxVer L-HVVV 3.0736136 0.0010574843

MaxVer L-HHVV x MaxVer L-HVVV 2.8021219 0.0025384451

Dos resultados mostrados na Tabela 7.19 pode-se concluir que:

1) As matrizes de confusão das classificações MaxVer L-HHHV e L-HHVV são

diferentes, aos níveis de significância utilizados na prática;

2) As matrizes de confusão das classificações MaxVer L-HHHV e L-HVVV são

diferentes, aos níveis de significância superiores a 0.10%. Logo, pelo níveis de

significância utilizados na prática ambas as classificações são diferentes;

3) As matrizes de confusão das classificações MaxVer L-HHVV e L-HVVV são

diferentes, aos níveis de significância superiores a 0.25%. Logo, pelo níveis de

significância utilizados na prática ambas as classificações são consideradas

diferentes;

4) Para a imagem considerada na banda L, a classificação MaxVer L-HHHV, por

possuir um coeficiente de concordância k̂  superior as demais, apresenta um
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resultado de melhor qualidade, aos níveis de significância utilizados na prática,

quando comparada as demais classificações MaxVer do par de imagens em

intensidade na banda L;

5) Houve uma melhora de 7.30% e 3.66%, para o valor de k̂  da classificação

MaxVer L-HHHV quando comparado com os obtidos com as classificações

MaxVer L-HHVV e L-HVVV, respectivamente.

TABELA 7.20 - TESTES BILATERAIS DAS CLASSIFICAÇÕES ICM DOS
PARES DE IMAGENS EM INTENSIDADE NA BANDA L

CLASSIFICAÇÃO z valorp −

ICM L-HHHV x ICM L-HHVV 2.8700550 0.0020520677

ICM L-HHHV x ICM L-HVVV 2.6203423 0.0043921154

ICM L-HHVV x ICM L-HVVV 5.4225316 2.9448407e-8

Dos resultados mostrados na Tabela 7.20 pode-se concluir que:

1) As matrizes de confusão das classificações ICM L-HHHV e L-HHVV são

diferentes, aos níveis de significância superiores a 0.20%. Logo, pelo níveis de

significância utilizados na prática ambas as classificações são consideradas

diferentes;

2) As matrizes de confusão das classificações ICM L-HHHV e L-HVVV são

diferentes, aos níveis de significância superiores a 0.43%. Logo, pelo níveis de

significância utilizados na prática ambas as classificações são consideradas

diferentes;

3) As matrizes de confusão das classificações ICM L-HHVV e L-HVVV são

diferentes aos níveis de significância utilizados na prática;

4) Para a imagem considerada na banda L, a classificação ICM L-HVVV, por

possuir um coeficiente de concordância k̂  superior as demais, apresenta um

resultado de melhor qualidade, aos níveis de significância utilizados na prática,
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quando comparada com as demais classificações ICM do par de imagens em

intensidade na banda L;

5) Houve uma melhora de 2.30% e 5.01%, para o valor de k̂  da classificação ICM

L-HVVV quando comparado com os obtidos com as classificações ICM L-

HHHV e L-HHVV, respectivamente.

Dos resultados obtidos com os testes bilaterais pode-se concluir que:

1) A classificação MaxVer L-HHHV foi, em média, 5.48% melhor que as demais;

2) A classificação ICM L-HVVV foi, em média, 3.65% melhor que as demais;

3) A classificação ICM L-HVVV foi 24.31% melhor que a MaxVer L-HHHV.

No Apêndice C pode-se observar nas GUI’s apresentadas, como se comportam o

histograma e a densidade do par de imagens em intensidade, com seus respectivos

parâmetros, para as classes de interesse (Figura C.4 à Figura C.6), utilizando-se as

imagens L-HH e L-HV, que forneceram o melhor resultado da classificação MaxVer, na

banda L, para esse tipo de dado polarimétrico. No Apêndice C pode-se observar ainda a

separabilidade entre as densidades de cada classe (Figura C.1 à Figura C.3), utilizadas

na classificação MaxVer L-HHHV.

Na Figura 7.19 e Figura 7.20 são mostradas as classificações MaxVer L-HHHV e ICM

L-HVVV, respectivamente. Pode-se observar na Figura 7.19 que as classes milho1,

milho2, restolho, solo preparado, rio e caatinga foram bem classificadas, enquanto que

as classes soja1, soja2 e soja3 foram confundidas, principalmente, com a classe milho2.

Na Figura 7.20 observa-se que as classes rio, solo preparado, milho1, caatinga, restolho

e soja2 foram bem discriminadas, enquanto que as demais se confundiram com a classe

soja2. Além disso, a utilização da classificação ICM L-HHVV possibilitou uma boa

discriminação da classe soja3.
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Figura 7.19 - Classificação MaxVer do par de imagens em intensidade L-HHHV.

Figura 7.20 - Classificação ICM do par de imagens em intensidade L-HVVV.
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7.5.1.3 - Comparação do desempenho das classificações dos pares de imagens em
intensidade

Uma vez selecionadas as melhores classificações MaxVer e ICM dos pares de imagens

em intensidade, para as bandas L e C, anteriormente mencionados, procedeu-se

novamente a aplicação do teste de hipótese bilateral, para comparação das matrizes de

confusão das melhores classificações, utilizando-se os respectivos valores de k̂  e 2
ˆˆ
k

σ ,

onde os resultados dos testes podem ser vistos na Tabela 7.21.

TABELA 7.21 - TESTES BILATERAIS DAS MELHORES CLASSIFICAÇÕES
DOS PARES DE IMAGENS EM INTENSIDADE

CLASSIFICAÇÃO z valorp −

MaxVer L-HHHV x MaxVer C-HVVV 0.254505 0.399553

ICM L-HVVV x ICM C-HVVV 16.4510 0≈

Dos resultados mostrados na Tabela 7.21 pode-se concluir que:

1) As matrizes de confusão das classificações MaxVer L-HHHV e C-HVVV são

diferentes, aos níveis de significância superiores a 39.95%. Logo, pelo níveis de

significância utilizados na prática ambas as classificações são consideradas

iguais;

2) As matrizes de confusão das classificações ICM L-HVVV e C-HVVV são

diferentes, aos níveis de significância utilizados na prática. Com isso, pode-se

afirmar que, para a imagem considerada, a classificação ICM L-HVVV, por

possuir um coeficiente de concordância k̂  superior, apresenta um resultado

17.18% melhor, aos níveis de significância utilizados na prática, quando

comparada com a classificação ICM C-HVVV.

Como os desempenhos obtidos por cada tipo de classificador serão comparados através

dos seus melhores resultados, será considerada a imagem L-HHHV como a de melhor

resultado obtido na classificação MaxVer com par de imagens em intensidade, levando-

se em conta o aspecto visual dessa classificação.
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Dos resultados obtidos para as classificações dos pares de imagens em intensidade,

verificamos que para a banda C as classificações MaxVer e ICM apresentaram valores

de k̂  considerados Bons, enquanto que para a banda L, as classificações MaxVer

apresentaram valores de k̂  considerados Bons e as classificações ICM apresentaram

valores de k̂  considerados Muito Bons. O motivo da proximidade dos valores de k̂  das

classificações das bandas L e C, é devido ao fato que, as classes majoritárias em número

de pixels nas amostras de teste (rio, caatinga e solo preparado), foram melhor

classificadas com a banda C, como aconteceu com os dados univariados em amplitude.

Apesar dos bons resultados obtidos para a banda C, apenas quatro classes (rio, caatinga,

solo preparado e soja2) foram bem classificadas, porém, em classificações diferentes. Já

para a banda L, conseguiu-se discriminar oito classes (rio, solo preparado, milho1,

milho2, caatinga, restolho, soja2 e soja3), também em diferentes classificações. É

importante ressaltar que a classe soja1 não foi discriminada em nenhuma das

classificações dos pares de imagens em intensidade.

7.5.2 - ICM Ratio intensity SAR

A partir das combinações descritas na Tabela 7.14, das amostras de treinamento das

classes (Tabela 7.3) e do 97479.2=nel , foram geradas as classificações MaxVer e

ICM para a razão de imagens em intensidade n-looks, de acordo com a Seção 6.6.3,

utilizando-se como critério de parada do algoritmo ICM os mesmos descritos na seção

7.4.1. Os resultados obtidos para as bandas L e C são descritos a seguir.

7.5.2.1 - Resultados com a Banda C

De posse das classificações MaxVer e ICM para a banda C, disponíveis no CD-ROM

anexo, foram geradas as respectivas matrizes de confusão (também disponíveis no CD-

ROM anexo) dessas classificações, através das amostras de teste (Tabela 7.3). Na

Tabela 7.22 são apresentadas as estimativas do coeficiente de concordância Kappa ( k̂ ),

as respectivas variâncias ( 2
ˆˆ
k

σ ) e os conceitos obtidos segundo Landis e Koch (1977),

das classificações MaxVer e ICM das razões de imagens em intensidade na banda C.
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TABELA 7.22 - EXATIDÃO DAS CLASSIFICAÇÕES DAS RAZÕES DE
IMAGENS EM INTENSIDADE NA BANDA C

CLASSIFICAÇÃO k̂
2
ˆˆ
k

σ  ( )510−× CONCEITO

Maxver C-HHHV 0.0597725 1.02299 Ruim

Maxver C-HHVV 0.181798 1.35838 Ruim

Maxver C-HVVV 0.183830 1.16773 Ruim

ICM C-HHHV 0.0684864 1.02378 Ruim

ICM C-HHVV 0.272829 1.20745 Razoável

ICM C-HVVV 0.274133 1.24592 Razoável

Utilizando-se os valores de k̂  e 2
ˆˆ
k

σ  constantes da Tabela 7.22 foi aplicado o teste de

hipótese bilateral, para verificar a igualdade das matrizes de confusão das classificações

MaxVer e ICM, onde os resultados dos testes podem ser vistos na Tabela 7.23 e Tabela

7.23, respectivamente.

TABELA 7.23 - TESTES BILATERAIS DAS CLASSIFICAÇÕES MAXVER DAS
RAZÕES DE IMAGENS EM INTENSIDADE NA BANDA C

CLASSIFICAÇÃO z valorp −

MaxVer C-HHHV x MaxVer C-HHVV 25.005592 0≈
MaxVer C-HHHV x MaxVer C-HVVV 26.505110 0≈
MaxVer C-HHVV x MaxVer C-HVVV 0.40429366 0.34299844

Dos resultados mostrados na Tabela 7.23 pode-se concluir que:

1) As matrizes de confusão das classificações MaxVer C-HHVV e C-HVVV são

diferentes, aos níveis de significância superiores a 34.29%. Logo, pelo níveis de

significância utilizados na prática ambas as classificações são consideradas

iguais;

2) A matriz de confusão da classificação MaxVer C-HHHV, quando comparada

com as demais classificações, é diferente aos níveis de significância utilizados

na prática. Com isso, pode-se afirmar que, para a imagem considerada na banda

C, as classificações MaxVer C-HHVV e C-HVVV, por possuírem coeficientes
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de concordância k̂  superiores a classificação ICM C-HHHV, apresentam

resultados de melhor qualidade, aos níveis de significância utilizados na prática;

3) Houve uma melhora de 204.15% e 207.55%, para os valores de k̂  das

classificações MaxVer C-HHVV e C-HVVV, respectivamente, quando

comparados com o obtido com a classificação MaxVer C-HHHV.

TABELA 7.24 - TESTES BILATERAIS DAS CLASSIFICAÇÕES ICM DAS
RAZÕES DE IMAGENS EM INTENSIDADE NA BANDA C

CLASSIFICAÇÃO z valorp −

ICM C-HHHV x ICM C-HHVV 43.260025 0≈
ICM C-HHHV x ICM C-HVVV 43.165554 0≈
ICM C-HHVV x ICM C-HVVV 0.26326689 0.39617250

Dos resultados mostrados na Tabela 7.24 pode-se concluir que:

1) As matrizes de confusão das classificações ICM C-HHVV e C-HVVV são

diferentes, aos níveis de significância superiores a 39.61%. Logo, pelo níveis de

significância utilizados na prática ambas as classificações são iguais;

2) A matriz de confusão da classificação ICM C-HHHV, quando comparada com

as demais classificações, é diferente aos níveis de significância utilizados na

prática. Com isso, pode-se afirmar que, para a imagem considerada na banda C,

as classificações ICM C-HHVV e C-HVVV, por possuírem coeficientes de

concordância k̂  superiores a classificação ICM C-HHHV, apresentam resultados

de melhor qualidade, aos níveis de significância utilizados na prática;

3) Houve uma melhora de 298.37% e 300.27%, para os valores de k̂  das

classificações ICM C-HHVV e C-HVVV, respectivamente, quando comparados

com o obtido com a classificação ICM C-HHHV.

Como os desempenhos obtidos por cada tipo de classificador serão comparados através

dos seus melhores resultados, serão consideradas as classificações MaxVer C-HVVV e
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ICM C-HVVV, como as de melhores resultados obtidos com a banda C, para a razão de

imagens em intensidade, levando-se em conta o aspecto visual dessas classificações.

Desta forma, considerando-se os resultados obtidos com os testes bilaterais pode-se

concluir que a classificação ICM C-HVVV foi 49.12% melhor que a classificação

MaxVer C-HVVV.

No Apêndice D pode-se observar como se comportam o histograma e a densidade da

razão de imagens em intensidade, com seus respectivos parâmetros, para as classes de

interesse (Figura D.2), bem como a separabilidade entre as densidades (Figura D.1),

utilizando-se as componentes C-HV e C-VV, que forneceram a melhor classificação

MaxVer para esse tipo de dado polarimétrico.

Na Figura 7.21 e Figura 7.22 são mostradas as classificações MaxVer C-HVVV e ICM

C-HVVV, respectivamente. Pode-se observar nestas figuras que apenas as classes rio,

restolho e solo preparado foram bem discriminadas, enquanto que as demais classes

foram confundidas, principalmente, com a classe restolho.

Figura 7.21 - Classificação MaxVer da razão de imagens em intensidade C-HVVV.
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Figura 7.22 - Classificação ICM da razão de imagens em intensidade C-HVVV.

7.5.2.2 - Resultados com a Banda L

A partir das classificações MaxVer e ICM para a banda L, disponíveis no CD-ROM

anexo, foram obtidas as respectivas matrizes de confusão (também disponíveis no

CD-ROM anexo) dessas classificações, através das amostras de teste (Tabela 7.3). Na

Tabela 7.25 são apresentados os valores estimados do coeficiente de concordância

Kappa ( k̂ ), as respectivas variâncias ( 2
ˆˆ
k

σ ) e os conceitos obtidos segundo Landis e

Koch (1977), das classificações MaxVer e ICM das razões de imagens em intensidade

na banda L.

Utilizando-se os valores de k̂  e 2
ˆˆ
k

σ  constantes da Tabela 7.25 foi aplicado o teste de

hipótese bilateral, para verificar a igualdade das matrizes de confusão das classificações

MaxVer e ICM, onde os resultados dos testes podem ser vistos na Tabela 7.26 e Tabela

7.27, respectivamente.
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TABELA 7.25 - EXATIDÃO DAS CLASSIFICAÇÕES DAS RAZÕES DE
IMAGENS EM INTENSIDADE NA BANDA L

CLASSIFICAÇÃO k̂ 2
ˆˆ
k

σ  ( )510−× CONCEITO

Maxver L-HHHV 0.0978869 0.95296 Ruim

Maxver L-HHVV 0.256562 1.39948 Razoável

Maxver L-HVVV 0.272204 1.72105 Razoável

ICM L-HHHV 0.182048 1.14559 Ruim

ICM L-HHVV 0.357265 1.50720 Razoável

ICM L-HVVV 0.390083 1.84310 Razoável

TABELA 7.26 - TESTES BILATERAIS DAS CLASSIFICAÇÕES MAXVER DAS
RAZÕES DE IMAGENS EM INTENSIDADE NA BANDA L

CLASSIFICAÇÃO z valorp −

MaxVer L-HHHV x MaxVer L-HHVV 32.7152 0≈
MaxVer L-HHHV x MaxVer L-HVVV 33.7100 0≈
MaxVer L-HHVV x MaxVer L-HVVV 2.80013 0.00255412

Dos resultados mostrados na Tabela 7.26 pode-se concluir que:

1) As matrizes de confusão das classificações MaxVer são diferentes, aos níveis de

significância utilizados na práticas.

2) A classificação MaxVer L-HVVV, por possuir um coeficiente de concordância

k̂  superior, apresenta um resultado 178.08% e 6.09% melhor, aos níveis de

significância usados na prática, quando comparado com os obtidos com as

classificações MaxVer L-HHHV e HHVV, respectivamente.

TABELA 7.27 - TESTES BILATERAIS DAS CLASSIFICAÇÕES ICM DAS
RAZÕES DE IMAGENS EM INTENSIDADE NA BANDA L

CLASSIFICAÇÃO z valorp −

ICM L-HHHV x ICM L-HHVV 34.0193 0≈
ICM L-HHHV x ICM L-HVVV 38.0536 0≈
ICM L-HHVV x ICM L-HVVV 5.66983 7.1670612e-9
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Dos resultados mostrados na Tabela 7.27 pode-se concluir que:

1) As matrizes de confusão das classificações ICM são diferentes, aos níveis de

significância utilizados na prática.

2) Para a imagem considerada na banda L, a classificação ICM L-HVVV, por

possuir um coeficiente de concordância k̂  superior, apresenta um resultado

114.27% e 9.18% melhor, aos níveis de significância utilizados na prática,

quando comparado com os obtidos com as classificações ICM L-HHHV e L-

HHVV, respectivamente.

Dos resultados obtidos com os testes bilaterais pode-se concluir que:

1) A classificação MaxVer L-HVVV foi, em média, 92.08% melhor que as demais;

2) A classificação ICM L-HVVV foi, em média, 61.72% melhor que as demais;

3) A classificação ICM L-HVVV foi 43.30% melhor que a MaxVer L-HVVV.

No Apêndice E pode-se observar nas GUI’s apresentadas, como se comportam o

histograma e a densidade da razão de imagens em intensidade, com seus respectivos

parâmetros, para as classes de interesse (Figura E.2), utilizando as imagens L-HV e L-

VV, que forneceram o melhor resultado da classificação MaxVer, na banda L, para esse

tipo de dado polarimétrico. No Apêndice E, pode-se observar ainda a separabilidade

entre as densidades de cada classe (Figura E.1), utilizadas na classificação MaxVer

L-HVVV.

Na Figura 7.23 e Figura 7.24 são mostradas as classificações MaxVer L-HVVV e ICM

L-HVVV, respectivamente. Pode-se observar nestas figuras que apenas as classes

caatinga e rio foram bem classificadas, enquanto que as demais foram confundidas,

principalmente, com as classes soja1, solo preparado e caatinga. Utilizando-se a

classificação ICM L-HHVV (no CD-ROM anexo) foi possível uma boa discriminação

da classe soja3, enquanto que a classificação ICM L-HHHV (no CD-ROM anexo)

possibilitou uma boa discriminação da classe solo preparado.
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Figura 7.23 - Classificação MaxVer da razão de imagens em intensidade L-HVVV.

Figura 7.24 - Classificação ICM da razão de imagens em intensidade L-HVVV.
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7.5.2.3 - Comparação do desempenho das classificações das razões de imagens em
intensidade

Uma vez selecionadas as melhores classificações MaxVer e ICM da razão de imagens

em intensidade, para as bandas L e C, anteriormente mencionados, procedeu-se

novamente a aplicação do teste de hipótese bilateral, para comparação das matrizes de

confusão das melhores classificações, utilizando-se os respectivos valores de k̂  e 2
ˆˆ
k

σ ,

onde os resultados dos testes podem ser vistos na Tabela 7.28.

TABELA 7.28 - TESTES BILATERAIS DAS MELHORES CLASSIFICAÇÕES
DAS RAZÕES DE  IMAGENS EM INTENSIDADE

CLASSIFICAÇÃO z valorp −

MaxVer L-HVVV x MaxVer C-HVVV 16.4425 0≈
ICM L-HVVV x ICM C-HVVV 20.8622 0≈

Dos resultados mostrados na Tabela 7.28 pode-se concluir que:

1) As matrizes de confusão das classificações MaxVer L-HVVV e C-HVVV são

diferentes, aos níveis de significância utilizados na prática. Com isso, pode-se

afirmar que, para a imagem considerada, a classificação MaxVer L-HVVV, por

possuir um coeficiente de concordância k̂  superior, apresenta um resultado

48.07% melhor, aos níveis de significância utilizados na prática, quando

comparada com a classificação MaxVer C-HVVV;

2) As matrizes de confusão das classificações ICM L-HVVV e C-HVVV são

diferentes, aos níveis de significância utilizados na prática. Com isso, pode-se

afirmar que, para a imagem considerada, a classificação ICM L-HVVV, por

possuir um coeficiente de concordância k̂  superior, apresenta um resultado

42.29% melhor, aos níveis de significância utilizados na prática, quando

comparada com a classificação ICM C-HVVV.

Dos resultados obtidos, verificamos que para a banda C, as classificações MaxVer e

ICM apresentaram, respectivamente, valores de k̂  considerados Ruins e Razoáveis,
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com exceção da classificação ICM L-HVVV que apresentou um valor de k̂  considerado

Ruim. Para a Banda L, as classificações MaxVer e ICM apresentaram valores de k̂

considerados Razoáveis, com exceção das classificações MaxVer L-HVVV e ICM L-

HVVV que apresentaram valores de k̂  considerados Ruins.

É importante ressaltar que apesar de se ter conseguido valores de k̂  considerados

razoáveis, em ambas as bandas, pode-se verificar que a utilização da razão de imagens

em intensidade possibilitou uma boa discriminação de apenas três classes (rio, solo

preparado e restolho) com a banda C e quatro classes (rio, caatinga, solo preparado e

soja3), com a banda L, em diferentes classificações.

7.5.3 - ICM Phase difference SAR

A partir das combinações descritas na Tabela 7.14, das amostras de treinamento das

classes (Tabela 7.3) e do 97479.2=nel , foram geradas as classificações MaxVer e

ICM para a imagem diferença de fase n-looks, de acordo com a Seção 6.6.2, utilizando-

se como critério de parada do algoritmo ICM os mesmos descritos na Seção 7.4.1. Os

resultados obtidos para as bandas L e C são descritos a seguir.

7.5.3.1 - Resultados com a Banda C

De posse das classificações MaxVer e ICM para a banda C, disponíveis no CD-ROM

anexo, foram geradas as respectivas matrizes de confusão (também disponíveis no CD-

ROM anexo) dessas classificações, através das amostras de teste (Tabela 7.3). Na

Tabela 7.29 são apresentados as estimativas do coeficiente de concordância Kappa ( k̂ ),

as respectivas variâncias ( 2
ˆˆ
k

σ ) e os conceitos obtidos segundo Landis e Koch (1977),

das classificações MaxVer e ICM das imagens diferença de fase na banda C.

Analisando os valores de k̂  constantes da Tabela 7.29 pode-se concluir que os

resultados das classificações MaxVer e ICM obtidas com as imagens C-HHHV e C-

HVVV não produziram qualquer tipo de informação sobre a cena imageada. Este fato

pode ser verificado através dos respectivos valores de k̂  extremamente baixos, inclusive
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com 0ˆ <k  (classificação ICM C-HVVV), além da análise visual dessas classificações

(disponíveis no CD-ROM anexo). Pode-se observar ainda que, apenas as classificações

MaxVer e ICM da imagem diferença de fase C-HHVV produziram algum tipo de

informação, apesar dos valores de k̂  considerados Ruins.

Desta forma, não havendo a necessidade da realização do teste bilateral para comparar

os resultados das classificações MaxVer e ICM das imagens diferença de fase, podemos

concluir que a classificação ICM C-HHVV foi 76.60% melhor que a MaxVer C-HHVV.

TABELA 7.29 - EXATIDÃO DAS CLASSIFICAÇÕES DAS IMAGENS
DIFERENÇA DE FASE NA BANDA C

CLASSIFICAÇÃO k̂
2
ˆˆ
k

σ  ( )510−× CONCEITO

Maxver C-HHHV 0.00207387 0.65543 Ruim

Maxver C-HHVV 0.0804814 1.08855 Ruim

Maxver C-HVVV 0.000886265 0.68667 Ruim

ICM C-HHHV 0.0151302 0.64105 Ruim

ICM C-HHVV 0.142132 1.08944 Ruim

ICM C-HVVV -0.00654673 0.62464 Péssima

Na Figura 7.25 e Figura 7.26 são mostradas as classificações MaxVer C-HHVV e ICM

C-HHVV, respectivamente. Analisando-se estas figuras pode-se notar que apenas as

classes solo preparado e milho1 foram discriminadas, enquanto que as demais foram

totalmente confundidas com essas duas classes. Convém observar que em nenhuma das

classificação anteriormente mostradas com a Banda C, conseguiu-se uma razoável

discriminação da classe milho1.

No Apêndice F pode-se observar como se comportam o histograma e a densidade da

imagem diferença de fase, com seus respectivos parâmetros, para as classes de interesse

(Figura F.2), bem como a separabilidade entre as densidades (Figura F.1), utilizando-se

as imagens C-HH e C-VV, que forneceram o melhor resultado da classificação MaxVer

na banda C, para esse tipo de dado polarimétrico.
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Figura 7.25 - Classificação MaxVer da imagem diferença de fase C-HHVV.

Figura 7.26 - Classificação ICM da imagem diferença de fase C-HHVV.
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7.5.3.2 - Resultados com a Banda L

A partir das classificações MaxVer e ICM para a banda L, disponíveis no CD-ROM

anexo, foram obtidas as respectivas matrizes de confusão (também disponíveis no

CD-ROM anexo) dessas classificações através das amostras de teste (Tabela 7.3). Na

Tabela 7.30 são mostradas as estimativas do coeficiente de concordância Kappa ( k̂ ), as

respectivas variâncias ( 2
ˆˆ
k

σ ) e os conceitos obtidos segundo Landis e Koch (1977), das

classificações MaxVer e ICM das imagens diferença de fase na banda L.

TABELA 7.30 - EXATIDÃO DAS CLASSIFICAÇÕES DAS IMAGENS
DIFERENÇA DE FASE NA BANDA L

CLASSIFICAÇÃO k̂
2
ˆˆ
k

σ  ( )510−× CONCEITO

Maxver L-HHHV 0.0114572 0.59974 Ruim

Maxver L-HHVV 0.136382 1.55004 Ruim

Maxver L-HVVV 0.00692561 0.71482 Ruim

ICM L-HHHV 0.0153473 0.49859 Ruim

ICM L-HHVV 0.252559 1.80344 Razoável

ICM L-HVVV 0.0192301 0.47414 Ruim

Analisando a Tabela 7.30 verifica-se que, da mesma forma com que aconteceu com a

banda C, os valores de k̂  das classificações MaxVer e ICM, obtidas com as imagens L-

HHHV e L-HVVV, são extremamente baixos indicando, nestas imagens, a não

existência de informação sobre a cena imageada. Este fato pode ser observado através

da análise visual dessas classificações (disponíveis no CD-ROM anexo). Pode-se

observar ainda que, apenas as classificações MaxVer e ICM da imagem diferença de

fase L-HHVV produziram algum tipo de informação obtendo-se inclusive, para a

classificação ICM L-HHVV, um valor de k̂  considerado Razoável.

Desta forma, não sendo necessário realizar o teste bilateral para verificar quais foram as

melhores classificações MaxVer e ICM , pode-se concluir que a classificação ICM L-

HHVV foi 85.18% melhor que a MaxVer L-HHVV. Na Figura 7.27 e Figura 7.28 são

mostradas as classificações MaxVer L-HHVV e ICM L-HHVV, respectivamente.
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Figura 7.27 - Classificação MaxVer da imagem diferença de fase L-HHVV.

Figura 7.28 - Classificação ICM da imagem diferença de fase L-HHVV.
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Analisando-se a Figura 7.27 e Figura 7.28 verifica-se que apenas as classes solo

preparado, caatinga e soja1 foram bem discriminadas. Este resultado é interessante uma

vez que em nenhuma das classificações anteriormente mostradas, para ambas as bandas,

a classe soja1 havia sido discriminada.

No Apêndice G pode-se observar o histograma, a densidade da imagem diferença de

fase L-HHVV, com seus respectivos parâmetros, para as classes de interesse

(Figura G.2), bem como a  separação entre as densidades (Figura G.1).

7.5.3.3 - Comparação do desempenho das classificações das imagens diferença de
fase

A partir das classificações MaxVer e ICM das imagens diferença de fase C-HHVV e

L-HHVV, foi aplicado o teste de hipótese bilateral, para comparação das matrizes de

confusão dessas classificões, utilizando-se os respectivos valores de k̂  e 2
ˆˆ
k

σ , onde os

resultados dos testes podem ser vistos na Tabela 7.31.

TABELA 7.31 - TESTES BILATERAIS DAS MELHORES CLASSIFICAÇÕES
DAS IMAGENS DIFERENÇA DE FASE

CLASSIFICAÇÃO z valorp −

MaxVer L-HHVV x MaxVer C-HHVV 10.8825 0≈
ICM L-HHVV x ICM C-HHVV 20.5310 0≈

Dos resultados mostrados na Tabela 7.31 pode-se concluir que:

1) As matrizes de confusão das classificações MaxVer L-HHVV e C-HHVV são

diferentes, aos níveis de significância utilizados na prática. Logo, a classificação

MaxVer L-HHVV, por possuir um coeficiente de concordância k̂  superior,

apresenta um resultado 69.45% melhor, aos níveis de significância utilizados na

prática, quando comparada com a classificação MaxVer C-HHVV;

2) As matrizes de confusão das classificações ICM L-HHVV e C-HHVV são

diferentes, aos níveis de significância utilizados na prática. Logo, a classificação
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ICM L-HHVV, por possuir um coeficiente de concordância k̂  superior,

apresenta um resultado 77.69% melhor, aos níveis de significância utilizados na

prática, quando comparada com a classificação ICM C-HHVV.

Pode-se observar que, a classificação ICM da diferença de fase L-HHVV conseguiu

identificar a estrutura de três pivôs, enquanto que com a classificação ICM da razão

C-HVVV (Figura 7.22), que apresentou um valor de k̂  superior, apenas um pivô foi

identificado. Com isso, conclui-se que, o valor de k̂ , além de ser altamente influenciado

pelas classes majoritárias da imagem, não incorpora a informação estrutural das classes.

É importante observar que os resultados das classificações para as imagens diferença de

fase que envolviam a componente HV, não mostraram qualquer informação proveniente

da cena imageada, apesar da formulação teórica permitir a utilização dessas imagens

diferença de fase. Com base numa análise detalhada das observações provenientes das

classes é possível compreender esse fenômeno, como mostrado a seguir.

A partir das amostras de cada classe, para as bandas L e C, foram calculados os

respectivos valores do coeficiente de curtose (Seção 2.2), que indica o grau de

achatamento dos dados, que podem ser vistos na Tabela 7.32.

TABELA 7.32 - COEFICIENTE DE CURTOSE DAS CLASSES DE INTERESSE,
PARA AS IMAGENS DIFERENÇA DE FASE

BANDA L BANDA C
CLASSE

HHHVΨ HHVVΨ HVVVΨ HHHVΨ HHVVΨ HVVVΨ

rio -0.979646 3.97365 -1.12230 -1.16902 0.580003 -1.24741

caatinga -1.26929 -0.338042 -1.24476 -1.23120 0.798263 -1.20010

solo -1.07571 4.94907 -1.22077 -1.16199 7.23347 -1.13233

soja3 -0.461714 -0.827607 -1.39804 -1.33570 1.25320 -1.34727

restolho -0.954516 1.75831 -1.10166 -1.18288 0.0075376 -1.08619

milho1 -1.32360 1.92293 -0.904774 -1.26638 -0.425746 -1.12869

soja1 -1.14282 -0.303150 -1.06196 -1.35739 0.957271 -1.33436

soja2 -1.34720 -1.08210 -1.07539 -1.21460 0.869465 -1.33452

milho2 -1.05628 -0.286469 -1.17133 -1.20906 -0.337773 1.16843
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Dos resultados apresentados na Tabela 7.32 podemos concluir que:

1) Para as imagens HHHVΨ  e HVVVΨ , nas bandas L e C, os valores do coeficiente de

curtose para as classes de interesse são, com exceção principalmente da classe

soja3, próximos de –1.2, que é o valor do coeficiente de curtose para uma

distribuição uniforme, conforme Quegan et al. (1994). Com isso, é esperado que

nenhuma informação seja obtida dessas imagens;

2) Para as imagens HHVVΨ , nas bandas L e C, os valores do coeficiente de curtose

para as classes de interesse, são bem diferentes de  –1.2, indicando que para cada

classe é possível associar uma distribuição, com formatos diferentes para cada

uma, e por conseqüência, algum tipo de informação pode ser extraída.

A partir dos resultados apresentados, verificamos que as densidades da imagem

diferença de fase (Equação 4.16) associada as classes de interesse, para as imagens

HHHVΨ  e HVVVΨ , nas banda L e C, deveriam ter um formato “achatado”, semelhante a

uma distribuição uniforme. Entretanto, esse fato não se observa na prática, como pode

ser visto na Figura 7.29, onde é mostrado o histograma e a densidade estimada da

diferença de fase, das classes de interesse, da imagem HHHVΨ  na banda L.

De acordo com os parâmetros existentes para a densidade da imagem diferença de fase,

apenas o parâmetro cρ , assumindo valores baixos, poderia “achatar” a densidade

associada a esses dados, conforme mostra a Figura 4.7. Entretanto, os valores de cρ̂  de

cada classe, paras as imagens HHHVΨ  e HVVVΨ , nas bandas L e C, não podem ser

considerados baixos, de acordo com a Tabela 7.33,.

Por outro lado, analisando-se as GUI’s apresentadas no Apêndice G, verifica-se que as

distribuições associadas para as classes rio, caatinga, milho1 e milho2 (Figura G.2 (a),

(b), (f) e (i), respectivamente) produziram um bom ajuste em relação aos respectivos

histogramas, fato esse que não ocorreu para as demais classes.
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(a)                                         (b)                                         (c)

              
(d)                                         (e)                                         (f)

              
(g)                                         (h)                                         (i)

Figura 7.29 - Ajuste da densidade da imagem diferença de fase n-looks L-HHHV, para
as classes: (a) rio; (b) caatinga; (c) solo preparado; (d) soja3; (e) restolho;
(f) milho1; (g) soja1; (h) soja2 e (i) milho2.
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TABELA 7.33 – ESTIMATIVAS DO COEFICIENTE DE CORRELAÇÃO
COMPLEXO cρρ̂  PARA AS CLASSES DE INTERESSE

BANDA L BANDA C
CLASSE

HHHVΨ HHVVΨ HVVVΨ HHHVΨ HHVVΨ HVVVΨ

rio 0.3594851 0.7482003 0.3949061 0.3258706 0.5042260 0.3551084

caatinga 0.5014018 0.4481265 0.5239859 0.2089053 0.3621764 0.1932824

solo 0.5220054 0.8649809 0.5329158 0.6624826 0.8250499 0.5978499

soja3 0.5207441 0.4216113 0.4087833 0.1738364 0.5001447 0.3253420

restolho 0.4312771 0.7467267 0.4301301 0.4265756 0.3709072 0.2982570

milho1 0.3849580 0.5600446 0.3622096 0.2226446 0.3765529 0.2573276

soja1 0.6500330 0.5788626 0.5559693 0.4347350 0.6147651 0.3852522

soja2 0.6338738 0.4204388 0.2791321 0.1037178 0.3494500 0.2629300

milho2 0.3168790 0.3575445 0.3317269 0.4646892 0.4464252 0.3021170

Dos resultados apresentados na Tabela 7.33 juntamente com o que foi anteriormente

descrito, podemos concluir que:

1) O estimador cρ̂  (Equação 4.14), baseado em duas imagens em intensidade

n-looks não é um bom estimador para o parâmetro cρ ;

2) O estimador cρ̂  só apresenta bons resultados para determinadas áreas, que

provavelmente possam ser consideradas como homogêneas, e para outras, está

superestimando o valor do parâmetro cρ , como pode ser visto na Figura G.2

(c), (d), (e), (g) e (h);

3) Quando cρ̂  é pequeno, o viés do estimador utilizado pode ser grande (talvez

como ocorre com o estimador de Máxima Verossimilhança descrito em

Silva et al. (1998)), podendo fornecer valores de 0ˆ <cρ , como aconteceu para

a classe soja2, na imagem C-HVVV (Figura D.2 (h)), sendo utilizado o seu

módulo para não gerar erros na classificação.
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Tudo isso acima mencionado, tem repercussão nas demais opções implementadas, pois

o coeficiente de correlação complexa cρ  é o principal parâmetro das distribuições

associadas aos dados polarimétricos. Esse problema deve ser solucionado, entretanto

pelo tempo de execução desse trabalho bem como pelos seus objetivos principais, a

melhoria do estimador cρ̂  fica para um trabalho futuro.

7.5.4 - ICM Intensity and phase difference SAR

A partir das combinações descritas na Tabela 7.14, das amostras de treinamento das

classes (Tabela 7.3) e do 97479.2=nel , foram geradas as classificações MaxVer e

ICM dos pares de imagens intensidade-diferença de fase n-looks, de acordo com a

Seção 6.6.4, utilizando-se como critério de parada do algoritmo ICM os mesmos

descritos na Seção 7.4.1. Os resultados obtidos para as bandas L e C são descritos a

seguir.

7.5.4.1 - Resultados com a Banda C

De posse das classificações MaxVer e ICM, na banda C, disponíveis no CD-ROM

anexo, foram obtidas as respectivas matrizes de confusão (também disponíveis no

CD-ROM anexo) dessas classificações, através das amostras de teste (Tabela 7.3). Na

Tabela 7.34 são mostrados os valores estimados do coeficiente de concordância Kappa

( k̂ ), as respectivas variâncias ( 2
ˆˆ
k

σ ) e os conceitos obtidos segundo Landis e Koch

(1977), das classificações MaxVer e ICM dos pares de imagens intensidade-diferença

de fase na banda C.

TABELA 7.34 - EXATIDÃO DAS CLASSIFICAÇÕES DOS PARES DE
IMAGENS INTENSIDADE-DIFERENÇA DE FASE NA BANDA C

CLASSIFICAÇÃO k̂ 2
ˆˆ
k

σ  ( )510−× CONCEITO

Maxver C-HHVV 0.349094 1.62252 Razoável

Maxver C-VVHH 0.331506 1.85243 Razoável

ICM C-HHVV 0.432092 1.61850 Boa

ICM C-VVHH 0.451704 1.90546 Boa
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Utilizando-se os valores de k̂  e 2
ˆˆ
k

σ  constantes da Tabela 7.34 foi aplicado o teste de

hipótese bilateral, para verificar a igualdade das matrizes de confusão das classificações

MaxVer e ICM, onde os resultados dos testes podem ser vistos na Tabela 7.35.

TABELA 7.35 - TESTES BILATERAIS DAS CLASSIFICAÇÕES DOS PARES
DE IMAGENS INTENSIDADE-DIFERENÇA DE FASE NA BANDA C

CLASSIFICAÇÃO z valorp −

MaxVer C-HHVV x MaxVer C-VVHH 2.9836092 0.0014244209

ICM C-HHVV x ICM C-VVHH 3.3037415 0.00047707704

Dos resultados mostrados na Tabela 7.35 pode-se concluir que:

1) As matrizes de confusão das classificações MaxVer C-HHVV e C-VVHH são

diferentes, aos níveis de significância utilizados na prática. Com isso, pode-se

afirmar que, a classificação MaxVer C-HHVV, por possuir um coeficiente de

concordância k̂  superior, apresenta um resultado 5.30% melhor que a

classificação MaxVer C-VVHH, aos níveis de significância utilizados na prática;

2) As matrizes de confusão das classificações ICM C-HHVV e C-VVHH são

diferentes, aos níveis de significância utilizados na prática. Com isso, pode-se

afirmar que, a classificação ICM C-VVHH, por possuir um coeficiente de

concordância k̂  superior, apresenta um resultado 4.54% melhor que a

classificação ICM C-HHVV, aos níveis de significância utilizados na prática;

3) A classificação ICM C-VVHH foi 29.39% melhor que a MaxVer C-HHVV.

Na Figura 7.30 e Figura 7.31 são mostradas as classificações MaxVer C-HHVV e ICM

C-VVHH, respectivamente. Na Figura 7.30 pode-se observar que apenas as classes solo

preparado, milho1 e rio foram bem classificadas, enquanto que na Figura 7.31 apenas as

classes solo preparado e rio foram bem classificadas. É importante destacar a melhora

na classificação da classe milho1 em relação a classificação ICM da imagem diferença

de fase C-HHVV, que tinha sido, de todos as classificações anteriormente apresentadas

com a banda C, a única que possibilitou a discriminação da classe milho1.
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Figura 7.30 - Classificação MaxVer do par intensidade-diferença de fase C-HHVV.

Figura 7.31 - Classificação ICM do par intensidade-diferença de fase C-VVHH.
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No Apêndice H são mostrados o histograma e a densidade do par de imagens

intensidade-diferença de fase, com seus respectivos parâmetros, para cada classe

(Figura H.3 à Figura H.5), bem como a separabilidade entre as densidades (Figura H.1 e

Figura H.2), utilizando-se as imagens C-HH e C-VV, que forneceram o melhor

resultado da classificação MaxVer na banda C, para esse tipo de dado polarimétrico.

7.5.4.2 - Resultados com a Banda L

A partir das classificações MaxVer e ICM para a banda L, disponíveis no CD-ROM

anexo, foram obtidas as respectivas matrizes de confusão (também disponíveis no

CD-ROM anexo) dessas classificações, através das amostras de teste (Tabela 7.3). A

Tabela 7.36 apresenta a estimativa do coeficiente Kappa ( k̂ ), as respectivas variâncias

( 2
ˆˆ
k

σ ) e os conceitos obtidos segundo Landis e Koch (1977), das classificações MaxVer

e ICM dos pares de imagens intensidade-diferença de fase na banda L.

TABELA 7.36 - EXATIDÃO DAS CLASSIFICAÇÕES DOS PARES DE
IMAGENS INTENSIDADE-DIFERENÇA DE FASE NA BANDA L

CLASSIFICAÇÃO k̂ 2
ˆˆ
k

σ  ( )510−× CONCEITO

Maxver L-HHVV 0.443152 2.16538 Boa

Maxver L-VVHH 0.289344 1.93895 Razoável

ICM L-HHVV 0.606191 1.99887 Muito Boa

ICM L-VVHH 0.406254 2.01375 Boa

Utilizando-se os valores de k̂  e 2
ˆˆ
k

σ  constantes da Tabela 7.36 foi aplicado o teste de

hipótese bilateral, para verificar a igualdade das matrizes de confusão das classificações

MaxVer e ICM, onde os resultados dos testes podem ser vistos na Tabela 7.37.

TABELA 7.37 - TESTES BILATERAIS DAS CLASSIFICAÇÕES DOS PARES
DE IMAGENS INTENSIDADE-DIFERENÇA DE FASE NA BANDA L

CLASSIFICAÇÃO z valorp −

MaxVer L-HHVV x MaxVer L-VVHH 24.008101 0≈
ICM L-HHVV x ICM L-VVHH 31.563061 0≈
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Dos resultados mostrados na Tabela 7.37 pode-se concluir que:

1) As matrizes de confusão das classificações MaxVer L-HHVV e L-VVHH são

diferentes, aos níveis de significância utilizados na prática. Com isso, pode-se

afirmar que, para a imagem considerada na banda L, a classificação MaxVer L-

HHVV, por possuir um coeficiente de concordância k̂  superior, apresenta um

resultado 53,15% melhor que a classificação MaxVer L-VVHH, aos níveis de

significância utilizados na prática;

2) As matrizes de confusão das classificações ICM L-HHVV e L-VVHH são

diferentes, aos níveis de significância utilizados na prática. Com isso, pode-se

afirmar que, para a imagem considerada na banda L, a classificação ICM L-

HHVV, por possuir um coeficiente de concordância k̂  superior, apresenta um

resultado 49,21% melhor que a classificação ICM L-VVHH, aos níveis de

significância utilizados na prática;

3) A classificação ICM L-HHVV foi 36,79% melhor que a MaxVer L-HHVV.

No Apêndice I pode-se observar nas GUI’s apresentadas, como se comportam o

histograma e a densidade do par de imagens intensidade-diferença de fase n-looks, com

seus respectivos parâmetros, para as classes de interesse (Figura I.3 à Figura I.5),

utilizando as imagens L-HH e L-VV, que forneceram o melhor resultado da

classificação MaxVer, na banda L, para esse tipo de dado polarimétrico. No Apêndice

K, pode-se observar ainda a separabilidade entre as densidades de cada classe

(Figura I.1 e Figura I.2), utilizadas na classificação MaxVer L-HHVV.

Na Figura 7.32 e Figura 7.33 são mostradas as classificações MaxVer L-HHVV e ICM

L-HHVV, respectivamente. Analisando essas imagens pode-se notar que, com exceção

das classes milho2, soja2 e soja3, as demais foram bem classificadas. Outro aspecto

importante a se destacar destas classificações é com relação a classe soja1, que foi

melhor classificada em relação a classificação ICM da imagem diferença de fase L-

HHVV, que tinha sido, de todas as classificações anteriormente apresentadas com as

bandas C e L, a única que possibilitou a discriminação da classe soja1.
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Figura 7.32 - Classificação MaxVer do par intensidade-diferença de fase L-HHVV.

Figura 7.33 - Classificação ICM do par intensidade-diferença de fase L-HHVV.
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7.5.4.3 - Comparação do desempenho das classificações dos pares de imagens
intensidade-diferença de fase

Uma vez selecionadas as melhores classificações MaxVer e ICM dos pares de imagens

intensidade-diferença de fase, para as bandas L e C, anteriormente mencionados,

procedeu-se novamente a aplicação do teste de hipótese bilateral, para comparação das

matrizes de confusão das melhores classificações, utilizando-se os respectivos valores

de k̂  e 2
ˆˆ
k

σ , onde os resultados dos testes podem ser vistos na  Tabela 7.38.

TABELA 7.38 - TESTES BILATERAIS DAS MELHORES CLASSIFICAÇÕES
DOS PARES DE IMAGENS INTENSIDADE-DIFERENÇA DE FASE

CLASSIFICAÇÃO z valorp −

MaxVer L-HHVV x MaxVer C-HHVV 15.2826 0≈
ICM L-HHVV x ICM C-VVHH 24.7240 0≈

Dos resultados mostrados na Tabela 7.38 pode-se concluir que:

1) As matrizes de confusão das classificações MaxVer L-HHVV e C-HHVV são

diferentes, aos níveis de significância utilizados na prática. Logo, a classificação

MaxVer L-HHVV, por possuir um coeficiente de concordância k̂  superior,

apresenta um resultado 26.94% melhor, aos níveis de significância utilizados na

prática, quando comparada com a classificação MaxVer C-HHVV;

2) As matrizes de confusão das classificações ICM L-HHVV e C-VVHH são

diferentes, aos níveis de significância utilizados na prática. Logo, a classificação

ICM L-HHVV, por possuir um coeficiente de concordância k̂  superior,

apresenta um resultado 34.20% melhor, aos níveis de significância utilizados na

prática, quando comparada com a classificação ICM C-VVHH.

Dos resultados obtidos, verificamos que para a banda C, as classificações MaxVer e

ICM apresentaram, respectivamente, valores de k̂  considerados Razoáveis e Bons. Para

a Banda L, as classificações MaxVer apresentaram valores de k̂  considerados
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Razoáveis e Bons, enquanto que as classificações ICM apresentaram valores de k̂

considerados Bons e Muito Bons.

O aspecto mais importante da utilização dos pares de imagens intensidade-diferença de

fase foi o de possibilitar, dependendo da banda utilizada, que determinadas classes,

anteriormente discriminadas apenas pelas classificações das imagens diferença de fase,

fossem melhor classificadas, como foi o caso das classes milho1 e soja1, em relação as

bandas C e L, respectivamente. Isto quer dizer que, apesar da classe milho1 ter sido

melhor classificada com a banda L, na hipótese de existirem apenas imagens na banda C

sobre a área utilizada neste trabalho, seria possível uma boa discriminação dessa classe

através da classificação ICM do par de imagens em intensidade-diferença C-HHVV; no

caso da classe soja1 apenas com a banda L é possível sua discriminação.

É importante ressaltar também que, através da classificação do par de imagens

intensidade-diferença de fase C-VVHH, a classe solo preparado obteve a sua melhor

classificação, em relação a todas as classificações anteriormente apresentadas.

Desta forma, dependendo da aplicação e da banda disponível para se trabalhar, o uso da

informação de fase associada com dados em intensidade possibilita uma boa

discriminação de determinadas classes que com os outros tipos de dados polarimétricos

uni/bivariados não é possível.

7.5.5 - Comparação do desempenho das classificações dos dados polarimétricos
univariados e bivariados

Com o objetivo de selecionar as melhores classificações MaxVer e ICM dos dados

polarimétricos uni/bivariados para posterior comparação com as classificações obtidas

pelos demais tipos de dado SAR, realizou-se o teste de hipotése bilateral entre as

melhores classificações MaxVer e ICM dos diferentes tipos de dados SAR

polarimétricos uni/bivariados, utilizando-se os respectivos valores de k̂  e 2
ˆˆ
k

σ

apresentados na Tabela 7.39. Os resultados dos testes bilaterais das classificações

MaxVer e ICM podem ser vistos na Tabela 7.40 e Tabela 7.41, respectivamente.
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Para facilitar a identificação de cada tipo de dado polarimétrico uni/bivariado, nas

comparações a seguir realizadas, serão adotadas as seguintes convenções:

1) Os pares de imagens em intensidade serão denotados por “Par-Intensidade”;

2) As imagens razão de intensidades serão denotadas por “Razão”;

3) As imagens diferença de fase serão denotadas por “Fase”;

4) Os pares de imagens intensidade-diferença de fase serão denotadas por

“Intensidade-Fase”.

TABELA 7.39 - EXATIDÃO DAS MELHORES CLASSIFICAÇÕES DOS
DIFERENTES TIPOS DE DADOS POLARIMÉTRICOS UNI/BIVARIADOS

CLASSIFICAÇÃO k̂
2
ˆˆ
k

σ  ( )510−× CONCEITO

Par-Intensidade L-HHHV 0.548972 1.96410 Boa

Razão L-HVVV 0.272204 1.72105 Razoável

Fase L-HHVV 0.136382 1.55004 Ruim

M
A

X
V

E
R

Intensidade-Fase L-HHVV 0.443152 2.16538 Boa

Par-Intensidade L-HVVV 0.682454 1.71367 Muito Boa

Razão L-HVVV 0.390083 1.84310 Razoável

Fase L-HHVV 0.252559 1.80344 RazoávelIC
M

Intensidade-Fase L-HHVV 0.606191 1.99887 Muito Boa

TABELA 7.40 - TESTES BILATERAIS DAS MELHORES CLASSIFICAÇÕES
MAXVER DOS DADOS POLARIMÉTRICOS UNI/BIVARIADOS

CLASSIFICAÇÕES MAXVER z valorp −

 Par-Intensidade L-HHHV x  Razão L-HVVV 45.5919 0≈
 Par-Intensidade L-HHHV x  Fase L-HHVV 69.5999 0≈

 Par-Intensidade L-HHHV x Intensidade-Fase L-HHVV 16.4672 0≈
 Razão L-HVVV x Fase L-HHVV 23.7478 0≈

 Razão  L-HVVV x Intensidade-Fase L-HHVV 27.4213 0≈
 Fase L-HHVV x Intensidade-Fase L-HHVV 50.3279 0≈

Dos resultados mostrados na Tabela 7.40 pode-se concluir que:
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1) As matrizes de confusão das melhores classificações MaxVer, dos dados SAR

polarimétrico uni/bivariados utilizados, são diferentes aos níveis de significância

utilizados na prática;

2) Para a imagem considerada, a classificação MaxVer Par-Intensidade L-HHHV,

por possuir um coeficiente de concordância k̂  superior, apresenta um resultado

101.67%, 302.52% e 23.87% melhor, aos níveis de significância utilizados na

prática, quando comparada com as classificações MaxVer Razão L-HVVV, Fase

L-HHVV e Intensidade-Fase L-HHVV, respectivamente.

TABELA 7.41 - TESTES BILATERAIS DAS MELHORES CLASSIFICAÇÕES
ICM DOS DADOS POLARIMÉTRICOS UNI/BIVARIADOS

CLASSIFICAÇÕES ICM z valorp −

Par-Intensidade L-HVVV x  Razão L-HVVV 49.0237 0≈
Par-Intensidade L-HVVV x  Fase L-HHVV 72.4885 0≈

Par-Intensidade L-HVVV x Intensidade-Fase L-HHVV 12.5163 0≈
Razão L-HVVV x Fase L-HHVV 22.7739 0≈

Razão  L-HVVV x Intensidade-Fase L-HHVV 34.8653 0≈
Fase L-HHVV x Intensidade-Fase L-HHVV 57.3492 0≈

Dos resultados mostrados na Tabela 7.41 pode-se concluir que:

1) As matrizes de confusão das melhores classificações ICM dos dados SAR

polarimétrico uni/bivariados utilizados, são diferentes aos níveis de significância

utilizados na prática;

2) Pode-se afirmar que, para a imagem considerada, a classificação ICM Par-

Intensidade L-HVVV, por possuir um coeficiente de concordância k̂  superior,

apresenta um resultado 74.95%, 170.21% e 12.58%, melhor, aos níveis de

significância utilizados na prática, quando comparada com as classificações ICM

Razão L-HVVV, Fase L-HHVV e Intensidade-Fase L-HHVV, respectivamente.

Dos resultados obtidos com os testes bilaterais pode-se concluir que:
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1) A classificação MaxVer Par-Intensidade L-HHHV foi, em média, 142.68%

melhor que as demais;

2) A classificação ICM Par-Intensidade L-HVVV foi, em média, 85.91% melhor

que as demais;

3) A classificação ICM Par-Intensidade L-HVVV foi 24.31% melhor que a

MaxVer Par-Intensidade L-HHHV.

Analisando os resultados apresentados para os dados polarimétricos uni/bivariados

pode-se observar que a classificação ICM Par-Intensidade L-HVVV, apesar de ter sido

a de melhor resultado com a estatística k̂ , não forneceu a melhor classificação para

todas as classes de interesse. Este fato pode ser visto na Tabela 7.42 onde são mostradas

as classificações que melhor discriminaram cada uma das classes de interesse

TABELA 7.42 – MELHORES CLASSIFICAÇÕES DOS DADOS
POLARIMÉTRICOS UNI/BIVARIADOS PARA CADA CLASSE

CLASSE CLASSIFICAÇÃO OBSERVAÇÕES

restolho

caatinga

soja1

ICM Intensidade-Fase L-HHVV

soja3 ICM Razão L-HHVV

rio

solo preparado
ICM Par-Intensidade C-HVVV

milho1

soja2
ICM Par-Intensidade L-HVVV

milho2, soja1 e soja3 foram
confundidas com soja2

milho2 ICM Par-Intensidade L-HHVV
soja1e soja2 foram

confundidas com milho2

Da Tabela 7.42 pode-se concluir que as classes rio e solo preparado são melhor

classificadas com a banda C, enquanto que as demais são melhor classificadas com a

banda L. Além disso, é importante notar que as observações constantes da Tabela 7.42

indicando que existe uma grande confusão entre as classes soja2 e milho2, de forma
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que, quando a classe soja2 foi bem classificada a classe milho2 foi totalmente

confundida com soja2, e vice-versa.

Este resultados mostram que a utilização dos dados polarimétricos uni/bivariados não

permitem separar a classe soja2 da classe milho2. Além disso, não foi possível

discriminar, em uma mesma classificação da imagem considerada, mais do que três

classes com a banda C, e mais do que 6 classes com a banda L. Entretanto, dependendo

do tipo de aplicação desejada, a utilização dos dados polarimétricos uni/bivariados pode

produzir bons resultados, principalmente, se a informação de fase estiver disponível,

indicando o caracter complementar desse tipo de dado SAR.

7.6 - CLASSIFICAÇÃO MAXVER/ICM DOS DADOS MULTIVARIADOS EM
AMPLITUDE

Com o objetivo de avaliar o quanto o uso das distribuições multivariadas (Equações 4.4,

4.24 e 4.32) produziriam melhores resultados que os obtidos com a modelagem clássica,

que utiliza a distribuição Normal multivariada, foram realizadas as classificações

MaxVer e ICM das componentes em amplitude HH, HV e VV, nas bandas L e C,

conforme descrito na Seção 6.5. Os resultados obtidos com os dados multivariados

complexos são discutidos na Seção 7.7. A seguir são descritos os resultados obtidos

com os dados multivariados em amplitude.

7.6.1 - Resultados com a Banda C

Inicialmente, foi gerado um MetaFile com as componentes em amplitude HH, HV e

VV, na banda C, e de posse das amostras de treinamento (Tabela 7.3) foi realizada a

classificação MaxVer (Figura 7.34), sob a hipótese de normalidade das observações

provenientes das classes de interesse. Em seguida foi realizada a classificação ICM

(Figura 7.35), com os mesmos critérios de parada descritos na Seção 7.4.1.

Analisando a Figura 7.34 e Figura 7.35 pode-se notar que apenas cinco classes foram

bem discriminadas (rio, caatinga, solo preparado, restolho e soja3), enquanto que as

demais classes foram confundidas, principalmente, com soja3 e restolho.
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Figura 7.34 - Classificação MaxVer dos dados multivariados em amplitude na Banda C.

Figura 7.35 - Classificação ICM dos dados multivariados em amplitude na Banda C.



187

De posse dos resultados obtidos, foram geradas as matrizes de confusão das

classificações MaxVer e ICM (disponíveis no CD-ROM anexo), através das amostras de

teste (Tabela 7.3), onde na Tabela 7.43 são mostrados as estimativas do coeficiente de

concordância Kappa ( k̂ ), as respectivas variâncias ( 2
ˆˆ
k

σ ) e os conceitos obtidos segundo

Landis e Koch (1977), dos dados multivariados em amplitude na banda C.

TABELA 7.43 - EXATIDÃO DAS CLASSIFICAÇÕES DOS DADOS
MULTIVARIADOS EM AMPLITUDE NA BANDA C

CLASSIFICAÇÃO k̂
2
ˆˆ
k

σ  ( )510−× CONCEITO

MaxVer C 0.479750 1.86028 Boa

ICM C 0.622114 1.79279 Muito Boa

Dos resultados mostrados na Tabela 7.43 conclui-se que para os dados multivariados em

amplitude na banda C a classificação ICM foi 29.67% melhor que a MaxVer.

7.6.2 - Resultados com a Banda L

De modo análogo a banda C, foi gerado um MetaFile com as componentes em

amplitude HH, HV e VV, na banda L, e de posse das amostras de treinamento (Tabela

7.3) foi realizada a classificação MaxVer (Figura 7.36), sob a hipótese de normalidade

dos dados proveniente das classes. Em seguida foi realizada a classificação ICM (Figura

7.37), com os mesmo critérios descritos na Seção 7.4.1.

Pode-se observar na Figura 7.36 e Figura 7.37 que, com execeção da classe milho2, as

demais classes foram bem classificadas, indicando um resultado que não havia sido

alcançado com as classificações anteriormente apresentadas.

De posse dos resultados obtidos, foram geradas as matrizes de confusão das

classificações MaxVer e ICM (disponíveis no CD-ROM anexo), através das amostras de

teste (Tabela 7.3). Na Tabela 7.44 são mostrados as estimativas do coeficiente de

concordância Kappa ( k̂ ), as respectivas variâncias ( 2
ˆˆ
k

σ ) e os conceitos obtidos segundo

Landis e Koch (1977), para os dados multivariados em amplitude na banda L.
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Figura 7.36 - Classificação MaxVer dos dados multivariados em amplitude na Banda L.

Figura 7.37 - Classificação ICM dos dados multivariados em amplitude na Banda L.
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TABELA 7.44 - EXATIDÃO DAS CLASSIFICAÇÕES DOS DADOS
MULTIVARIADOS EM AMPLITUDE NA BANDA L

CLASSIFICAÇÃO k̂
2
ˆˆ
k

σ  ( )510−× CONCEITO

MaxVer L 0.600296 1.92110 Muito Boa

ICM L 0.772615 1.43345 Muito Boa

Dos resultados apresentados na Tabela 7.44 pode-se concluir que, para os dados

multivariados em amplitude na banda L, a classificação ICM foi 28.70% melhor que a

MaxVer.

7.6.3 - Comparação do desempenho das classificações dos dados multivariados em
amplitude

Utilizando-se os valores de k̂  e 2
ˆˆ
k

σ  das classificações MaxVer e ICM dos dados

multivariados em amplitude, para as bandas L e C, anteriormente mencionados, foi

aplicado o teste de hipótese bilateral, para comparação das matrizes de confusão dessas

classificações, onde os resultados dos testes podem ser vistos na Tabela 7.45.

TABELA 7.45 - TESTES BILATERAIS DAS CLASSIFICAÇÕES DOS DADOS
MULTIVARIADOS EM AMPLITUDE

CLASSIFICAÇÃO z valorp −

MaxVer L x MaxVer C 19.603233 0≈
ICM L x ICM C 26.496658 0≈

Dos resultados mostrados na Tabela 7.45 pode-se concluir que:

1) As matrizes de confusão das classificações MaxVer são diferentes, aos níveis de

significância utilizados na prática. Logo, a classificação MaxVer da banda L, por

possuir um coeficiente de concordância k̂  superior, apresenta um resultado

25.12% melhor, aos níveis de significância utilizados na prática, quando

comparada com a classificação MaxVer da banda C;
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2) As matrizes de confusão das classificações ICM são diferentes, aos níveis de

significância utilizados na prática. Logo, a classificação ICM da banda L, por

possuir um coeficiente de concordância k̂  superior, apresenta um resultado

24.19% melhor, aos níveis de significância utilizados na prática, quando

comparada com a classificação ICM da banda C.

Dos resultados apresentados para os dados multivariados em amplitude pode-se concluir

que, as classes solo preparado e rio foram melhor classificadas com a banda C, enquanto

que as demais classes, com exeção da classe milho2, foram melhor classificadas com a

banda L. Além disso, é importante observar que, apesar de se ter obtido um valor de k̂

considerado Muito Bom com a banda L e superior as classificações dos dados

polarimétricos uni/bivariados, a utilização de mais informação (três componentes), não

gerou uma melhor classificação da classe soja1, quando comparada com a classificação

do par de imagens intensidade-diferença de fase L-HHVV, indicando mais uma vez a

importância da utilização da informação de fase.

7.7 - CLASSIFICAÇÃO MAXVER/ICM DOS DADOS MULTIVARIADOS
COMPLEXOS

A partir das imagens em intensidade n-looks ( vvhvhh ZZZ  e  , ), das imagens complexas

correspondentes ( hvvvvvhhhhhv ZZZ  e  , ), das amostras de treinamento (Tabela 7.3) e do

97479.2=nel , foram obtidas as classificações MaxVer e ICM, baseadas nas

distribuições multivariadas, de acordo com a Seção 6.6.5. Os resultados obtidos para as

bandas L e C são descritos a seguir.

7.7.1 - Resultados com a Banda C

Inicialmente, realizou-se a classificação MaxVer (Figura 7.38), cujas distribuições

multivariadas mais ajustadas às observações das classe são apresentadas na Tabela 7.46.

No Apêndice J são mostrados os respectivos ajustes para as componente em

intensidade. Em seguida, foi realizada a classificação ICM (Figura 7.39), com os

mesmos critérios de parada do algoritmo ICM descritos na seção 7.4.1.
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TABELA 7.46 - DISTRIBUIÇÕES MULTIVARIADAS MAIS AJUSTADAS ÀS
CLASSES NA BANDA C

CLASSES
DISTRIBUIÇÕES

MULTIVARIADAS

rio Wishart

caatinga Wishart

solo preparado GC0

soja3 Wishart

restolho Wishart

milho1 Wishart

soja1 Wishart

soja2 Wishart

milho2 Wishart

Das classificações MaxVer e ICM para a banda C, foram obtidas as respectivas matrizes

de confusão das classificações (no CD-ROM anexo), através das amostras de teste

(Tabela 7.3). Na Tabela 7.47 são apresentadas as estimativas do coeficiente Kappa ( k̂ ),

as respectivas variâncias ( 2
ˆˆ
k

σ ) e os conceitos obtidos segundo Landis e Koch (1977), da

classificação MaxVer e ICM dos dados multivariados complexos na banda C.

TABELA 7.47 - EXATIDÃO DAS CLASSIFICAÇÕES DOS DADOS
MULTIVARIADOS COMPLEXOS NA BANDA C

CLASSIFICAÇÃO k̂ 2
ˆˆ
k

σ  ( )510−× CONCEITO

Maxver 0.510014 1.87059 Boa

ICM 0.603010 1.83633 Muito Boa

Dos resultados mostrados na Tabela 7.47 conclui-se que, para os dados multivariados

complexos na banda C, a classificação ICM foi 18.23% melhor que a MaxVer.

Analisando a Figura 7.38 e Figura 7.39 pode-se notar que, as classes milho1 e soja2

foram, respectivamente, melhor e pior classificadas em relação às classificações dos

dados multivariados em amplitude na banda C (Figura 7.34 e Figura 7.35), enquanto

que as demais não tiveram alterações significativas.
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Figura 7.38 - Classificação MaxVer dos dados multivariados complexos na banda C.

Figura 7.39 - Classificação ICM dos dados multivariados complexos na banda C.
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7.7.2 - Resultados com a Banda L

Inicialmente, foi realizada a classificação MaxVer, cujas distribuições multivariadas

mais ajustadas as observações das classes podem ser vistas na Tabela 7.48 e os

respectivos ajustes para cada componente em intensidade são mostrados no Apêndice K.

Em seguida foi realizada a classificação ICM, utilizando-se como critério de parada do

algoritmo ICM os mesmos descritos na seção 7.4.1.

Na Figura 7.40 e Figura 7.41 podem ser vistas as classificações MaxVer e ICM,

respectivamente. Da análise destas figuras verifica-se que foi possível a discriminação

de todas as classes de interesse, resultado esse que não havia sido conseguido em

nenhuma das classificações anteriormente apresentadas.

TABELA 7.48 - DISTRIBUIÇÕES MULTIVARIADAS MAIS AJUSTADAS ÀS
CLASSES NA BANDA L

CLASSES
DISTRIBUIÇÕES

MULTIVARIADAS

rio Wishart

caatinga KC

solo preparado GC0

soja3 KC

restolho GC0

milho1 Wishart

soja1 KC

soja2 KC

milho2 Wishart

A partir da classificação MaxVer e ICM para a banda L, foram obtidas as respectivas

matrizes de confusão dessas classificações (disponíveis no CD-ROM anexo), através

das amostras de teste (Tabela 7.3). Na Tabela 7.49 são apresentados os valores

estimados do coeficiente de concordância Kappa ( k̂ ), as respectivas variâncias ( 2
ˆˆ
k

σ ) e

os conceitos obtidos segundo Landis e Koch (1977), das classificação MaxVer e ICM

dos dados multivariados complexos na banda  L.
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Figura 7.40 - Classificação MaxVer dos dados multivariados complexos na banda L.

Figura 7.41 - Classificação ICM dos dados multivariados complexos na banda L.
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TABELA 7.49 - EXATIDÃO DAS CLASSIFICAÇÕES DOS DADOS
MULTIVARIADOS COMPLEXOS NA BANDA L

CLASSIFICAÇÃO k̂ 2
ˆˆ
k

σ  ( )510−× CONCEITO

Maxver 0.674719 1.78645 Muito Boa

ICM 0.825481 1.19086 Excelente

Dos resultados mostrados na Tabela 7.49 pode-se concluir que, para os dados

multivariados complexos na banda L, a classificação ICM foi 22,34% melhor que a

MaxVer.

7.7.3 - Comparação do desempenho das classificações dos dados multivariados
complexos

Utilizando-se os valores de k̂  e 2
ˆˆ
k

σ  das classificações MaxVer e ICM dos dados

multivariados complexos, para as bandas L e C, anteriormente mencionados, foi

aplicado novamente o teste de hipótese bilateral, para comparação das matrizes de

confusão dessas classificações, onde os resultados dos testes podem ser vistos na Tabela

7.50, respectivamente.

TABELA 7.50 - TESTES BILATERAIS PARA AS CLASSIFICAÇÕES DOS
DADOS MULTIVARIADOS COMPLEXOS

CLASSIFICAÇÃO z valorp −

MaxVer L x MaxVer C 27.235909 0≈
ICM L x ICM C 40.434639 0≈

Dos resultados mostrados na Tabela 7.50 pode-se concluir que:

1) As matrizes de confusão das classificações MaxVer das bandas L e C são

diferentes, aos níveis de significância utilizados na prática. Logo, a classificação

MaxVer da banda L, por possuir um coeficiente de concordância k̂  superior,

apresenta um resultado 32.29% melhor, aos níveis de significância utilizados na

prática, quando comparada com a classificação MaxVer da banda C.
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2) As matrizes de confusão das classificações ICM das bandas L e C são diferentes,

aos níveis de significância utilizados na prática. Logo, a classificação ICM da

banda L, por possuir um coeficiente de concordância k̂  superior, apresenta um

resultado 36.89% melhor, aos níveis de significância utilizados na prática,

quando comparada com a classificação ICM da banda C.

Dos resultados apresentados pode-se concluir que o uso das distribuições mais ajustadas

para os dados multivariados complexos possibilitou, com a utilização da banda L, a

discriminação de todas as classes de interesse, obtendo-se com isso, valores de k̂

considerados Excelentes, resultado que não foi conseguido em nenhuma outra

classificação. Além disso, é importante destacar que houve uma melhora na

classificação de todas as classes, principalmente da classe soja1, ratificando o uso da

informação de fase juntamente com dados em intensidade, na discriminação de

determinadas classes.

7.8 - COMPARAÇÃO DOS RESULTADOS

Nesta seção, serão comparados os resultados obtidos das melhores classificações

MaxVer e ICM para cada tipo de dado SAR utilizado neste trabalho. Para facilitar a

identificação dos diferentes tipos de dado SAR, nas comparações a seguir realizadas,

serão adotadas, além das descritas na Seção 7.5.5, as seguintes convenções :

1) Os dados univariados em amplitude serão denotados por “Univariado”;

2) Os dados multivariados em amplitude serão denotadas por “Multivariado_A”;

3) Os dados multivariados complexos serão denotadas por “Multivariado_C”.

Utilizando-se os valores de k̂  e 2
ˆˆ
k

σ  apresentados na Tabela 7.51, das melhores

classificações MaxVer e ICM para os diferentes tipos de dados SAR utilizados, foi

aplicado o teste de hipótese bilateral, para comparação das matrizes de confusão dessas

classificações, onde os resultados dos testes, para as classificações MaxVer e ICM,

podem ser vistos na Tabela 7.52 e Tabela 7.53, respectivamente.
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TABELA 7.51 - EXATIDÃO DAS MELHORES CLASSIFICAÇÕES DOS
DIFERENTES TIPOS DE DADOS SAR

CLASSIFICAÇÃO k̂
2
ˆˆ
k

σ  ( )510−× CONCEITO

Univariado C-HV 0.444784 1.89304 Boa

Par-Intensidade L-HHHV 0.548972 1.96410 Boa

Multivariado_A L 0.600296 1.92110 Muito Boa

M
A

X
V

E
R

Multivariado_C L 0.674719 1.78645 Muito Boa

Univariado C-VV 0.573716 2.00772 Boa

Par-Intensidade L-HVVV 0.682454 1.71367 Muito Boa

Multivariado_A L 0.772615 1.43345 Muito BoaIC
M

Multivariado_C L 0.825481 1.19086 Excelente

TABELA 7.52 - TESTES BILATERAIS PARA AS MELHORES
CLASSIFICAÇÕES MAXVER DOS DIFERENTES TIPOS DE DADOS SAR

CLASSIFICAÇÕES MAXVER z valorp −

 Par-Intensidade L-HHHV x  Univariado  C-HV 16.775872 0≈
 Par-Intensidade L-HHHV x  Multivariado_A L 8.2340574 1.110223e-16

 Par-Intensidade L-HHHV x Multivariado_C L 20.532888 0≈
 Univariado C-HV x Multivariado_A L 25.180578 0≈
Univariado C-HV x Multivariado_C L 37.906288 0≈
 Multivariado_A L x Multivariado_C L 12.222594 0≈

Dos resultados mostrados na Tabela 7.52 pode-se concluir que:

1) As matrizes de confusão das melhores classificações MaxVer dos diferentes

tipos de dados SAR utilizados são diferentes, aos níveis de significância

utilizados na prática;

2) Pode-se afirmar que, a classificação MaxVer Multivariado_C L, por possuir um

coeficiente de concordância k̂  superior, apresenta um resultado 22.90%, 51.69%

e 12.39% melhor, aos níveis de significância utilizados na prática, quando

comparada com as classificações MaxVer Par-Intensidade L-HHHV,

Univariado  C-HV e Multivariado_A L, respectivamente.
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TABELA 7.53 - TESTES BILATERAIS PARAS AS MELHORES
CLASSIFICAÇÕES ICM DOS DIFERENTES TIPOS DE DADOS SAR

CLASSIFICAÇÕES ICM z valorp −

 Par-Intensidade L-HVVV x  Univariado  C-VV 17.824969 0≈
 Par-Intensidade L-HVVV x  Multivariado_A L 16.071714 0≈
 Par-Intensidade L-HVVV x Multivariado_C L 26.538729 0≈

 Univariado C-VV x Multivariado_A L 33.906238 0≈
Univariado C-VV x Multivariado_C L 44.516066 0≈
 Multivariado_A L x Multivariado_C L 10.319740 0≈

Dos resultados mostrados na Tabela 7.53 pode-se concluir que:

1) As matrizes de confusão das melhores classificações ICM dos diferentes tipos de

dados SAR utilizados são diferentes, aos níveis de significância utilizados na

prática;

2) Pode-se afirmar que, a classificação ICM Multivariado_C L, por possuir um

coeficiente de concordância k̂  superior, apresenta um resultado 20.95%, 43.88%

e 6.84% melhor, aos níveis de significância utilizados na prática, quando

comparada com as classificações ICM Par-Intensidade L-HVVV, Univariado

C-VV e Multivariado_A L, respectivamente.

Dos resultados obtidos com os testes bilaterais para os diferentes tipos de dados SAR

utilizados pode-se concluir que:

1) A classificação MaxVer Multivariado_C L foi, em média, 28.99% melhor que as

demais;

2) A classificação ICM Multivariado_C L foi, em média, 23.89% melhor que as

demais;

3) A classificação ICM Multivariado_C L foi 22.34% melhor que a classificação

MaxVer Multivariado_C L.
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Na Figura 7.42 e Figura 7.43 são apresentadas, para as melhores classificações MaxVer

e ICM, respectivamente, as diferenças (em percentuais) entre os valores do coeficiente

de concordância k̂ , obtidos para cada tipo de dados SAR.

Analisando-se a Figura 7.42 e Figura 7.43 observa-se que o aumento de informação

utilizada nas classificações de imagens SAR produzem pequenas diferenças entre os

resultados. Entretanto, considerando os resultados anteriormente discutidos, verificamos

que, através de uma modelagem mais adequada dos dados complexos, conseguiu-se,

além de melhores resultados, que determinadas classes, com grande confusão, pudessem

ser separadas em uma mesma classificação, como foi o caso das classes soja2 e milho2.

Este resultados demonstram o grande potencial de aplicações dos dados multivariados

complexos em classificações de imagens SAR, associados a uma modelagem cada vez

mais precisa desse tipo de dado SAR.

22.90%

12.39%

Univar. C-HV

9.35%23.42%

Par-Int. L-HHHV Multivar_A L Multivar_C L

CLASSIFICAÇÕES MAXVER

34.96%

51.69%

Figura 7.42 - Comparação entre as melhores classificações MaxVer.
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20.95%

6.84%

CLASSIFICAÇÕES ICM

33.90%

43.88%

Univar. C-VV Par-Int. L-HVVV Multivar_A L Multivar_C L

13.21%18.95%

Figura 7.43 - Comparação entre as melhores classificações ICM
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CAPÍTULO 8

CONCLUSÕES E SUGESTÕES

A investigação, implementação e teste de classificadores MaxVer/ICM para imagens

SAR polarimétricas multi-look foram os principais objetivos deste trabalho.

Considerando-se o primeiro objetivo, foi realizada uma revisão sobre a modelagem

aplicada aos dados SAR polarimétricos multi-look, bem como o estudo das distribuições

univariadas e bivariadas derivadas da distribuição de Wishart complexa multivariada.

Nesta etapa do trabalho, a contribuição mais importante foi o desenvolvimento de uma

nova distribuição multivariada, denominada 0
CG . Esta distribuição é mais apropriada

para a modelagem de dados provenientes de áreas consideradas extremamente

heterogêneas. Desta forma, foi possível implementar a rotina de classificação de

imagens SAR que utiliza as distribuições multivariadas mais ajustadas aos  dados

multivariados complexos.

A seguir são apresentadas as principais conclusões sobre as rotinas de classificação

MaxVer/ICM implementadas e os testes dessas rotinas, apresentadas no Capítulo 7, para

a imagem SIR-C/X-SAR de Bebedouro-PE.

8.1 - CONCLUSÕES

Pode-se considerar que, as rotinas de classificação MaxVer/ICM para os dados

polarimétricos multi-look, implementadas neste trabalho, conseguiram atender aos

seguintes requisitos:

1) Operacionalidade: todas as rotinas de classificação estão totalmente

operacionais;

2) Uso da informação contextual: o algoritmo ICM, desenvolvido por Vieira (1996)

foi incorporado dentro das rotinas de classificação MaxVer, proporcionando

melhores resultados;
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3) Interatividade com o usuário: o sistema implementado funciona através de

interfaces gráficas e toda a modelagem estatística utilizada é totalmente

transparente ao usuário;

4) Integração ao ENVI: todas as rotinas implementas encontram-se disponíveis

dentro software ENVI 3.0, de tal forma, que todas as funções originais desse

software podem ser aproveitadas nas imagens de interesse.

No Capítulo 7 foram apresentados os resultados obtidos para as imagens SIR-C/X-SAR,

através da aplicação das rotinas classificação de imagens SAR polarimétricos

implementadas, cujas principais conclusões são:

1) Para os dados uni/bivariados polarimétricos, considerando-se a imagem utilizada

nas bandas L e C, o par de imagens em intensidade forneceu as melhores

classificações MaxVer e ICM,  em média, 142.68% e 85.91% superiores que as

demais, quando comparadas pela estatística Kappa;

2) Os resultados mostram que, dependendo do tipo de aplicação que se esteja

interessado, e no caso de não estarem disponíveis os dados multivariados

complexos, não se pode descartar os dados das imagens diferença de fase, razão

de intensidades e, principalmente, o par intensidade-diferença de fase, pois,

mesmo que no geral as melhores classificações tenham sido para o par de

imagens em intensidade, algumas classes foram melhor discriminadas por outros

tipos de dados polarimétricos uni/bivariados.

3) A utilização dos dados multivariados complexos na banda L, permite obter uma

classificação ICM com valor de Kappa considerado Excelente, enquanto que as

demais classificações apresentaram resultados no máximo Muito Bons, com o

uso das amostras de teste. Além disso, o uso das distribuições multivariadas

permitiu discriminar as nove classes de interesse, enquanto que com as

distribuições Normal multivariada, polarimétricas uni/bivariadas e univariadas

em amplitude mais apropriadas, apenas oito, seis e quatro classes,

respectivamente, foram discriminadas em uma mesma classificação
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4) As distribuições multivariadas utilizadas se mostraram adequadas para a

modelagem de dados multivariados complexos, fornecendo resultados de

qualidade superior a modelagem clássica, que supõe normalidade dos dados.

Quando comparados pela estatística Kappa essa melhora foi de 12.39% e 6.38%,

nas classificações MaxVer e ICM da banda L, respectivamente.

5) Para a imagem considerada foi possível discriminar, com a utilização dos dados

multivariados complexos, dois estágios de cultivo de milho e três de soja,

indicando assim o potencial desse tipo de dado SAR para o monitoramento de

safras agrícolas dessas culturas.

6) Para a imagem considerada conseguiu-se discriminar nove classes, através da

utilização do maior número possível de componentes (dados multivariados

complexos), indicando assim que é possível obter boas classificações de áreas

bem diversificadas, com a utilização de imagens SAR polarimétricas.

7) Para que os resultados das classificações de imagens SAR possam ser cada vez

melhores, é necessário a utilização conjunta de diferentes bandas, pois, para a

imagem considerada, determinados alvos foram melhor classificados com a

banda C (rio e solo preparado), enquanto que outros foram melhor classificados

com a banda L (caatinga, restolho, soja e milho).

8) Os valores estimados do coeficiente de concordância Kappa demostraram ser

muito influenciados pelo número de pixels de cada classe nas amostras de teste,

como aconteceu com os resultados das classificações ICM Multivariada_C L e

ICM Univariada C-VV que discriminaram, respectivamente, nove e três classes

(caatinga, solo preparado e rio). Quando comparadas através da estatística

Kappa, a primeira classificação foi apenas 43.88% melhor que a segunda.
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8.2 - SUGESTÕES

Com a finalidade de aprimorar as opções implementadas para os dados polarimétricos

bem como dar sequência a pesquisa voltada para a classificação de imagens SAR

polarimétricas, algumas sugestões para trabalhos futuros podem ser consideradas:

1) Pesquisar outros estimadores para o coeficiente de correlação complexa cρ .

2) Desenvolver as distribuições multivariadas, de tal forma que o parâmetro α ,

comum as distribuições CK  e 0
CG  multivariadas, seja considerado como um

vetor, onde cada elemento desse vetor possua o valor de α  para cada

componente em intensidade.

3) Desenvolvimento das distribuições dos pares de imagens em intensidade multi-

look, a partir das distribuições CK  e 0
CG  multivariadas.

4) Implementação de um sistema que permita a classificação conjunta de dados

polarimétricos multivariados em diferentes bandas.

5) Avaliar o uso da distribuição 0
CG  multivariada em imagens que possuam áreas

consideradas extremamente heterogêneas, como por exemplo, áreas urbanas.

6) Desenvolver um sistema que permita a classificação conjunta de diferentes

dados de sensoriamento remoto, como por exemplo, dados de radar com ópticos.

7) Testar o sistema implementado para outras regiões que possuam dados de

campos para comparação e avaliação dos resultados.

8) Pesquisar outros coeficientes de concordância para analisar quantitativamente os

resultados das classificações, uma vez que os valores de Kappa são altamente

influenciados pelo tamanho das amostras de teste de cada classe.

9) Pesquisar e implementar métodos computacionais que diminuam o tempo de

processamento do algoritmo MaxVer para dados polarimétricos multivariados
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APÊNDICE A

ANÁLISE DAS IDADES DE CULTIVO DE SOJA E MILHO
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Figura A.1 - Backscatter médio com os respectivos desvios padrões amostrais para as
diferentes idades de soja para a componente L-HV.
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Figura A.2 - Backscatter médio com os respectivos desvios padrões amostrais para as
diferentes idades de soja para a componente L-VV.
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Figura A.3 - Backscatter médio com os respectivos desvios padrões amostrais para as
diferentes idades de soja para a componente C-HH.
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Figura A.4 - Backscatter médio com os respectivos desvios padrões amostrais para as
diferentes idades de soja para a componente C-HV.
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Figura A.5 - Backscatter médio com os respectivos desvios padrões amostrais para as
diferentes idades de soja para a componente C-VV.
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Figura A.6 - Backscatter médio com os respectivos desvios padrões amostrais para as
diferentes idades de milho para a componente L-HV.
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Figura A.7 - Backscatter médio com os respectivos desvios padrões amostrais para as
diferentes idades de milho para a componente L-VV.
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Figura A.8 - Backscatter médio com os respectivos desvios padrões amostrais para as
diferentes idades de milho para a componente C-HH.
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Figura A.9 - Backscatter médio com os respectivos desvios padrões amostrais para as
diferentes idades de milho para a componente C-HV.
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Figura A.10 - Backscatter médio com os respectivos desvios padrões amostrais para as
diferentes idades de milho para a componente C-VV.
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Figura A.11 - Matriz de confusão da classificação ICM para as idades de soja.
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Figura A.12 - Matriz de confusão da classificação ICM para as idades de milho.
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APÊNDICE B

INTERFACES OBTIDAS NA CLASSIFICAÇÃO MAXVER DO PAR DE IMAGENS
EM INTENSIDADE C-HVVV

Figura B.1 - Densidade das classes: rio e solo preparado, para o par de imagens em
intensidade n-looks C-HVVV.
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Figura B.2 - Densidade das classes: caatinga, soja1, soja2, soja3, restolho, milho1 e
milho2, para o par de imagens em intensidade n-looks C-HVVV.
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(a)                                                                   (b)

     
(c)                                                                   (d)

Figura B.3 - Ajuste da densidade do par de imagens em intensidade n-looks C-HVVV,
para as classes: (a) rio; (b) caatinga; (c) solo preparado e (d) soja3.
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(a)                                                                   (b)

     
(c)                                                                   (d)

Figura B.4 - Ajuste da densidade do par de imagens em intensidade n-looks C-HVVV,
para as classes: (a) restolho; (b) milho1; (c) soja1 e (d) soja2.
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Figura B.5 - Ajuste da densidade do par de imagens em intensidade n-looks C-HVVV,
para a classe milho2.
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APÊNDICE C

INTERFACES OBTIDAS NA CLASSIFICAÇÃO MAXVER DO PAR DE IMAGENS
EM INTENSIDADE L-HHHV

Figura C.1 - Densidade das classes: rio e solo preparado, para o par de imagens em
intensidade n-looks L-HHHV.



228

Figura C.2 - Densidade das classes: caatinga, soja3 e milho1, para o par de imagens em
intensidade n-looks L-HHHV.
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Figura C.3 - Densidade das classes: restolho, soja1, soja2 e milho2, para o par de
imagens em intensidade n-looks L-HHHV.
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(a)                                                                   (b)

     
(c)                                                                   (d)

Figura C.4 - Ajuste da densidade do par de imagens em intensidade n-looks L-HHHV,
para as classes: (a) rio; (b) caatinga; (c) solo preparado e (d) soja3.
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(a)                                                                     (b)

     
(c)                                                                     (d)

Figura C.5 - Ajuste da densidade do par de imagens em intensidade n-looks L-HHHV,
para as classes: (a) restolho; (b) milho1; (c) soja1 e (d) soja2.
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Figura C.6 - Ajuste da densidade do par de imagens em intensidade n-looks L-HHHV,
para a classe milho2.
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APÊNDICE D

INTERFACES OBTIDAS NA CLASSIFICAÇÃO MAXVER DA RAZÃO DE
IMAGENS EM INTENSIDADE C-HVVV

Figura D.1 - Densidade das classes para a razão de imagens em intensidade n-looks
C-HVVV.
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(a)                                       (b)                                      (c)

                
(d)                                       (e)                                      (f)

      
(g)                                       (h)                                      (i)

Figura D.2 - Ajuste da densidade da razão de imagens em intensidade n-looks
C-HVVV, para as classes: (a) rio; (b) caatinga; (c) solo preparado;
(d) soja3; (e) restolho; (f) milho1; (g) soja1; (h) soja2 e (i) milho2.
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APÊNDICE E

INTERFACES OBTIDAS NA CLASSIFICAÇÃO MAXVER DA RAZÃO DE
IMAGENS EM INTENSIDADE L-HVVV

Figura E.1 - Densidade das classes para a razão de imagens em intensidade n-looks
L-HVVV.
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(a)                                      (b)                                      (c)

                
(d)                                      (e)                                      (f)

                
(g)                                      (h)                                      (i)

Figura E.2 - Ajuste da densidade da razão de imagens em intensidade n-looks L-HVVV,
para as classes: (a) rio; (b) caatinga; (c) solo preparado; (d) soja3;
(e) restolho; (f) milho1; (g) soja1; (h) soja2 e (i) milho2.
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APÊNDICE F

INTERFACES OBTIDAS NA CLASSIFICAÇÃO MAXVER DA IMAGEM
DIFERENÇA DE FASE C-HHVV

Figura F.1 - Densidade das classes para a imagem diferença de fase n-looks C-HHVV.
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(a)                                          (b)                                         (c)

              
(d)                                          (e)                                         (f)

              
(g)                                          (h)                                         (i)

Figura F.2 - Ajuste da densidade da imagem diferença de fase n-looks C-HHVV, para as
classes: (a) rio; (b) caatinga; (c) solo preparado; (d) soja3; (e) restolho; (f)
milho1; (g) soja1; (h) soja2 e (i) milho2.
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APÊNDICE G

INTERFACES OBTIDAS NA CLASSIFICAÇÃO MAXVER DA IMAGEM
DIFERENÇA DE FASE L-HHVV

Figura G.1 - Densidade das classes para a imagem diferença de fase n-looks L-HHVV.
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(a)                                          (b)                                         (c)

              
(d)                                          (e)                                         (f)

              
(g)                                          (h)                                         (i)

Figura G.2 - Ajuste da densidade da imagem diferença de fase n-looks L-HHVV, para
as classes: (a) rio; (b) caatinga; (c) solo preparado; (d) soja3; (e) restolho;
(f) milho1; (g) soja1; (h) soja2 e (i) milho2.
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APÊNDICE H

INTERFACES OBTIDAS NA CLASSIFICAÇÃO MAXVER DO PAR DE IMAGENS
INTENSIDADE-DIFERENÇA DE FASE  C-HHVV

Figura H.1 - Densidade das classes solo preparado, milho1 e soja1, para o par de
imagens intensidade-diferença de fase n-looks C-HHVV.
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Figura H.2 - Densidade das classes rio, caatinga, restolho, soja2, soja3 e milho2, para o
par de imagens intensidade-diferença de fase n-looks C-HHVV.
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(a)                                                                     (b)

    
(c)                                                                     (d)

Figura H.3 - Ajuste da densidade do par de imagens intensidade-diferença de fase
n-looks C-HHVV, para as classes: (a) rio; (b) caatinga; (c) solo preparado e
(d) soja3.
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(a)                                                                     (b)

    
(c)                                                                     (d)

Figura H.4 - Ajuste da densidade do par de imagens intensidade-diferença de fase
n-looks C-HHVV, para as classes: (a) restolho; (b) milho1; (c) soja1 e (d)
soja2.
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Figura H.5 - Ajuste da densidade do par de imagens intensidade-diferença de fase
n-looks C-HHVV, para a classe milho2.
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APÊNDICE I

INTERFACES OBTIDAS NA CLASSIFICAÇÃO MAXVER DO PAR DE IMAGENS
INTENSIDADE-DIFERENÇA DE FASE L-HHVV

Figura I.1 - Densidade das classes: solo preparado, caatinga, restolho, milho1 e soja1,
para o par de imagens intensidade-diferença de fase n-looks L-HHVV.
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Figura I.2 - Densidade das classes: rio, soja2, soja3, milho1 e milho2, para o par de
imagens intensidade-diferença de fase n-looks L-HHVV.
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(a)                                                                     (b)

    
(c)                                                                     (d)

Figura I.3 - Ajuste da densidade do par de imagens intensidade-diferença de fase
n-looks L-HHVV, para as classes: (a) rio; (b) caatinga; (c) solo preparado e
(d) soja3.
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(a)                                                                     (b)

    
(c)                                                                     (d)

Figura I.4 - Ajuste da densidade do par de imagens intensidade-diferença de fase n-
looks L-HHVV, para as classes: (a) restolho; (b) milho1; (c) soja1 e
(d) soja2.
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Figura I.5 - Ajuste da densidade do par de imagens intensidade-diferença de fase
n-looks L-HHVV, para a classe milho2.
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APÊNDICE J

INTERFACES OBTIDAS NA CLASSIFICAÇÃO MAXVER DOS DADOS
MULTIVARIADOS COMPLEXOS NA BANDA C

Figura J.1 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda C, para a classe rio.
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Figura J.2 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda C, para a classe caatinga.
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Figura J.3 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda C, para a classe solo preparado.
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Figura J.4 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda C, para a classe soja3.
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Figura J.5 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda C, para a classe restolho.
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Figura J.6 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda C, para a classe milho1.
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Figura J.7 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda C, para  a classe soja1.
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Figura J.8 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda C, para a classe soja2.
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Figura J.9 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda C, para a classe milho2.
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APÊNDICE K

INTERFACES OBTIDAS NA CLASSIFICAÇÃO MAXVER DOS DADOS
MULTIVARIADOS COMPLEXOS NA BANDA L

Figura K.1 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda L, para a classe rio.
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Figura K.2 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda L, para a classe caatinga.
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Figura K.3 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda L, para a classe solo preparado.
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Figura K.4 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda L, para a classe soja3.
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Figura K.5 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda L, para a classe restolho.
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Figura K.6 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda L, para a classe milho1.
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Figura K.7 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda L, para a classe soja1.
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Figura K.8 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda L, para a classe soja2.
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Figura K.9 - Ajuste das densidades para as imagens em intensidade HH, HV e VV, na
banda L, para a classe milho2.


	FOLHA DE ROSTO
	FOLHA DE APROVAÇÃO
	AGRADECIMENTOS
	RESUMO
	ABSTRACT
	SUMÁRIO
	LISTA DE FIGURAS
	LISTA DE TABELAS
	CAPÍTULO 1 - INTRODUÇÃO
	CAPÍTULO 2 - NOTAÇÕES,CONVENÇÕES E DEFINIÇÕES
	2.1 - Notações e convenções
	2.2 - Momentos
	2.3 - Função de gama de Euler
	2.4 - Função modificada de bessel de ordem v
	2.5 - Função Kv de Bessel de terceiro tipo e ordem v
	2.6 - Função hipergeométrica gaussiana
	2.7 - Função hipergeométrica degenerada
	2.8 - Distribuição gaussiana complexa multivariada
	2.9 - Distribuição constante
	2.10 - Distribuição gama
	2.11 - Distribuição inversa da gama
	2.12 - Distribuição k-intensidade
	2.13 - Distribuição k-amplitude
	2.14 - Distribuição gaussiana inversa generalizada
	2.15 - Distribuição raiz de gaussiana inversa generalizada
	2.16 - Distribuição g-intensidade zero
	2.17 - Distribuição g-intensidade
	2.18 - Distribuição g-amplitude zero
	2.19 - Distribuição g-amplitude

	CAPÍTULO 3 - SISTEMAS SAR POLARIMÉTRICOS
	3.1 - Matriz de espalhamento complexa
	3.2 - Matriz de covariância
	3.3 - Matriz de Mueller

	CAPÍTULO 4 - MODELAGEM DOS DADOS SAR
	4.1 - Sar monoespectral
	4.2 - Sar polarimétrico
	4.2.1 - Regiões homogêneas
	4.2.1.1 - Densidade do par de imagens em intensidade n-looks
	4.2.1.2 - Densidade da imagem diferença de fase n-looks
	4.2.1.3 - Densidade da razão de imagens em intensidade n-looks
	4.2.1.4 - Densidade do par de imagens intensidade-diferença de fase n-looks

	4.2.2 - Regiões Heterogêneas
	4.2.3 - Regiões Extremamentes heterogêneas


	CAPÍTULO 5 - TEORIA DAS CLASSIFICAÇÕES
	5.1 - Introdução
	5.2 - O algoritmo de máxima verossimilhança (maxver)
	5.3 - O modelo de potts-strauss
	5.4 - O algoritmo ICM
	5.5 - Teste das classificações

	CAPÍTULO 6 - DESCRIÇÃO DO SISTEMA DESENVOLVIDO
	6.1 - Descrição do software ENVI 3.0
	6.2 - Entrada dos dados
	6.3 - Rotinas ICM monoespctral multi-look
	6.3.1 - Number of looks estimation
	6.3.2 - ICM monoespectral SAR amplitude

	6.4 - Erros matrix
	6.5 - Iterated conditional modes multispectral
	6.6 - Rotinas ICM polarimétrico multi-look
	6.6.1 - ICM bivariate intensity SAR
	6.6.2 - ICM phase difference SAR
	6.6.3 - ICM intensity ratio SAR
	6.6.4 - ICM intensity and phase difference SAR
	6.6.5 - ICM best distribution polarimetric SAR


	CAPÍTULO 7 - METODOLOGIA E RESULTADOS
	7.1 - Descrição das imagens utilizadas
	7.2 - Determinação do número de classes
	7.3 - Estimação do número equivalente de looks
	7.4 - Classificação MAXVER/ICM dos dados univariados em amplitude
	7.4.1 - Resultados com a banda C
	7.4.2 - Resultado com a banda L
	7.4.3 - Comparação do desempenho das classificações dos dados univariados em amplitude

	7.5 - Classificação MAXVER/ICM dos dados polarimétricos UNI/BIVARIADOS
	7.5.1 - ICM bivariate intensity SAR
	7.5.1.1 - Resultados com a banda C
	7.5.1.2 - Resultados com a banda L
	7.5.1.3 - Comparação do desempenho das classificações dos pares de imagens em intensidade

	7.5.2 - ICM radio intensity SAR
	7.5.2.1 - Resultados com a banda C 
	7.5.2.2 - Resultados com a banda L
	7.5.2.3 - Comparação do desempenho das classificações das razões de imagens em intensidade

	7.5.3 - ICM phase difference SAR
	7.5.3.1 - Resultados com a banda C
	7.5.3.2 - Resultados com a banda L
	7.5.3.3 - Comparação do desempenho das classificações das imagens diferença de fase

	7.5.4 - ICM intensity and phase difference SAR
	7.5.4.1 - Resultados com a banda C
	7.5.4.2 - Resultados com a banda L
	7.5.4.3 - Comparação do desempenho das classificações dos pares de imagens intensidade-diferença de fase

	7.5.5 - Comparação do desempenho das classificações dos dados polarimétricos univariados e bivariados

	7.6 - Classificação MAXVER/ICM dos dados multivariados em amplitude
	7.6.1 - Resultados com a banda C
	7.6.2 - Resultados com a banda L
	7.6.3 - Comparação do desempenho das classificações dos dados multivariados em amplitude

	7.7 - Classificação MAXVER/ICM dos dados multivariados complexos
	7.7.1 - Resultados com a banda C
	7.7.2 - Resultados com a banda L
	7.7.3 - Comparação do desempenho das classificações dos dados multivariados complexos

	7.8 - Comparação dos resultados

	CAPÍTULO 8 - CONCLUSÕES E SUGESTÕES
	8.1 - Conclusões
	8.2 - Sugestões

	REFERÊNCIAS BIBLIOGRÁFICAS
	APÊNDICE A
	APÊNDICE B



