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“You can do a lot in a lifetime

If you don’t burn out too fast

You can make the most of the distance

First you need endurance -

First you’ve got to last...”

Neil Peart
em “Marathon”, 1985
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ix



nharia (IME), pelo apoio na etapa final do trabalho.

A minha amada esposa, Kelly, pelo amor incondicional, paciência e segurança.

A meu pai, pelo constante incentivo ao estudo e ao aprimoramento intelectual.

x



RESUMO

Este trabalho tem por objetivo a proposição, desenvolvimento e avaliação de um
classificador por regiões com base em distâncias estocásticas e seus testes de hipó-
tese associados. O classificador é organizado em três módulos, divididos segundo a
modelagem estat́ıstica e o tipo de imagem para a qual o módulo é destinado. O
primeiro módulo destina-se à classificação de imagens de radar de abertura sintética
polarimétrico (PolSAR) e adota a distribuição de Wishart complexa escalonada para
modelagem das matrizes de covariância; o segundo módulo, o qual se destina à clas-
sificação de pares de imagens SAR em intensidade multi-look, adota a distribuição
Par de Intensidades multi-look, desenvolvida por Lee et al. (1994a); o terceiro mó-
dulo, que se destina à classificação de imagens SAR multivariadas em amplitude e
imagens de sensores óticos, utiliza a distribuição gaussiana multivariada. Foram utili-
zadas distâncias estocásticas dispońıveis na literatura, espećıficas para cada módulo,
obtidas segundo o procedimento formal da famı́lia de divergências h-φ, desenvolvido
por Salicru et al. (1994). A partir das expressões para as distâncias, foram desen-
volvidas expressões para as estat́ısticas de teste a serem utilizadas na classificação.
Ao final do processo de classificação, são gerados a imagem classificada e um mapa
indicativo que mostra os segmentos para os quais a hipótese nula do teste não foi
rejeitada ao ńıvel de significância de 5%. Com a utilização de dados simulados com
autocorrelação espacial, foi verificada a alta influência da autocorrelação no desem-
penho do teste. Com a finalidade de avaliar o classificador, aplicações foram feitas
segundo duas abordagens. Na primeira, com dados simulados segundo a distribui-
ção de Wishart complexa escalonada com 4 visadas. Para a maioria das distâncias
dispońıveis entre distribuições Wishart: Bhattacharyya, Kullback-Leibler, Hellinger
e Rényi de ordem β, os resultados de classificação foram idênticos entre si e muito
próximos do esperado teoricamente. Aplicações em dados simulados em amplitude
multivariada e em pares de intensidade alcançaram resultados de classificação e de
taxas de rejeição do teste de hipótese ligeiramente inferiores aos dos dados PolSAR,
mas ainda próximos do esperado. Na segunda abordagem, o classificador foi aplicado
a dados PolSAR reais, em que foram utilizadas imagens polarimétricas multi-look
(HH, HV e VV) da missão SIR-C/X-SAR, nas bandas L e C. Os resultados de clas-
sificação foram avaliados a partir dos valores da acurácia global e do coeficiente de
concordância kappa (κ̂). Esses resultados de classificação, de modo geral, foram con-
siderados excelentes para a banda L, com valores de κ̂ maiores do que 0,82, e muito
bons para a banda C, com valores de κ̂ maiores do que 0,70. Os resultados com
os dados SAR em amplitude multivariada e pares de imagens SAR em intensidade
mostraram-se valiosos pela possibilidade da indisponibilidade de dados PolSAR. Os
resultados de classificação de dados PolSAR reais, dos dois conjuntos de dados, fo-
ram comparados com resultados obtidos por um classificador pontual/contextual,
que utiliza o algoritmo Iterated Conditional Modes (ICM) (CORREIA, 1998). Desta
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comparação pôde-se observar que a classificação por regiões supera significativa-
mente a contextual, em ambos os casos. No caso da banda L, o classificador por
regiões superou o pontual/contextual em aproximadamente 4% e no caso da banda
C, em aproximadamente 20%.
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CLASSIFICATION OF IMAGE REGIONS USING HYPOTHESIS
TESTS BASED ON STOCHASTIC DISTANCES: APPLICATIONS

TO POLARIMETRIC DATA

ABSTRACT

This work aims at the proposal, developing and evaluation of a region based clas-
sifier based on stochastic distances and hypothesis tests. The classifier is organized
into three modules, divided according to the assumed statistical model and to the
image type used. The first module is intended to the polarimetric synthetic aperture
radar (PolSAR) data classification and assumes the scaled complex Wishart distri-
bution for covariance matrices modeling; the second one, which is intended to the
classification of SAR images pairs in intensity, assumes the multi-look Intensity-Pair
distribution developed by Lee et al. (1994a); the third one, which is intended to
the classification of multivariate SAR images in amplitude and images from optical
sensors, assumes a multivariate Gaussian model. Stochastic distances available in
the literature were applied. Such distances were obtained according to the h-φ class
of divergences proposed by Salicru et al. (1994). From the applied distances, expres-
sions for the test statistics to be used in classification were developed. At the end
of the classification process, the classified image and an indicative map which shows
the segments for which the null hypothesis was not rejected at the significance level
of 5% are obtained. Using simulated data with spatial correlation, was verified the
high influence of such contamination on the hypothesis test performance. Aiming
at the classifier evaluation, applications were conducted under two approaches. In
the first one, with complex scaled Wishart simulated data with 4 looks. For most
distances between Wishart distribution: Bhattacharyya, Kullback-Leibler, Hellinger
and Rényi of order β, the classification results were identical and very close to the
theoretically expected value. Applications to simulated data in multivariate am-
plitude format and intensity pairs with use of the Bhattacharyya distance between
appropriate distributions achieved classification results and null hypothesis rejection
rates slightly lower than the data PolSAR data results, but still close to theoretical
expectations. In the second approach, the classifier was applied to real PolSAR data,
when polarimetric multi-look images (HH, HV and VV), bands L and C, were used.
The classification results were evaluated using the overall accuracy and kappa (κ̂)
coefficient of agreement. These classification results, in general, were considered ex-
cellent for the L band data, with κ̂ greater than 0,82, and very good for C band data,
with κ̂ greater than 0,70. The multivariate amplitude SAR data results and intensity
pair data results were valuable considering of the real possibility of data PolSAR
absence in practical situations. The classification results of real PolSAR data, from
the two data set, were compared with results obtained by a punctual/contextual ap-
proach classifier which uses a Iterated Conditional Modes (ICM) (CORREIA, 1998)
algorithm. From this analysis, we observed that the region based classification sig-
nificantly outperforms the contextual classification. In the L band case, the region
based classifier outperformed the punctual/contextual approximately in 4% and in
the C band case, in approximately in 20%.
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4.9 Mapas binários de estimativas de p-valor para classificações das imagens

simuladas, distâncias de Bhattacharyya, Kullback-Leibler e Hellinger -
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4.27 Mapas binários de p-valores para classificações da imagem SIR-C banda

C - distâncias entre distribuições gaussianas multivariadas e entre dis-

tribuições Par de intensidades multi-look - segmentos em branco tem
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significância de 5 %, para o caso dos dados simulados (PolSAR e amplitude). 82
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1 INTRODUÇÃO . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 1

1.1 Contextualização . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 1

1.2 Motivação . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 2

1.3 Hipótese . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 4

1.4 Objetivos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 4

1.4.1 Objetivo geral . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 4
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covariância . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 137

A.2.3 Utilização do classificador . . . . . . . . . . . . . . . . . . . . . . . . . 138
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1 INTRODUÇÃO

1.1 Contextualização

As imagens geradas por radares de abertura sintética (SAR) consolidam-se atual-

mente como uma importante alternativa à extração de informações sobre a superf́ıcie

terrestre, com aplicações diversificadas. A maior disponibilidade de sensores SAR

traz grandes possibilidades de utilização das suas imagens nas atividades de Senso-

riamento Remoto. Em contrapartida, uma consequência inevitável é a necessidade

do desenvolvimento de ferramentas mais avançadas visando à plena utilização dos

novos dados.

A capacidade de geração de imagens polarimétricas (PolSAR) mostra-se como uma

das mais relevantes funcionalidades dos sensores SAR. Esta capacidade fornece ao

usuário de Sensoriamento Remoto a possibilidade de uma melhor identificação dos

alvos terrestres, pela combinação das imagens obtidas nas diferentes polarizações

dispońıveis. Considerando a classificação digital de imagens, cada imagem corres-

pondendo a uma configuração de polarizações transmitida e recebida é utilizada

como um atributo, assemelhando-se ao caso em que há imagens correspondentes a

diferentes intervalos de frequência, situação comum em sensores ópticos.

A pesquisa relativa à modelagem estat́ıstica de dados SAR e PolSAR alcançou um

significativo desenvolvimento, tanto para dados univariados quanto multivariados.

Em Frery et al. (1997), Lee et al. (1994), Freitas et al. (2005) e Gao (2010), identifica-

se grande parte desse esforço, no estudo e desenvolvimento de modelos estat́ısticos

para dados com rúıdo speckle, nas diversas formas de aquisição.

A classificação digital de imagens representa uma das mais importantes etapas do

processamento de imagens obtidas pelo Sensoriamento Remoto. Diversos trabalhos

vêm sendo desenvolvidos há vários anos na implementação de classificadores digi-

tais apropriados às caracteŕısticas espećıficas das imagens SAR. No que diz respeito

sobretudo à utilização dos dados PolSAR, este desenvolvimento vem avançando em

duas grandes frentes: classificadores por decomposição de alvos (CLOUDE; POTTIER,

1997; LEE et al., 1999; LEE; POTTIER, 2009) e classificadores por modelagem estat́ıs-

tica dos dados SAR (MEJAIL et al., 2003; LEE; GRUNES, 1992; FRERY et al., 2007). Os

classificadores de imagens SAR apresentados na literatura utilizam normalmente a

abordagem pontual, também denominada “por pixel”. Um classificador por modela-
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gem estat́ıstica para imagens SAR e PolSAR, que não se limita a resolver o problema

utilizando apenas a informação de cada elemento de imagem (pixel) separadamente,

mas procura também aproveitar a informação do contexto foi desenvolvido por Cor-

reia (1998) e utilizado por Correia et al. (1998) e Frery et al. (2007). Este classificador

funciona de forma pontual utilizando a máxima verossimilhança com distribuições

espećıficas para as imagens SAR polarimétricas e, em sequência, aplica a técnica de

Modas Condicionais Iterativas (ICM) à primeira classificação, fornecendo um tra-

tamento contextual à classificação das imagens. Os resultados alcançados por essa

abordagem mostram-se significativamente superiores aos demais classificadores pon-

tuais, conforme mostrado por Correia (1998), ao comparar resultados de classificação

contextual com resultados obtidos pelo método pontual da máxima verossimilhança.

A abordagem contextual representa assim o estado da arte nas pesquisas com clas-

sificação por modelagem estat́ıstica.

Entretanto, a classificação das imagens SAR com a abordagem “por pixel” é forte-

mente influenciada pela a ocorrência do rúıdo caracteŕıstico das imagens obtidas por

sensores que utilizam iluminação coerente, como é o caso dos sistemas SAR. Este

rúıdo, conhecido como speckle, confere às imagens um aspecto granulado, prejudi-

cando tanto sua interpretação visual quanto as operações digitais. Os resultados de

classificação pontual de imagens SAR apresentam inevitavelmente pequenas áreas

isoladas. Este problema é diminúıdo pela classificação contextual utilizada por Cor-

reia (1998) e Frery et al. (2007), mas não totalmente eliminado.

1.2 Motivação

Da análise da literatura referente à classificação de imagens SAR e PolSAR, verifica-

se que a abordagem por regiões é ainda uma área pouco explorada. A classificação

por regiões exige a utilização de imagens segmentadas, em que os pixels da imagem

estejam agrupados em conjuntos homogêneos (regiões) segundo algum critério. Pos-

sivelmente, resultados melhores de classificação de dados PolSAR em relação aos

atuais possam ser alcançados utilizando-se imagens segmentadas (classificação por

regiões). Uma das mais clássicas abordagens empregadas na classificação por regiões

utiliza distâncias estocásticas entre as distribuições estat́ısticas que modelam regiões

pré segmentadas nas imagens e as distribuições que modelam as amostras de trei-

namento, representantes das classes. No caso de dados PolSAR, por exemplo, essas

distâncias podem então ser definidas entre pares de distribuições Wishart comple-

xas escalonadas. Esta modelagem estat́ıstica mostra-se adequada a dados PolSAR,
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sobretudo quando as regiões da cena representada apresentam retroespalhamento

homogêneo.

O desenvolvimento de distâncias entre distribuições de probabilidade (distâncias

estocásticas) está estreitamente ligada à Teoria da Informação, ramo da matemática

que envolve a quantificação da informação. Em 1948, Shannon contribui para definir

rigorosamente a Teoria da Informação, com a conceituação dos termos Informação e

Entropia (SHANNON, 1948). Este desenvolvimento progrediu com o desenvolvimento

conceitual de outras medidas que se tornaram importantes na utilização conjunta

de variáveis aleatórias como a entropia conjunta, entropia condicional, informação

mútua e entropia relativa ou divergência de Kullback-Leibler (COVER; THOMAS,

1991).

Com base nos conhecimentos fixados pela Teoria da Informação, famı́lias de di-

vergências foram desenvolvidas analiticamente. Este desenvolvimento possibilitou a

obtenção de inúmeras medidas de dissimilaridade, com potencial aplicação em várias

áreas do conhecimento. Dentre esaas áreas, destaca-se para o escopo deste trabalho

o processamento digital de imagens e especificamente a classificação de imagens.

Em Csiszár (1967) é desenvolvida a famı́lia de divergências φ e, em uma abordagem

semelhante, em Salicru et al. (1994), é desenvolvida a famı́lia de divergências h-φ e

suas distribuições estat́ısticas assintóticas, propiciando a utilização de intervalos de

confiança e testes de hipótese derivados dessas medidas.

A partir da formulação anaĺıtica da famı́lia de divergências h-φ, a pesquisa evo-

luiu para a obtenção de medidas de dissimilaridade adequadas estatisticamente às

imagens SAR utilizando modelos estat́ısticos diversos, e para o desenvolvimento de

testes de hipótese derivados. Nascimento et al. (2010) desenvolveram distâncias esto-

cásticas entre distribuições estat́ısticas G0
I e os respectivos testes de hipótese. Cintra

et al. (2011) avaliaram estes testes de hipótese conjuntamente com um teste não pa-

ramétrico, obtido a partir da distância de Kolmogorov-Smirnov. Em Frery et al. (in

press), foram derivadas distâncias estocásticas para dados PolSAR modelados pela

distribuição de Wishart complexa escalonada e, a partir dessas distâncias, Frery et

al. (2011a) avaliaram o desempenho de testes de hipóteses para analisar similaridades

e diferenças entre regiões utilizando tanto imagens reais quanto simuladas.
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1.3 Hipótese

Dentro do contexto da pesquisa com as distâncias estocásticas e testes de hipótese

associados, provenientes da Teoria da Informação, é posśıvel a obtenção de resul-

tados de classificação por regiões com melhores indicadores de qualidade do que os

apresentados por classificadores que atualmente representam o estado da arte em

classificação de imagens SAR e PolSAR por modelagem estat́ıstica.

1.4 Objetivos

1.4.1 Objetivo geral

Este trabalho tem por objetivo a proposição, desenvolvimento e teste de um classi-

ficador de segmentos de imagens SAR polarimétricas utilizando as distâncias esto-

cásticas dispońıveis e os testes de hipóteses derivados das mesmas.

1.4.2 Objetivos espećıficos

• Implementação do classificador de segmentos para imagens PolSAR, pares

de imagens em intensidade e imagens óticas;

• Avaliação do desempenho das diversas distâncias estocásticas dispońıveis

e dos testes de hipótese derivados das mesmas;

• Avaliação do classificador aplicando-o em imagens SAR e óticas reais e

simuladas;

• Analisar o desempenho do teste de hipótese utilizado para a classificação

sob presença de autocorrelação espacial.

1.5 Organização do trabalho

Além dessa introdução, no caṕıtulo 1, a tese está organizada da seguinte forma: No

Caṕıtulo 2, é feita uma revisão bibliográfica a respeito do estado da arte do de-

senvolvimento de classificadores por modelagem estat́ıstica para imagens PolSAR.

Para isso, também são estudados temas teóricos como representação e modelagem

estat́ıstica de dados SAR, distâncias estocásticas e testes de hipóteses derivados

das distâncias, classificação por regiões e avaliação da classificação. O Caṕıtulo 3

apresenta a descrição do classificador proposto e implementado, com suas carac-

teŕısticas e funcionalidades. O Caṕıtulo 4 apresenta um estudo sobre a influência

4



da presença de autocorrelação espacial nos dados sobre os testes de hipótese h-φe

apresenta também os resultados de aplicações do classificador com a utilização de

imagens simuladas e reais. No Caṕıtulo 5, são desenvolvidas discussões a respeito

dos resultados encontrados nas aplicações práticas do classificador, são formuladas

conclusões e propostos temas ainda não abordados como sugestões para trabalhos

futuros.

1.6 Contribuição da tese

1.6.1 Conteúdo

A partir dos resultados de trabalhos que utilizaram testes de hipótese advindos da

famı́lia de divergências h-φ para identificação de similaridades e diferenças em ima-

gens SAR e PolSAR (NASCIMENTO et al., 2010; CINTRA et al., 2011; FRERY et al.,

2011a; NASCIMENTO, 2012; FRERY et al., in press), identificam-se relevantes possibi-

lidades de contribuição para as áreas de Sensoriamento Remoto e Processamento de

Imagens SAR, a saber:

• Proposição, desenvolvimento e implementação de um classificador por re-

giões para imagens SAR, utilizando a abordagem de distâncias estocásticas

e de testes de hipótese derivados dessas distâncias para a classificação. Esse

tipo de classificador é inédito na literatura.

• A aplicação prática de distâncias estocásticas entre modelos estocásticos

apropriados às imagens SAR e PolSAR, dentre eles a distribuição Par de

Intensidades multi-look (LEE et al., 1994a) e a distribuição de Wishart com-

plexa multivariada escalonada. A aplicação com a distribuição gaussiana

multivariada, modelo de utilização mais consolidada, é também uma pos-

sibilidade importante.

• A utilização dos testes de hipótese, derivados das distâncias, para geração

de produtos indicativos espacializados (mapas) de p-valor da classificação,

que fornecem informações acerca da confiança da classificação obtida.

• A utilização da estat́ıstica de teste para classificação, o que pode trazer

melhores resultados quando comparada à utilização simples do valor da

distância estocástica, uma vez que a estat́ıstica de teste utiliza no seu

cômputo os valores de números de amostras dos segmentos e das amostras
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das classes;

1.6.2 Produção bibliográfica

Com relação aos assuntos tratados na tese, alguns artigos foram publicados em anais

de eventos cient́ıficos, um artigo foi submetido a periódico e foi aceito para publicação

e alguns artigos estão previstos para submissão a outros periódicos. Esses artigos são

relacionados a seguir:

Artigo para periódico (aceito):

SILVA, W. B.; FREITAS, C. C.; SANT’ANNA, S. J. S.; FRERY, A. C. Classifi-

cation of segments in PolSAR imagery by minimum stochastic distances between

Wishart distributions. IEEE Journal of Selected Topics in Applied Earth

Observations and Remote Sensing, vol. 6, no. 3, june 2013.

Artigos publicados em anais de congressos:

SILVA, W. B.; FRERY, A. C; FREITAS, C. C.; NEGRI, R. G.; SANT’ANNA, S.

J. S. Classificador por regiões de imagens SAR com base em distâncias estocásticas

derivadas da densidade de probabilidade do par de intensidades multi-look. Anais

XV Simpósio Brasileiro de Sensoriamento Remoto - SBSR, Curitiba, PR,

Brasil, 30 de abril a 05 de maio de 2011, INPE. p. 8326-8333.

SILVA, W. B.; PEREIRA, L. O.; SANT’ANNA, S. J. S.; FREITAS, C. C.; GUIMA-

RÃES, R. J. P. S.; FRERY, A. C. Land cover discrimination at Brazilian Amazon

using region based classifier and stochastic distance. 2011 IEEE International

Geoscience and Remote Sensing Symposium (IGARSS) Proceedings, Van-

couver, p. 2900-2903.

SILVA, W. B.; FREITAS, C. C.; SANT’ANNA, S. J. S.; FRERY, A. C. PolSAR

region classifier based on stochastic distances and hypothesis tests. 2012 IEEE In-

ternational Geoscience and Remote Sensing Symposium (IGARSS) Pro-

ceedings, 2012, Munique, p. 1473-1476.

Artigos para submissão a periódicos (em produção):

SILVA, W. B.; FREITAS, C. C.; SANT’ANNA, S. J. S.; FRERY, A. C. Spatial

correlation influence in the performance of h-φ hypothesis tests.
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SILVA, W. B.; FREITAS, C. C.; SANT’ANNA, S. J. S.; FRERY, A. C. Comparison

of PolSAR image classification approaches using h-φ hypothesis tests and

target decomposition.

SILVA, W. B.; FREITAS, C. C.; SANT’ANNA, S. J. S.; FRERY, A. C. PolSAR

imagery post classification with region based approach and h-φ hypothesis

tests.
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2 REVISÃO BIBLIOGRÁFICA E FUNDAMENTAÇÃO TEÓRICA

2.1 Representação e Modelagem Estat́ıstica de Dados SAR Polarimé-

tricos

2.1.1 Representação dos dados PolSAR

Os dados polarimétricos podem ser representados pela matriz de espalhamento com-

plexa, formada por componentes que contém informações sobre a radiação transmi-

tida por uma antena SAR e retroespalhada pelos alvos nas diversas combinações de

polarizações lineares. A equação (2.1) apresenta a matriz de espalhamento complexa

[S].

[S] =

[
SHH SHV

SV H SV V

]
. (2.1)

Os ı́ndices subescritos dos elementos da matriz referem-se a cada par de polarizações

posśıveis aos sinais transmitido e recebido. Cada um dos elementos Spq da matriz [S] é

um número complexo composto pela amplitude e fase do sinal. A letra p corresponde

à polarização de transmissão e a letra q à polarização de recepção da antena SAR.

O termo co-polarizado é utilizado para os elementos da matriz [S] cujos subescritos

são os mesmos (HH e VV), e o termo polarização cruzada, em inglês cross-polarized,

é utilizado quando a polarização do sinal transmitido é diferente da referente ao

sinal recebido (HV e VH). Como mencionado por Woodhouse (2006), um sistema de

radar que mede a amplitude e a fase dos quatro termos da matriz de espalhamento

é chamado de totalmente polarimétrico. A matriz de espalhamento [S] relaciona os

vetores campo elétrico transmitido Ei(r) e recebido Es(r) nas polarizações lineares

horizontal e vertical conforme a equação (2.2).

[
Es
H

Es
V

]
=
e−kr

r

[
SHH SHV

SV H SV V

]
.

[
Ei
H

Ei
V

]
. (2.2)

em que EH e EV são, respectivamente, as componentes horizontal e vertical do

vetor campo elétrico, o termo e−kr

r
leva em conta os efeitos de propagação tanto em

amplitude quanto em fase (LEE; POTTIER, 2009),  é a unidade imaginária, k é o

número de onda e r é a distância da antena ao alvo na direção de propagação.
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No contexto dos processos de observação da Terra, torna-se comum a adoção da hi-

pótese da condição de reciprocidade. Segundo Ulaby e Elachi (1990), a condição de

reciprocidade pode ser considerada válida para o espalhamento proveniente de part́ı-

culas simples ou para um volume de muitas part́ıculas quando nenhuma consideração

sobre o meio de propagação é feita. A reciprocidade, associado à configuração de sis-

tema SAR monoestático, onde a mesma antena alterna-se nas tarefas de emissão e

recepção dos sinais eletromagnéticos, implica que a matriz de espalhamento [S] seja

simétrica, com SHV = SV H , conforme a equação (2.3).

[S] =

[
SHH SHV

SHV SV V

]
. (2.3)

O desenvolvimento teórico das demais representações de dados polarimétricos e

da modelagem estat́ıstica de dados polarimétricos será feita a partir deste ponto

considerando-se a suposição de reciprocidade e sistema SAR monoestático, para

fins de simplificação. A matriz de espalhamento [S] pode ser representada na forma

vetorial, dando origem ao vetor de espalhamento k. O vetor k é definido pela equa-

ção (2.4):

k =
1

2
Tr([S]Ψ), (2.4)

em que Tr(·) é o traço da matriz e Ψ é um conjunto de bases ortogonais matriciais

complexas 2× 2.

Uma das posśıveis bases ortogonais Ψ é a base linear de Borgeaud (lexicográfica),

apresentada na equação (2.5)

ΨB =

{
2

[
1 0

0 0

]
,2

[
0 1

0 0

]
,2

[
0 0

1 0

]
,2

[
0 0

0 1

]}
, (2.5)

com a qual se desenvolve uma expansão lexicográfica da matriz de espalhamento [S],

resultando no chamado vetor de espalhamento kB na representação de Borgeaud (le-

xicográfica). Para a suposição de sistema SAR monoestático e meio rećıproco, o ve-

tor de espalhamento na representação lexicográfica é descrito como (LEE; POTTIER,

2009):

kB =
[
SHH

√
2SHV SV V

]>
, (2.6)
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Em que o (·)> denota a transposição do vetor ou matriz.

Uma outra possibilidade é a utilização da base de Pauli, apresentada na equação (2.7)

ΨP =

{
√

2

[
1 0

0 0

]
,
√

2

[
1 0

0 −1

]
,
√

2

[
0 1

1 0

]
,
√

2

[
0 −j
j 0

]}
, (2.7)

Com a suposição de reciprocidade e sistema SAR monoestático, a matriz [S] pode

então ser expandida segundo a base de Pauli, gerando o vetor de espalhamento

kP (LEE; POTTIER, 2009), apresentado na equação (2.8).

kP =
1√
2

[
SHH + SV V SHH − SV V 2SHV

]>
. (2.8)

A partir dos vetores de espalhamento nas bases ortogonais complexas de Borgeaud

(lexicográfica) e de Pauli, um outro tipo de representação dos dados polarimétricos

pode ser definido. Nessa nova representação, os pixels da imagem PolSAR contém,

ao invés de vetores na base lexicográfica ou de Pauli, matrizes de covariância [C] e

de coerência [T], respectivamente. De acordo com Woodhouse (2006), essas matrizes

registram o inter-relacionamento estat́ıstico entre os diferentes canais de polarização

transmitidos e recebidos pela antena SAR, ao invés da informação de apenas cada

canal separadamente. A matriz de covariância em cada pixel da imagem PolSAR

é calculada pelo produto entre o vetor de espalhamento na base lexicográfica kB

e o seu complexo conjugado transposto, denotado por k†B, como apresentada na

equação (2.9).

C = kBk†B. (2.9)

A matriz de covariância [C] é hermitiana, seus elementos são formados por produtos

entre os elementos complexos das matrizes de espalhamento [S]. Os elementos de

sua diagonal principal são números reais positivos e correspondem aos valores de

intensidade SAR. Os elementos fora da diagonal principal são números complexos e

contêm, além das informações do produto entre amplitudes das componentes polari-

métricas, as informações de diferença de fase entre os sinais transmitidos e recebidos

nas diferentes polarizações.
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Analogamente à definição da matriz de covariância, a matriz de coerência [T] é

calculada pelo produto entre o vetor de espalhamento na base de Pauli kP e o seu

complexo conjugado transposto k†P . A matriz de coerência é fundamental na teoria

de decomposição de alvos por autovetores e autovalores. As matrizes de covariância

e coerência, no caso monoestático e considerando meio rećıproco, são relacionadas

de acordo com a transformação mostrada pela equação (2.10)(CLOUDE; POTTIER,

1996).

[C] =
1

2

1 1 0

0 0
√

2

1 −1 0

 [T]

1 0 1

1 0 −1

0
√

2 0

 (2.10)

Segundo Cloude e Pottier (1996), as matrizes de covariância e de coerência são

hermitianas, positivas e semi-definidas. Como a transformação apresentada em (2.10)

é de similaridade e unitária, as duas matrizes têm os mesmos autovalores e seus

autovetores formam um conjunto de vetores ortonormais. Essas matrizes satisfazem

ainda a igualdade Tr([C]) = Tr([T]).

Nos últimos anos, verifica-se um expressivo número de trabalhos cient́ıficos publi-

cados com a utilização da teoria de decomposição de alvos a partir da matriz de

coerência [T]. Muitos desses trabalhos tem a finalidade de desenvolvimento de clas-

sificadores para imagens PolSAR. Uma das mais proeminentes abordagens emprega-

das é a decomposição de alvos a partir dos autovalores e autovetores da matriz [T].

Nesta abordagem, os dados SAR são decompostos em parâmetros polarimétricos

que têm relação com os mecanismos f́ısicos de espalhamento da radiação eletromag-

nética. Alguns desses importantes resultados e discussões podem ser consultados

em Cloude e Pottier (1997), Lee et al. (1999), Lee e Pottier (2009).

Neste trabalho, será utilizado apenas o vetor de espalhamento na base lexicográfica

(kB) e a matriz de covariância ([C]), tendo em vista que o processo de classificação

de imagens ora desenvolvido baseia-se em distâncias estocásticas derivadas anali-

ticamente da modelagem estat́ıstica para dados SAR representados pela matriz de

covariância.

Visando à diminuição do efeito causado pelo rúıdo speckle, muitas vezes são amostra-

das diversas estimativas independentes do retroespalhamento (LEE; POTTIER, 2009).
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Este processo pode ser feito na fase de processamento inicial dos dados SAR, quando

divide-se a abertura sintética inicial em aberturas menores e cada conjunto de dados

é utilizado separadamente no processamento para posterior obtenção do valor mé-

dio. Outra possibilidade, já dispondo-se dos dados processados e transformados em

imagens complexas, é realizar a média entre uma quantidade espećıfica de pixels da

imagem original, chamada single-look ou de uma visada, em intensidade, e atribuir

este valor resultante ao novo pixel, que corresponderá espacialmente ao conjunto de

pixels amostrados. Este processamento chama-se multi-look ou de múltiplas visadas.

Supondo-se que sejam utilizadas L amostras estatisticamente independentes, o pro-

cessamento multi-look degrada a resolução espacial por um fator L e reduz o desvio

padrão e o coeficiente de variação do speckle por um fator de
√
L. As imagens ori-

ginais, que não passaram pelo processamento multi-look são referidas como imagem

1-look e, estando no formato complexo e guardando portanto a informação de fase,

são chamadas de single-look complex (SLC ).

A matriz de covariância multi-look é denotada neste trabalho pela letra Z e é obtida

de acordo com a equação (2.11).

Z =
1

L

L∑
i=1

kBik
†
Bi =

1

L

L∑
i=1

 |SHH |2i SHHiS
†
HV ii

SHHiS
†
V V i

SHV iS
†
HHi |SHV |2i SHV iS

†
V V i

SV V iS
†
HHi SV V iS

†
HV i |SV V |2i

 (2.11)

Conforme ressaltado em Massonnet e Souyris (2008), a geração de imagens multi-

look é fundamentada em somas incoerentes de amostras de imagens SLC, as quais

reduzem o speckle, degradando a resolução espacial, com a consequente perda da

informação de fase, dada a natureza incoerente dessas adições.

2.1.2 Modelagem estat́ıstica dos dados

Neste trabalho, a descrição da modelagem estat́ıstica terá seu enfoque nos dados

SAR polarimétricos (PolSAR), tendo em vista que as distâncias utilizadas pelo

classificador desenvolvido são derivadas do modelo estat́ıstico adequado à matriz

de covariância Multi-look [Z]. O estudo de modelos estat́ısticos adequados a dados

SAR univariados, tanto em intensidade quanto em amplitude, foi tema de muitos

trabalhos concernentes à modelagem estat́ıstica de dados SAR. Alguns importantes

exemplos podem ser encontrados nos trabalhos de Frery et al. (1997), Freitas et al.
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(2005), Mejail et al. (2003), Oliver e Quegan (2004) e Gao (2010).

A seguir, são apresentados três modelos utilizados para dados PolSAR e SAR mul-

tivariados em situações diversificadas. A distribuição Wishart complexa escalonada,

modelo utilizado para dados PolSAR, especialmente em áreas de textura homogênea;

a distribuição do Par de Intensidades Multi-look, derivada por Lee et al. (1994a) a

partir da reparametrização da densidade para a distribuição Wishart complexa esca-

lonada e a distribuição gaussiana multivariada, útil na modelagem de diversos tipos

de dados, como imagens de sensores óticos ou por imagens SAR multivariadas em

amplitude com grande número de visadas.

2.1.2.1 Distribuição Wishart Complexa Escalonada

Sob determinadas condições (GOODMAN, 1963), o vetor de espalhamento na base

lexicográfica (kB) de dimensão q segue uma distribuição gaussiana complexa multi-

variada, com média igual a zero e matriz de covariância hermitiana positiva definida

ΣkB . A função densidade de probabilidade associada ao vetor aleatório kB é dada

pela equação (2.12).

fkB(kB; q,ΣkB) =
1

πq|ΣkB |
exp

{
−k†BΣ−1

kB
kB

}
, (2.12)

em que |·| denota o determinante da matriz e (·)−1 denota a matriz inversa.

Segundo Goodman (1963), a matriz de covariância amostral dada pela equa-

ção (2.13), com base em uma amostra aleatória de tamanho N , é o estimador de

máxima verossimilhança para o parâmetro ΣkB .

Σ̂kB =
1

N

N∑
i=1

kBik
†
Bi (2.13)

Com vistas à modelagem estat́ıstica de dados SAR, supõe-se que as partes real e

imaginária de cada componente do vetor kB obedeçam a uma distribuição gaussi-

ana circular (GOODMAN, 1963). Sejam a = <(kB) e b = =(kB) as partes real e

imaginária do vetor kB e seja kBi = ai + bi o i-ésimo elemento complexo do ve-

tor de espalhamento kB. Conforme Lee et al. (1994b), a suposição de distribuição

gaussiana circular requer que ai e bi tenham uma distribuição gaussiana conjunta
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satisfazendo as seguintes condições:

E[ai] = E[bi] = 0

E[aibi] = 0

E[aiak] = E[bibk]

E[biak] = −E[aibk],

em que E é o operador esperança matemática e os ı́ndice i e k denotam elementos

diferentes do vetor de espalhamento complexo kB.

Goodman (1963) apresenta a distribuição Wishart complexa multivariada que mo-

dela a matriz de covariância hermitiana C = LZ, em que L é o número equivalente

de looks e Z é a matriz de covariância multi-look, dada pela equação (2.11).

A matriz de covariância multi-look Z corresponde aos valores de rúıdo speckle ob-

servados nas imagens PolSAR. A variável aleatória Z segue a distribuição Wishart

complexa escalonada com o parâmetros L (forma) e matriz de covariância ΣkB (es-

cala)(ANFINSEN, 2010). Essa distribuição é denotada por Z ∼ W(ΣkB ,L).

A função densidade de probabilidade associada à matriz de covariância multi-look

Z é dada pela equação (2.14) (GOODMAN, 1963).

fZ(Z; ΣkB ,L) =
LqL|Z|L−q

|ΣkB |LΓq(L)
exp

{
−LTr

(
Σ−1

kB
Z
)}
, (2.14)

em que Γq(L) = πq(q−1)/2
∏q−1

i=0 Γ(L− i), L ≥ q e Γ(·) é a função Gama.

O estimador de máxima verossimilhança do parâmetro matriz de covariância Σ̂kB ,

para o caso dos dados multi-look, é dado pela média amostral (GOODMAN, 1963), de

forma similar à adotada na equação (2.13). A quantidade q representa a ordem da

matriz de covariância complexa.

A distribuição Wishart complexa escalonada é amplamente utilizada para modelar

estatisticamente os dados PolSAR, como pode ser verificado em inúmeros traba-

lhos cient́ıficos, como por exemplo (LEE; GRUNES, 1992; LEE et al., 1994a; LEE et
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al., 1999; LEE et al., 2001) principalmente para áreas homogêneas. Em áreas com

maior grau de heterogeneidade, o modelo Wishart escalonado não apresenta uma

solução plenamente satisfatória, sendo muitas vezes necessária a utilização de mode-

los mais complexos. Encontram-se propostos, na literatura, diversos outros modelos

de maior complexidade, que buscam representar mais adequadamente os dados Pol-

SAR. Dentre esses modelos, destaca-se a famı́lia de modelos GP , que apresenta como

casos particulares as distribuições KP e G0
P , para áreas com textura heterogênea e ex-

tremamente heterogênea, respectivamente (FREITAS et al., 2005; FRERY et al., 2007);

os modelos derivados da chamada Scale Mixture of Gaussians, analisados por Doul-

geris et al. (2008), Doulgeris e Eltoft (2010); e o modelo U e outros derivados da

hipótese multiplicativa (VASILE et al., 2011; BOMBRUN et al., 2011; ANFINSEN et al.,

2011).

A distribuição de Wishart é um caso particular desses modelos, que são mais flex́ıveis,

mas têm associadas densidades dependentes de funções especias, tais como a funções

modificadas de Bessel, o que, em certa medida, compromete seu tratamento anaĺıtico.

Apesar da já mencionada restrição, a distribuição Wishart complexa escalonada

será utilizada neste trabalho como modelo para os dados PolSAR, tendo em vista

sua menor complexidade anaĺıtica e devido à atual indisponibilidade de expressões

fechadas para distâncias estocásticas entre os modelos mais complexos. A decisão por

utilização da distribuição Wishart complexa escalonada se justifica pelo fato de as

distâncias estocásticas e os testes de hipótese assintóticos associados serem o cerne

da pesquisa relativa a esta tese, sendo portanto elementos imprescind́ıveis. Cabe

observar que soluções numéricas para obtenção dos valores das distâncias neste caso

seriam inviáveis no domı́nio das matrizes hermitianas. O mesmo não ocorre quando

se trata do modelo utilizado para pares de imagens em intensidade, a ser descrito na

subseção 2.1.2.2, que modela duas variáveis pertencentes ao domı́nio dos números

reais.

Uma outra observação importante com relação à utilização da distribuição de

Wishart complexa é que, analiticamente, a mesma não se reduz ao caso 1 look,

devido a presença, na equação (2.14), da função Γq(L). Para esse caso particular,

foi desenvolvida por Khan e Guida (2012) a distribuição G polarimétrica single-look,

fundamentando-se no modelo multiplicativo, com a textura seguindo distribuição

gaussiana inversa generalizada e o rúıdo speckle a distribuição gaussiana complexa

multivariada com média zero. Esse modelo é útil quando o processamento multi-look
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torna-se prejudicial por causar degradação da resolução espacial, como por exemplo

em imagens de resolução muito alta com alvos de extrema heterogeneidade, como

em áreas urbanas. O classificador desenvolvido não utiliza este modelo espećıfico

para dados em 1 look.

Em dados SAR reais, as amostras espacialmente próximas apresentam correlação es-

pacial inerente ao processo de geração das imagens. Consequentemente, ao se utiliza-

rem L amostras de uma imagem SAR real para obtenção de uma imagem multi-look,

o número efetivo de amostras utilizadas, levando-se em conta a correlação espacial,

será menor do que o de amostras selecionadas no processo. Este valor é chamado

número equivalente de looks. Ao se utilizar a modelagem estat́ıstica teórica apresen-

tada com dados SAR reais, deve-se então, a partir dos dados dispońıveis, estimar o

número equivalente de visadas ou looks, como parâmetro da distribuição caracteri-

zada pela densidade mostrada na equação (2.14). Para esse trabalho, a partir deste

ponto, o número equivalente de looks passa a ser denotado pela letra L. Existem

algumas formas de estimação do parâmetro L.

Conforme discutido por Lee e Pottier (2009), em imagens intensidade, o número

equivalente de looks pode ser obtido através do cálculo do coeficiente de variação.

Anfinsen et al. (2009) avaliam alguns métodos para estimação de L para o caso de da-

dos polarimétricos. São avaliadas soluções que utilizam o método dos momentos e da

máxima verossimilhança. No caso das soluções pelo método dos momentos, são avali-

adas a estimativa por momentos fracionários (Fractional Moment Estimate) (FRERY

et al., 2007) e a que utiliza o momento de segunda ordem do traço da matriz de co-

variância. Como estimativa por máxima verossimilhança, é apresentada e avaliada

a solução numérica não supervisionada, derivada pelos autores.

2.1.2.2 Distribuição para o Par de Intensidades Multi-look

Lee et al. (1994a) e Lee et al. (1994b) derivaram, a partir da distribuição de Wishart

complexa multivariada escalonada, densidades univariadas e bivariadas que mode-

lavam variáveis aleatórias correspondentes aos elementos da matriz de covariância

complexa multi-look. As densidades univariadas derivadas foram a diferença de fase,

o produto entre as amplitudes e razão de intensidades e amplitudes. Para elemen-

tos bivariados foram desenvolvidas as densidades do par de intensidades e do par

intensidade-diferença de fase.
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As distribuições associadas essas densidades mostram-se de grande importância na

modelagem de dados polarimétricos incompletos, quando algumas das polarizações

ou a informação de fase não estão dispońıveis, o que representa o modo operacional

de diversos sistemas sensores SAR. Alguns desses exemplos podem ser citados: o sis-

tema Radarsat-2, que fornece imagens em intensidade nas polarizações HH, VV, HV

e VH; sistemas que fornecem configurações de polarizações duais, como o Envisat

(HH,HV ou VV,VH) e o Cosmos Skymed (HH,HV ou HH,VV); o sistema japonês

ALOS-PALSAR que, apesar de potencialmente gerar imagens polarimétricas com-

pletas, tem como modo operacional a geração de pares de imagens polarimétricas

nas polarizações HH e HV (ROSENQVIST et al., 2007). Uma dos modelos para esses

tipos de dados, que vem apresentando melhores resultados, sobretudo para áreas da

Floresta Amazônica, é a do Par de Intensidades multi-look. Um exemplo desse bom

desempenho pode ser observado no trabalho de Negri (2009), no qual verificou-se

que, para determinado número de classes de uso e cobertura da Terra, a classifi-

cação com base no modelo par de intensidades obteve resultados significativamente

similares à obtida pelos dados polarimétricos completos. Como esta distribuição será

utilizada no desenvolvimento prático deste trabalho, faz-se nessário a apresentação

formal de sua densidade, de seus parâmetros e estimação.

Sejam duas variáveis aleatórias R1 e R2, representando duas imagens em intensidade,

obtidas a partir das componentes da diagonal principal da matriz de covariância

complexa multi-look [Z], a densidade do par de intensidades multi-look pode ser

definida como (LEE et al., 1994a):

fR1,R2 (r1,r2;L, h11,h22, |ρc|) =
LL+1 (r1r2)

L−1
2 exp

{
−L(r1/h11+r2/h22)

1−|ρc|2

}
(h11h22)

L+1
2 Γ(L)

(
1− |ρc|2

)
|ρc|L−1

IL−1

(
2L |ρc|

1− |ρc|2

√
r1r2

h11h22

)
, (2.15)

em que L é o número equivalente de looks,

h11 = E[R1], (2.16)

h22 = E[R2], (2.17)

e ρc é o coeficiente de correlação complexo. Sendo Si e Sj duas componentes da
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matriz de espalhamento complexa, o coeficiente de correlação complexa ρc é dado

por:

ρc =
E[SiS

∗
j ]√

E
[
|Si|2

]
E
[
|Sj|2

] = |ρc| exp
{
θ
}
, (2.18)

em que 0 ≤ |ρc| ≤ 1 (LEE et al., 1994b) e θ é a diferença de fase entre os retornos

de cada polarização (−π ≤ θ ≤ π). A função IL−1 é a função modificada de Bessel

de ordem L− 1. De acordo com Abramowitz e Stegun (1972), a função modificada

de Bessel de ordem ν (Iν) é uma das soluções da equação diferencial modificada de

Bessel, apresentada na equação (2.19):

x2 d
2y

dx2
+ x

dy

dx
− (x2 + ν2)y = 0. (2.19)

As propriedades e representações sob forma de integral da função modificada de

Bessel de ordem ν (Iν) podem ser encontradas em Gradshteyn e Ryzhik (2007).

Uma dessas representações pode ser observada na equação (2.20)

Iν(x) =

(
x
2

)ν
Γ(ν + 1/2)Γ(1/2)

∫ π

0

cosh(x cos θ) sin2ν θdθ

[
Re(ν +

1

2
) > 0

]
. (2.20)

Como descrito em Correia (1998), os parâmetros h11, h22 e |ρc| podem ser estimados

através da utilização de uma amostra de tamanho t, da seguinte forma:

ĥ11 = m̂[R1], (2.21)

ĥ22 = m̂[R2], (2.22)

|ρ̂c| =

√√√√√√
∑t

i=1

[(
R1i − ĥ11

)(
R2i − ĥ22

)]
[∑t

i=1

(
R1i − ĥ11

)2
][∑t

i=1

(
R2i − ĥ22

)2
] , (2.23)

em que m̂ é a média amostral dos elementos da amostra de tamanho t. ĥ11 e ĥ22

são estimadores de máxima verossimilhança e o estimador |ρ̂c| para o módulo do

coeficiente de correlação complexa, apresentado na equação (2.23), é estimado pelo

método dos momentos. Frery et al. (2007) levantam a questão acerca do acentuado
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viés do estimador dados pela equação 2.23, conforme comentado em Kendall e Stuart

(1963), principalmente para valores absolutos próximos de zero. Os autores apresen-

tam uma fórmula de correção de viés para esse estimador, desenvolvida por Olkin e

Pratt (1958), objetivando a obtenção de melhores resultados de estimação.

2.1.2.3 Distribuição Gaussiana Multivariada

No escopo deste trabalho, torna-se importante definir formalmente a distribuição

gaussiana multivariada, tendo em vista que a mesma é utilizada na implementação

do classificador por regiões, objeto da presente tese. Quando da utilização de imagens

multiespectrais de sensores óticos ou de imagens SAR em amplitude multi-look em

diversas polarizações, o classificador desenvolvido dispõe de uma solução que utiliza

distâncias estocásticas entre distribuições gaussianas multivariadas.

Sejam o vetor aleatório y = (Y1,Y2, · · · ,Yq)>, q ∈ N, cujos componentes são variáveis

aleatórias independentes e igualmente distribúıdas tais que Yi ∼ N (0,1) para todo

1 ≤ i ≤ q, a matriz real não singular Mq×q e µN×1 ∈ Rq. O vetor aleatório x> =

y>M + µ> possui uma distribuição gaussiana N -variada com vetor de médias µ

e matriz de covariância Σ = M>M , denotada por x ∼ N (µ,Σ). A densidade do

vetor aleatório x ∈ Rq, é dada pela equação (2.24).

fx(x;µ,Σ) =
1

(
√

2π)q
|Σ|−

1
2 exp

{
−1

2
(x− µ)>Σ−1(x− µ)

}
. (2.24)

Os estimadores de máxima verossimilhança para os parâmetros µ e Σ são dados,

respectivamente, pelas equações (2.25) e (2.26).

µ̂ =
1

N

N∑
i=1

xi (2.25)

e

Σ̂ =
1

N

N∑
i=1

(xi − µ̂)>(xi − µ̂), (2.26)

em que N é o número de observações de uma amostra.
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2.2 Divergências e Distâncias Estocásticas

As definições de divergência e distância estocástica estão diretamente relacionadas

com o desenvolvimento da Teoria da Informação, que tem a sua formalização pro-

posta por Shannon (1948), em que foram definidos os conceitos de Informação e a

Entropia. Com base nesses conceitos, derivaram-se medidas que vieram a se tornar

importantes na utilização conjunta de variáveis aleatórias. Dentre essas medidas,

podem-se relacionar a entropia conjunta, entropia condicional, informação mútua e

entropia relativa, conhecida também como divergência de Kullback-Leibler. Os con-

ceitos formais de Informação e Entropia podem ser consultados em Cover e Thomas

(1991). A Entropia Relativa ou Divergência de Kullback-Leibler (KULLBACK; LEI-

BLER, 1951) pode ser utilizada como medida de separabilidade entre distribuições de

probabilidade. A partir do desenvolvimento de medidas de divergência, podem ser

obtidas distâncias entre distribuições de probabilidade, exemplificando a adaptação

das medidas originadas da Teoria da Informação para utilização em outras áreas,

dentre as quais podem ser destacadas as relativas ao processamento de imagens de

sensores remotos.

Csiszár (1967) desenvolveu a famı́lia de divergências φ, que se caracteriza por um

procedimento anaĺıtico formalizado com vistas à obtenção de medidas de divergência

a partir da escolha conveniente de uma função φ. Com o emprego de duas densidades

que caracterizam distribuições de uma mesma famı́lia e de uma função φ, podem-se

obter diversas expressões de divergência existentes.

Sejam X e Y duas variáveis aleatórias definidas sobre um mesmo suporte S, ca-

racterizadas pelas densidades fX(x;θ1) e fY (x;θ2), em que θ1 e θ2 são vetores de

parâmetros das duas distribuições de probabilidade. A divergência φ é dada pela

equação (2.27).

Dφ (X,Y ) =

∫
S

φ

(
fX(x;θ1)

fY (x;θ2)

)
fY (x;θ2) dx, (2.27)

em que φ : (0,∞)→ [0,∞) é uma função convexa tal que

0× φ
(

0

0

)
= 0 e 0× φ

(x
0

)
= lim

x→∞

φ(x)

x
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Salicru et al. (1994) propuseram uma extensão do procedimento formal desenvol-

vido por Csiszár (1967), quando se desenvolveu um método anaĺıtico similar ao da

divergência φ, pela inserção de uma nova função h. Trabalho similar foi desenvol-

vido, de forma independente, em Ali e Silvey (1966). Essa famı́lia de divergências

ficou conhecida como h-φ. A partir da utilização da famı́lia de divergências h-φ, há

a possibilidade de obtenção de expressões para um maior número de divergências

conhecidas em relação às obtidas pela famı́lia de divergências φ. Sejam as mesmas

variáveis aleatórias X e Y definidas sobre um mesmo suporte S, caracterizadas pelas

densidades fX(x;θ1) e fY (x;θ2), a divergência h-φ é dada pela equação (2.28)

Dh
φ (X,Y ) = h

(∫
S

φ

(
fX (x;θ1)

fY (x;θ2)

)
fY (x;θ2) dx

)
, (2.28)

em que h : [0,∞) → [0,∞) é uma função estritamente crescente tal que h(0) = 0 e

h′(x) > 0,∀x ∈ R+.

A partir de uma escolha criteriosa das funções φ e h, podem-se derivar diversas

medidas de divergência conhecidas. Como observado por Nascimento et al. (2010),

algumas das medidas derivadas a partir da formulação apresentada na equação (2.28)

não podem ser consideradas distâncias pois não apresentam a propriedade de sime-

tria. Se a medida também guardar a propriedade da desigualdade triangular, recebe

o nome de métrica (DEZA; DEZA, 2006). Para o caso de não simetria, há a possibili-

dade de um processo de “simetrização”, dado pela equação (2.29).

dhφ(X,Y ) =
Dh
φ(X,Y ) +Dh

φ(Y,X)

2
, (2.29)

com o que é obtida uma medida dhφ(X,Y ), chamada de distância.

Em Nascimento et al. (2010), a partir da expressão apresentada na equação (2.28)

e da escolha de funções h e φ apropriadas, foram obtidas expressões de divergên-

cia h-φ entre distribuições G0
I , adequadas à modelagem de dados SAR em intensi-

dade. As divergências obtidas foram: Kullback-Leibler, Rényi de ordem β, Hellinger,

Bhattacharyya, Jensen-Shannon, aritmética-geométrica, triangular e média harmô-

nica. Dessas medidas, quatro já apresentavam a propriedade de simetria e foram

consideradas distâncias (Hellinger, Bhattacharyya, triangular e média harmônica).
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Para as outras quatro, em que a propriedade de simetria não se observava, foi feito

o processo de simetrização mostrado na equação (2.29), obtendo-se as expressões de

distância.

No contexto evolução da pesquisa por expressões de distâncias estocásticas entre mo-

delos estat́ısticos a partir da equação (2.28), Nascimento (2012) desenvolveu cinco ex-

pressões fechadas para distâncias estocásticas entre distribuições Wishart complexas

escalonadas. As distâncias estocásticas derivadas entre distribuições Wishart com-

plexas escalonadas foram as de Bhattacharyya, Kullback-Leibler, Hellinger, Rényi

de ordem β e Qui-quadrado (χ2). As funções h e φ identificadas por Nascimento et

al. (2010) e por Nascimento (2012) para obtenção das distâncias desenvolvidas são

apresentadas na Tabela 2.1.

Nascimento et al. (2010) e Nascimento (2012) obtiveram fórmulas das distâncias

em função de integrais para obtenção das expressões finais das distâncias estocásti-

cas com que trabalharam, facilitando a obtenção dessas expressões, que dependem

unicamente das densidades envolvidas. Algumas dessas expressões, em função de

integrais, são apresentadas nas equações (2.30)–(2.35), com a supressão, para fins de

simplificação, da dependência da variável x e do suporte da integração. Apesar dos

autores mencionados desenvolverem fórmulas em função das integrais para as nove

distâncias mencionadas, foram escolhidas para apresentação neste trabalho apenas

seis, pois são as distâncias utilizadas no classificador por regiões, nos seus diferentes

módulos conforme descrito no caṕıtulo 3.

Distância de Kullback-Leibler:

dKL(X,Y ) =
1

2

∫
(fX − fY ) log

(
fX
fY

)
, (2.30)

Distância de Rényi de ordem β (0 < β < 1):

dβR(X,Y ) =
1

β − 1
log

(∫
fβXf

1−β
Y +

∫
f 1−β
X fβY

2

)
, (2.31)

Distância de Hellinger:

dH(X,Y ) = 1−
∫ √

fXfY , (2.32)
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Distância de Bhattacharyya:

dB(X,Y ) = − log

(∫ √
fXfY

)
, (2.33)

Distância do Qui Quadrado (χ2):

dχ2(X,Y ) =
1

2

[∫
(fX − fY )2

2fX
+

∫
(fX − fY )2

2fY

]
, (2.34)

Distância Triangular:

dT (X,Y ) =

∫
(fX − fY )2

fX + fY
. (2.35)

Conforme afirmado por Nascimento et al. (2010), as distâncias estocásticas entre

duas distribuições de mesmo tipo passam a ser distâncias entre os parâmetros das dis-

tribuições. Sejam duas variáveis aleatórias X e Y , seguindo distribuições de Wishart

complexas escalonadas, representadas por X ∼ W(Σ1,L1) e Y ∼ W(Σ2,L2), em

que Σ1 e Σ2 (matrizes de covariância) e L1 e L2 (números equivalentes de looks)

são parâmetros das distribuições. Considerando o caso particular, comum às aplica-

ções em Sensoriamento Remoto, em que o número equivalente de looks é o mesmo

para toda a imagem SAR, tomando portanto L1 = L2 = L, as cinco distâncias

estocásticas entre as duas distribuições Wishart escalonadas são relacionadas nas

equações (2.36)–(2.40)(NASCIMENTO, 2012).

dWKL(Σ1,Σ2) = L

[
Tr(Σ−1

1 Σ2 + Σ−1
2 Σ1)

2
− q
]

(2.36)

dWB(Σ1,Σ2) = L

[
log |Σ1|+ log |Σ2|

2
− log

∣∣∣∣(Σ−1
1 + Σ−1

2

2

)−1∣∣∣∣] (2.37)

dWH(Σ1,Σ2) = 1−

[∣∣2−1(Σ−1
1 + Σ−1

2 )−1
∣∣√

|Σ1||Σ2|

]L
(2.38)
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dW
β
R(Σ1,Σ2) =

log 2

1− β
+

1

β − 1
log
{[
|Σ1|−β|Σ2|β−1|(βΣ−1

1 + (1− β)Σ−1
2 )−1|

]L
+
[
|Σ1|β−1|Σ2|−β|(βΣ−1

2 + (1− β)Σ−1
1 )−1|

]L}
(2.39)

dWχ2(Σ1,Σ2) =
1

4

[(
|Σ1|
|Σ2|2

abs(|(2Σ−1
2 −Σ−1

1 )−1|)
)L

+

(
|Σ2|
|Σ1|2

abs(|(2Σ−1
1 −Σ−1

2 )−1|)
)L
− 2

]
, (2.40)

em que abs(·) denota o valor absoluto e q é a ordem da matriz de covariância. Em

termos de utilização prática, os valores dos parâmetros são estimados a partir dos

dados dispońıveis. Σ̂1 e Σ̂2 são estimados por máxima verossimilhança utilizando-se

a equação (2.13) e o parâmetro número equivalente de looks - L̂ - pode ser esti-

mado por algum dos métodos descritos em Anfinsen et al. (2009). Verifica-se que

as equações (2.36)–(2.40) dependem de apenas duas operações com matrizes hermi-

tianas: a matriz inversa e o determinante. Este trabalho apresenta como uma das

principais contribuições o desenvolvimento de uma ferramenta computacional para

classificação de imagens de sensores remotos, tendo por base as distâncias estocásti-

cas desenvolvidas a partir da metodologia proposta pela formalização da famı́lia de

divergências h-φ.

Em alguns casos práticos, conforme descrito na subseção 2.1.2.2, apenas elementos

da diagonal principal da matriz de covariância L-looks estão dispońıveis. Um modelo

multivariado Gama poderia, em prinćıpio, ser derivado como distribuição marginal

da distribuição de Wishart escalonada, caracterizada pela densidade mostrada na

equação (2.14). Na prática tal distribuição marginal foi derivada para o caso bivari-

ado (Par de intensidades multi-look) por (LEE et al., 1994a, Eq. (30)) e para o caso

trivariado por (HAGEDORN et al., 2006, Eq. (17)), que desenvolvem uma distribui-

ção Qui-quadrada trivariada. A densidade que caracteriza a distribuição bivariada

mencionada é apresentada na equação (2.15). A densidade relativa a distribuição

trivariada apresentada por Hagedorn et al. (2006) não é utilizada no contexto deste

trabalho pois apresenta uma complexidade matemática mais acentuada na derivação

de distâncias estocásticas. Entretanto, ressalta-se que seria de extrema relevância o

esforço para obtenção de soluções para esse caso, o que poderia representar um passo
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na utilização simultânea de três imagens SAR em intensidade.

É também comum a disponibilidade de dados SAR em amplitude multivariados com

número de looks elevados. Dados como esses podem ser modelados pela distribuição

gaussiana multivariada.

Theodoridis e Koutroumbas (2008) derivaram analiticamente as distâncias de

Kullback-Leibler e de Bhattacharyya entre distribuições gaussianas multivariadas,

com parâmetros µi e Σi, i = {1,2}, cuja formulação é apresentada nas equa-

ções (2.41) e (2.42).

dGKL =
1

2
(µ1 − µ2)>(Σ−1

1 + Σ−1
2 )(µ1 − µ2) +

1

2
Tr(Σ−1

1 Σ2 + Σ−1
2 Σ1 − 2Iq).

(2.41)

dGB =
1

8
[(µ1 − µ2)>

(
Σ1 + Σ2

2

)−1

(µ1 − µ2)] +
1

2
log

∣∣Σ1+Σ2

2

∣∣√
|Σ1||Σ2|

. (2.42)

A utilização de distâncias estocásticas entre distribuições gaussianas é um procedi-

mento comum nas tarefas de processamento de imagens de sensoriamento remoto.

Theodoridis e Koutroumbas (2008) desenvolveram uma análise sobre a utilização

da divergência (distância de Kullback-Leibler) e da distância de Bhattacharyya na

seleção de atributos. A classificação por regiões é também uma dessas tarefas. Um

importante exemplo de ferramenta dispońıvel à comunidade de Sensoriamento Re-

moto pode ser encontrado no “software” SPRING (CAMARA et al., 1996), que fornece

um classificador por regiões que utiliza, como critério, o menor valor de distância

estocástica de Bhattacharyya (Eq.(2.42)). Uma evolução com relação ao estado da

arte seria a utilização de testes de hipótese derivados dessas distâncias para fazer,

dentre outros procedimentos posśıveis, a classificação das imagens. Essa abordagem

possui a vantagem de trazer uma medida de confiabilidade da classificação realizada,

através da análise de p-valores dos testes utilizados.
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tâ

n
ci

as
h

-φ
e

fu
n
çõ
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2.3 Testes de Hipótese com Base na Classe h-φ de Distâncias

Com base no desenvolvimento anaĺıtico formal proposto por Salicru et al. (1994), que

possibilitou a derivação de expressões para diversas distâncias estocásticas, obtém-se

a estat́ıstica de teste de hipótese shφ, conforme a equação (2.43).

shφ(θ̂1,θ̂2) =
2mnv

m+ n
dhφ(θ̂1,θ̂2), (2.43)

em que θ̂1 = (θ̂11, . . . ,θ̂1M) e θ̂2 = (θ̂21, . . . ,θ̂2M) são os estimadores de máxima

verossimilhança de θ1 e θ2 com M parâmetros, baseados em amostras independentes

de tamanhos m e n e v = 1/
[
h
′
(0)φ

′′
(1)
]

é constante para uma mesma distância e

depende das funções h e φ, espećıficas para a distância estocástica utilizada, conforme

a Tabela 2.1. [h
′

é a derivada de primeira ordem da função h e φ
′′

é a derivada de

segunda ordem da função φ.

Obedecendo determinadas condições de regularidade, definidas por Salicru et al.

(1994), se m,n→∞, e θ1 = θ2, então

2mnv

m+ n
dhφ(θ̂1,θ̂2)

D→ χ2
M , (2.44)

em que
D→ denota convergência em distribuição e χ2

M é a distribuição Qui-quadrado

com M graus de liberdade, que corresponde ao número de parâmetros em θi para

algum i.

De acordo com o que foi proposto por Salicru et al. (1994) e apresentado por Nasci-

mento et al. (2010), para valores suficientemente grandes de m e n, a hipótese nula

(H0 : θ1 = θ2) pode ser rejeitada ao ńıvel de significância η se Pr(χ2
M > s) ≤ η.

Alguns trabalhos relevantes vêm utilizando essa metodologia no desenvolvimento de

testes de hipóteses para verificação de contraste em imagens SAR. Nascimento et

al. (2010), desenvolveram e avaliaram estat́ısticas de teste para oito distâncias esto-

cásticas obtidas a partir da metodologia h-φ entre modelos G0
I . Frery et al. (2011b),

desenvolveram e avaliaram estat́ısticas de teste para cinco distâncias estocásticas

analiticamente fechadas entre modelos Wishart, considerando diferentes matrizes de

covariância e diferentes números equivalentes de looks entre os dois grupos de dados

a serem comparados. Esses trabalhos mostraram grande potencialidade na aplicação

28



dos testes de hipótese com base na estat́ıstica shφ para verificação de contraste em

imagens SAR.

Para o desenvolvimento deste trabalho, foram utilizadas estat́ısticas de teste ob-

tidas a partir das distâncias estocásticas entre modelos Wishart complexos, deri-

vadas por Nascimento (2012) e apresentadas nas equações (2.36)–(2.40), a saber:

Bhattacharyya, Kullback-Leibler, Hellinger, Rényi de ordem β e χ2, além das esta-

t́ısticas obtidas a partir das distâncias entre distribuições Par de intensidade multi-

look - por solução numérica- e entre distribuições gaussianas multivariadas. Com a

suposição de que as diferentes regiões da imagem a serem comparadas apresentam

em comum o número equivalente de looks L, que se supõe também conhecido, a

hipótese nula sob a qual a estat́ıstica shφ segue uma distribuição χ2 é H0 : Σ1 = Σ2.

As estat́ısticas derivadas a partir das cinco distâncias estocásticas listadas nas equa-

ções (2.36)–(2.40) são apresentadas nas equações (2.45)– eqrefTestChi2 citetesea-

braao.

SWKL(Σ̂1,Σ̂2) =
2mn

m+ n
L

[
Tr(Σ̂1

−1
Σ̂2 + Σ̂2

−1
Σ̂1)

2
− q
]
. (2.45)

SWB(Σ̂1,Σ̂2) =
8mn

m+ n
L

[
log |Σ̂1|+ log |Σ̂2|

2
− log

∣∣∣∣(Σ̂1

−1
+ Σ̂2

−1

2

)−1∣∣∣∣]. (2.46)

SWH(Σ̂1, Σ̂2) =
8mn

m+ n

{
1−

[∣∣2−1(Σ̂1

−1
+ Σ̂2

−1
)−1
∣∣√

|Σ̂1||Σ̂2|

]L}
. (2.47)

SW
β
R(Σ̂1, Σ̂2) =

2mn

β(m+ n)

{
log 2

1− β
+

1

β − 1
log
{

[
|Σ̂1|−β|Σ̂2|β−1|(βΣ̂1

−1
+ (1− β)Σ̂2

−1
)−1|

]L
+
[
|Σ̂1|β−1|Σ̂2|−β|(βΣ̂2

−1
+ (1− β)Σ̂1

−1
)−1|

]L}}
. (2.48)
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SWχ2(Σ̂1, Σ̂2) =
mn

2(m+ n)

[(
|Σ̂1|
|Σ̂2|2

abs(|(2Σ̂2

−1
− Σ̂1

−1
)−1|)

)L
+

(
|Σ̂2|
|Σ̂1|2

abs(|(2Σ̂1

−1
− Σ̂2

−1
)−1|)

)L
− 2

]
, (2.49)

No caso da disponibilidade de dados SAR multivariados em amplitude ou dados

de sensores óticos, as imagem podem ser modeladas pela distribuição gaussiana

multivariada. As estat́ısticas de teste (SGKL) e (SGB) foram derivadas nesta tese,

com a utilização, respectivamente, das distâncias estocásticas de Kullback-Leibler

(Eq. (2.41)) e de Bhattacharyya (Eq. (2.42)) e da equação (2.43) e são apresentadas

pelas equações (2.50) e (2.51).

SGKL =
mn

m+ n

[
(µ̂1 − µ̂2)>(Σ̂1

−1
+ Σ̂2

−1
)(µ̂1 − µ̂2)

+ Tr(Σ̂1

−1
Σ̂2 + Σ̂2

−1
Σ̂1 − 2Iq)

]
, (2.50)

SGB =
mn

m+ n

[
(µ̂1 − µ̂2)>

(
Σ̂1 + Σ̂2

2

)−1

(µ̂1 − µ̂2) + 4 log

∣∣ Σ̂1+Σ̂2

2

∣∣√
|Σ̂1||Σ̂2|

]
, (2.51)

em que Iq denota a matriz identidade de ordem q.

2.4 Classificação por Regiões

A classificação de imagens digitais pode ser compreendida de uma forma simplifi-

cada como um processo em que se busca atribuir aos diferentes elementos da imagem

(pixels), um determinado rótulo, correspondente a uma dada classe. Esse processo

pode ser caracterizado segundo diversos critérios. Um desses critérios refere-se à

utilização dos atributos de um único pixel ou de um conjunto de pixels para clas-

sificação, quando os processos recebem, respectivamente, os nomes de classificação

pontual (por pixel) ou por regiões. A classificação por regiões, ao contrário da pon-

tual, caracteriza-se por atribuir simultaneamente um rótulo a um conjunto de pixels

da imagem contidos em um mesmo segmento. Para esse procedimento, pressupõem-
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se então que a imagem passe por um processo prévio de segmentação.

A cena R correspondente à imagem a ser classificada precisa ser particionada em r

segmentos disjuntos C1, . . . ,Cr. Este resultado é obtido na prática utilizando-se um

processo de segmentação de imagens. Gonzalez e Woods (2010) definem segmenta-

ção de uma imagem como o processo que particiona a imagem C em r subregiões

C1,C2,. . . ,Cr de tal forma que

a) ∪ri=1Ci = R

b) Ci é um conjunto conectado, i = 1,2, . . . ,r

c) Ci ∩ Cj = ∅, ∀i, j, i 6= j

d) Q(Ci) = V ERDADEIRA para i = 1,2, . . . ,r

e) Q(Ci ∪ Cj) = FALSA para quaisquer regiões adjacentes Ci e Cj,

em que Q(Ck) é uma propriedade lógica definida sobre os pontos do conjunto Ck e

∅ é o conjunto vazio.

Para a segmentação de dados SAR, está dispońıvel o software SegSAR (SOUSA-

JÚNIOR, 2005), que foi desenvolvido para tarefas de segmentação com imagens de

radar e óticas. Utilizando técnicas de crescimento e junção de regiões, detecção de

bordas, seleção de área mı́nima e testes de homogeneidade, o software possui algumas

caracteŕısticas interessantes como segmentação multi-ńıvel e hierárquica e testes de

homogeneidade multi-modelos.

O software SegSAR utiliza como modelagem para as áreas homogêneas das imagens

SAR a distribuição gama, tendo em vista que as imagens SAR a serem segmenta-

das no processamento devem ser do formato intensidade. Dados multivariados em

intensidade podem ser utilizados, sendo que o SegSAR utiliza distribuições gama

separadas para cada imagem em intensidade. Caso haja a disponibilidade de ima-

gens polarimétricas, pode-se aplicar o SegSAR às componentes em intensidade, que

correspondem aos elementos da diagonal principal da imagem no formato matriz de

covariância.

Programas para segmentação de imagens PolSAR estão em desenvolvimento, uti-

lizando medidas que comparam matrizes de covariância complexas. Importantes
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avanços foram obtidos nesse sentido com a obtenção por Conradsen et al. (2003)

de uma estat́ıstica de teste, com hipótese de igualdade entre matrizes de covariância

complexas e uma distribuição assintótica associada. Tal estat́ıstica pode ser utili-

zada na detecção de mudanças entre regiões de imagens PolSAR modeladas pela

distribuição complexa de Wishart e na identificação de bordas nessas imagens, com

a potencialidade de segmentação das imagens PolSAR.

O processo de classificação por regiões a partir da segmentação de uma imagem

pode ser ilustrado pela Figura 2.1, em que é mostrada também a diferença entre

essa abordagem e a pontual ou “por pixel”.

Figura 2.1 - Classificação por regiões e pontual.

Com a imagem segmentada, pode-se classificar simultaneamente todos os pixels con-

tidos em cada segmento a partir de caracteŕısticas (atributos) de todos esses pixels.

Esses atributos podem ser relativos aos valores radiométricos dos pixels, valores de

textura extráıdos do conjunto de pixels contido no segmento e, alternativamente,

pode-se utilizar atributos de forma do poĺıgono formado pelo segmento. Essa última

opção tornou-se recentemente importante na classificação de imagens óticas de alta

resolução espacial, sobretudo em densas áreas urbanas, área de pesquisa em que a o

termo “classificação baseada em objetos” tornou-se comum.
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A classificação por regiões aplicada a imagens PolSAR é ainda uma área relati-

vamente pouco explorada. Entretanto, alguns recentes trabalhos que utilizam essa

abordagem vêm apresentando resultados consistentes. Dentre esses trabalhos pode-

se citar a pesquisa desenvolvida por Qi et al. (2012). Neste trabalho, a abordagem

por regiões é aplicada a diversos resultados de decomposição polarimétrica de alvos,

com a utilização de um classificador por árvore de decisão. As imagens polarimé-

tricas originais são do sistema RADARSAT-2. A classificação por regiões alcança

resultados consideravelmente superiores aos obtidos pelo classificador por Máxima

Verossimilhança pontual Wishart. Em outro relevante trabalho,utilizando imagens

PolSAR do sensor AIRSAR, Li et al. (2008) desenvolveram e testaram uma metodo-

logia com base nas técnicas Statistical Region Merging (SRM), para segmentação e

Support Vector Machine (SVM), para classificação por regiões. Os resultados obtidos

mostraram que a abordagem por regiões superou a abordagem pontual SVM.

Uma das posśıveis soluções a serem utilizadas na classificação por regiões, especial-

mente sob o viés de classificação por modelagem estat́ıstica, consiste na utilização

de distâncias estocásticas. neste caso, a atribuição de determinada classe a cada

segmento se dá pela menor distância estocástica entre o modelo estat́ıstico que re-

presenta o conjunto de pixels contidos no segmento em questão e o que representa o

conjunto de pixels nas amostras de treinamento, para o caso da classificação por re-

giões supervisionada. Um dos exemplos mais importantes desse tipo de classificador

está dispońıvel no “software” SPRING (CAMARA et al., 1996) que fornece, além de

uma ferramenta de segmentação, um classificador por regiões por menor distância

de Bhattacharyya entre distribuições gaussianas multivariadas, como a que foi apre-

sentada na equação (2.42). Verifica-se, portanto, que essa solução dispońıvel é ade-

quada a dados produzidos por sensores óticos. O software SPRING dispõe também

de um classificador por regiões fundamentado na abordagem não supervisionada,

o ISOSEG, que utiliza a distância de Mahalanobis entre distribuições gaussianas

para realizar o agrupamento de segmentos de uma imagem em determinado número

de classes. Bins et al. (1993) descrevem detalhadamente o algoritmo utilizado pelo

ISOSEG.

Para a utilização da abordagem por regiões na classificação de imagens SAR e Pol-

SAR, com a solução de distâncias estocásticas, verifica-se a grande relevância da

disponibilização de expressões anaĺıticas para as distâncias entre modelos estat́ısti-

cos adequados aos dados. As distâncias classicamente utilizadas são frequentemente
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obtidas entre distribuições gaussianas, o que frequentemente não traz resultados sa-

tisfatórios quando da utilização em dados SAR e PolSAR. Conforme comentado na

Seção 2.2, Nascimento et al. (2010) obtiveram expressões para distâncias entre dis-

tribuições G0
I , adequadas aos dados SAR em intensidade, e Nascimento (2012) entre

distribuições de Wishart complexas escalonadas, adequadas a modelagem de dados

PolSAR, especialmente em alvos com resposta homogênea. A utilização dessas novas

medidas em ferramentas de classificação por regiões pode representar um significa-

tivo ganho para as aplicações de Sensoriamento Remoto por radar. Adicionalmente,

a utilização das estat́ısticas derivadas das distâncias e suas distribuições assintóti-

cas, como apresentados na Seção 2.3, pode representar uma melhoria ao processo de

classificação por regiões, por permitir obter um indicativo de confiabilidade da classi-

ficação de cada segmento da imagem, através da informação do p-valor de cada teste

de hipótese. O presente trabalho, no seu desenvolvimento, vai abordar a utilização

dessas melhorias para geração de imagens classificadas por regiões.

2.5 Avaliação da Classificação

Ao término do processo de classificação, dispõe-se de um produto que será utili-

zado como um mapa temático para diversas aplicações, dentre as quais pode ser

relacionada, por exemplo, a cartografia temática. Essas aplicações normalmente exi-

gem uma qualidade espećıfica com respeito aos insumos que estão sendo utilizados.

Torna-se então imperativa a avaliação da exatidão dos resultados da classificação

e o conhecimento da mesma. Para a avaliação da exatidão dos resultados de clas-

sificação, a matriz de confusão ou matriz de erros é largamente utilizada. Segundo

afirmado em Congalton e Green (2009), a matriz de confusão é uma das formas mais

eficientes de representar a exatidão de uma classificação, pois é capaz de descrever

tanto os erros de inclusão (comissão) quanto os de exclusão (omissão). Ela é cons-

trúıda a partir da utilização das amostras de avaliação ou teste, que são obtidas da

chamada “verdade de campo”.

As amostras podem ser realmente levantadas indo-se a campo ou através de algum

documento confiável, como um mapa atualizado ou uma outra imagem atual com

melhor qualidade espacial e espectral. Com as amostras de teste em posição conhe-

cida na imagem classificada, pode-se verificar os erros de comissão, que consiste na

inclusão de uma área dentro de uma classe à qual ela não pertence, e de omissão,

que refere-se à exclusão de uma área da classe à qual ela pertence.
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A acurácia do usuário ou do consumidor refere-se ao erro de comissão, enquanto a

acurácia do produtor refere-se ao erro de omissão. Uma matriz de confusão genérica

é representada na Tabela 2.2, em que, para uma dada classe ωi, a quantidade nij

representa o “número de amostras” classificadas na classe i, sendo que são ocorrên-

cias da classe j, ni+ e n+i representam respectivamente as proporções marginais

com relação a coluna (referência) i e linha (classificação) i, e N o número total de

amostras.

Tabela 2.2 - Matriz de Confusão.

Referência
ω1 ω2 · · · ωk

C ω1 n11 n12 · · · n1k n1+

l ω2 n21 n22 · · · n2k n2+

a
...

...
...

. . .
...

...
s ωk nk1 nk2 · · · nkk nk+

s n+1 n+2 · · · n+k N

A partir da obtenção da matriz de confusão, podem-se calcular medidas de con-

cordância entre classificações. Isto permite então que se possa obter indicativos de

qualidade de uma determinada classificação quando se dispõe de uma outra classifi-

cação confiável, tratada como referência. A classificação de referência é obtida pelo

uso das amostras de avaliação coletadas em campo. Um dessas principais medidas

é o Coeficiente de Concordância kappa(κ). A formulação para o estimador do kappa

(κ̂) pode ser observada na equação (2.52)(CONGALTON; GREEN, 2009):

κ̂ =
Po − Pc
1− Pc

, (2.52)

em que Po =
∑k
i=1 nii
N

e Pc =
∑k
i=1 ni+n+i

N2 . Po é conhecido como Acurácia Global.

Outra importante medida de informação de qualidade é a variância amostral do

kappa (var(κ̂)), que pode ser estimada pela equação (2.53)(CONGALTON; GREEN,

2009):
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ˆvar(κ̂) =
1

N

(
θ1 (1− θ1)

(1− θ1)2 +
2 (1− θ1) (2θ1θ2 − θ3)

(1− θ2)3 +
(1− θ1)2(θ4 − 4θ2)2

(1− θ2)4

)
,

(2.53)

em que

θ1 =
1

N

k∑
i=1

nii θ2 =
1

N2

k∑
i=1

ni+n+i

θ3 =
1

N2

k∑
i=1

nii (ni+ + n+i) θ4 =
1

N3

k∑
i=1

k∑
j=1

nij (nj+ + n+i)

Um valor de coeficiente de concordância kappa é estimado para cada matriz de

confusão obtida, consistindo em um valor que representa quão bem a classificação

resultante concorda com a classificação dos dados de referência. Uma classificação

por intervalos de valores do coeficiente relacionados a ńıveis nominais de qualificação

foi proposta por Landis e Koch (1977) e é apresentada na Tabela 2.3

Tabela 2.3 - Nı́veis do coeficiente kappa(κ) associados a diferentes termos qualitativos.

κ Qualificação

κ ≤ 0 Péssimo

0 < κ ≤ 0,2 Ruim

0,2 < κ ≤ 0,4 Razoável

0,4 < κ ≤ 0,6 Bom

0,6 < κ ≤ 0,8 Muito Bom

0,8 < κ ≤ 1 Excelente

Em Congalton e Green (2009), são apresentados dois testes de hipótese com uti-

lização de estat́ısticas que seguem uma distribuição normal padrão, derivadas do
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coeficiente de concordância kappa. O primeiro deles permite verificar se a hipótese

de que um determinado κ seja igual a zero possa ser rejeitada a um ńıvel de sig-

nificância especificado. O outro, utilizado quando se dispõe de dois ou mais valores

estimados de coeficiente de concordância kappa (duas matrizes de confusão), per-

mite verificar se a hipótese de que dois desses valores de coeficientes sejam iguais

possa ser rejeitada a um ńıvel de significância especificado. Essa segunda opção

torna-se muito importante quando da comparação entre duas avaliações distintas

de duas classificações, e será utilizada várias vezes nesse trabalho, tendo em vista

que muitas classificações serão feitas sob diversas condições e avaliadas utilizando-se

referências comuns. Esses resultados serão então comparados através desse tipo de

teste de hipótese.

Sejam κ̂1 e κ̂2 os estimadores do coeficiente kappa para as matrizes de confusão 1

e 2, respectivamente. Sejam v̂ar(κ̂1) e v̂ar(κ̂1) os estimadores correspondentes das

variâncias dos coeficientes kappa, calculados conforme a equação (2.53). A estat́ıstica

de teste utilizada para verificar se duas matrizes de confusão são significativamente

diferentes é dada pela equação (2.54) (CONGALTON; GREEN, 2009).

Z =
|κ̂1 − κ̂2|√

v̂ar(κ̂1) + v̂ar(κ̂2)
(2.54)

A estat́ıstica Z segue distribuição normal padrão. Com a hipótese nula

H0 : κ̂1 − κ̂2 = 0 e a hipótese alternativa H1 : κ̂1− κ̂2 6= 0, H0 é rejeitada se Z ≥ zα
2

e Z ≤ −zα
2

, sendo α o ńıvel de significância considerado.
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3 CLASSIFICADOR POR REGIÕES DESENVOLVIDO

3.1 Introdução

Este caṕıtulo tem por objetivo descrever o classificador por regiões desenvolvido que

utiliza distâncias estocásticas e testes de hipótese. O algoritmo de classificação foi

implementado utilizando-se a linguagem de programação Interactive Data Language

(IDL), versão 7.1 (EXELIS, 2009).

O classificador dispõe de três módulos, cada um apropriado à modelagem estat́ıstica

mais adequada a diferentes tipos de dados. A Tabela 3.1 apresenta uma descrição

sucinta dos módulos do classificador, com as distâncias implementadas dispońıveis,

a modelagem estat́ıstica considerada e o tipo de solução adotada para o cálculo das

distâncias em questão (anaĺıtica ou numérica).

Tabela 3.1 - Módulos do classificador por regiões.

Módulo Modelagem estat́ıstica Distâncias estocásticas Solução

Imagens Polarimétricas Wishart complexa escalonada

Bhattacharyya
Kullback-Leibler

Hellinger Anaĺıtica
Rényi

Qui-quadrado (χ2)

Par de imagens SAR
Par de intensidades

Bhattacharyya
Numérica

em intensidade Triangular

Imagens óticas e
Gaussiana

Bhattacharyya
Anaĺıtica

SAR multivariadas Kullback-Leibler
em amplitude

Com relação às distâncias com expressões fechadas (solução anaĺıtica), para os ca-

sos entre modelos complexos de Wishart, foram utilizadas as expressões dispońıveis

em Frery et al. (2011b), adaptando-se para o caso particular em que o número equi-

valente de looks é considerado igual para as diversas regiões da imagem, expressões

essas correspondentes às equações (2.36)–(2.40). Para o caso entre modelos Gaus-

sianos multivariados, foram utilizadas as expressões dispońıveis em Theodoridis e

Koutroumbas (2008), como nas equações (2.41) e (2.42). No caso das distâncias

entre distribuições Par de intensidades multi-look, foi utilizada uma função da lin-

guagem IDL para solução numérica de integrais duplas. Essa função é denominada
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Int 2D e utiliza o método de Quadratura Gaussiana Iterativa. Procedeu-se uma pe-

quena alteração na função para que se ajustasse os valores de limites de integração

de modo que os limites utilizados sejam pré-determinados a partir dos dados que

estão sendo classificados.

O classificador por regiões implementado está dispońıvel com uma interface gráfica

(Fig. 3.1) que apresenta três abas, para que o usuário possa selecionar entre um

dos módulos de classificação dispońıvel, conforme a Tabela 3.1. Em primeiro plano,

está a aba do módulo para imagens polarimétricas, que utiliza como modelagem

estat́ıstica a distribuição de Wishart complexa escalonada.

Figura 3.1 - Interface gráfica do classificador por regiões
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Para as três opções de classificação dispońıveis, que correspondem por sua vez a

três modelagens estat́ısticas e três tipos de dados diferentes, o prinćıpio do classi-

ficador é o mesmo: procede-se a classificação dos segmentos pelo menor valor de

estat́ıstica de teste shφ. As formulações para as estat́ıstica shφ, para cada modelo

utilizado são apresentadas nas equações: (2.45)–(2.49), para o modelo Wishart esca-

lonado; (2.50)–(2.51), para o modelo gaussiano multivariado; e, no caso do modelo

par de intensidades multi-look, a equação (2.43) é aplicada ao valor de distância de

Bhattacharyya e Triangular, obtidas numericamente com as expressões em função

de integrais correspondentes (Eq. (2.33) e (2.35)).

Identifica-se portanto uma importante contribuição deste trabalho: a utilização da

teoria de testes h-φ no desenvolvimento de uma ferramenta útil às atividades de

classificação de imagens segmentadas. Em um problema de classificação de imagens,

o teste h-φ pode permitir que duas regiões, modeladas por duas distribuições de

probabilidade da mesma famı́lia, possam ser consideradas de classes distintas se

a hipótese nula for rejeitada. Em contrapartida, quando a hipótese nula não for

rejeitada, os dados comparados podem ser modelados pela mesma distribuição e

pertencerem à mesma classe.

A descrição a seguir tratará da concepção básica do classificador por regiões, utili-

zando distâncias estocásticas e estat́ısticas de teste derivadas. Serão ainda definidos

dois produtos básicos desse processo de classificação: a imagem classificada por me-

nor estat́ıstica de teste e um “mapa” de p-valores estimados.

O prinćıpio da ferramenta é o mesmo para os outros módulos, que serão descritos

individualmente nas subseções 3.2, 3.3 e 3.4. Suponha uma imagem com r segmentos

disjuntos C1, . . . ,Cr. Para cada segmento Ci, com 1 ≤ i ≤ r, os vetores de parâmetros

θ̂i são estimados pelo método de máxima verossimilhança. A classificação ocorre

de forma supervisionada. O usuário seleciona k classes de interesse em forma de

amostras, com as quais estimam-se por máxima verossimilhança os parâmetros θ̂`,

1 ≤ ` ≤ k.

São computadas r × k estat́ısticas de teste para verificação da hipótese nula

H0 : θ̂i = θ̂` para cada segmento 1 ≤ i ≤ r e cada classe 1 ≤ ` ≤ k.

A classificação com base na mı́nima estat́ıstica de teste consiste em atribuir ao

segmento Ci a t-ésima classe se
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Shφ(θ̂i, θ̂t) < Shφ(θ̂i, θ̂`), (3.1)

∀t 6= `. Uma vez que o segmento Ci foi rotulado com a classe t, o p-valor do teste de

hipóteses é calculado por

pi,t = Pr(χ2
ν > shφ(θ̂i, θ̂t)), (3.2)

em que ν corresponde ao número de parâmetros do modelo estat́ıstico considerado:

ν = q2 para o caso da distribuição Wishart, ν = q(q + 3)/2 para a distribuição Gaus-

siana multivariada com q variáveis e ν = 2 para a distribuição par de intensidades.

O p-valor fornece um indicativo de confiabilidade da decisão. A partir da obtenção

dos p-valores para cada segmento classificado, é gerado um mapa em que se mostra,

para cada segmento, uma tonalidade de cinza correspondente ao p-valor calculado

no teste de hipótese. Esse mapa apresenta visualmente portanto um indicativo de

confiabilidade da classificação obtida para certa imagem. Além disso, adotando-se

um determinado ńıvel de significância, como por exemplo 5%, obtém-se um novo

produto que indica os segmentos cuja hipótese nula não foi rejeitada ao ńıvel de

confiança considerado. Este produto pode ser tomado como indicativo da qualidade

da classificação.

A Figura 3.2 é apresentado um exemplo simples de classificação por regiões para

ilustrar os produtos obtidos pelo classificador por regiões desenvolvido. Nas Figu-

ras 3.2(a), 3.2(b), 3.2(c) e 3.2(d) são apresentadas, respectivamente, uma imagem

PolSAR original, um exemplo de imagem classificada, um mapa de p-valores cor-

respondente à imagem classificada (tonalidades de cinza) e um mapa indicativo dos

segmentos cuja hipótese nula H0 não foi rejeitada ao ńıvel de significância de 5%

(em branco).

Os módulos do classificador, com suas caracteŕısticas, potencialidades e limitações

serão descritos nas próximas subseções.

42



(a) Imagem PolSAR (b) Imagem classificada

(c) Mapa de p-valores em tons de cinza (d) Segmentos cuja H0 não foi rejeitada
(em branco)

Figura 3.2 - Imagem PolSAR e exemplos de produtos gerados pelo classificador - exemplos.

3.2 Módulo para Imagens Polarimétricas

O módulo para as imagens polarimétricas utiliza como modelagem estat́ıstica a dis-

tribuição de Wishart complexa escalonada, com base no fato de que a matriz de

covariância hermitiana segue essa distribuição, conforme discutido na seção 2.1.2.1.

A aba do classificador que corresponde a esse módulo é apresentada na Figura 3.3.

Para a utilização do módulo para imagens polarimétricas são necessários os seguin-

tes insumos: o arquivo correspondente à imagem polarimétrica no formato matriz
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Figura 3.3 - Classificador por regiões: módulo para imagens PolSAR

de covariância em formato Tagged Image File Format (.TIF ou .TIFF) e do tipo

complexo (complex ) ou complexo de dupla precisão (double complex ); o arquivo cor-

respondente à imagem segmentada, cujos valores correspondam a identificadores das

regiões, também no formato .TIF, do tipo inteiro longo (long integer); um arquivo,

no formato ASCII para as amostras de treinamento e um arquivo ASCII para as

amostras de teste.

A imagem polarimétrica no formato matriz de covariância precisa ser transformada

para um formato de vetor contendo os elementos da diagonal principal da matriz

(imagens em intensidade) e os elementos superiores à diagonal principal. Portanto

o arquivo da imagem PolSAR utilizada terá menos elementos do que a matriz de

covariância original. Juntamente com o classificador por regiões, é disponibilizado um

programa em IDL para geração da imagem PolSAR no formato apropriado à entrada

no classificador a partir de um arquivo com as bandas PolSAR originais (vetor de

espalhamento), com possibilidade de processamento multi-look, com a amostragem

desejada. Esse arquivo com as bandas originais PolSAR, por sua vez, precisa ser do

formato do “software ENVI”, acompanhado do arquivo auxiliar no formato .HDR.

As amostras de treinamento e teste, independentemente do módulo do classifica-
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dor utilizado, devem ser no formato ASCII. Essas amostras podem ser selecionadas

através da ferramenta de seleção de regiões de interesse (ROIs) do ENVI e salvas

no formato ASCII. Para o correto funcionamento do classificador por regiões, as

amostras (ROIs) devem ser armazenadas somente com a informação de posição lexi-

cográfica. No caso de armazenamento de quaisquer outro tipo de informações nesses

arquivos ASCII das amostras, como o número ı́ndice do pixel ou as informações das

bandas polarimétricas, serão ocasionados erros no funcionamento do classificador.

Portanto, somente a posição dos pixels das amostras é relevante.

Um guia de utilização do classificador por regiões, com descrição das tarefas para

obtenção correta dos insumos, a operacionalização do “software” e a descrição dos

produtos obtidos acompanha este trabalho no apêndice A.

Ao se observar a interface do módulo para imagens polarimétricas, além dos insumos

de entrada já comentados, pode-se atentar para a necessidade de se informarem

alguns dados nos outros espaços dispońıveis. Na ordem em que aparecem na interface

(Fig. 3.3), as informações necessárias são:

• a banda SAR relativa às imagens utilizadas (SAR Band: X, C, L, P). Essa

informação é apenas para compor o nome da imagem, com a informação

relativa a banda SAR da imagem. A mesma pode ser omitida, caso em que

o nome dos arquivos resultantes não irão conter a informação;

• o valor do número equivalente de looks (ENL) que deve ser previamente

estimado para a imagem. Essa estimativa pode ser feita por alguns dos

métodos aos quais se fez referência na subseção 2.1.2.1. Cabe ressaltar

que este parâmetro, como se considera conhecido a priori, não acresenta

número de graus de liberdade ao teste h-φ a ser utilizado na classifica-

ção. Futuramente, pretende-se incorporar ao classificador uma solução de

estimação de máxima-verossimilhança para o ENL, de forma não super-

visionada, quando será então considerado mais um grau de liberdade no

teste de hipótese.

• os valores de “lag” nas direções linha e coluna da imagem. Esses valores

vão determinar uma subamostragem nos dados que serão utilizados na

estimação dos parâmetros da modelagem estat́ıstica para os segmentos e

para as classes.
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A funcionalidade de subamostragem deve-se ao fato de existir correlação espacial

entre os pixels espacialmente próximos em imagens reais. Como a teoria de estima-

ção de parâmetros e o teste de hipótese utilizado para a classificação pressupõem

independência dos dados, torna-se importante a utilização de amostras não correla-

cionadas, com vistas a maior aproximação com a teoria. A subamostragem minimiza

ou até elimina a correlação. Entretanto, há redução da quantidade de amostras uti-

lizadas, sendo essa redução maior a medida que os valores de lag são maiores. Essa

redução pode acarretar prejúızo aos testes de hipótese tendo em vista que a estat́ıs-

tica de teste segue uma distribuição assintótica e a quantidade de amostras utilizadas

deve tender ao infinito. Existe então uma solução de compromisso entre o grau de

subamostragem (valor do “lag”) e a quantidade de amostras utilizadas na estima-

ção dos parâmetros, para que a aplicação do teste de hipótese seja ainda viável.

No Caṕıtulo 4, será apresentado um estudo sobre o impacto correlação espacial no

teste de hipótese h-φ, com utilização de dados gaussianos multivariados simulados e

distância de Bhattacharyya.

Ainda na interface apresentada na Fig. 3.3, deve ser selecionada a distância a ser

utilizada pelo classificador dentre as cinco distâncias dispońıveis, Bhattacharyya,

Kullback-Leibler, Rényi de ordem β, Hellinger e do Qui-quadrado (χ2). O parâme-

tro β da distância de Rényi pode variar de acordo com a definição da distância.

Entretanto, na implementação do classificador por regiões desenvolvido foi utilizado

somente o valor de β igual a 0,9. Por fim, deve ser informado o diretório em que

serão armazenados os produtos a serem gerados pelo classificador e ativado o botão

Run, que dará ińıcio ao processo de classificação.

3.3 Módulo para Pares de Imagens em Intensidade

A motivação para o desenvolvimento de um módulo para pares de imagens SAR em

intensidade pode ser relacionada com três evidências:

• A existência de modelagem estat́ıstica potencialmente apropriada a este

tipo de dado SAR, supondo áreas hommogêneas, desenvolvida por Lee et al.

(1994a), pela derivação de um modelo Gama bivariado como distribuição

marginal da distribuição Wishart Complexa, resultando na expressão da

equação (2.15).

• Frequentemente, em situações práticas, dados polarimétricos completos

46



(quando se dispõe de toda informação de todas as polarizações, inclusive

com as fases) não estão dispońıveis ao usuário de Sensoriamento Remoto.

Os dados polarimétricos completos são produtos muitas vezes espećıficos

levando-se em conta o modo operacional dos sistemas SAR atuais, além

de serem bem mais caros. Alguns sistemas satélites/sensores SAR orbitais

podem ser citados como exemplos: o Radarsat-2, que fornece as intensi-

dades nas polarizações HH, VV, HV e VH, enquanto configurações duais

de intensidade são dispońıveis do Envisat (HH,HV ou VV,VH) e do Cos-

mos Skymed (HH,HV ou HH,VV). Nesses casos, somente os elementos da

diagonal principal da matriz de covariância são fornecidos.

• Alguns resultados encontrados na literatura mostram que, para determina-

das classes espećıficas, os dados incompletos, como imagens em intensidade,

podem alcançar resultados de classificação estatisticamente iguais aos obti-

dos quando da utilização de dados polarimétricos completos. Em Lee et al.

(1995) e Lee et al. (2001) foram obtidos resultados compat́ıveis com essa

conclusão para classes de crescimento florestal, utilizando-se classificação

por máxima verossimilhança pontual com a modelagem da equação (2.15).

Em Negri (2009), com a utilização da mesma modelagem, com classifi-

cação pontual e contextual por máxima verossimilhança/ICM (FRERY et

al., 2007), foram obtidos resultados estatisticamente iguais de classificação

entre dados polarimétricos completos e pares de imagens SAR em intensi-

dade.

Diante dessas justificativas teóricas e práticas advindas da literatura, identificou-se

um grande potencial de aplicação de um classificador por regiões utilizando-se a

modelagem para pares de intensidade, quando da disponibilidade de dados polari-

métricos incompletos, especificamente imagens SAR em intensidade multi-look.

A partir da densidade do Par de intensidades multi-look, derivada por Lee et al.

(1994a), expressa na equação (2.15), deve-se então obter, utilizando-se a metodologia

para obtenção de distâncias estocásticas desenvolvida por Salicru et al. (1994), uma

solução para distâncias estocásticas entre modelos Par de intensidade multi-look.

Para explicação deste procedimento, será utilizado um exemplo de cálculo de separa-

bilidade entre duas distribuições Par de intensidades, que modelam respectivamente

duas regiões de um par de imagens em intensidade. Na Figura 3.4, mostra-se esque-
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maticamente um par de imagens em intensidade (R1,R2) onde duas regiões I e II

delimitadas são modeladas por distribuições Par de Intensidades, com parâmetros

h11(I), h22(I) e |ρc| (I) e densidade fI(r1,r2), para a região I, e h11(II), h22(II) e

|ρc| (II) e densidade fII(r1,r2), para a região II.

Figura 3.4 - Regiões modelades por distribuições Par de Intensidades Multilook.

Será então desenvolvida a solução para a seguinte equação genérica que aplica a

divergência h-φ (equação (3.3)) às duas densidades do Par de Intensidades multi-

look fI(r1,r2) e fII(r1,r2). Para fins de simplificação da notação, as densidades serão

identificadas, respectivamente, por fI e fII e, aLém disso serão omitidos o suporte

de integração e os integradores.

Dh
φ (fI,fII) = h

(∫∫
φ

(
fI

fII

)
fII

)
(3.3)

Com o objetivo do cálculo das distâncias estocásticas por métodos numéricos,

podem-se utilizar as expressões em função de integrais obtidas em Nascimento et al.

(2010), apresentadas nas equações (2.30)–(2.35). Tomando-se por exemplo as dis-

tâncias de Bhattacharyya (Eq. (2.33)) e triangular (Eq. (2.35)), pode-se tomar essa

tarefa como a resolução das expressões apresentadas na equações (3.4) e (3.5).
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dPIB (fI,fII) = − log

(∫∫ √
fIfII

)
, (3.4)

dPIT (fI,fII) =

∫∫
(fIfII)

2

fI + fII

. (3.5)

É importante ressaltar na discussão acerca do emprego deste módulo para a classi-

ficação uma observação quanto à estimação dos parâmetros e ao teste de hipótese.

A distribuição do Par de Intensidades Multi-Look tem, além do número equiva-

lente de looks, que se considera conhecido neste trabalho, mais três parâmetros. São

duas médias das intensidades (h11 e h22), cujo estimador, apresentado pelas equa-

ções (2.21) e (2.22), tem por base o método de máxima verossimilhança, e o módulo

do coeficiente de correlação complexa (|ρc|), que é apresentado na equação (2.23) e

é estimado pelo método dos momentos. A estimativa do módulo do coeficiente de

correlação complexa pelo método dos momentos impossibilita a contabilização desse

parâmetro no número de graus de liberdade da distribuição Qui-quadrado utilizada

no teste de hipótese da classificação. Portanto, o teste de hipótese utiliza uma distri-

buição Qui-quadrado com apenas dois graus de liberdade tendo em vista que, pela

teoria do teste de hipótese h-φ, o estimador dos parâmetros deve ser o de máxima

verossimilhança. Futuramente, pretende-se obter um estimador por máxima veros-

similhança para o parâmetro |ρc| e computá-lo no número de graus de liberdade do

teste.

Levando-se em conta a complexidade anaĺıtica que envolve o procedimento para

obtenção de medidas da classe h-φ de divergências (Eq. (2.28)) com a densidade as-

sociada à distribuição Par de Intensidades, apresentada na equação (2.15), pode-se

concluir que a tarefa de derivação anaĺıtica de uma expressão fechada para distân-

cia estocástica entre essas densidades constitui-se em uma árdua tarefa. Algumas

tentativas foram feitas com vistas a obtenção dessa expressão fechada para as dis-

tâncias, cujas fórmulas em função de integrais estão dispońıveis. Entretanto, devido

à dependência da função modificada de Bessel de ordem L− 1 (IL−1), em que L é o

número equivalente de visadas, a resolução da integral dupla resultante foi, até então,

mal sucedida. Portanto, não se dispõe atualmente de uma expressão fechada para

qualquer distância estocástica entre densidades do Par de intensidades multi-look.
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Portanto, neste trabalho, a solução adotada para a obtenção da distância estocástica

entre duas densidades do Par de Intensidades foi a utilização de um método numé-

rico. Conforme já comentado, utilizou-se a função da linguagem IDL conhecida como

Int 2D, que tem por base o método de Quadratura Gaussiana Iterativa, com uma

modificação para adequação dos limites de integração ao domı́nio das densidades

envolvidas. Neste caso, trata-se de duas densidades que caracterizam distribuições

gama, cujo suporte varia de zero a infinito. Na prática, foi criada uma função para

obtenção do valor das variáveis r1 e r2 que correspondessem aos valores de função de

distribuição acumulada de 0,999. Admitiu-se que este valor de função de distribuição

acumulada seriam relativos a valores de r1 e r2 que poderiam ser considerados como

tendendo ao infinito para fins práticos. Para cada segmento e classe de interesse, este

procedimento de obtenção dos limites de integração é feito, levando a um elevado

custo computacional para esta solução, além do elevado custo computacional devido

ao método numérico iterativo de solução de integrais duplas. Portanto, a classifica-

ção de imagens com este módulo demora, em média, aproximadamente dez vezes

mais do que com os outros dois módulos, que utilizam uma expressão fechada para

cálculo da distância.

A interface do módulo para pares de imagens em intensidade é bastante semelhante

ao módulo para imagens polarimétricas e é apresentada na Fig. 3.5

Para a utilização do módulo para pares de imagens em intensidade são necessários

os seguintes insumos: o arquivo no formato Tagged Image File Format (.TIF ou

.TIFF) com as duas imagens de intensidade; o arquivo correspondente à imagem

segmentada também no formato .TIF, do tipo inteiro longo (long integer); um ar-

quivo, no formato ASCII para as amostras de treinamento e um arquivo ASCII para

as amostras de teste. Além desses insumos necessários ao processo de classificação,

deve-se selecionar a distância estocástica a ser utilizada no processo de classificação.

Existem duas opções para esses módulo, a distância de Bhattacharyya e a distância

Triangular. A solução para o cálculo dos valores das distâncias é numérica, portanto

várias outras distâncias poderiam ser implementadas utilizando-se as fórmulas de

distâncias em função de integrais relacionadas nas equações (2.30)–(2.35). A escolha,

inicialmente, pela implementação das distâncias de Bhattacharyya e Triangular se

deu pelas seguintes razões: a primeira é uma medida tradicionalmente utilizada nos

problemas de processamento de imagens de sensores remotos, em tarefas de classifi-

cação e seleção de atributos, por exemplo. Assim, decidiu-se por disponibilizar essa
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Figura 3.5 - Classificador por regiões: módulo para pares de imagens em intensidade.

distância em uma ferramenta de aplicação a dados de sensores remotos. A segunda

foi escolhida em função dos resultados obtidos por Nascimento et al. (2010), em que

a distância Triangular, dentre oito distâncias avaliadas, obteve os melhores resul-

tados com relação ao tamanho do teste utilizando-se a modelagem estat́ıstica G0
I .

Futuramente, outras distâncias serão implementadas utilizando-se solução numérica

e disponibilizadas no classificador por regiões.

Por fim, pode-se reconhecer que o módulo para classificação de pares de imagem

em intensidade se constitui em uma ferramenta destinada a uma importante apli-

cação, servindo-se de modelagem estat́ıstica apropriada aos dados SAR bivariados,

atendendo a uma significativa demanda atual do Sensoriamento Remoto.

3.4 Módulo para Imagens Óticas e Imagens SAR Multivariadas em Am-

plitude

Classificadores por regiões utilizando distâncias estocásticas entre distribuições gaus-

sianas são ferramentas já dispońıveis na comunidade do Sensoriamento Remoto.

O classificador por regiões do “software” SPRING é um bom exemplo. A motiva-

ção para a implementação, neste classificador por regiões, de um módulo utilizando
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distâncias estocásticas entre distribuições gaussianas está baseada em duas evidên-

cias: a primeira pelo fato de estarem dispońıveis expressões fechadas para algumas

dessas distâncias entre modelos gaussianos multivariados, a saber, a distância de

Bhattacharyya e a de Kullback-Leibler. A segunda evidência seria o fato de, com a

utilização do teste de hipóteses h-φ, haver a possibilidade da geração de um produto

que fornece a confiabilidade da classificação ao se utilizarem os p-valores do teste

para geração de um mapa associado a cada classificação.

Portanto, foi implementado o módulo de classificação utilizando-se distâncias entre

modelos gaussianos multivariados, que seria adequado a dados óticos em geral e a

imagens SAR em amplitude, sobretudo quando decorrentes de processamento multi-

look com elevado número de visadas.

A interface do módulo que utiliza modelagem gaussiana está ilustrada pela Fig. 3.6.

Figura 3.6 - Classificador por regiões: módulo para imagens óticas e SAR em amplitude.

Com relação à interface deste módulo, percebe-se que os insumos são bastante simi-

lares aos dos outros dois módulos, ressaltando-se a diferença com relação à imagem

a ser classificada. O arquivo que contém a imagem multivariada deve ser do formato

.TIFF, com todas as bandas da imagem.

As expressões apresentadas pelas equações (2.50) e (2.51) são utilizadas no módulo
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do classificador por regiões para dados SAR multivariados em amplitude multi-look

e para dados óticos, supondo-se que esses possam ser modelados pela distribuição

gaussiana multivariada.

Este módulo do classificador por regiões ora proposto representa uma contribuição

importante tendo em vista que, além de utilizar distâncias estocásticas entre dois

modelos gaussianos, utiliza o resultado do cálculo de uma estat́ıstica de teste que

leva em conta também as quantidades de amostras, além da distância h-φ.

3.5 Comentários Complementares Sobre a Contribuição do Classificador

por Regiões

O presente trabalho apresenta um classificador que se fundamenta no cálculo da

mı́nima estat́ıstica de teste h-φ entre o distribuições que modelam cada segmento e

as classes de interesse selecionadas pelo usuário (classificação supervisionada), com a

produção adicional de um indicador da qualidade através do cálculo do p-valor para

cada teste de hipótese realizado. O classificador proposto utiliza, para cada imagem

a ser processada, uma estimativa para medida de distância e, consequentemente,

uma estimativa para estat́ıstica de teste de cada vez. Identificam-se contribuições

importantes no trabalho ora desenvolvido:

• O classificador por regiões para imagens SAR polarimétricas, tendo em

vista que as pesquisas realizadas tem se concentrado na busca por classifi-

cadores pontuais e contextuais;

• A utilização da estat́ıstica de teste para classificação, o que pode trazer

melhores resultados quando comparada à utilização simples do valor da

distância estocástica para classificação, uma vez que a estat́ıstica de teste

utiliza no seu cômputo os valores de números de amostras dos segmentos

e das amostras das classes;

• A geração de mapas de p-valor, que funcionam como indicativo da confia-

bilidade da classificação resultante.

A t́ıtulo de complementação, pode-se ressaltar que a regra fornecida pela desigual-

dade da equação (3.1) traz ainda um número de alternativas interessantes a serem

investigadas e possivelmente implementadas. Dentre elas, pode-se destacar a possi-

bilidade de utilização de todas as estat́ısticas dispońıveis, com a classificação feita
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pelo voto da maioria, o que poderia trazer melhores resultados em relação à utiliza-

ção de uma única medida. Outra observação importante diz respeito à informação

fornecida pela equação (3.2), que poderia também ser utilizada em uma classifi-

cação por lógica nebulosa, com o conceito de classificação imprecisa (DRUMMOND;

SANDRI, 2006). Cada segmento poderia ser classificado em diferentes classes, com

graus de pertinência diferenciados, desde que os valores de p-valor das classificações

obtidos superem determinado limite mı́nimo. Essas alternativas poderão vir a ser

implementadas e avaliadas em trabalhos futuros.
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4 APLICAÇÕES E AVALIAÇÃO DO CLASSIFICADOR

4.1 Avaliação da Influência da Autocorrelação Espacial no Desempenho

do Teste de Hipóteses h-φ.

4.1.1 Autocorrelação espacial

Sabe-se que as imagens provenientes de sensores remotos, tanto óticos quanto SAR,

normalmente apresentam significativa correlação espacial entre os dados. Este efeito

é inerente à formação das imagens. Não muito raramente, a classificação de imagens

de sensoriamento remoto por modelagem estat́ıstica, em que intrinsicamente está

envolvida a estimação de parâmetros, é realizada negligenciando-se essa questão.

A correlação espacial muitas vezes é também denominada autocorrelação, e sua in-

terpretação é desenvolvida sob o viés de séries temporais. De acordo com Everitt e

Skrondal (2010), autocorrelação seria a correlação interna das observações em uma

série temporal, usualmente expressada como uma função do atraso temporal (co-

nhecido pelo termo lag) entre observações. Em um contexto ligeiramente distinto,

recebe de forma comum o termo autocorrelação espacial, quando sua medida é cal-

culada entre pontos distanciados em um conjunto de dados espaciais, como no caso

de uma imagem. Esta abordagem consiste no caso de interesse para este trabalho,

em que estuda-se o valor da autocorrelação entre pixels da imagem que distam entre

si de um certo valor de lag (espacial) em determinada direção. A questão multidire-

cional na abordagem espacial representa uma importante diferença com relação ao

contexto das séries temporais, tendo em vista que as possibilidades de cálculo de

autocorrelação são muito maiores naquele contexto do que em relação a este último.

De acordo com as suposições apresentadas por Priestley (1982), e com adaptação

para o contexto espacial, a autocorrelação de lag (x,y), γ(x,y), pode ser expressa

matematicamente pela equação (4.1):

γ(x,y) =
E [(Xij − µ)(Xi+x,j+y − µ)]

E(Xij − µ)2
, (4.1)

em que Xij são os valores dos pixels em determinada posição (i,j), µ é a média desses

pixels e E(·) é o valor esperado. A autocorrelação, em uma imagem de dimensões

Nx ×Ny, pode ser estimada através de uma amostra de acordo com a equação 4.2:
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γ̂(x,y) =

∑Kx
i=kx

∑Ky
j=ky

[(Xij − µ̂)(Xi+x,j+y − µ̂)]∑Nx
i=1

∑Ny
j=1(Xij − µ̂)2

, (4.2)

em que

kx = max(1,1− x), ky = max(1,1− y), (4.3)

Kx = min(Nx,Nx − x), Ky = min(Ny,Ny − x), (4.4)

e µ̂ é a média dos valores observados. A relação do valor da autocorrelação em função

do valor de lag recebe o nome de função de autocorrelação.

Uma análise prática a respeito da influência da autocorrelação em dados simulados

sobre o teste de hipótese h-φ será desenvolvida na subseção 4.1.2.

4.1.2 Descrição do Experimento e Resultados

O teste de hipóteses descrito na subseção 2.3 tem por base teórica a utilização de

amostras independentes. Com o intuito de se verificar quantitativamente a influên-

cia da autocorrelação no desempenho do teste de hipótese será desenvolvido nesta

seção um experimento em que dados simulados, com diferentes graus de correlação

e sob diversas configurações de parâmetros estat́ısticos, serão submetidos ao teste

de hipótese h-φ. O desempenho do teste será verificado por meio da observação dos

valores de estimativas para o tamanho do teste.

Os dados foram gerados seguindo a distribuição gaussiana multivariada, e com uma

estrutura de correlação espacial com base no método da decomposição da matriz de

covariância por autovalores e autovetores, conforme descrito em Freitas (1991). A

função de autocorrelação bidimensional utilizada é expressa pela equação (4.5).

γ(x,y) = exp
{
−α(x− y)2

}
, (4.5)

em que x e y são as distâncias (lags) nas direções horizontal e vertical, respectiva-

mente, e o parâmetro α ∈ R+ controla o grau de autocorrelação. Para pequenos

valores de α, a autocorrelação é alta, e diminui a medida que se aumenta o α.
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Com a finalidade de visualização da variação do grau de correlação a medida que

se altera o valor do parâmetro α, foram geradas curvas da autocorrelação espacial

unidimensional (γ(x)) para diferentes valores de α. Esses curvas são apresentadas

na Figura 4.1.

Figura 4.1 - Correlação espacial unidimensional em função do lag para diferentes valores
de α.

A partir da Figura 4.1, algumas observações podem ser feitas sobre curvas de au-

tocorrelação espacial unidimensional. Observa-se que a curva referente a α = 1

apresenta um valor de aproximadamente 0,4 de autocorrelação para a distância cor-

respondente ao lag de 1 pixel. Para o mesmo valor de lag, na curva referente ao
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parâmetro α = 2, o valor da correlação é de aproximadamente 0,13. O valor da

autocorrelação espacial decresce a medida que se aumenta o valor do α. Verificam-se

valores muito baixos para a autocorrelação com o lag de 1 pixel, para α > 3. Nesses

casos os dados podem ser considerados praticamente descorrelacionados quando as

curvas referentes aos α = 3, 4 e 5 apresentam valores de autocorrelação, respectiva-

mente, de 0,05; 0,02 e 0,007.

Em Sant’Anna e Freitas (2005), foi utilizado o mesmo método de simulação de pro-

cessos aleatórios gaussianos correlacionados baseado na decomposição da matriz de

covariância por autovalores e autovetores. Neste método admite-se que o processo

bidimensional seja separável, ou seja, a matriz de covariância V deste processo pode

ser escrita na forma de um produto de Kronecker entre as matrizes de covariância

nas direções ortogonais x e y (V = Vx⊗Vy ). Assim, a realização de um processo bidi-

mensional gaussiano correlacionado a pode ser descrita por um produto de matrizes

dado pela equação (4.6):

a = PΛ
1
2 εij, (4.6)

com P = Px ⊗ Py e Λ = Λ
1
2
x ⊗ Λ

1
2
y , em que εij (i = 1, . . . ,nx e j = 1, . . . ,ny) é uma

realização de um processo gaussiano com média zero e variância unitária, Λx e Λx

são as matrizes diagonais dos autovalores de Vx e Vy, respectivamente, e Px e Py

são matrizes de dimensão nx × nx e ny × ny de autovetores ortonormais de Vx e Vy,

respectivamente.

O experimento se desenvolveu segundo as seguintes configurações:

• número de simulações em cada configuração de parâmetros: 5000;

• modelagem estat́ıstica dos dados: gaussiana multivariada. Foram feitas si-

mulações com dados com uma até quatro variáveis;

• seis valores para o parâmetro α são utilizados: 1, 2, 3, 4, 5 e 6;

• os valores dos parâmetros dos modelos gaussianos simulados são apresen-

tados na Tabela 4.1;

• números de amostras: 100, 225 e 400 amostras para cada grupo de dados

gerado.
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Tabela 4.1 - Parâmetros dos modelos gaussianos simulados.

Parâmetros
Número de variáveis

1 variável 2 variáveis 3 variáveis 4 variáveis

Médias utilizadas 10 e 100 10 e 100 10 e 100 10 e 100
(dois valores para 15 e 150 15 e 150 15 e 150

cada variável) 25 e 500 25 e 500
55 e 750

2,5; 10; e 20 2,5; 10; e 20 2,5; 10; e 20 2,5; 10; e 20
25; 100; e 200 25; 100; e 200 25; 100; e 200 25; 100; e 200

Desvios padrões 3,75; 15; e 30 3,75; 15; e 30 3,75; 15; e 30
utilizados (três 37,5; 150; e 300 37,5; 150; e 300 37,5; 150; e 300

para cada valor de 6,25; 25; e 50 6,25; 25; e 50
média 125; 500; e 1000 125; 500; e 1000

13,75; 55; e 110
187,5; 750; e 1500

Matriz de [
1 0,6

0,6 1

]  1 0,5 0,9
0,5 1 0,2
0,9 0,2 1




1 0,5 0,6 0,8
0,5 1 0,7 0,3
0,6 0,7 1 0,55
0,8 0,3 0,55 1

correlação
entre

variáveis

Dispunha-se então, para cada conjunto de parâmetros, para cada um dos números

de variáveis diferentes, duas possibilidades de valores de médias, três possibilidades

de valores de desvio padrão, três valores de tamanho de amostras e seis valores de

α, que controlam a correlação. Esta quantidade resulta então em dezoito resultados

de tamanho do teste diferentes para cada valor de α.

Foram realizadas então 5000 repetições do experimento para cada um desses conjun-

tos de parâmetros. O experimento consistia em simular dois conjuntos de dados com

parâmetros iguais, inclusive o número de amostras, e fazer o teste de hipótese h-φ,

registrando se a hipótese nula (igualdade entre os parâmetros) havia sido rejeitada.

O ı́ndice de rejeição da hipótese nula, ou seja, a razão entre o número de realizações

do experimento em que a hipótese foi rejeitada e o número total de experimentos,

indica o tamanho do teste. A estat́ıstica de teste shφ utilizada foi a obtida a partir da

distância de Bhattacharyya entre modelos gaussianos, expressa pela equação (2.51).

Para os testes de hipótese aplicados, foi utilizado o valor de ńıvel de significância de

5%. Esperava-se, portanto, que os tamanhos de teste encontrados pelo experimento

fossem iguais a esse valor.

Os resultados de tamanho do teste encontrados, organizados em função dos parâ-

metros dos experimentos, estão divididos em três tabelas para uma melhor apresen-
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tação. Os resultados relativos aos valores de α iguais a 1 e 2 estão apresentados na

Tabela 4.2, os relativos aos valores de α iguais a 3 e 4 estão apresentados na Ta-

bela 4.3 e os relativos aos valores de α iguais a 5 e 6 estão apresentados na Tabela 4.4.

Nas colunas das tabelas supramencionadas referentes aos parâmetros média e desvio

padrão, são apresentados os valores para o caso dos dados com quatro variáveis,

para fins de ilustração. Para os outros casos, com menos variáveis, basta suprimir

os últimos valores, adequadamente.

Pode-se observar, analisando as Tabelas 4.2–4.4 que os valores de tamanho de teste

variam consideravelmente em função de alguns dos parâmetros enquanto outros pa-

râmetros não têm influência significativa. A primeira análise pode ser feita com

relação ao parâmetro α, que está relacionado com o grau de correlação espacial en-

tre os dados, conforme ilustrado pela equação (4.5). Para os menores valores de α

utilizados, que representam elevados valores de autocorrelação espacial, o ı́ndice de

rejeição do teste (tamanho do teste) foi bem maior do que o valor teórico esperado, o

ńıvel de significância do teste, que no caso era de 5%. Com α igual a 1, foram obtidos

tamanhos de teste em torno de 26% para dados univariados, 37% para dados com

duas variáveis, 50% para dados com três variáveis e 60% para dados com quatro

variáveis. Valores bem maiores do que o esperado para o tamanho do teste também

foram encontrados para valores de α iguais a 2 e 3.

Os resultados de tamanho do teste mostram a influência da autocorrelação nos da-

dos no desempenho do teste de hipótese h-φ, uma vez que em dados com alto grau

de correlação, simulados neste caso com a escolha de baixos valores do parâmetro α,

o teste tende a rejeitar mais a hipótese nula do que seria esperado. Com valores de α

entre 4 e 6, os valores de tamanho de teste são mais próximos do ńıvel de significân-

cia, mostrando que em dados menos correlacionados, ou sem correlação, o teste de

hipótese tem desempenho compat́ıvel com o teoricamente esperado, principalmente

quando da utilização de dados com menos variáveis, como será analisado a seguir.

O número de variáveis é outro parâmetro de interesse a ser analisado. Verifica-se, a

partir dos resultados nas tabelas, que o tamanho do teste, para um mesmo valor de

α, é maior para dados com mais variáveis e que, portanto, o teste de hipóteses h-φ

é mais influenciado pela autocorrelação com dados de maior dimensão.

Os outros parâmetros não mostram evidência de influência no desempenho do teste.

A variação de valores de média, de desvio-padrão e de número de amostras não
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Tabela 4.2 - Resultados do experimento (α = 1 e 2).

valor dos parâmetros ı́ndice de rejeição (%) - Tamanho do teste

Alfa no de amostras médias desvios padrão 1 banda 2 bandas 3 bandas 4 bandas

1 100 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 26,48 37,62 48,68 59,48

10; 15; 25; 55 26,14 38,12 49,68 59,64

20; 30; 50; 110 25,28 37,64 48,96 60,00

100; 150; 500; 750 25; 375; 125; 187,5 26,36 37,50 48,16 58,54

100; 150; 500; 750 24,66 38,86 48,20 61,48

200; 300; 1000; 1500 24,10 38,06 47,72 59,72

225 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 25,82 39,62 49,70 61,20

10; 15; 25; 55 25,96 39,14 49,94 60,22

20; 30; 50; 110 25,46 38,24 49,90 59,58

100; 150; 500; 750 25; 375; 125; 187,5 26,02 39,56 50,06 60,08

100; 150; 500; 750 25,42 38,72 48,78 60,00

200; 300; 1000; 1500 26,30 38,46 48,98 60,76

400 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 26,74 39,46 49,56 61,20

10; 15; 25; 55 26,36 39,28 51,06 60,90

20; 30; 50; 110 26,92 39,50 50,86 60,48

100; 150; 500; 750 25; 375; 125; 187,5 26,64 40,52 50,36 60,54

100; 150; 500; 750 27,16 38,92 50,76 59,70

200; 300; 1000; 1500 26,72 38,58 49,72 61,16

2 100 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 10,70 13,12 13,72 16,32

10; 15; 25; 55 11,76 12,82 14,34 16,08

20; 30; 50; 110 11,28 13,22 14,22 16,44

100; 150; 500; 750 25; 375; 125; 187,5 10,38 12,16 13,98 16,90

100; 150; 500; 750 10,08 13,06 14,30 15,72

200; 300; 1000; 1500 11,02 13,10 14,56 16,72

225 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 9,72 11,92 13,60 16,40

10; 15; 25; 55 10,42 12,64 14,28 16,06

20; 30; 50; 110 10,70 12,52 14,60 16,34

100; 150; 500; 750 25; 375; 125; 187,5 10,10 12,46 14,86 15,48

100; 150; 500; 750 10,30 12,86 13,76 16,10

200; 300; 1000; 1500 10,00 12,34 13,54 15,80

400 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 10,68 12,54 14,50 15,94

10; 15; 25; 55 10,70 12,30 13,64 15,02

20; 30; 50; 110 10,18 12,50 13,48 14,98

100; 150; 500; 750 25; 375; 125; 187,5 10,40 11,72 14,90 15,80

100; 150; 500; 750 11,20 13,44 14,74 15,32

200; 300; 1000; 1500 10,48 13,14 12,96 15,34
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Tabela 4.3 - Resultados do experimento (α = 3 e 4).

valor dos parâmetros ı́ndice de rejeição (%) - Tamanho do teste

Alfa no de amostras médias desvios padrão 1 banda 2 bandas 3 bandas 4 bandas

3 100 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 7,18 7,78 8,42 8,94

10; 15; 25; 55 6,84 7,60 8,26 8,08

20; 30; 50; 110 6,56 7,68 7,62 9,24

100; 150; 500; 750 25; 375; 125; 187,5 7,38 8,20 7,60 7,68

100; 150; 500; 750 6,48 8,04 8,62 8,70

200; 300; 1000; 1500 6,66 7,72 7,54 8,88

225 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 6,30 7,64 7,20 7,82

10; 15; 25; 55 6,78 7,26 7,48 7,12

20; 30; 50; 110 7,12 7,48 7,46 8,16

100; 150; 500; 750 25; 375; 125; 187,5 6,68 6,90 7,74 7,94

100; 150; 500; 750 7,38 6,60 7,92 8,36

200; 300; 1000; 1500 7,02 6,98 7,00 7,80

400 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 6,36 7,46 7,56 7,56

10; 15; 25; 55 6,76 6,90 7,14 7,60

20; 30; 50; 110 7,00 6,72 7,56 6,92

100; 150; 500; 750 25; 375; 125; 187,5 6,46 6,44 7,76 7,48

100; 150; 500; 750 6,88 6,86 7,72 7,66

200; 300; 1000; 1500 6,72 7,16 7,06 7,44

4 100 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 5,84 5,34 6,38 7,24

10; 15; 25; 55 5,82 5,70 7,16 7,54

20; 30; 50; 110 5,88 6,10 6,16 6,50

100; 150; 500; 750 25; 375; 125; 187,5 5,24 6,64 6,36 6,70

100; 150; 500; 750 5,48 6,22 6,64 7,04

200; 300; 1000; 1500 5,68 6,10 6,36 7,30

225 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 5,70 5,44 6,50 5,88

10; 15; 25; 55 6,46 5,88 5,58 6,58

20; 30; 50; 110 5,58 5,86 5,82 6,44

100; 150; 500; 750 25; 375; 125; 187,5 5,80 6,02 6,04 6,66

100; 150; 500; 750 5,96 5,28 6,40 6,40

200; 300; 1000; 1500 5,44 5,70 5,74 6,34

400 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 6,20 5,64 5,82 5,90

10; 15; 25; 55 6,20 5,94 6,04 6,38

20; 30; 50; 110 5,52 5,32 5,82 6,28

100; 150; 500; 750 25; 375; 125; 187,5 5,66 5,70 5,58 6,02

100; 150; 500; 750 5,62 5,96 5,74 5,98

200; 300; 1000; 1500 6,06 6,16 5,48 6,14
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Tabela 4.4 - Resultados do experimento (α = 5 e 6).

valor dos parâmetros ı́ndice de rejeição (%) - tamanho do teste

Alfa no de amostras médias desvios padrão 1 banda 2 bandas 3 bandas 4 bandas

5 100 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 5,98 5,38 5,98 6,48

10; 15; 25; 55 5,80 6,52 5,92 6,06

20; 30; 50; 110 5,50 5,58 5,84 6,88

100; 150; 500; 750 25; 375; 125; 187,5 5,62 5,10 5,76 5,64

100; 150; 500; 750 5,44 5,52 5,98 6,78

200; 300; 1000; 1500 5,32 6,70 5,84 5,92

225 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 5,62 5,30 5,74 5,70

10; 15; 25; 55 5,42 5,60 5,58 5,74

20; 30; 50; 110 4,80 6,00 5,48 6,02

100; 150; 500; 750 25; 375; 125; 187,5 5,22 5,76 6,04 5,64

100; 150; 500; 750 5,04 5,48 5,28 5,98

200; 300; 1000; 1500 5,66 4,88 5,36 6,20

400 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 5,26 5,42 4,96 5,48

10; 15; 25; 55 5,32 5,66 5,52 5,70

20; 30; 50; 110 5,74 4,88 5,54 5,42

100; 150; 500; 750 25; 375; 125; 187,5 5,08 5,24 5,44 5,10

100; 150; 500; 750 4,70 5,30 5,14 5,66

200; 300; 1000; 1500 5,16 4,98 5,14 5,22

6 100 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 5,26 6,06 5,44 6,04

10; 15; 25; 55 5,26 4,88 5,82 6,56

20; 30; 50; 110 5,28 5,76 5,70 6,50

100; 150; 500; 750 25; 375; 125; 187,5 4,88 5,28 5,58 6,24

100; 150; 500; 750 5,16 5,68 5,40 6,32

200; 300; 1000; 1500 4,90 5,86 5,02 6,92

225 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 5,22 5,48 5,18 5,14

10; 15; 25; 55 5,14 5,42 5,48 5,50

20; 30; 50; 110 4,98 5,12 5,48 5,34

100; 150; 500; 750 25; 375; 125; 187,5 5,28 4,96 5,50 5,62

100; 150; 500; 750 4,92 5,46 5,04 5,62

200; 300; 1000; 1500 4,98 5,16 5,16 5,66

400 10; 15; 25; 55 2,5; 3,75; 6,25; 13,75 4,96 4,72 5,44 5,24

10; 15; 25; 55 5,44 5,36 5,42 5,66

20; 30; 50; 110 5,34 5,14 5,08 5,54

100; 150; 500; 750 25; 375; 125; 187,5 5,48 4,54 4,84 5,28

100; 150; 500; 750 4,86 5,52 5,26 5,30

200; 300; 1000; 1500 5,26 5,60 5,08 5,50
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acarreta variação dos resultados de tamanho do teste, que permanecem aproxima-

damente constantes para um mesmo α e um mesmo número de variáveis.

Um outro fator importante a ser analizado na utilização de dados multivariados é a

possibilidade de influência da correlação entre as variáveis no teste de hipótese. Até

este ponto, somente a correlação entre os dados de uma mesma variável (autocorre-

lação) foi investigada, concluindo-se sobre uma forte influência desta no desempenho

do teste. Com intuito de inserir correlações entre as variáveis, as matrizes de corre-

lação apresentadas na Tabela 4.1 foram criadas aleatoriamente. Com a simulação de

novos dados, um estudo adicional foi desenvolvido, utilizando-se diferentes matrizes

de correlação entre as variáveis. Para essa investigação espećıfica, foram utilizadas

3 variáveis. Três conformações diferentes de matrizes de correlação foram utilizadas,

procurando estabelecer correlações diversificadas entre as três variáveis. A primeira

matriz é utilizada na geração de dados com baixa correlação entre variáveis, a se-

gunda, correlações diversificadas e a terceira, altas correlações. As três matrizes de

correlação de ordem 3 são apresentadas a seguir:

 1 0,1 0,01

0,1 1 0,001

0,01 0,001 1

 ,
 1 0,5 0,9

0,5 1 0,2

0,9 0,2 1

 e

 1 0,9 0,85

0,9 1 0,8

0,85 0,08 1



Com essas três matrizes de correlação apresentadas e com os parâmetros idênticos

aos utilizados até então, foi desenvolvido um experimento similar ao realizado ante-

riormente, com objetivo de obter tamanhos de teste com as diversas configurações de

parâmetros dispońıveis. Os resultados de tamanho do teste são apresentados em três

tabelas, relativas a cada uma das matrizes de diferentes correlações. A Tabela 4.5

apresenta os resultados para os dados em que a correlação entre variáveis é baixa,

a Tabela 4.6 apresenta os resultados para os dados que sofrem com correlações di-

versificadas entre as variáveis e a Tabela 4.7 apresenta os resultados para os dados

com altas correlações entre as variáveis. Nas tabelas mencionadas são apresentados

apenas os resultados para um dos dois conjuntos de valores de média apresentados

anteriormente, por simplificação. Entretanto, os outros valores apresentados anteri-

ormente também foram utilizados e resultados similares foram alcançados. Também

para fins de simplificação, são apresentados nas tabelas apenas os resultados relativos

aos valores de parâmetro α iguais a 1, 3 e 6.
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Tabela 4.5 - Tamanho do teste com correlações baixas entre as variáveis.

Parâmetros Tamanho do teste

Alfa no de amostras médias desvios padrão com três variáveis

1 100 10; 15; 25 2,5; 3,75; 6,25 49,60

10; 15; 25 50,40

20; 30; 50 49,12

225 10; 15; 25 2,5; 3,75; 6,25 50,18

10; 15; 25 51,54

20; 30; 50 49,54

400 10; 15; 25 2,5; 3,75; 6,25 50,06

10; 15; 25 49,96

20; 30; 50 49,10

3 100 10; 15; 25 2,5; 3,75; 6,25 7,78

10; 15; 25 8,56

20; 30; 50 7,38

225 10; 15; 25 2,5; 3,75; 6,25 7,66

10; 15; 25 6,78

20; 30; 50 7,30

400 10; 15; 25 2,5; 3,75; 6,25 8,10

10; 15; 25 7,70

20; 30; 50 7,16

6 100 10; 15; 25 2,5; 3,75; 6,25 5,84

10; 15; 25 5,74

20; 30; 50 5,56

225 10; 15; 25 2,5; 3,75; 6,25 5,78

10; 15; 25 5,24

20; 30; 50 4,82

400 10; 15; 25 2,5; 3,75; 6,25 4,96

10; 15; 25 5,20

20; 30; 50 5,64
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Tabela 4.6 - Tamanho do teste com correlações diversas entre as variáveis.

Parâmetros Tamanho do teste

Alfa no de amostras médias desvios padrão com três variáveis

1 100 10; 15; 25 2,5; 3,75; 6,25 48,68

10; 15; 25 49,68

20; 30; 50 48,96

225 10; 15; 25 2,5; 3,75; 6,25 49,70

10; 15; 25 49,94

20; 30; 50 49,90

400 10; 15; 25 2,5; 3,75; 6,25 49,56

10; 15; 25 51,06

20; 30; 50 50,86

3 100 10; 15; 25 2,5; 3,75; 6,25 8,42

10; 15; 25 8,26

20; 30; 50 7,62

225 10; 15; 25 2,5; 3,75; 6,25 7,20

10; 15; 25 7,48

20; 30; 50 7,46

400 10; 15; 25 2,5; 3,75; 6,25 7,56

10; 15; 25 7,14

20; 30; 50 7,56

6 100 10; 15; 25 2,5; 3,75; 6,25 5,44

10; 15; 25 5,82

20; 30; 50 5,70

225 10; 15; 25 2,5; 3,75; 6,25 5,18

10; 15; 25 5,48

20; 30; 50 5,48

400 10; 15; 25 2,5; 3,75; 6,25 5,44

10; 15; 25 5,42

20; 30; 50 5,08
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Tabela 4.7 - Tamanho do teste com correlações altas entre as variáveis.

Parâmetros Tamanho do teste

Alfa no de amostras médias desvios padrão com três variáveis

1 100 10; 15; 25 2,5; 3,75; 6,25 49,06

10; 15; 25 49,28

20; 30; 50 50,12

225 10; 15; 25 2,5; 3,75; 6,25 49,54

10; 15; 25 49,42

20; 30; 50 50,26

400 10; 15; 25 2,5; 3,75; 6,25 49,84

10; 15; 25 51,7

20; 30; 50 50,28

3 100 10; 15; 25 2,5; 3,75; 6,25 8,1

10; 15; 25 7,86

20; 30; 50 7,96

225 10; 15; 25 2,5; 3,75; 6,25 7,66

10; 15; 25 7,2

20; 30; 50 8,26

400 10; 15; 25 2,5; 3,75; 6,25 7,92

10; 15; 25 7,72

20; 30; 50 7,7

6 100 10; 15; 25 2,5; 3,75; 6,25 5,84

10; 15; 25 5,96

20; 30; 50 6,18

225 10; 15; 25 2,5; 3,75; 6,25 5,34

10; 15; 25 5,28

20; 30; 50 6,46

400 10; 15; 25 2,5; 3,75; 6,25 5,52

10; 15; 25 5,2

20; 30; 50 4,72
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Ao observar os resultados apresentados pelas Tabelas 4.5–4.7, a principal evidência

que surge consiste nos valores de tamanho do teste, os quais são muito similares

entre as três situações investigadas, considerando-se os mesmos valores para todos

os outros parâmetros. Como a correlação entre as variáveis é o único fator que se

altera entre as três situações, pode-se entender que a mesma não têm influência

significativa no desempenho do teste, ao contrário da autocorrelação entre os dados,

conforme analisado anteriormente.

4.2 Aplicação do Classificador por Regiões

O classificador por regiões foi aplicado às imagens PolSAR, com vistas a avaliar

a potencialidade de utilização do mesmo. As aplicações realizadas podem ser divi-

didas segundo duas abordagens: utilização de dados PolSAR reais e utilização de

dados PolSAR simulados. A descrição dos dados PolSAR é feita na subseção 4.2.1,

a estratégia de simulação dos dados é descrita na subseção 4.2.1.2, os resultados da

classificação dos dados simulados e reais são apresentados e discutidos nas subse-

ções 4.2.2 e 4.2.3, respectivamente.

4.2.1 Descrição dos dados PolSAR

4.2.1.1 Descrição dos dados reais

Para avaliação do classificador por regiões com dados reais, foram utilizados dados

PolSAR gerados pelo instrumento Spaceborne Imaging Radar-C/X-band (SIR-C/X-

band) (WAY et al., ; JORDAN et al., 1995), nas bandas C e L. O instrumento SIR-C

funcionou a bordo do ônibus espacial Endeavour em duas missões de imageamento,

no ano de 1994. A cena polarimétrica do sensor SIR-C utilizada corresponde a um

recorte que abrange uma área de cultivo agŕıcola localizada próxima à cidade de

Petrolina-PE. A Tabela 4.8 apresenta informações sobre a localização da área de

estudo e as caracteŕısticas básicas da imagem PolSAR SIR-C.

A Figuras 4.2(a) e 4.2(b) apresentam composições coloridas RGB das componentes

em intensidade extráıdas dos dados polarimétricos nas bandas de frequência L e C,

respectivamente.

As principais classes de cobertura observadas sobre a imagem foram Rio, Solo Pre-

parado, Soja em três diferentes estágios de crescimento, Restolho e Milho em dois

diferentes estágios de crescimento. As amostras de treinamento e de teste são apre-
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Tabela 4.8 - Informações da imagem PolSAR SIR-C e da área de estudo

Localização da área de estudo 09o07′ S, 40o18′ W (coordenada central),
aproximadamente 40 Km a nordeste da ci-
dade de Petrolina-PE

Data de aquisição 14 de abril de 1994
Tamanho da imagem (pixels) 407× 370
Número de visadas nominal 4,785
Frequências banda C - 5,304 GHz e banda L - 1,254 GHz
Espaçamento dos pixels 12,5 m × 12,5 m

Ângulo de incidência 49,496o

Direção da órbita descendente

(a) Banda L (b) Banda C

Figura 4.2 - Composição colorida com componentes de intensidade SIR-C, banda L e C
(HH(R), HV(G), VV(B)).

sentadas nas Figuras 4.3(a) e 4.3(b), e a legenda das classes na Figura 4.3(c). Essas

amostras foram propriamente subamostradas com vistas a minimização da diminui-

ção da autocorrelação espacial, conforme discussão desenvolvida na Seção 4.1. A

subamostragem foi feita com valores de lag igual a 2 em linha e coluna. A quan-

tidade de pixels utilizada por amostra de treinamento, após a subamostragem, é

apresentada na Tabela 4.9.

As seleção das classes de uso e cobertura da cena utilizada, suas descrições, bem

como as amostras selecionadas foram obtidas do trabalho de Correia (1998), em
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(a) Amostras de treinamento (b) Amostras de teste

(c) Legenda das classes

Figura 4.3 - Composição colorida com componentes de intensidade SIR-C, banda L,
(HH(R), HV(G), VV(B)) e localização das amostras de treinamento e teste.

que as mesmas imagens foram utilizadas.

Frery et al. (2007) conclúıram que, para os dados da banda L, com exceção da

classe “Rio”, as amostras apresentadas na Figura 4.3, não seguem a distribuição de

Wishart complexa, mas são melhor modeladas pelas distribuições KP e G0
P . No caso

dos dados da banda C, Frery et al. (2007) mostraram que a maioria das amostras

selecionadas seguem distribuição Wishart complexa escalonada, com exceção apenas

da classe Soja 1, que segue a distribuição G0
P e da classe Solo Preparado, que segue

a distribuição KP .

Não há atualmente expressões fechadas dispońıveis para distâncias estocásticas en-

tre distribuições KP e G0
P e um processo de integração por método numérico seria

impraticável no domı́nio das matrizes Hermitianas positivas definidas. Não obstante

a inviabilidade da utilização da modelagem mais ajustada aos dados PolSAR reais

dispońıveis, principalmente nos dados da banda L, acredita-se que a adoção da dis-

tribuição Wishart complexa escalonada para a classificação desses dados possa ainda
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Tabela 4.9 - Descrição das amostras de treinamento e teste.

Classe Descrição # Treinamento # Teste
Rio Corpo d’água 1192 976
Caatinga Vegetação composta por ár-

vores baixas e arbustos
espinhosos, encontrada em
áreas de pouca chuva

1006 820

Solo preparado Solo preparado para o plan-
tio

715 442

Soja 1 Soja com aproximadamente
52 dias após o plantio

212 99

Soja 2 Soja com aproximadamente
66 dias após o plantio

174 117

Soja 3 Soja com aproximadamente
113 dias após o plantio

390 216

Restolho Reśıduos agŕıcolas 181 98
Milho 1 Milho com menos do que

124 dias após o plantio
661 364

Milho 2 Milho com aproximada-
mente 133 dias após o
plantio

191 77

trazer resultados de classificação de boa qualidade, segundo os critérios de acurácia.

4.2.1.2 Descrição dos dados simulados

Os dados simulados foram gerados sob a suposição de simetria circular (GOODMAN,

1963), conforme explicado na subseção 2.1.2.1.

A simulação tem por objetivo a obtenção de realizações de matrizes de covariância

complexas aleatórias que seguem a distribuição Wishart complexa escalonada com

um número determinado de looks (L). Inicialmente são gerados dados polarimétricos

de um look, que nesta seção são representados por um vetor aleatório gaussiano yq, de

dimensão q. Supondo que yq siga uma distribuição gaussiana complexa de dimensão

q, denotada por yq ∼ CN q(0,Σq), a simulação é feita amostrando-se vetores reais

x de dimensão 2q, tais que x2q ∼ N2q(0,Σ
′
2q), em que, sob a suposição de simetria

circular e de acordo com Goodman (1963) e Picinbono (1996), Σ
′
2q é tal que:
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Σ
′

2q =
1

2

[
<(Σq) −=(Σq)

=(Σq) <(Σq)

]
, (4.7)

em que < e = denotam as partes reais e imaginárias de um número complexo,

respectivamente.

Os primeiros q elementos de x2q são tomados como as partes reais dos elementos do

vetor complexo yq enquanto os últimos q elementos de x2q formam as partes imagi-

nárias. Este processo é repetido tantas vezes quantas forem o número de amostras

requeridas para a simulação, sendo cada amostra representante de um valor de pixel

da imagem a ser simulada.

Em seguida, são obtidos os elementos simulados no formato matriz de covariância

multi-look, de acordo com a equação (4.8).

Z =
1

L

L∑
i=1

yiy
†
i . (4.8)

O processo de simulação descrito foi utilizado para produzir imagens correspon-

dentes a nove classes diferentes. Tais classes foram observadas nos dados PolSAR

reais na banda L e descritas na Tabela 4.9. Utilizando-se as imagens PolSAR reais

e as amostras selecionadas para todas as nove classes, as matrizes de covariância

representantes dessas nove classes relativas à imagem da banda L foram estimadas

e utilizadas como base para a simulação. Essas matrizes estimadas correspondem à

matriz Σq, da qual se extrai os elementos para formação da matriz Σ
′
2q. As matrizes

de covariância obtidas na estimação são apresentadas nas equações (4.9)–(4.17).

ΣRio =

 2,98 · 10−3 5,31 · 10−6 +  8,11 · 10−5 3,47 · 10−3 +  3,42 · 10−4

3,40 · 10−4 4,47 · 10−6 +  1,39 · 10−4

1,19 · 10−2

 (4.9)

ΣCaatinga =

 1,11 · 10−1 −3,10 · 10−3 −  1,58 · 10−3 1,98 · 10−2 +  1,65 · 10−3

3,40 · 10−2 −1,41 · 10−3 +  1,87 · 10−3

9,47 · 10−2

 (4.10)
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ΣSolo Prep =

 1,05 · 10−2 −5,39 · 10−6 −  2,37 · 10−4 7,53 · 10−3 +  1,75 · 10−3

8,46 · 10−4 −3,38 · 10−5 +  1,32 · 10−4

1,14 · 10−2

 (4.11)

ΣSoja 1 =

 3,40 · 10−2 −1,79 · 10−3 −  1,86 · 10−3 −3,6 · 10−4 −  7,58 · 10−3

5,16 · 10−3 4,38 · 10−4 +  4,28 · 10−4

5,38 · 10−2

 (4.12)

ΣSoja 2 =

 4,31 · 10−2 −1,76 · 10−3 −  1,32 · 10−3 −1,78 · 10−4 −  1,73 · 10−3

9,26 · 10−3 6,55 · 10−4 +  1,27 · 10−3

4,35 · 10−2

 (4.13)

ΣSoja 3 =

 7,53 · 10−2 −4,25 · 10−3 −  7,66 · 10−3 5,87 · 10−4 −  1,36 · 10−3

1,47 · 10−2 −2,18 · 10−4 +  1,21 · 10−3

3,70 · 10−2

 (4.14)

ΣRestolho =

 3,53 · 10−2 1,20 · 10−3 +  1,02 · 10−4 1,64 · 10−2 −  2,65 · 10−3

3,05 · 10−3 4,48 · 10−4 +  1,88 · 10−4

3,29 · 10−2

 (4.15)

ΣMilho 1 =

 1,15 · 10−1 −3,95 · 10−3 −  3,57 · 10−3 9,13 · 10−3 −  4,86 · 10−3

1,33 · 10−2 3,34 · 10−3 +  2,83 · 10−3

1,47 · 10−1

 (4.16)

ΣMilho 2 =

 4,19 · 10−2 1,08 · 10−3 −  1,01 · 10−3 9,24 · 10−3 −  3,68 · 10−3

1,02 · 10−2 2,43 · 10−4 +  3,31 · 10−4

5,71 · 10−2

 (4.17)

Foram calculados os valores do determinante e do traço da matriz das matrizes

de covariância estimadas a partir dos dados para cada classe. Esses valores são

apresentados na Tabela 4.10.
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Tabela 4.10 - Valores de determinante e traço das matrizes de covariância estimadas.

Classe Determinante Traço

Rio 7,84 · 10−9 1,52 · 10−2

Caatinga 3,43 · 10−4 2,40 · 10−1

Solo Preparado 5,00 · 10−8 2,27 · 10−2

Soja 1 8,81 · 10−6 9,30 · 10−2

Soja 2 1,70 · 10−5 9,58 · 10−2

Soja 3 3,77 · 10−5 1,27 · 10−1

Restolho 2,66 · 10−6 7,12 · 10−2

Milho 1 1,89 · 10−4 2,76 · 10−1

Milho 2 2,33 · 10−5 1,09 · 10−1

Pode-se verificar que os valores de determinante e traço das matrizes de covari-

ância estimados a partir das amostras das nove classes podem indicar que alguns

pares de classes apresentam maior semelhança entre si quando comparadas a outras.

Este é o caso por exemplo das classes Soja 2 e Milho 2, que apresentam valores

de determinante e traço da matriz bastante próximos. A fim de observar o grau de

separabilidade entre as amostras de treinamento selecionadas para as nove classes

(Figura 4.3(a)), foi calculada uma matriz de distâncias de Hellinger (Equação (2.38)),

que é limitada entre 0 e 1, entre as matrizes de covariância hermitianas estimadas a

partir das imagens da banda L. Esta matriz de distância de Hellinger é apresentada

na Tabela 4.11.

A partir da análise da Tabela 4.11, pode-se observar que as matrizes de covariância

amostrais relativas às classes Soja 2 e Milho 2 apresentam entre si o menor valor

de distância de Hellinger (0,07), destacado na Tabela em negrito. Com a utilização

da fórmula expressa pela equação (2.43), pode-se calcular o valor da estat́ıstica shφ
resultante da distância obtida. A partir dos números de amostras utilizadas após

subamostragem das classes Soja 2 e milho 2, contidos na Tabela 4.9, calcula-se, para

este caso de menor distância, o valor de 51,886 para shφ. Este valor da estat́ıstica

corresponde a um p-valor de 4,75 · 10−8, que pode ser considerado aproximadamente

igual a zero. A conclusão é que a hipótese nula, que considera igualdade entre as

matrizes de covariância, é rejeitada, e as classes Soja 2 e Milho 2 são separáveis.
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Entretanto, dado o pequeno valor de distância, sobretudo quando comparado aos

outros valores da Tabela ??, espera-se que na fase de classificação das imagens, tanto

as simuladas quanto as reais, possa haver confusão entre as duas classes consideradas.

A simulação foi realizada com 4 visadas (L = 4) e considerando três polarizações,

HH, HV e VV. Para cada classe, foram obtidas imagens de 150× 150 pixels. A ima-

gem final, com as nove classes, foi obtida por um processo de mosaico das imagens

relativas a cada classe, totalizando 450 × 450 pixels, uma vez que as imagens rela-

tivas às classes foram agrupadas em uma configuração 3× 3. A Figura 4.4 ilustra o

resultado da simulação, apresentando uma composição colorida RGB dos canais de

amplitude extráıdos da imagem matriz de covariância simulada.

Figura 4.4 - Imagem simulada: composição colorida das componentes em amplitude -
HH(R), HV(G), VV(B).
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4.2.2 Aplicação em dados PolSAR Simulados

O procedimento de classificação por regiões nas imagens simuladas foi realizado

utilizando-se, separadamente, quatro segmentações diferentes. Essas segmentações

foram obtidas artificialmente através de um programa desenvolvido na linguagem

IDL, versão 7.1. As imagens segmentadas resultantes, em formato .TIF e contendo os

ı́ndices de segmentos, caracterizavam-se por apresentar regiões quadradas de tama-

nhos variáveis: 5×5 pixels, 10×10 pixels, 15×15 pixels e 30×30 pixels. Estas imagens

segmentadas contêm, respectivamente, 900, 225, 100 e 25 regiões em cada uma das

nove classes. As imagens segmentadas com as quatro configurações de segmentação

são apresentadas nas Figura 4.5.

As amostras de treinamento de cada classe de interesse foram posicionadas na região

central da imagem segmentada. A obtenção das amostras de treinamento foi feita em

outra imagem gerada por processo de simulação idêntico, para garantir que quando

da realização do teste de hipótese, utilizando-se dados da mesma região central,

esses dados relativos aos segmentos e às amostras de treinamento fossem completa-

mente independentes, sem haver influência na obtenção dos p-valores. A Figura 4.6

apresenta as amostras de treinamento juntamente com a imagem simulada.

As classificações envolvendo dados simulados tiveram por objetivo a avaliação do pro-

cedimento de classificação desenvolvido sob condições de modelagem estat́ıstica rigo-

rosamente controladas. Os dados foram simulados a partir da distribuição Wishart

complexa escalonada, sem autocorrelação e em grande quantidade, garantindo assim

que os mesmos obedecem aos requisitos teóricos do teste de hipótese utilizado. Re-

sultados adicionais de classificação foram obtidos com utilização de outros módulos

do classificador para fins de comparação. Uma imagem amplitude multivariada foi

extráıda da imagem de matriz de covariância complexa, assim como três pares de

imagens em intensidade (HH,HV; HH,VV e HV,VV). A primeira imagem foi clas-

sificada com o módulo para imagens óticas e SAR multivariadas em amplitude e

as últimas três, com o módulo para pares de imagens em intensidade multi-look.

Nesses casos, foi utilizada apenas a estat́ıstica sφh calculada a partir da distância de

Bhattacharyya. Para os dados em amplitude, foi utilizada a expressão apresentada

na equação (2.51) e para os dados em intensidade, o processo numérico descrito na

Seção 3.3.

Há quatro imagens segmentadas diferentes, e nove opções de classificação. Essas
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(a) 900 regiões por classe (b) 225 regiões por classe

(c) 100 regiões por classe (d) 25 regiões por classe

Figura 4.5 - Imagens segmentadas com diferentes tamanhos de segmentos: (a) 5×5 pixels,
(b) 10× 10 pixels, (c) 15× 15 pixels e (d) 30× 30 pixels

opções são referentes a cinco distâncias entre modelos Wishart, uma distância entre

gaussianas multivariadas e três classificações entre pares diferentes de imagens em

intensidade (utilizando a distância de Bhattacharyya). Todas essas opções totalizam

trinta e seis classificações diferentes.

Para as classificações que modelam estatisticamente os dados pela distribuição de

Wishart complexa, tendo como base de avaliação a imagem perfeitamente classifi-
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Figura 4.6 - Amostras de treinamento 30× 30 para classificação

cada, os resultados alcançados com segmentos de tamanhos de 10 × 10, 15 × 15 e

30× 30 pixels alcançaram acurácia global de 100%. As classificações com segmentos

de tamanho 5×5 pixels alcançaram acurácias de 99,81% para as distâncias de Bhat-

tacharyya, Kullback-Leibler, Hellinger e Rényi e de 99,58% para a distância χ2. O

valor de acurácia global para a distância χ2 é estatisticamente inferior às acurácias

obtidas utilizando as demais distâncias entre distribuições Wishart. Nestes casos de

regiões muito pequenas (25 pixels), houve uma confusão entre segmentos das clas-

ses Soja 2 e Milho 2. Esses resultados mostram a alta qualidade do classificador

proposto, quando as suposições teóricas são perfeitamente satisfeitas, especialmente

para segmentos com grande quantidade de pixels (igual ou maior do que 100 pixels).

A implementação da distância de Rényi de ordem β no classificador por regiões

considera apenas o valor 0,9 para o parâmetro β. Em próximas versões do clas-

sificador, estará dispońıvel a opção de escolha desse parâmetro. Trabalhos futuros

serão desenvolvidos no intuito de se avaliar a influência da modificação do β nas

classificações.
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A Figura 4.7 apresenta os resultados de classificação utilizando as cinco distâncias

estocásticas entre distribuições de Wishart complexas, para o caso dos segmentos de

5×5 pixels, em que a acurácia global não foi de 100%. A leve confusão entre as classes

Soja 2 e Milho 2 pode ser observada na Figura 4.7, assim como em alguns segmentos

da classe Caatinga, classificados como Milho 1, quando utilizada a distância χ2

(Figura 4.7(e)).

Utilizando o módulo para imagens óticas e SAR multivariadas em amplitude, com a

distância de Bhattacharyya, foi classificada uma imagem SAR em amplitude multi-

variada extráıda da imagem matriz de covariância. Os resultados dessa classificação,

com segmentos de 5 × 5 apresentam acurácia global de 98.35%, o qual é estatis-

ticamente inferior aos valores encontrados quando se utilizam as distâncias entre

distribuições Wishart. Com as demais segmentações, a acurácia global alcançada foi

de 100%, a exemplo das classificações obtidas com o módulo para imagens polari-

métricas. No caso da modelagem gaussiana, verificou-se um ńıvel de confusão maior

entre as classes Soja 2 e Milho 2 do que a observada com a modelagem Wishart. Esse

resultado reforça a importância da correta modelagem dos dados. Na Figura 4.8, é

apresentado o resultado da classificação da imagem multivariada em amplitude com

segmentos de 5× 5 pixels.

As classificações PolSAR e amplitude multivariada passaram também pelo processo

de geração de mapas de p-valores. Os mapas de p-valores servem como indicadores

da confiabilidade da classificação. Os mapas gerados são apresentados na Figura 4.9,

para as distâncias de Bhattacharyya, Kullback-Leibler e Hellinger, e na Figura 4.10,

para as distâncias de Rényi de ordem β, χ2 e Bhattacharyya gaussiana. Nos mapas,

as posições em branco assinalam os segmentos para os quais a hipótese nula não

foi rejeitada ao ńıvel de significância de 5 %. As porcentagens de segmentos cuja

hipótese H0 não foi rejeitada, para cada caso de tamanho de segmento e distância

estocástica utilizada, são apresentadas na Tabela 4.12.

Os resultados apresentados nas Figuras 4.9 e 4.10 e na Tabela 4.12 são compat́ıveis

com os valores teoricamente esperados. As taxas de rejeição dos testes de hipótese

foram aproximadamente 5% para todas as configurações de segmentação e distâncias

estocásticas utilizadas, exceto para o caso da distância χ2, e Bhattacharyya entre

modelos gaussianos, para segmentos menores (5 × 5 pixels). As taxas de rejeição

para a distância χ2 foram maiores do que os valores teóricos esperados em todas

as configurações de segmentação, alcançando o valor aproximado de 24.5% para o
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Figura 4.8 - Resultados de classificação - Modelo Gaussianao com segmentos de tamanho
5× 5 pixels.

Tabela 4.12 - Porcentagem de segmentos cuja hipótese H0 não foi rejeitada ao ńıvel de
significância de 5 %, para o caso dos dados simulados (PolSAR e amplitude).

Distâncias
Porcentagem (%)

5× 5 pixels 10× 10 pixels 15× 15 pixels 30× 30 pixels
8100 segmentos 2025 segmentos 900 segmentos 225 segmentos

Bhattacharyya 94,0 95,2 94,3 93,8
Kullback-Leibler 93,7 95,1 94,3 93,3

Hellinger 95,2 95,3 94,8 93,8
Rényi (ordem β = 0,9) 93,8 95,1 94,3 93,8

χ2 75,5 91,2 92,8 92,4
Bhattacharyya (Gaussiana) 90,6 94,1 95,1 98,2

caso de segmentos menores (5 × 5 pixels). O fraco desempenho da distância χ2 foi

também observado por Frery et al. (2011b), em que foram apresentados resultados

que associam grandes tamanhos de teste a essa distância.

Adicionalmente, foram feitas classificações de pares de imagens SAR em intensidade,

utilizando-se o módulo do classificador apropriado. Os pares de intensidade foram

extráıdos da imagem PolSAR no formato matriz de covariância, pela seleção dos

elementos da diagonal principal da matriz de covariância, agrupando-os dois a dois.

Os resultados dessa extração foram então três pares de imagens SAR em intensidade:

HH,HV, HH,VV e HV,VV. Classificações por regiões foram feitas com esses três
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pares de imagens com vistas a verificar o desempenho do módulo do classificador

por regiões. As três imagens SAR simuladas em intensidade são apresentados na

Figura 4.11.

(a) HH (b) HV (c) VV

Figura 4.11 - Imagens SAR simuladas em intensidade.

As classificações com os pares de imagens em intensidade obtiveram resultados li-

geiramente diferentes das classificações com os demais dados. Os valores de acurácia

global para estas classificações são apresentadas na Tabela 4.13. Enquanto nas clas-

sificações com dados PolSAR e dados SAR em amplitude obtiveram resultados de

acurácia global de 100% para as classificações com todos os tamanhos de segmento,

exceto o de 5× 5 pixels, com relação aos pares de intensidade, a única configuração

que obteve resultado similar foi a HV,VV. Para o caso do par HH,HV, somente a

classificação com segmentos de 30× 30 pixels alcançou acurácia global de 100%. As

classificações com segmentos de 5× 5, 10× 10 e 15× 15 pixels obtiveram acurácias

globais menores do que 100%. Para o caso do par HH,VV, a acurácia global de

100% foi alcançada apenas com as segmentações de tamanhos de segmentos iguais

a 15× 15 e 30× 30 pixels.

As classificações dos três pares de intensidade, para todas as segmentações dispońı-

veis, com utilização da distância de Bhattacharyya por solução numérica são apre-

sentadas na Figura 4.12. Pode-se verificar, tanto quantitativamente (Tabela 4.13)

quanto visualmente, que o par HV,VV obteve melhor resultado de classificação,

sendo possivelmente a configuração que apresenta a melhor separabilidade entre as

classes definidas. O resultado de acurácia global utilizando o par de intensidades

HV,VV é estatisticamente inferior ao resultado utilizando as distâncias entre distri-
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Tabela 4.13 - Valores de acurácia global para classificações dos pares de intensidade utili-
zando distância de Bhattacharyya.

Par de Intensidades
Acurácia global (%)

5× 5 pixels 10× 10 pixels 15× 15 pixels 30× 30 pixels
8100 segmentos 2025 segmentos 900 segmentos 225 segmentos

HH,HV 93,25 96,74 98,44 100
HH,VV 92,64 99,36 100 100
HV,VV 98,28 100 100 100

buições Wishart. Os resultados de acurácia global obtidos pela classificação do par

de intensidades HV,VV e pela classificação com dados em amplitude multivariada

são estatisticamente iguais. Os mapas de segmentos para os quais a hipótese nula

não foi rejeitada ao ńıvel de significância de 5 % são apresentados na Figura 4.13.

As porcentagens de segmentos cuja hipotése H0 não foi rejeitada ao ńıvel de signifi-

cância de 5 %, levando-se em conta cada tamanho de segmento e par de intensidades

utilizados, com classificação feita pela distância estocástica de Bhattacharyya (solu-

ção numérica) são apresentadas na Tabela 4.14.

Tabela 4.14 - Porcentagem de segmentos cuja hipótese H0 não foi rejeitada ao ńıvel de
significância de 5 %, para o caso dos dados simulados (pares de intensidade).

Par de intensidades
Porcentagem (%)

5× 5 pixels 10× 10 pixels 15× 15 pixels 30× 30 pixels
8100 segmentos 2025 segmentos 900 segmentos 225 segmentos

HH,HV 94,46 92,20 93,89 91,11
HH,VV 93,74 91,21 91,22 92,00
HV,VV 94,26 94,17 94,44 94,67

Os resultados de classificação obtidos com a utilização dos pares de imagens em

intensidade mostram-se, na maioria dos casos, de qualidade inferior àqueles obtidos

quando da utilização dos dados PolSAR ou em amplitude multivariada, haja vista

os indicadores de qualidade apresentados. As classes que apresentaram maior con-

fusão foram Soja 2 e Milho 2, a exemplo do que aconteceu com os resultados do

classificador de dados PolSAR e gaussiano para pequenos segmentos, mas em grau
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mais elevado. No caso do par HH,VV, a classificação com utilização da segmentação

com 5 × 5 pixels obteve significativa confusão entre outros pares de classes, como

por exemplo Rio e Solo Exposto, Soja 1 e Soja 2 e também Caatinga e Milho 1.

Entretanto, mesmo obtendo resultados sensivelmente piores, o módulo em questão

alcançou valores excelentes de acurácia global, permanecendo sempre maiores do que

93%, pelo menos. Levando-se em conta a menor dimensionalidade dos dados (ape-

nas dois atributos) e a solução numérica utilizada pela ferramenta como posśıveis

fatores de influência no desempenho do classificador, os resultados podem ser ainda

considerados coerentes com o esperado teoricamente, assegurando a potencialidade

de utilização do classificador que utiliza pares de imagens SAR em intensidade.

De modo geral, as taxas de rejeição dos testes de hipótese obtidas pelas classifi-

cações envolvendo os pares de imagem em intensidade ficaram um pouco maiores

do que as obtidas pelos casos PolSAR e amplitude multivariada. Entretanto, ainda

assim ficaram bastante próximas ao esperado (5% ), conforme pode ser observado na

Tabela 4.14. Com a utilização de dados gerados sob condições rigorosamente conhe-

cidas os resultados obtidos contribuem para confirmar a potencialidade do módulo

de classificação por regiões de pares de imagens SAR em intensidade, assim como

foi verificado nos outros dois classificadores.

4.2.3 Aplicação em dados PolSAR SIR-C reais

Conforme comentado na Seção 2.4, a classificação por regiões requer a segmenta-

ção da imagem a ser classificada. Com o objetivo de classificar as imagem PolSAR

SIR-C nas banda L e C, foi utilizada uma segmentação obtida pelo software Seg-

SAR (SOUSA-JÚNIOR, 2005), que utiliza um algoritmo hierárquico multi-ńıveis fun-

damentado no crescimento de regiões, projetado para imagens SAR e que utiliza

testes estat́ısticos com base nas distribuições gama e gaussiana. Foram utilizadas

para a segmentação as três componentes de intensidade (HH, HV e VV) extráıdas

da imagem PolSAR SIR-C da banda L. A banda L foi selecionada para a segmenta-

ção por ser melhor em termos de identificação das bordas entre as diferentes regiões.

Os valores dos parâmetros relativos ao crescimento de regiões foram 100 pixels de

área mı́nima e 1 dB de similaridade. O parâmetro área mı́nima foi definido visando

ao estabelecimento de um valor que representasse um equiĺıbrio entre a necessidade

de uma quantidade mı́nima de amostras por segmento a serem utilizadas no teste de

hipótese h-φ e a formação de segmentos de tamanho adequado, representando com

fidelidade a disposição das regiões da cena.
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O número equivalente de visadas (looks) foi estimado por Correia (1998), levando-se

em conta todos os canais de polarização com uso do método denominado por An-

finsen et al. (2009) como estimativa por momentos fracionários. O valor estimado

por Correia (1998) foi de 2,97. A imagem segmentada é apresentada na Figura 4.14,

em que cada segmento é apresentado em uma cor definida pela associação dos ca-

nais RGB às médias de cada componente de polarização em intensidade (HH, HV e

VV). O procedimento de classificação descrito pela equação (3.1) foi aplicado então à

imagem PolSAR SIR-C, nas bandas L e C, utilizando este resultado de segmentação.

Figura 4.14 - Segmentação da imagem PolSAR SIR-C, banda L.

Com a segmentação, foram obtidas 553 regiões, cujos tamanhos (quantidade de

pixels) variam de 101 a 31343. O segmento que possui 31343 pixels é um exemplo

de outlier, pois apresenta um número muito maior de pixels do que os demais. Este

segmento corresponde à maior parte da área do Rio que, por sua homogeneidade,

acaba contida quase totalmente em uma mesma região no processo de segmentação.

Um outro segmento, que corresponde ao pivô de irrigação onde domina a área da

classe Solo Preparado, possui 6369 pixels. Com exceção desses dois segmentos, todos

possuem menos de 1000 pixels, sendo que a média do número de pixels por segmento
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é de aproximadamente 230.

Com a utilização de imagens reais, pode ser observado que, em relação às imagens

simuladas, o número de looks é menor, os dados possuem autocorrelação e o número

de pixels de boa parte dos segmentos não é muito grande. Portanto, espera-se que os

resultados para imagens reais sejam piores do que os obtidos para imagens simuladas.

As imagens PolSAR foram então classificadas utilizando-se o classificador por regiões

baseado na modelagem Wishart complexa. Neste caso foram utilizadas as estat́ısti-

cas de teste dadas pelas equações (2.45)–(2.49). A exemplo do que foi feito com as

imagens simuladas, foram extráıdas das imagens PolSAR, uma imagem multivariada

SAR em amplitude e três pares de imagens SAR em intensidade, para cada banda de

frequência (L e C). As classificação utilizando as três imagens em amplitude foi efe-

tuada através do classificador baseado na modelagem gaussiana multivariada, com

cálculo da estat́ıstica de teste derivada da distância de Bhattacharyya, conforme

equação (2.51). Para os pares de intensidade, foi empregado o classificador apropri-

ado, com cálculo da estat́ıstica derivada da distância de Bhattacharyya por método

numérico. O p-valor, definido na equação (3.2), foi calculado para cada segmento em

cada classificação utilizada.

Esses resultados de classificação por regiões foram comparados com a classificação

polarimétrica pontual/contextual, que emprega o método de máxima verossimilhan-

ça (MaxVer)/ICM (Iterated Conditional Modes) implementado por Correia (1998).

O classificador desenvolvido por Correia (1998) apresenta a funcionalidade de se-

leção entre três modelagens para os dados PolSAR para a utilização do algoritmo

de classificação pontual MaxVer: Wishart, KP e G0
P . Neste trabalho, foi utilizada

somente a modelagem com base na distribuição Wishart, para comparação com os

resultados do classificador por regiões. Foram obtidas então nove classificações por

regiões e uma classificação pontual/contextual–MaxVer/ICM.

Os desempenhos de classificação foram comparados utilizando-se a estimativa do

coeficiente de concordância kappa (κ̂) e a acurácia global, conforme descritos na

Seção 2.5.

4.2.3.1 Resultados obtidos com os dados PolSAR da banda L

As imagens classificadas a partir da imagem polarimétrica da banda L estão apresen-

tadas em duas figuras. Na Figura 4.15, são apresentados os resultados utilizando-se
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as distâncias de Bhattacharyya, Kullback-Leibler, Hellinger, Rényi de ordem β e

χ2 entre distribuições Wishart complexas escalonadas, além do resultado de clas-

sificação contextual ICM, para comparação. Na Figura 4.16, são apresentados os

resultados utilizando-se as distâncias Bhattacharyya entre distribuições gaussianas

multivariadas e Par de Intensidades multi-look, além do resultado de classificação

contextual ICM, para comparação. Foram obtidas matrizes de confusão com utili-

zação das imagens classificadas e das amostras de teste para as nove classificações

realizadas. A acurácia global, a estimativa do coeficiente de concordância kappa (κ̂)

e sua variância foram obtidas a partir das matrizes de confusão e são apresentados

na Tabela 4.15.

Tabela 4.15 - Resultados de classificação por regiões para a imagem PolSAR SIR-C banda
L, imagem amplitude multivariada, pares de intensidade e classificação pon-
tual MaxVer/ICM.

Método Distância Imagem SIR-C banda L

de classificação (modelo) Acurácia Global (%) κ̂ s2
κ̂(×10−5)

Por Regiões

Bhattacharyya (Wishart) 86,60 0,835 1,25
Kullback-Leibler (Wishart) 86,60 0,835 1,25

Hellinger (Wishart) 85,97 0,827 1,30
Rényi (ordem β = 0,9) (Wishart) 86,60 0,835 1,25

χ2 (Wishart) 71,36 0,654 2,08
Bhattacharyya (Gauss. mult.) 85,35 0,819 1,33

Bhattacharyya (Par Int.-HH,HV) 79,95 0,755 1,66
Bhattacharyya (Par Int.-HH,VV) 71,60 0,653 2,02
Bhattacharyya (Par Int.-HV,VV) 82,71 0,788 1,49

Contextual MaxVer/ICM - Wishart 83,97 0,803 1,43

Foram feitos testes de hipótese com vistas a verificar a igualdade entre as matrizes

de confusão resultantes das avaliações de todas as classificações, conforme proce-

dimento descrito pela equação (2.54). Os resultados desses testes são apresentados

na Tabela 4.16. A Tabela 4.16 é organizada do seguinte modo: na primeira linha e

primeira coluna estão os nomes das dez classificações realizadas, nove por regiões

e uma por classificação pontual/contextual (ICM). Compreendendo a tabela como

uma matriz quadrada de ordem 10 × 10, os elementos acima da diagonal principal

(triang. superior) são os p-valores obtidos nos testes de hipótese para verificação de

igualdade e os elementos abaixo da diagonal principal (triang. inferior) são os valores
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de estat́ıstica de teste obtidos. Verificam-se que alguns dos p-valores encontrados

foram maiores do que 5%, ńıvel de significância utilizado, e correspondem a valores de

estat́ıstica Z menores do que 1, 96, valor cŕıtico. Esses valores, que estão assinalados

em negrito, indicam igualdade estat́ıstica entre as matrizes de confusão obtidas e,

portanto, entre as classificações. Na Tabelas 4.16 os nomes dados as classificações

são organizados como se segue:

BAT - Classificação por regiões utilizando a distância de Bhattacharyya entre duas

distribuições Wishart.

KL - Classificação por regiões utilizando a distância de Kullback-Leibler entre duas

distribuições Wishart.

HEL - Classificação por regiões utilizando a distância de Hellinger entre duas dis-

tribuições Wishart.

REN - Classificação por regiões utilizando a distância de Rényi de ordem β = 0,9

entre duas distribuições Wishart.

CHI - Classificação por regiões utilizando a distância χ2 entre duas distribuições

Wishart.

BATG - Classificação por regiões utilizando a distância de Bhattacharyya entre

duas distribuições Gaussianas multivariadas.

BATHHHV - Classificação por regiões utilizando a distância de Bhattacharyya entre

duas distribuições Par de Intensidades Multi-look (Par HHHV).

BATHHVV - Classificação por regiões utilizando a distância de Bhattacharyya entre

duas distribuições Par de Intensidades Multi-look (Par HHHV).

BATHVVV - Classificação por regiões utilizando a distância de Bhattacharyya entre

duas distribuições Par de Intensidades Multi-look (Par HHHV).

ICM - Classificação pontual/contextual MaxVer/ICM utilizando a distribuição

Wishart complexa escalonada.

Os testes mostraram que as classificações com base nas distâncias de Bhattacharyya,

Hellinger, Kullback-Leibler e Rényi de ordem β = 0,9 entre distribuições de Wishart
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produziram resultados estatisticamente iguais. Observa-se ainda, tanto quantitati-

vamente, quanto por análise visual, que os resultados referentes às distâncias Bhat-

tacharyya, Kullback-Leibler e Rényi de ordem β = 0,9 são idênticos e correspondem

aos melhores resultados encontrados dentre todas as classificações realizadas.

Com respeito à comparação entre as classificações que utilizam dados PolSAR com-

pletos na banda L e modelagem Wishart complexa escalonada, pode-se verificar,

sob ponto de vista quantitativo, que há uma melhora significativa de classificação

quando se utiliza a abordagem por regiões e distâncias estocásticas em relação à

abordagem contextual. O melhor desempenho, sob o viés quantitativo, pode ser

comprovado pelos valores de coeficiente de concordância kappa estimados (κ̂), que

foram de 0,835 para as melhores classificações por regiões que utilizam distâncias

estocásticas entre distribuições Wishart complexas escalonadas e de 0,803 para a

classificação contextual ICM, como pode ser verificado na Tabela 4.15.

Considerando as classificações que utilizam dados PolSAR, a classificação contextual

ICM supera a classificação por distância estocástica χ2, que se mostra novamente

como o pior resultado dentre as classificações por regiões analisadas, estando por-

tanto em conformidade com os resultados encontrados com os dados simulados.

A classificação com base na distância de Bhattacharyya entre modelos gaussianos

multivariados é superior à classificação pontual/contextual ICM e à que utiliza a dis-

tância χ2 entre modelos Wishart. Entretanto, é estatisticamente igual à classificação

que utiliza a distância de Hellinger entre modelos Wishart.

Dentre as classificações por regiões dos pares de imagens SAR em intensidade na

banda L, obtidas com distância de Bhattacharyya, as que utilizam os pares HH,HV

e HV,VV apresentaram desempenho superior à classificação com a distância χ2, en-

quanto a que utiliza o par HH,VV mostrou-se estatisticamente igual a que utiliza a

distância χ2. O par de intensidades HV,VV obteve o melhor resultado, que é signifi-

cativamente superior às duas outras classificações de pares de intensidade. Convém

também observar que o valor de κ obtido pelo par HV,VV (0,788) é estatisticamente

superior ao obtido por Correia (1998) utilizando o classificador pontual ICM com

distribuições gama bivariadas (0,682).

Na Tabela 4.17 é apresentada, para cada distância estocástica, a porcentagem de

segmentos para os quais o p-valor foi maior do que 5%, ou seja, porcentagem de
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segmentos que não tiveram a hipótese nula (H0) rejeitada ao ńıvel de significância

5%. Tais segmentos são ilustrados em branco nas Figuras 4.17 e 4.18.

Tabela 4.17 - Porcentagem de segmentos da imagem SIR-C banda L que não tiveram a
hipótese H0 rejeitada ao ńıvel de significância 5 %.

Distâncias Porcentagem (%)

Bhattacharyya 9,76
Kullback-Leibler 9,58

Hellinger 10,49
Rényi de ordem β) 9,58

χ2 6,33
Bhattacharyya (Gauss. mult.) 6,33

Bhattacharyya (Par Int.-HH,HV) 27,85
Bhattacharyya (Par Int.-HH,VV) 27,85
Bhattacharyya (Par Int.-HV,VV) 18,99

Muito embora os valores da Tabela 4.15 tenham se mostrado bastante promisso-

res para a classificação por mı́nima distância estocástica utilizando a modelagem

Wishart, as percentagens apresentadas na Tabela 4.17 estão bastante distantes da

porcentagem teoricamente esperada (95%), ao contrário dos resultados obtidos com

dados simulados, conforme análise da subseção 4.2.2. Levando-se em conta que as

amostras selecionadas da banda L não seguem, na sua maioria, a distribuição de

Wishart complexa escalonada (FRERY et al., 2007), a baixa quantidade de segmentos

cuja hipótese nula não foi rejeitada em relação ao esperado poderia ser explicada em

parte pela modelagem inapropriada dos dados e também pela autocorrelação entre

os pixels. Esta afirmação pode ser corroborada pelos resultados obtidos com dados

simulados que, seguindo rigorosamente a modelagem teórica, obtiveram resultados

muito próximos aos esperados.

O resultado de número de segmentos cuja H0 não foi rejeitada com a distância

Hellinger mostrou-se levemente superior aos demais resultados PolSAR. Isto pode

se dever ao fato de que a distância de Hellinger é, analiticamente, definida entre 0 e

1, o que gera resultados numéricos de distância menores do que as demais para um

mesmo conjunto de parâmetros. Este efeito consequentemente passa para o cálculo

da estat́ıstica de teste, apresentando valores também menores, podendo ter a hipótese

nula aceita com maior frequência.
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içõ

es
P

ar
d

e
in

ten
sid

ad
es

m
u
lti-loo

k
-

segm
en

tos
em

b
ran

co
tem

h
ip

ótese
n
u
la

n
ão

rejeitad
a

(p
≥

0
,0

5
).

100



Para as classificações de pares de intensidade, a quantidade de segmentos que pas-

saram no teste de hipótese foram significativamente mais próximos da porcentagem

teoricamente esperada (95%). A menor dimensionalidade desses dados poderia ex-

plicar esses melhores valores em relação aos alcançados pelos dados PolSAR. Os

dados PolSAR, além de conterem as intensidades, também englobam produtos en-

tre amplitudes dos canais polarimétricos e diferenças de fase, nos elementos fora da

diagonal principal, o que poderia contribuir para acentuar o afastamento em relação

ao modelo teórico quando comparados aos pares de imagens SAR em intensidade.

Foram selecionadas quatro classificações para comparação de resultados por classe

de cobertura. As classificações selecionadas e a motivação para sua escolha estão

relacionadas a seguir:

Bhattacharyya entre distribuições Wishart: representante das melhores clas-

sificações por região com dados PolSAR;

Bhattacharyya entre distribuições gaussianas multivariadas: classificação

utilizando imagem multivariada em amplitude;

Bhattacharyya entre distribuições Par de intensidades multilook - HVVV:

melhor resultado de classificação utilizando pares de intensidade;

MaxVer/ICM: classificação pontual/contextual utilizando distribuição de

Wishart.

Quatro gráficos ilustrativos com os valores constantes nas matrizes de confusão foram

criados, correspondendo às quatro classificações selecionadas. Esses gráficos apresen-

tam ćırculos cujos valores de área são proporcionais aos valores em porcentagem das

matrizes de confusão. Os gráficos são apresentados nas Figuras 4.19–4.22.

A partir de uma análise mais detalhada, verifica-se que, em relação à abordagem

pontual/contextual, a classificação por regiões obteve melhores classificações para

as classes Rio, Caatinga, Solo Preparado, Soja 2, Soja 3 e Milho 2 e foi superada

nas classes Soja 1, Restolho e Milho 2. A melhora de qualidade da classificação por

regiões em relação à contextual pode ser observada também qualitativamente. Ao se

observar o resultado da classificação MaxVer/ICM, identificam-se ainda uma grande

quantidade de pequenas áreas indesejadas. Este efeito, inerente à classificação de
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imagens SAR por abordagem pontual, deve-se principalmente à ocorrência do rúıdo

“speckle”. A classificação por regiões minimiza ou quase elimina este problema.

4.2.3.2 Resultados obtidos com os dados PolSAR da banda C

Assim como no caso da Banda L, as imagens classificadas a partir da imagem polari-

métrica da banda C estão apresentadas em duas figuras. Na Figura 4.23, são apresen-

tados os resultados utilizando-se as distâncias de Bhattacharyya, Kullback-Leibler,

Hellinger, Rényi de ordem β e χ2 entre distribuições Wishart complexas escalona-

das, além do resultado de classificação contextual ICM, para comparação. Na Fi-

gura 4.24, são apresentados os resultados utilizando-se as distâncias Bhattacharyya

entre distribuições gaussianas multivariadas e Par de Intensidades multi-look, além

do resultado de classificação contextual ICM, para comparação. Foram obtidas ma-

trizes de confusão com utilização das imagens classificadas e das amostras de teste

para as nove classificações realizadas. A acurácia global, a estimativa do coeficiente

de concordância kappa (κ̂) e sua variância foram obtidas a partir das matrizes de

confusão e são apresentados na Tabela 4.18.

Tabela 4.18 - Resultados de classificação por regiões para a imagem PolSAR SIR-C banda
C, imagem amplitude multivariada, pares de intensidade e classificação pon-
tual MaxVer/ICM.

Método Distância Imagem SIR-C banda C

de classificação (modelo) Acurácia Global (%) κ̂ s2
κ̂(×10−5)

Por Regiões

Bhattacharyya (Wishart) 76,71 0,719 1,74
Kullback-Leibler (Wishart) 76,71 0,719 1,74

Hellinger (Wishart) 76,71 0,719 1,74
Rényi (ordem β = 0,9) (Wishart) 76,71 0,719 1,74

χ2 (Wishart) 77,18 0,724 1,73
Bhattacharyya (Gauss. mult.) 74,22 0.691 1.82

Bhattacharyya (Par Int.-HH,HV) 70,51 0,647 1,90
Bhattacharyya (Par Int.-HH,VV) 66,00 0,597 1,92
Bhattacharyya (Par Int.-HV,VV) 68,13 0,616 1,99

Contextual MaxVer/ICM - Wishart 67,24 0,604 2.02

A exemplo do que foi apresentado para os dados da banda L na Tabela 4.16, os

resultados dos testes de hipótese para verificar igualdade estat́ıstica entre as ma-

trizes de confusão obtidas a partir das classificações com os dados da banda C são
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çã
o

u
ti

li
za

n
d
o

d
is

tâ
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apresentados na Tabela 4.19. A nomenclatura para as classificações e organização

dos resultados constantes da Tabela 4.19 é idêntica à definida para a banda L. Os

p-valores superiores a 5% e os valores de estat́ıstica Z realçados em negrito repre-

sentam igualdade estat́ıstica entre as classificações.

A classificação das imagens PolSAR na banda C com base na distância χ2 obteve

o melhor resultado em termos de valores de acurácia, conforme pode ser verificado

na Tabela 4.18. Quando comparado aos resultados obtidos com as demais distâncias

entre distribuições Wishart, verifica-se o resultado de classificação com a distân-

cia χ2 é estatisticamente igual aos das demais classificações. Este resultado difere

significativamente daqueles encontrado com os dados da banda L e com os dados

simulados, em que a classificação com a distância χ2 obteve o pior resultado dentre

as classificações que utilizam distâncias entre distribuições Wishart.

Em quase todas os resultados de classificação por regiões obtidos com dados da

banda C, observou-se a grande ocorrência de regiões classificadas como Soja 2. Para

ilustrar essa evidência, comum a quase todos os resultados, a Figura 4.25 apresenta

as áreas de Soja 2 obtidas nas classificações por regiões com o classificador para

dados PolSAR utilizando a distância de Bhattacharyya, com a imagem da banda C

(4.25(a)) e banda L (4.25(b)), juntamente com as amostras de teste. Essa tendência

em atribuir a classe Soja 2 a um elevado número de regiões acarreta prejúızo tanto

nos resultados de acurácia quanto no resultado visual.

No resultado apresentado na figura 4.25(a), considerando amostras de teste, quase

a totalidade (98,99%) das amostras da classes restolho e 84,69% das amostras de

Soja 1 foram classificadas como Soja 2. O único caso, dentre as classificações por

regiões, em que esse“domı́nio”da classe Soja 2 não ocorreu com as imagens da banda

C foi com o par de imagens SAR em intensidade (HV,VV).

Pode-se verificar ainda, com os resultados expressos pela Tabela 4.19, que a classi-

ficação pontual/contextual MaxVer/ICM com os dados da banda C e modelagem

Wishart (κ̂ = 0,604) é estatisticamente igual às classificações por regiões utilizando

distância de Bhattacharyya entre pares de imagens SAR em intensidade HH,VV

(κ̂ = 0,597) e HV,VV (κ̂ = 0,616), respectivamente as segunda e terceira melho-

res classificações com pares de intensidade. Entretanto, é estatisticamente inferior à

classificação do par HH,HV (κ̂ = 0,647).
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(a) Classe Soja 2 - classificação por regiões
(Bhattacharyya - Wishart) da banda C

(b) Classe Soja 2 - classificação por regiões
(Bhattacharyya - Wishart) da banda L

(c) Legenda das classes

Figura 4.25 - Classe Soja 2 nas classificações por regiões dos dados PolSAR utilizando
distância de Bhattacharyya entre distribuições Wishart. Amostras de teste
são superpostas: (a) banda C e (b) banda L

Assim como observado nos resultados obtidos com os dados da banda L, pode-se

verificar uma melhora significativa de classificação quando se utiliza a abordagem por

regiões e distâncias estocásticas em relação à abordagem pontual/contextual. Isto

pode ser conclúıdo por meio da observação dos valores de coeficiente de concordância

kappa estimados (κ̂) na Tabela 4.18. Para o melhor resultado de classificação por

regiões, com a distância χ2, tem-se o valor de 0,724, enquanto que para a abordagem

pontual/contextual MaxVer/ICM, o valor foi de 0,606.

No caso da banda C, a classificação pontual/contextual com modelagem Wishart

ficou bem mais aquém, em termos de medidas de acurácia, dos resultados obtidos

por classificadores por regiões com dados PolSAR, quando comparados ao caso da

banda L. Enquanto na banda L o resultado da melhor classificação por regiões com

os dados PolSAR superou em cerca de 4% a classificação MaxVer/ICM, na banda

C essa superação ficou em aproximadamente 20%.
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De modo geral os resultados de classificação com os dados da banda C são inferiores

aos da banda L, conforme pode ser verificado observando-se as tabelas 4.15 e 4.18.

Entretanto, a classificação por regiões dos dados na banda C obtém resultados bem

melhores em relação a abordagem pontual quando comparados aos da banda L.

Além disso, para a maioria das classes, os dados PolSAR na banda C são mais

adequadamente modelados pela distribuição de Wishart complexa escalonada do

que os dados na banda L, conforme verificado por Frery et al. (2007).

Especificamente com relação às classificações dos pares de imagens SAR em in-

tensidade da banda C, verificou-se que o par HH,HV obteve o melhor resultado,

alcançando a melhor estimativa do coeficiente kappa (κ̂), com o valor de 0,647. Os

outros dois pares, HH,VV e HV,VV, obtiveram κ̂ de 0,597 e 0,616. No caso do melhor

resultado, houve um incremento de aproximadamente 7% em relação ao resultado

obtido pela abordagem pontual/contextual MaxVer/ICM utilizando dados PolSAR.

Desta forma, é reforçada a importância da utilização dos pares de intensidade para

classificação desse tipo de dado com a abordagem por regiões, sobretudo se não

estiverem dispońıveis os dados PolSAR completos.

Se comparados com os resultados de classificação obtidos por Correia (1998), com

classificador pontal/contextual de pares de imagens SAR em intensidade, verifica-se

que essa melhora foi bem mais proeminente. Correia (1998) obteve, para os pares

de intensidade da banda C HH,HV; HHVV; HVVV, respectivamente, valores de κ̂

iguais a 0,450, 0,540 e 0,582.

Na Tabela 4.20 é apresentada, para cada distância estocástica, a porcentagem de

segmentos para os quais o p-valor foi maior do que 5%, ou seja, porcentagem de

segmentos que não tiveram a hipótese nula (H0) rejeitada ao ńıvel de significância

5%. Tais segmentos são ilustrados em branco nas Figuras 4.26 e 4.27.

Em comparação com os resultados de porcentagem de segmentos cuja hipótese H0

não foi rejeitada ao ńıvel de significância especificado obtidos pela banda L, as por-

centagens obtidas pelos dados da banda C foram muito mais próximos da por-

centagem teoricamente esperada (95%), ficando em torno dos 70% para as seguin-

tes distâncias entre distribuições Wishart complexas escalonadas: Bhattacharyya,

Kullback-Leibler, Rényi de ordem β e Hellinger. Para a distância χ2, a porcentagem

foi de 55,70%, valor próximo da porcentagem obtida para o caso da distância de

Bhattacharyya entre distribuições gaussianas multivariadas (54,61%). A modelagem
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çõ
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Tabela 4.20 - Porcentagem de segmentos da imagem SIR-C banda C que não tiveram a
hipótese H0 rejeitada ao ńıvel de significância 5 %.

Distâncias Porcentagem (%)

Bhattacharyya 71,61
Kullback-Leibler 70,71

Hellinger 72,88
Rényi de ordem β 70,89

χ2 55,70
Bhattacharyya (Gauss. mult.) 54,61

Bhattacharyya (Par Int.-HH,HV) 80,65
Bhattacharyya (Par Int.-HH,VV) 71,25
Bhattacharyya (Par Int.-HV,VV) 75,77

dos dados da banda C pela distribuição de Wishart, considerando a maioria das

amostras utilizadas, provavelmente contribui para explicar esses resultados.

A exemplo do que ocorreu com os resultados de porcentagem de segmentos cuja

hipótese H0 não foi rejeitada, entre as classificações de dados PolSAR, a distância

de Hellinger foi levemente superior às demais. Este melhor comportamento desta

distância na geração dos mapas de segmentos aceitos no teste de hipótese h-φ pode

ser um bom indicador para sua utilização em trabalhos futuros tendo em vista

que, invariavelmente, os resultados de classificação com a distância de Hellinger são

estatisticamente iguais aos das outras distâncias entre distribuições de Wishart.

Assim como ocorreu com os dados da banda L, para as classificações de pares de

intensidade, a quantidade de segmentos que passaram no teste de hipótese foram

significativamente mais próximos da porcentagem teoricamente esperada (95%).
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5 CONCLUSÕES E SUGESTÕES

Este trabalho teve por objetivo geral a proposição, desenvolvimento e teste de um

classificador de segmentos de imagens SAR polarimétricas utilizando as distâncias

estocásticas dispońıveis e os testes de hipóteses derivados das mesmas.

A proposição do classificador foi feita com base na teoria dos testes de hipótese de-

rivados de distâncias estocásticas da famı́lia h-φ. Foram utilizadas distâncias entre

distribuições de Wishart complexas escalonadas, distâncias entre distribuições gaus-

sianas multivariadas e uma solução numérica para cálculo de distâncias entre distri-

buições Par de Imagens SAR em Intensidade multi-look. Nessa fase, identificam-se

significativas contribuições na utilização de expressões para distâncias entre diversos

modelos dispońıveis na literatura e na concepção de uma solução numérica para o

importante caso dos pares de intensidade SAR.

Na fase de implementação, utilizou-se a linguagem de programação Interactive Data

Language (IDL), versão 7.1 para o desenvolvimento do classificador em três diferen-

tes módulos, orientados aos modelos estat́ısticos utilizados e às distâncias dispońıveis

e implementadas. Com isso, obteve-se uma ferramenta com relativo grau de flexi-

bilidade e abrangência diversificada com relação aos dados. O trabalho vem a ser

então importante contribuição com respeito à utilização prática pelos usuários de

sensoriamento remoto. O classificador implementado tem ainda a importante funci-

onalidade de geração de mapas indicativos de qualidade com base nos p-valores dos

testes de hipótese realizados nas classificações. Esta é uma contribuição até então

não dispońıvel nas ferramentas de classificação por regiões.

Na fase de aplicação e avaliação do classificador gerado, foram obtidos importantes

resultados quanto ao desempenho dos testes de hipótese utilizados para a classifi-

cação quando da contaminação dos dados por autocorrelação espacial. Este estudo

pode servir de base ao entendimento das potencialidades e limitações da ferramenta

desenvolvida quando utilizado com dados reais de sensoriamento remoto. Na ava-

liação do classificador com dados simulados segundo a modelagem Wishart e com

dados reais, uma significativa quantidade de resultados foram analisados no Caṕı-

tulo 4. Com base nos resultados obtidos, são apresentadas a seguir as conclusões

sobre o trabalho desenvolvido.
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5.1 Conclusões

De acordo com o trabalho desenvolvido, os objetivos propostos e os resultados obti-

dos, pode-se concluir que:

Quanto à funcionalidade, o classificador por regiões desenvolvido:

1) permite a seleção entre três modelagens estat́ısticas diferentes,

Wishart complexa escalonada, gaussiana multivariada e par de ima-

gens SAR multi-look, proporcionando maior adequação aos dados dis-

pońıveis;

2) apresenta uma interface gráfica de fácil entendimento e manipulação,

permitindo a escolha dos dados de entrada e parâmetros a serem uti-

lizados na classificação;

3) possui opções de subamostragem com vistas a minimização do efeito

causado pela autocorrelação espacial;

4) fornece, além do resultado de classificação esperado (imagem temá-

tica), um mapa que indica os segmentos para os quais a hipótese nula

do teste não foi rejeitada, a um ńıvel de significância de 5%.

Quanto ao desempenho do teste de hipótese com dados gaussianos simula-

dos sob contaminação por autocorrelação espacial:

1) O teste é influenciado pela autocorrelação espacial dos dados. Quanto

maior o ı́ndice de correlação, maior é a taxa de rejeição observada.

Taxas de rejeição próximas a 60% foram obtidas quando da utilização

de dados com alta correlação (parâmetro α = 1), enquanto taxas

de rejeição similares à esperada teoricamente foram obtidas quando

utilizados dados com baixas correlações.

2) Para um mesmo parâmetro de correlação espacial (α), são obtidas

maiores taxas de rejeição a medida que se aumenta o número de variá-

veis dos dados simulados. Nos maiores ı́ndices de correlação espacial,

este comportamento é observado de forma mais aparente.

3) Quanto maior o número de variáveis, maior a quantidade de amostras

envolvidas no experimento para se verificar o comportamento assin-

tótico.
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4) O teste de hipótese h-φ apresenta bom desempenho com dados não

correlacionados espacialmente, haja vista que as taxas de rejeição são

similares aos valores de ńıvel de significância do teste quando da uti-

lização de dados pouco correlacionados.

5) Os resultados obtidos indicam que a correlação entre variáveis não

influencia no desempenho do teste, haja vista a investigação desen-

volvida com dados simulados e três variáveis, em que esta conclusão

foi verificada.

Quanto aos resultados da aplicação do classificador em dados PolSAR si-

mulados sob a distribuição de Wishart e simetria circular:

1) Os resultados de classificação obtidos com uso dos dados PolSAR si-

mulados obtiveram acurácia global de 100%, com excessão de alguns

pequenos erros de classificação observados quando utilizados pequenos

segmentos (5 × 5 pixels). Esta evidência pode estar relacionada com

a menor quantidade de amostras utilizadas (segmentos pequenos) e o

comportamento assintótico do teste de hipótese.

2) As taxas de aceitação da hipótese nula, que mede a confiabilidade

da classificação, foram muito próximas dos valores teoricamente es-

perados para quase todas as distâncias e tamanhos de segmentos uti-

lizados. Os piores resultados ocorreram quando utilizada a distância

do χ2, especialmente em classificações de pequenos segmentos. Com

excessão deste último caso, as evidências permitem concluir que o

método de classificação apresenta desempenho e confiabilidade muito

bons quando os dados seguem rigorosamente a modelagem Wishart e

não apresentam autocorrelação.

3) A utilização da estat́ıstica com base na distância de Hellinger entre

distribuições Wishart mostra-se usualmente melhor do que as esta-

t́ısticas derivadas de outras distâncias na obtenção dos mapas de p-

valores, especialmente para imagens segmentadas com regiões peque-

nas. Essa evidência pode representar uma maior robustez para essa

distância, tendo em vista que mesmo sob condições mais adversas (pe-

quena quantidade de amostras), o número de segmentos cuja hipótese

nula foi aceita assemelha-se ao esperado.

4) A utilização do classificador por regiões com modelagem gaussiana em
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dados em amplitude multivariada encontraram resultados de classifi-

cação semelhantes aos do caso PolSAR, mas ligeiramente piores. Em

imagens com segmentos pequenos, um grau maior de incorreção foi

obtido neste caso, quando se observou acurácia global de 98,35%, em

relação ás classificações PolSAR, com acurácia global de 99,81%. A

confusão para o caso dos segmentos pequenos se deu entre as mesmas

classes (Soja 2 e Milho 2).

5) Os resultados obtidos com os pares de imagens em intensidade ex-

tráıdos da imagem PolSAR simulada asseguram a potencialidade de

utilização do módulo correspondente quando não se dispõem dos da-

dos polarimétricos completos, tendo em vista que os resultados de

indicadores de qualidade de classificação e que as taxas de números

de segmentos para os quais hipótese nula foi aceita aproxima-se do

teoricamente esperado, conforme pode ser verificado na análise feita

na seção 4.2.2.

Quanto aos resultados da aplicação do classificador em dados PolSAR reais,

na banda L,

1) O classificador por regiões proposto, quando aplicado aos dados da

missão SIR-C, na banda L, obteve resultados excelentes em termos de

medidas de acurácia, segundo a classificação proposta por Landis e

Koch (1977). Os melhores resultados foram obtidos com as distâncias

de Bhattacharyya, Kullback-Leibler, Rényi e Hellinger entre distribui-

ções Wishart.

2) A relevância de utilização de uma modelagem mais adequada aos da-

dos pode ser comprovada pelo melhor resultado alcançado pelas clas-

sificações envolvendo distâncias entre modelos Wishart do que com a

modelagem gaussiana e dados em amplitude multivariada.

3) A abordagem por regiões, para os dados utilizados, mostrou-se supe-

rior com relação à classificação pontual/contextual sobre a qual se fun-

damenta o classificador MaxVer/ICM, haja vista a análise quantita-

tiva desenvolvida em função dos valores de coeficiente de concordância

kappa obtidos pelas duas abordagens. Indica-se então a possibilidade

de melhoria nos resultados de classificação PolSAR por modelagem

estat́ıstica, em relação ao estado da arte. Esse avanço nos resulta-
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dos de classificação pode também ser ilustrado pela minimização da

geração de pequenas áreas na classificação por regiões, e que ainda

permanecem no resultado contextual.

4) As taxas de rejeição da hipótese nula obtidas pelas classificações de da-

dos PolSAR reais foram bastante distantes em relação ao valor teórico

esperado, com obtenção de valores maiores do que 90% . Considerando

que os dados simulados rigorosamente sob a suposição Wishart obtive-

ram valores muito próximos aos esperados teoricamente, identifica-se,

com base nos resultados de taxas rejeição, que os maus resultados

devem-se a incorreta modelagem estat́ıstica dos dados reais. Tal afir-

mação se comprova pela consideração feita na Seção 4.2.1, em que a

maioria das amostras das classes consideradas são melhor modeladas

pelas distribuições KP e G0
P . Os resultados indicam que o método pro-

posto apresenta boa robustez com respeito a classificação, entretanto

o mesmo não se repete com relação à geração de mapas de p-valores.

5) Outras posśıveis fontes de prejúızo ao desempenho dos testes de hipó-

tese com os dados reais podem ser enumerados: a autocorrelação es-

pacial, a qual se buscou minimizar com a subamostragem, que altera

sensivelmente o tamanho das amostras; a existência de classes diferen-

tes em relação às definidas pelo especialista; a existência de segmentos

muito grandes, como os existentes nas classes Rio e Solo Preparado; e

a posśıvel influência de uma segmentação inadequada, tendo em vista

que o programa SegSAR tem seu desenvolvimento fundamentado na

modelagem de imagens em intensidade. Essas conclusões são reforça-

das pelo fato de que essas condições foram rigorosamente controladas

quando da utilização de dados simulados, em que os resultados podem

ser considerados perfeitamente compat́ıveis com a teoria considerada.

6) Os resultados de classificação utilizando-se os pares de imagens em

intensidade permitem concluir a respeito da potencialidade da utili-

zação deste módulo do classificador quando não se dispõem dos da-

dos polarimétricos completos. A maioria das classes foi classificada de

modo similar às classificações PolSAR, sobretudo para o par HV/VV,

considerando os dados utilizados.

Quanto aos resultados da aplicação do classificador em dados PolSAR reais,

na banda C,
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1) O classificador por regiões proposto, quando aplicado aos dados da

missão SIR-C, na banda C, obteve resultados muito bons em termos

de medidas de acurácia, segundo a classificação proposta por Landis e

Koch (1977). Os melhor resultado foi obtido com a distância χ2 entre

distribuições Wishart. Porém esse resultado foi igualado estatistica-

mente pelas classificações obtidas com as distâncias de Bhattacharyya,

Kullback-Leibler, Rényi e Hellinger entre distribuições Wishart.

2) As classificações com a abordagem por regiões dos dados da banda

C apresentaram uma tendência em classificar um grande número de

segmentos na classe Soja 2.

3) A relevância de utilização de uma modelagem mais adequada aos da-

dos pode ser comprovada pelo melhor resultado alcançado pelas clas-

sificações envolvendo distâncias entre modelos Wishart do que com a

modelagem gaussiana e dados em amplitude multivariada. Neste caso

(banda C), a classificação com a modelagem Wishart foi ainda melhor

do que a com modelagem gaussiana, quando comparada aos resultados

da banda L. Considerando este resultado, pode-se reforçar a justifica-

tiva para o desenvolvimento de ferramentas que utilizem modelagem

estat́ıstica especificamente adequadas aos dados PolSAR.

4) A abordagem por regiões, para os dados utilizados, assim como no

caso da banda L, mostrou-se superior com relação à classificação

pontual/contextual sobre a qual se fundamenta o classificador Max-

Ver/ICM. Entretanto neste caso, a melhora foi bem mais acentuada.

Enquanto com os dados da banda L, houve uma melhora de aproxi-

madamente 4%, com os da bada C foi obtido aproximadamente 20%

de incremento na acurácia.

5) As taxas de rejeição da hipótese nula obtidas pelas classificações de

dados PolSAR reais foram bem mais próximas do valor teórico espe-

rado (5%) em relação às obtidas pelos dados da banda L. Os valores

para as classificações com os dados PolSAR foram inferiores a 30% de

taxa de rejeição, exceto para a distância χ2, que foi aproximadamente

45%. A modelagem mais adequada dos dados PolSAR da banda C

pela distribuição Wishart complexa escalonada provavelmente é res-

ponsável, em grande medida, pela explicação desse resultado.

6) Os resultados de classificação utilizando-se os pares de imagens em in-

122



tensidade da banda C permitem concluir a respeito da potencialidade

da utilização deste módulo do classificador quando não se dispõem

dos dados polarimétricos completos. A classificação do par HH,HV

superou inclusive a classificação PolSAR pontual/contextual Max-

ver/ICM, que utiliza os dados polarimétricos completos, que foi igua-

lada estatisticamente pelas classificações por regiões dos pares HH,VV

e HV,VV. A classificação do par de intensidades HV,VV, apesar de

obter κ̂ inferior ao do par HH,HV, evitou o efeito de classificação de

muitos segmentos na classe Soja 2, comum a todas os outros resultados

de classificação por regiões com dados da banda C.

Em resumo, pode-se concluir, de acordo com a análise dos resultados obtidos, que o

classificador por regiões proposto tem grande potencial de utilização na análise de

imagens PolSAR, pares de imagens em intensidade e imagens SAR multivariadas

em amplitude.

5.2 Sugestões

Com a finalidade de dar continuidade à pesquisa conduzida neste trabalho, sugerem-

se os seguintes temas para o desenvolvimento de trabalhos futuros:

- Uma investigação da influência da autocorrelação espacial no desempenho

do teste de hipótese h-φ com dados simulados sob a suposição de mode-

lagem Wishart, em complemento à análise feita neste trabalho com dados

gaussianos multivariados.

- Aprofundamento nas análises do classificador com observações que não

sigam rigorosamente a distribuição de Wishart complexa.

- Utilização das estat́ısticas de melhor desempenho para aplicação em uma

pós classificação, determinada pelo voto da maioria, o que poderia trazer

melhores resultados em relação à utilização de uma única medida.

- Utilização dos p-valores calculados para classificação por lógica nebulosa.

Cada segmento poderia ser classificado em diferentes classes, com graus

de pertinência diferenciados, desde que os p-valores das classes escolhidas

superassem determinado limiar mı́nimo.
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- Comparações entre classificações por região e distâncias estocásticas com

outros métodos como os fundamentados na decomposição polarimétrica de

alvos.

- Utilização da teoria de testes de hipótese h-φ em classificação não-

supervisionada.

- Desenvolvimento de um estimador por máxima verossimilhança para o

parâmetro módulo do coeficiente de correlação complexa, com vistas a

utilização nas aplicações do teste de hipótese h-φ entre distribuições Par

de Intensidades multi-look.

- Incorporação ao classificador de uma ferramenta de estimação de máxima

verossimilhança não supervisionada para o parâmetro número equivalente

de looks para imagens PolSAR, com base no trabalho de Anfinsen et al.

(2009).

- Implementação de uma ferramenta não supervisionada de cálculo da au-

tocorrelação espacial, com vistas a definição automática do grau de suba-

mostragem requerido.

- Geração de dados PolSAR simulados sob suposição de distribuições estat́ıs-

ticas de maior complexidade em relação à Wishart, como as distribuições

KP e G0
P . Classificação por regiões desses dados e avaliação dos resultados.

- Classificação por regiões e avaliação dos resultados utilizando dados de

diversas frequências, polarizações ou diferentes sensores. Uma posśıvel so-

lução seria o desenvolvimento das distâncias e dos testes de hipóteses as-

sociados supondo a independência entre os dados.

- Investigação de soluções de classificação por regiões que utilizem estat́ısti-

cas associadas a medidas de entropia, desenvolvidas por Nascimento (2012),

e a estat́ıstica da razão de verossimilhança, desenvolvida por Conradsen et

al. (2003)
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<http://urlib.net/sid.inpe.br/sibgrapi/2012/12.20.16.43>. Acesso em:

20 de outubro de 2013. 33

BOMBRUN, L.; VASILE, G.; GAY, M.; TOTIR, F. Hierarchical segmentation of

polarimetric SAR images using heterogeneous clutter models. IEEE

Transactions on Geoscience and Remote Sensing, v. 49, n. 2, p. 726–737,

feb. 2011. ISSN 0196-2892. 16

CAMARA, G.; SOUZA, R. C. M.; FREITAS, U.; GARRIDO, J.; LI, F. M. Spring:

Integrating remote sensing and GIS by object-oriented data modelling.

Computers & Graphics, v. 20, p. 3, 1996. 26, 33

125

http://urlib.net/sid.inpe.br/sibgrapi/2012/12.20.16.43


CINTRA, R. J. S.; FRERY, A. C.; NASCIMENTO, A. D. C. Parametric and

nonparametric tests for speckled imagery. Pattern Analysis & Applications,

London, p. 1–21, 2011. ISSN 1433-7541. 10.1007/s10044-011-0249-3. 3, 5

CLOUDE, S. R.; POTTIER, E. A review of target decomposition theorems in

radar polarimetry. IEEE Transactions on Geoscience and Remote Sensing,

IEEE, v. 34, n. 2, p. 498–518, 1996. 12

. An entropy based classification scheme for land applications of polarimetric

SAR. IEEE Transactions on Geoscience and Remote Sensing, v. 35, n. 1,

p. 68 –78, jan 1997. ISSN 0196-2892. 1, 12

CONGALTON, R. G.; GREEN, K. Assessing the accuracy of remotely

sensed data: principles and practices. 2nd. ed. Boca Raton, Florida USA: CRC

Press, 2009. 1–200 p. ISBN 9781420055122. 34, 35, 36, 37

CONRADSEN, K.; NIELSEN, A. A.; SCHOU, J.; SKRIVER, H. A test statistic in

the complex Wishart distribution and its application to change detection in

polarimetric SAR data. IEEE Transactions on Geoscience and Remote

Sensing, v. 41, n. 1, p. 4–19, january 2003. 32, 124

CORREIA, A. H. Projeto, desenvolvimento e avaliação de classificadores

estat́ısticos pontuais e contextuais para imagens SAR polarimétricas.

271 p. Dissertação (Mestrado) — Instituto Nacional de Pesquisas Espaciais
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<http://urlib.net/sid.inpe.br/mtc-m18@80/2009/05.14.12.59>. Acesso

em: 22 de julho de 2009. 18, 47

130

http://urlib.net/sid.inpe.br/mtc-m18@80/2009/05.14.12.59


OLIVER, C.; QUEGAN, S. Understanding synthetic aperture radar

images. 1. ed. Raleigh, NC: SciTech Publ., 2004. ISBN 1-891121-31-6. 13, 14

OLKIN, I.; PRATT, J. W. Unbiased estimation of certain correlation coefficients.

The Annals of Mathematical Statistics, Institute of Mathematical Statistics,

v. 29, n. 1, p. pp. 201–211, 1958. ISSN 00034851. 20

PICINBONO, B. Second-order complex random vectors and normal distributions.

IEEE Transactions on Signal Processing, v. 44, n. 10, p. 2637–2640, oct 1996.

ISSN 1053-587X. 71

PRIESTLEY, B. Spectral analysis and time series. SanDiego: Academic Press,

1982. (Probability and mathematical statistics, v. 1-2). ISBN 9780125649223. 55

QI, Z.; YEH, A. G.; LI, X.; LIN, Z. A novel algorithm for land use and land cover

classification using RADARSAT-2 polarimetric SAR data. Remote Sensing of

Environment, v. 118, p. 21 – 39, 2012. ISSN 0034-4257. 33

ROSENQVIST, A.; SHIMADA, M.; ITO, N.; WATANABE, M. ALOS PALSAR:

A pathfinder mission for global-scale monitoring of the environment. IEEE

Transactions on Geoscience and Remote Sensing, v. 45, n. 11, p. 3307–3316,

2007. ISSN 0196-2892. 18

SALICRU, M.; MORALES, D.; MENENDEZ, M. L.; PARDO, L. On the

applications of divergence type measures in testing statistical hypotheses. Journal

of Multivariate Analysis, v. 51, n. 2, p. 372–391, November 1994. Dispońıvel
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APÊNDICE A - CLASSIFICADOR POR REGIÕES COM BASE EM

DISTÂNCIAS ESTOCÁSTICAS E TESTES DE HIPÓTESE - GUIA DE

UTILIZAÇÃO

A.1 Classificador por Regiões - Instalação

Define-se, para este trabalho, instalação como o processo de criação do projeto que

conterá os arquivos que compõem o classificador por regiões e a importação desses

arquivos para o projeto criado, com a operação final de construção do projeto. Ao

final dessas operações, será criada, no sistema de arquivos do sistema operacio-

nal, uma pasta relativa ao projeto criado, que estará ligada ao projeto, quando da

execução do mesmo pelo IDL. Após a criação do projeto, o mesmo sempre será

apresentado ao se abrir o IDL, desde que não haja mudança do espaço de trabalho

(Workspace) do IDL, e estará pronto para utilização.

A.1.1 Criação do projeto

Abrir o IDL;

Criar um novo projeto IDL: Acionar: Arquivo → novo → Projeto IDL

Será aberta uma janela como a Fig. A.1

Figura A.1 - Criação do projeto IDL.
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Escolher para o nome do projeto o mesmo nome do arquivo do programa

principal do classificador. No caso, o nome é: REGION BASED CLASSI-

FIER 0.

O novo projeto será apresentado na janela de projetos do IDL, juntamente

com o projeto default, já existente (Fig. A.2).

Figura A.2 - Lista de projetos IDL.

A.1.2 Importação dos arquivos do projeto

Serão importados os arquivos (programas do IDL) para o projeto do classificador.

Inicialmente, deve-se descomprimir o arquivo fornecido para uma pasta com o mesmo

nome do arquivo do programa principal do classificador (REGION BASED CLAS-

SIFIER 0). Para isso, utiliza-se o ambiente de organização de arquivos conveniente a

cada sistema operacional. Como exemplos, podem ser citados o Windows Explorer,

no Windows e o Nautilus, em alguma distribuição Linux/Ubuntu.

Novamente no IDL, sobre o projeto listado na janela de projetos, deve-se clicar com

o botão direito do mouse, dentre as opções que aparecerão na aba, deve-se escolher
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a importar. A janela apresentada na figura A.3 será então aberta.

Figura A.3 - Janela de importação do projeto.

Ao se escolher a opção sistema de arquivos e acionar o botão avançar, deve-se

escolher a pasta que contém os arquivos do classificador através do botão procurar,

conforme apresentado na figura A.4. Depois de selecionada a pasta dos arquivos do

classificador, os mesmos serão carregados no espaço do lado direito da janela de im-

portação. Deve-se então selecionar todos os arquivos listados através do acionamento

do botão marcar todos. Pode-se reparar que todas as caixas de checagem relativas

aos arquivos ficam então marcadas. Deve-se então finalizar a importação, acionando

o botão concluir da janela de importação. Após essas operações, uma pasta com o

nome do projeto e consequentemente com o nome do arquivo do programa principal

do classificador é criada em uma pasta do sistema de arquivos (pasta IDLworkspace),

que é a pasta de trabalho do IDL, criada quando da instalação da linguagem.

O projeto deve ser finalmente constrúıdo. Com a construção, é gerado um arquivo

.SAV do projeto. Para isso, na janela principal do IDL, deve-se clicar com o botão

direito do mouse sobre o nome do projeto e escolher a opção construir projeto. Os

arquivos serão então compilados e o projeto constrúıdo, ficando pronto para ser

utilizado.
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Figura A.4 - janela de importação dos arquivos a partir do sistema de arquivos.

A.2 Classificador por Regiões - Utilização

A.2.1 Descrição do classificador

O classificador por regiões desenvolvido permite classificar imagens polarimétricas,

no formato matriz de covariância; pares de imagens em intensidade e imagens que

podem ser modeladas pela distribuição gaussiana multivariada (como as imagens óti-

cas e SAR multivariadas em amplitude). Além de fazer a classificação das imagens,

o programa desenvolvido utiliza testes de hipótese para cada segmento a partir das

distâncias calculadas. Esses testes verificam se os dados relativos a cada segmento

das imagens e cada amostra podem ser modelados estatisticamente pela mesma dis-

tribuição estat́ıstica, de acordo com cada tipo de dado utilizado. A partir desses

testes, são gerados produtos complementares que agregam à imagem classificada

informações sobre a qualidade da mesma. Esses produtos são imagens indicativas

dos p-valores do teste e dos segmentos para os quais a hipótese nula não foi re-

jeitada (igualdade entre parâmetros das distribuições). Também são relatórios de

quantidades de segmentos que passaram no teste. É produzido também um relató-
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rio de qualidade da classificação com os cálculos de acurácia global e coeficiente de

concordância kappa a partir de amostras de teste ou avaliação que sempre deverão

ser utilizadas pelo classificador. É importante ressaltar que é imprescind́ıvel a exis-

tência de uma imagem previamente segmentada para utilização no classificador. O

classificador não segmenta as imagens. Para as imagens SAR, pode ser utilizado o

sistema SEGSAR e para as ópticas o segmentador do“software”SPRING. A imagem

segmentada a ser utilizada no classificador deve estar no formato .TIF.

Três tipos de imagens podem ser utilizadas pelo classificador, conforme foi mencio-

nado no item 2.1. Para cada uma delas, os pré-requisitos são os seguintes:

Imagens polarimétricas Devem estar no formato de matriz de covariância, sem

repetição dos componentes complexos conjugados, todas as bandas encap-

suladas em um mesmo arquivo .TIF. Foi criado um programa para geração

de imagens no formato de matriz de covariância no formato adequado à

utilização do classificador. O programa não faz parte do conjunto de pro-

gramas do classificador, por enquanto, e deve ser utilizado anteriormente

à utilização do mesmo. O programa utiliza como dado de entrada arqui-

vos no formado do ENVI com todas as bandas polarimétricas. As bandas

polarimétricas devem estar encapsuladas num mesmo arquivo do ENVI.

Se o usuário inicialmente dispuser das imagens polarimétricas em arquivos

separados, é imperativo que as mesmas sejam carregadas no ENVI e salvas

unidas em um novo arquivo do formato do ENVI, com todas as imagens

polarimétricas. Uma rápida instrução para geração do arquivo no formato

de matriz de covariância é fornecida no item 2.3.

Pares de imagens em intensidade As duas imagens em intensidade devem estar

encapsuladas em mesmo um arquivo .TIF.

Imagens óticas multi-espectrais ou SAR em amplitude multivaridas

As diversas imagens ópticas multiespectrais (bandas) devem estar

encapsuladas em um mesmo arquivo .TIF

A.2.2 Geração do arquivo de imagem polarimétrica no formato de ma-

triz de covariância

Para a geração da imagem no formato matriz de covariância, pode ser utilizado

um programa em IDL que é fornecido juntamente com o classificador por regiões,
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chamado GERA MATRIZ COVARIANCIA TIFF.pro. O programa deve ser aberto

no IDL com o comando abrir arquivo (Ctrl+O). Deve então ser compilado (Ctrl+F8)

e executado (F8). O programa pedirá para ser informado qual o arquivo auxiliar

.HDR do arquivo no formato do ENVI que contém todas as bandas polarimétricas

e pedirá para informar o local e nome do novo arquivo de matriz de covariância

(Fig. A.5(a) e A.5(b)).

(a) escolha da imagem formato do ENVI (b) escolha da imagem matriz de covariância

Figura A.5 - Escolha das imagens de entrada e sáıda na geração da matriz de covariância.

Após a geração do arquivo de matriz de covariância, o programa perguntará qual a

reamostragem que será aplicada ao mesmo. Caso haja interesse em aplicar reamos-

tragem, que corresponde a um processamento multi-look, o usuário deverá informar

qual o fator em linhas e colunas, conforme pedirá o programa, conforme apresentado

pela Fig. A.6.

O arquivo de matriz de covariância a ser utilizado no módulo para imagens po-

larimétricas do classificador será então finalmente gerado e armazenado no local

especificado pelo usuário.

A.2.3 Utilização do classificador

Para iniciar o classificador, com o projeto carregado na lista de projetos do IDL,

aciona-se: Projeto → Executar Projeto nome do projeto ou aciona-se o ı́cone

apresentado na Fig. A.7 ou aciona-se: Ctrl+Shift+F8. A Interface gráfica do Clas-
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Figura A.6 - Reamostragem em linha e coluna (processamento multi-look).

sificador será então apresentada na tela.

Figura A.7 -

A.2.3.1 Módulo polarimétrico (imagens no formato matriz de covariân-

cia)

O módulo polarimétrico é apresentado na interface gráfica do classificador na pri-

meira das abas (Fig. A.8)

Na Figura A.9, são descritos todas as informações que devem ser fornecidas para

classificação com os dados polarimétricos.
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Figura A.8 - Classificador por regiões: módulo para imagens PolSAR.

A.2.3.2 Módulo par de imagens em intensidade

A aba de classificação dos pares de imagens SAR em intensidade pode ser visualizada

na figura A.10.

As únicas diferenças entre a aba do par de intensidades e a das imagens polarimétri-

cas, descrita na subseção A.2.3.1 são a imagem a ser carregada, que agora é o arquivo

de imagem .TIF, com as duas intensidades encapsuladas e a relação de distâncias

dispońıveis, onde são encontradas a Bhattacharyya e a Triangular, ambas resolvidas

por solução numérica.

O restante do procedimento operacional é idêntico ao já apresentado no modo po-

larimétrico.

A.2.3.3 Módulo imagens óticas

No módulo para imagens ópticas (Fig.A.11), não estão presentes os campos da banda

SAR correspondentes a imagem e ao valor do número equivalente de looks, já que

este não é um parâmetro da distribuição gaussiana multivariada, utilizada por este

módulo do classificador. As distâncias dispońıveis também são diferentes das anteri-

ores, essas são a Bhattacharyya e a Kullback-Leibler, todas calculadas por fórmulas

fechadas, assim como as do módulo polarimétrico. A imagem multivariada refere-
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Figura A.9 - Descrição das informações para classificação.

se a um arquivo com diversas bandas, normalmente de imagens ópticas, mas com

a possibilidade de utilização de imagens SAR multivariadas em amplitude, prefe-

rencialmente com grande número de visadas. Este arquivo deve estar no formato

.TIF.

No que diz respeito às outras informações, o procedimento é mesmo.

A.2.3.4 Produtos gerados pelo classificador

Este item tem por objetivo descrever os produtos gerados pelo classificador, que

serão armazenados na pasta de resultados, escolhida antes de iniciado o processo de

classificação.

Resultados em imagem:

Imagem classificada: imagem classificada no formato ENVI. Uma imagem

indexada que, quando aberta no ENVI, apresenta as cores escolhidas para

as classes quando da seleção das amostras. No ENVI, ao movimento cursor

sobre a imagem, a classe de cada segmento é informada;
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Figura A.10 - Classificador por regiões: módulo para pares de imagens em intensidade.

mapa p: imagem multibandas com cada banda correspondendo a uma

classe, com a informação do p-valor obtido nos testes de hipótese, para

cada banda;

mapa p máximo: Imagem com a informação do maior p-valor entre todas

as bandas para cada segmento;

Border segpass: imagem com as bordas dos segmentos e com os segmentos

que passaram no teste de hipótese ao ńıvel de significância de 5% preen-

chidos na cor branca;

Resultados em relatório:

report test: relatório de qualidade da classificação com acurácia global,

coeficientes tau e kappa e matriz de confusão;

relatório: relatório dos valores de distância, estat́ıstica s e p-valor entre

cada segmento e todas as classes, ao final, quantidade e percentagem de

segmentos que passaram no teste de hipótese;

relação estat́ıstica de segmentos: relação com todos os segmentos e as clas-

ses escolhidas para cada um e o valor da estat́ıstica s calculada entre cada
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Figura A.11 - Classificador por regiões: módulo para imagens óticas e imagens SAR mul-
tivariadas em amplitude.

par segmento-classe. Ao final, a média aritmética entre todos os valores que

teoricamente deveriam aproximar-se do valor esperado para uma distribui-

ção do Qui-quadrado com tantos graus de liberdade quanto forem o número

de parâmetros estimados por máxima verossimilhança da distribuição que

modela os dados da imagem a ser classificada.

relação estat́ıstica de segmentos aceitos: relação dos valores de estat́ıstica

similar a anterior, porém somente com os pares segmento-classe para os

quais a hipótese nula foi aceita.

143
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um código único e definitivo para iden-
tificação de t́ıtulos de seriados.
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