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RESUMO

Nas últimas décadas, observou-se um aumento gradativo na utilização de Veículo
Aéreo Não Tripulado (VANT) em diversas áreas, entre elas, monitoramento do uso
da terra, operações de busca e resgate, acompanhamento de impactos ambientais,
vigilância de fronteiras, entre outras. Há expectativas no aumento do emprego de
VANT em aplicações civis e militares devido ao baixo custo de desenvolvimento e
operacional, quando comparados com aeronaves tripuladas. A ausência de tripula-
ção embarcada durante o emprego de VANT, principalmente em missões de grande
periculosidade, também é uma vantagem, pois diminui os riscos à vida humana.
Com o aumento do emprego de VANT o desenvolvimento de sistemas para a sua
navegação autônoma tem sido tema de diversas pesquisas. Uma das tarefas dos
sistemas de navegação autônoma de VANT é estimar sua posição. A grande mai-
oria dos sistemas de navegação autônoma de VANT utilizam a fusão de dados do
Sistema de Navegação Inercial (INS, do inglês, Inertial Navigation System) com os
dados do Sistema de Navegação Global por Satélite (Global Navigation Satellite Sys-
tem) (principalmente o Sistema de Posicionamento Global (GPS, do inglês, Global
Positioning System)) para estimar a posição do VANT. Mas o GNSS pode sofrer
interferência em seu sinal devido a ataques maliciosos e a fenômenos naturais. O
desenvolvimento de um sistema de visão computacional, que utiliza imagens cap-
turadas e processadas em tempo de voo para determinar a localização do VANT,
pode substituir a informação do GNSS. Entretanto, ainda é um desafio o desenvol-
vimento de um sistema de estimação da posição do VANT por processamento de
imagens para operar durante a navegação da aeronave sobre regiões cobertas por
água (por exemplo, o oceano) e em condições de baixa ou sem luminosidade. Neste
contexto, esta tese de doutorado apresenta uma metodologia que estima a posição
geográfica de um VANT quando este sobrevoa regiões cobertas por água e regiões
com baixa ou sem luminosidade utilizando imagens provenientes de um sensor ativo
denominado Light Detection And Ranging (LiDAR). A metodologia proposta utiliza
a fusão de dados, por um Filtro de Partículas Não-Extensível (FPNE), de duas téc-
nicas de visão computacional, odometria visual e registro automático de imagens,
para estimar a posição da aeronave. O sistema de estimação da posição requer que o
processamento seja feito em sistemas embarcados e em tempo de voo, por este mo-
tivo, a metodologia proposta é desenvolvida em computadores portáteis e de baixo
consumo e que permitam a computação de alto desempenho. Para a validação da
metodologia proposta são realizados testes com dois conjunto de dados diferentes:
o primeiro com dados reais do voo de VANT, mas capturado por uma câmera de
vídeo; o segundo, uma simulação utilizando imagens de um sensor LiDAR. Os resul-
tados obtidos com as técnicas empregadas mostram-se promissores para emprego na
navegação autônoma de VANT em regiões cobertas por água ou e em regiões com
baixa ou sem luminosidade.

Palavras-chave: VANT. Navegação autônoma. Visão computacional. Sensores Li-
DAR. Fusão de dados.

xi





UAV AUTONOMOUS NAVIGATION BY LIDAR IMAGES
PROCESSING.

ABSTRACT

In the last years, there was a gradual increase in the employment of Unmanned Ae-
rial Vehicles (UAV) in several areas, among them, land-use monitoring, search and
rescue operations, monitoring of environmental impacts, border surveillance, and
others. There is an expectation that the use of UAVs will increase in the future, due
to the low costs of development and low operational costs when compared to man-
ned aircraft. The main advantage of the UAV employment is the absence of onboard
crew, which reduces the risks to human life. With the increase of UAV employment,
the development of systems for its autonomous navigation has been subject of seve-
ral investigations. One of the tasks of autonomous navigation systems for UAV is to
estimate its position. The main strategy applied for estimating the UAV position is
the use of information from Inertial Navigation System (INS) combined with infor-
mation from Global Navigation Satellite System (GNSS).The signal of GNSS can
suffer an outage due to malicious attacks and natural phenomena. Thus, the deve-
lopment of a computer vision system, which uses images captured and processed in
flight time, can be used to determine the UAV location and replace the information
from GNSS. However, the development of a computer vision system for estimating
the UAV position in a situation of flight over water-covered areas (eg the ocean)
and flight in low light conditions is a challenge. In this context, this doctoral thesis
presents an approach for estimating the geographical position of a UAV, when it flies
over regions covered by water and regions with low light conditions. The approach
uses images from an active sensor called Light Detection And Ranging (LiDAR) to
allow the flight in those conditions. The proposed approach estimates the aircraft
position by employing data fusion of two techniques of position estimation by com-
puter vision: visual odometry and the image matching. The data fusion algorithm
is performed by an Non-Extensible Particle Filter (NEPF). The approach requires
that the processing be done in embedded systems and in flight time, thus, the propo-
sed method is developed in portable and low-power high-performance computer. For
the validation of the proposed method, two different data sets are applied: the first
one composed by real flight data from an UAV, with images captured by its video
camera; and the second one, a simulation using images from a LiDAR sensor. The
approach results are promising for the UAV position estimation in regions covered
by water or in regions with low light conditions.

Keywords: UAV. Autonomous Navigation. Computer Vision. LiDAR Sensors. Data
Fusion.
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1 INTRODUÇÃO

Robôs estão na mente dos seres humanos desde que estes começaram a construir
sistemas. A tentativa de automatizar atividades realizadas por humanos aparecem
nas máquinas desenvolvidas por artesões desde o século XV, como exemplo, pode-se
citar as estátuas Os Mouros, da torre do relógio da Praça de São Marcos em Veneza,
Itália, que tocam o sino na hora certa (PETER, 2011).

A origem da palavra robô vem do idioma tcheco. Em 1922 o escritor Karel Capeck,
em sua obra Robôs Universais de Rossum (do inglês, Rossums Universal Robots)
introduziu a palavra rabota, que significa trabalhador. O termo robótica foi introdu-
zido pelo autor americano Isaac Asimov, em sua coletânea de contos intitulada Eu,
Robô (do inglês, I, Robot), publicada em 1950 (NIKU, 2014).

A robótica é definida como a ciência que estuda o desenvolvimento de máquinas
controladas por computador para interação com o ambiente. O desenvolvimento da
robótica ocorre principalmente após a segunda metade do século XX e, atualmente,
os robôs estão presentes em diversas áreas, como: exploração planetária, produção
de automóveis em linha de montagem, limpeza doméstica, etc (PETER, 2011).

A Associação Japonesa de Robôs Industriais (JIRA, do inglês, Japanese Industrial
Robot Association) estabelece a seguinte classificação para os robôs (NIKU, 2014):

• Classe 1: Dispositivo de Movimentação Manual: dispositivo com vários
graus de liberdade mas controlado por um operador;

• Classe 2: Robô de Sequência Fixa: dispositivo que executa etapas sucessivas
de uma tarefa. Não pode ser modificado para executar outra tarefa;

• Classe 3: Robô de Sequência Variável: dispositivo que executa etapas su-
cessivas de uma tarefa. Pode ser modificado para executar outra tarefa;

• Classe 4: Robô de Reprodução: operador humano realiza a tarefa manual-
mente, o robô registra os movimentos e realiza a mesma tarefa posterior-
mente;

• Classe 5: Robô de Controle Numérico: operador humano fornece ao robô
um programa de movimentos;

• Classe 6: Robô Inteligente: robô capaz de compreender o ambiente no qual
está inserido, detectar as possíveis mudanças e concluir com êxito a tarefa
para qual foi programado.
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Os robôs inteligentes (Classe 6) necessitam de sistemas que os habilitem para a to-
mada de decisões e os dotem de certo grau de autonomia para completar a tarefa
para a qual foram projetados. Neste contexto, sistemas autônomos podem ser defi-
nidos como sistemas que desenvolvem por si mesmos leis e estratégias, que regulam
seu comportamento no ambiente (CRESTANI, 2001). Para ser autônomo, um sistema
deve ser capaz de operar em um ambiente, agir de forma benéfica para si e ser capaz
de concluir tarefas que são cruciais à sua existência futura (CRESTANI, 2001). Uma
definição mais técnica para sistemas autônomos é encontrada em Fabro (1996), que
define: são sistemas que executam suas tarefas sem a necessidade de interferência ex-
terna durante o processo, adequando seu comportamento, adaptando-se ao ambiente
de forma a contornar situações imprevistas.

Particularmente, robôs inteligentes móveis são dotados de sistemas que possibilitam
a navegação autônoma. Estes sistemas são caracterizados pela capacidade de definir
uma sequência de ações tomadas pelo robô, que possui um conjunto limitado de
sensores, que o auxiliam para atingir um objetivo específico. (FIGUEIREDO, 1997).

A navegação autônoma de robôs inteligentes móveis é um desafio científico e tecno-
lógico, pois tenta imitar a capacidade de mobilidade de sistemas biológicos dotados
de movimento, que não encontram dificuldade em determinar uma trajetória em um
ambiente estranho. Entretanto, dotar um sistema eletrônico com tal habilidade é
uma tarefa árdua (FIGUEIREDO, 1997; MAIA et al., 2017).

Atualmente, a navegação autônoma é desenvolvida em robôs aquáticos, terrestres e
aéreos (PETER, 2011). De modo que, há grande interesse da comunidade científica
no desenvolvimento de robôs inteligentes móveis aéreos, pois o emprego de Veículo
Aéreo Não Tripulado (VANT) é cada vez mais comum em diversas áreas, como
exemplo:

• Monitoramento do espaço (LEWIN, 2015);

• Inspeção Industrial (NIKOLIC et al., 2013);

• Monitoramento do uso da terra (HERWITZ et al., 2004);

• Operações de busca e resgate (WAHARTE; TRIGONI, 2010);

• Acompanhamento de impactos ambientais (HODGSON et al., 2013);

• Vigilância de fronteiras (GIRARD et al., 2004).
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• Detecção de mudanças no solo (MOTA et al., 2014)

O aumento na utilização de Veículos Aéreos Não Tripulados (VANTs) ocorre do fato
de que apresentam menos risco a vida humana, pois não há tripulação embarcada,
e ao baixo custo de desenvolvimento e utilização, quando comparados com o uso de
aeronaves tripuladas (CONTE; DOHERTY, 2008).

Atualmente, as soluções mais empregadas para a navegação autônoma de VANTs
são:

• Utilização de um Sistema Inercial de Navegação (INS, do inglês, Inertial
Navigation System) associado a um Sistema Global de Navegação por Sa-
télite (GNSS, do inglês, Global Navigation Satellite System) para fornecer
ao sistema de controle da aeronave as informações necessárias para a na-
vegação. O principal GNSS em atividade, em escala global, é o Sistema
de Posicionamento Global (GPS, do inglês, Global Positioning System),
controlado pelo governo estadunidense, fato que impede que tecnologias
militares sejam desenvolvidas pela aeronáutica brasileira com segurança,
mesmo sendo os Estados Unidos da América uma nação aliada ao Brasil
(SOUZA C. R, 2005). Além disso, o GPS pode sofrer interferência em seu si-
nal. Esta interferência pode ser maliciosa, causada por meio de técnicas de
spoofing ou jamming (CONTE; DOHERTY, 2008), ou causada por fenôme-
nos naturais como a Anomalia Magnética do Atlântico Sul (AMAS), que
é uma dobra da ionosfera sobre a atmosfera terrestre, que pode afetar os
dados oriundos de satélites, inclusive os dados provenientes da constelação
que compõe o GPS, provocando uma imprecisão em suas medições (ABDU

et al., 2005). A AMAS é um fenômeno que tem sua maior atuação sobre o
continente sul-americano, o que torna o GPS não adequado para sistemas
que irão operar no Brasil (ABDU et al., 2005). O INS, principalmente os de
baixo custo utilizados em VANTs de pequeno porte, possui um acúmulo
de erro devido ao uso prolongado o que impede que seja utilizado para
a navegação sem a associação com outro sensor, como o GPS, para sua
correção;

• Utilização de um sistema de visão computacional, que por meio de uma
ou mais câmeras realiza a captura de imagens do terreno sobrevoado e por
meio do processamento de tais imagens fornece informações para o sistema
de controle da aeronave para a sua navegação (SHIGUEMORI et al., 2007).
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A visão computacional é uma área da ciência da computação, que por meio de um
conjunto de técnicas computacionais torna explícita as propriedades geométricas
(forma e posição de objetos) e dinâmicas (velocidade de objetos) do mundo real em
três dimensões a partir de imagens. A principal vantagem no emprego de visão com-
putacional para a navegação autônoma é o fato desta técnica fornecer informações
detalhadas do ambiente (FORSYTH; PONCE, 2011).

O sistema de visão computacional projetado para a navegação autônoma de VANTs
deve ser robusto, capaz de fornecer uma visão adequada do mundo, adaptar-se as
variações do ambiente, altamente eficiente e ser um sistema embarcado. Sua prin-
cipal função é fornecer a estimação da posição da aeronave, ou seja, informar ao
sistema de controle a posição ocupada pela aeronave no espaço, essa resposta deve
ser fornecida em tempo suficiente para que o sistema de controle do VANT possa
manter a segurança da aeronave durante o voo (CONTE; DOHERTY, 2008).

Para o sistema embarcado de visão computacional, empregado para a estimação da
posição do VANT, ser altamente eficiente há a necessidade da utilização de tecno-
logias que consomem pouca energia, que não necessitem de sofisticado equipamento
computacional, para apoiar sua operação, e que realizem o processamento com alto
desempenho. Neste contexto, a Field Programmable Gate Array (FPGA) surge como
uma alternativa viável para implementação de sistemas embarcados, pois seu con-
sumo energético por operação é baixo, não necessita de um equipamento computa-
cional sofisticado para suporte de sua operação e possui um alto paralelismo compu-
tacional, o que permite com que este hardware reprogramável gere aplicações com
alto desempenho (PEDRONI, 2008).

Estimar a posição do VANT utilizando um sistema de visão computacional não é
uma tarefa fácil, pois há variações no processo de captura de imagens (SHIGUEMORI

et al., 2007). Estas variações são oriundas do movimento da aeronave, por exemplo,
a altura da aeronave em relação ao solo, e do ambiente sobrevoado, por exemplo,
condições de luminosidade devido ao horário do voo ou presença de nebulosidade
(CASTRO et al., 2009). A grande maioria dos trabalhos que aplicam a visão com-
putacional para a navegação autônoma de VANT utilizam câmeras de vídeo, que
captam dados provenientes do espectro visível para realizar o imageamento da região
sobrevoada, assim, a navegação pode ocorrer somente durante o dia (LENSKIY; LEE,
2010). Outro problema relacionado com a navegação autônoma de VANT por visão
computacional é a existência de regiões onde as câmeras de vídeo não são capazes
de imagear, como exemplo, regiões cobertas por água.
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As informações de sensores, como o altímetro, bússola, acelerômetro, etc, podem ser
utilizadas para tratar as variações oriundas do movimento da aeronave, e auxiliar
o sistema de visão computacional a fornecer uma estimação correta de sua posição
(CONTE; DOHERTY, 2008; GOLTZ et al., 2011; BRAGA et al., 2016). A solução para
superar as variações provocadas pela iluminação do ambiente é a utilização de dife-
rentes sensores, como: sensores infra-vermelho, Radar de Abertura Sintética (SAR,
do inglês, Synthetic Aperture Radar) e o Light Detection And Ranging (LiDAR),
este último pode ser empregado para o imageamento de regiões cobertas por água
a uma profundidade máxima de 60 metros. Além disso, sensores LiDAR vêm sendo
aplicados com sucesso na construção de sistemas de processamento de imagens para
a navegação de robôs em situação de baixa ou sem luminosidade (MCMANUS et al.,
2013).

As principais técnicas de visão computacional atualmente empregadas para estimar
a posição do VANT são: o registro automático de imagens e a odometria visual
(CLARKE, 2014; MATHE; BUSONIU, 2015).

Pequenos desvios no formato, tamanho, orientação e na luminosidade do ambiente
podem afetar o resultado do registro automático de imagens. Além disso, esta técnica
pode não ser estável durante o processo de estimação da posição. O emprego de
imagens com as borda detectadas no registro automático de imagens surge como
uma alternativa para diminuir influências de variações na luminosidade do ambiente
que possam afetar o resultado (GOLTZ et al., 2011; BRAGA et al., 2016; SILVA et al.,
2015).

Os algoritmos tradicionais para extração de bordas, como o Sobel e o Canny, não
demonstraram resultados adequados quando aplicados para a extração de bordas e
posterior registro automático das imagens para a estimação da posição de VANT
(GOLTZ et al., 2011; BRAGA et al., 2016; SILVA et al., 2015). O emprego de Redes
Neurais Artificiais (RNAs) surge como uma nova possibilidade para o processo de
extração de bordas de imagens, anterior ao registro automático das mesmas (GOLTZ

et al., 2011; BRAGA et al., 2016; SILVA et al., 2015).

A odometria visual é uma técnica bastante estável para estimar a posição do VANT,
mas possui um erro de deriva, ou seja, um erro de estimação do posicionamento que
aumenta com o distanciamento do ponto de partida da aeronave (NISTER et al., 2004;
SCARAMUZZA; FRIEDRICH, 2011). Portanto, a informação fornecida por apenas uma
técnica de visão computacional pode não ser suficiente para estimar de forma correta
a posição do VANT, sendo ideal, o emprego da fusão de dados provenientes das duas
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técnicas (CHUNHUI et al., 2014).

A fusão de dados é um conjunto de técnicas que combinam dados de diferentes fontes
para que o resultado final seja melhor do que quando considerada a informação
isoladamente (KHALEGHI et al., 2013). Recentemente, a fusão de dados tem sido
aplicada para combinar a estimação da posição fornecida por odometria visual e
registro automático de imagens para obtenção de uma informação melhor sobre o
posicionamento da aeronave (CHUNHUI et al., 2014).

Segundo Gustafsson (2013), uma técnica aplicada para realizar a fusão de dados é
o algoritmo de Filtro de Partículas (FP), que vem sendo aplicado para a combi-
nação de dados de estimação da posição de VANT, oriundos de técnicas de visão
computacional, para obtenção de uma melhor informação sobre o posicionamento
da aeronave (CONTE; DOHERTY, 2008; CHUNHUI et al., 2014). Nesta pesquisa de
doutorado, é aplicada uma variação do algoritmo de FP, denominada Filtro de Par-
tículas Não-Extensivo (FPNE), para realizar a fusão dos dados (CAMPOS VELHO;

FURTADO, 2011).

Verificando-se as considerações descritas, nesta tese de doutorado sugere-se o desen-
volvimento de uma abordagem de visão computacional, para estimar a posição de
um VANT e auxiliar sua navegação autônoma em caso de falha do sinal do GNSS.
A abordagem deverá operar em três situações distintas: 1 - em ambiente urbano
com boas condições de luminosidade; 2 - em ambiente urbano com baixa ou sem
luminosidade; 3 - sobre regiões cobertas por água, por exemplo, o oceano.

Os métodos realizarão a estimação da posição da aeronave por meio do processa-
mento de imagens oriundas de uma câmera de vídeo, quando a aeronave sobrevoar
regiões urbanas em condições favoráveis de iluminação (durante o dia), e imagens
oriundas de um sensor LiDAR, quando sobrevoar regiões urbanas com baixa ou sem
luminosidade ou regiões cobertas por água.

A abordagem proposta estima a posição da aeronave por meio da fusão de dados
do registro automático de imagens e da odometria visual. O algoritmo de FPNE é
aplicado para a fusão dos dados das duas técnicas de visão computacional. Adicional-
mente, esta tese de doutorado sugere uma metodologia para embarcar em um VANT
a abordagem proposta, responsável pela estimação da posição de VANT, utilizando
hardware de baixo consumo e que permite a programação de alto desempenho.
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1.1 MOTIVAÇÃO

Atualmente, um do principais temas de pesquisas na área de VANT é a busca por um
sistema que permita sua navegação autônoma em caso de falha do sinal do GNSS e
em ambiente onde não seja possível o imageamento com câmera, que captura apenas
a energia eletromagnética no comprimento de onda visível, como o exemplo, ambi-
entes com baixa ou sem luminosidade ou em regiões cobertas por água. Embora
muito tenha sido estudado, ainda existem questões em aberto sobre como desenvol-
ver um sistema de visão computacional para a navegação de VANT nas condições
anteriormente citadas. Neste sentido, destaca-se a importância do desenvolvimento
de uma metodologia, que permita a navegação de VANT em caso de falha do sinal
do GNSS, em ambiente urbano durante o dia, com baixa ou sem luminosidade e
sobre regiões cobertas por água, para ser embarcada em uma aeronave.

O tema sugerido nesta tese de doutorado possui elevada relevância. VANTs têm sido
fonte de estudos de diversos centros de pesquisas nacionais, principalmente Instituto
Nacional de Pesquisas Espaciais (INPE) (GOLTZ et al., 2011; SILVA et al., 2015) e
Institutos de Estudos Avançados (IEAv) (SHIGUEMORI et al., 2007) e internacionais,
como a Universidade de Linköping - Suécia (CONTE; DOHERTY, 2008). Além disso,
há uma demanda crescente por automatizar processos que a participação humana é
fonte constante de falhas.

A principal vantagem do uso da abordagem proposta nesta tese de doutorado é a
possibilidade da navegação autônoma de VANTs sobre regiões urbanas, em qualquer
condição de luminosidade, e em regiões cobertas por água. A solução opera sem a
participação de um piloto em uma estação terrestre, o que permite que mão-de-
obra especializada não seja ocupada durante a operação da aeronave, barateando os
custos de voo e, principalmente, preservando a vida humana, pois a pilotagem de
aeronaves é trabalho de grande periculosidade (CHAVES, 2013). Outra vantagem do
emprego da abordagem proposta é a não dependência do GPS, que é uma tecnologia
controlada por uma nação estrangeira (SOUZA C. R, 2005) e que sofre influência da
AMAS (ABDU et al., 2005).

O tema desta tese de doutorado está relacionado com o desenvolvimento de três
projetos de pesquisas que apresentam grande relevância para a Força Aérea Brasileira
(FAB):

• Avaliação de técnicas de correção de trajetória de Veículos Aéreos Não
Tripulados por Imagens;
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• Sistema embarcado para processamento de vídeos obtidos por Veículos
Aéreos Não Tripulados para aplicação em navegação autônoma;

• Processamento de Imagens em Tempo-Real (PITER).

Os três projetos são desenvolvidos no IEAv, com a participação de pesquisadores de
diversas universidades federais: Universidade Federal de Itajubá (UNIFEI), Univer-
sidade Federal de Minas Gerais (UFMG), e de dois institutos de pesquisas nacionais,
INPE e Instituto de Tecnologia da Aeronáutica (ITA).

1.2 OBJETIVO DO TRABALHO

Dentro deste contexto, a tese de doutorado tem como objetivo geral apresentar uma
abordagem para estimar o posicionamento de um VANT, quando este sobrevoa
regiões urbanas (em qualquer condição de luminosidade) e cobertas por água, sem a
participação de um piloto em uma estação terrestre e que não utilize GNSS para a
sua localização. Com a finalidade de desenvolver uma metodologia que permita que
o VANT realize seu voo sem a iteração com um piloto e não dependente de sinal do
GNSS para a localização de sua trajetória.

Para o cumprimento deste objetivo geral, propõe-se os seguintes objetivos específicos:

a) A abordagem proposta utilizará dados de estimação da posição provenien-
tes do registro de imagens, por este motivo, propõe-se o estudo de método
para estimar a posição do VANT por registro automático de imagens;

b) Para evitar influência da iluminação do ambiente e permitir a utilização
de imagens de diferentes sensores no processo de estimação da posição por
registro automático de imagens, propõe-se o estudo de técnicas, baseadas
em RNAs para a extração de bordas em imagens. As imagens com as bordas
detectadas são aplicadas no processo de registro automático de imagens;

c) A abordagem proposta utilizará dados de estimação da posição do VANT
provenientes da odometria visual, por este motivo, propõe-se o estudo de
método para estimar a localização do VANT por odometria visual;

d) Estudo do sensor e de imagens oriundas de um equipamento LiDAR;

e) Estudo da formação de imagens provenientes de câmera de vídeo;
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f) A abordagem proposta realizará a fusão dos dados da estimação da posição
por registro automático de imagens e por odometria visual para obtenção
de uma melhor informação sobre o posicionamento da aeronave, por este
motivo, propõe-se o estudo do algoritmo de FPNE para realizar a fusão
dos dados provenientes da odometria visual e do registro automático de
imagens;

g) A abordagem deverá ser desenvolvida para permitir a estimação da posição
durante o voo do VANT, por este motivo, propõe-se a implementação da
abordagem em hardware que possa ser embarcado;

h) Implementação do processo de detecção de bordas por RNA em FPGA,
para aumentar a eficiência do algoritmo de registro automático de imagens
e melhorar o desempenho do algoritmo quando comparado as técnicas tra-
dicionais de extração de bordas, como Canny e Sobel;

i) A abordagem poderá ser embarcada em um VANT, por este motivo propõe-
se a medição do tempo de processamento da técnica proposta;

j) Teste da abordagem proposta em base de dados com imagens obtidas por
uma câmera de vídeo de um VANT;

k) Teste da metodologia em bases de dados que possuam imagens LiDAR de
regiões urbanas e regiões cobertas por água.

1.3 CONTRIBUIÇÕES

As principais contribuições originais presentes nesta tese de doutorado, para o pro-
blema de estimação da posição do VANT para permitir sua navegação em ambiente
urbano, em boas ou más condições de iluminação, ou quando a aeronave sobrevoa
regiões cobertas por água, são:

• A utilização de um método de otimização, o MPCA, para determinar a
arquitetura de uma RNA aplicada para a detecção de bordas;

• O desenvolvimento de um extrator de bordas baseado em RNA e imple-
mentado em uma FPGA;

• A aplicação de imagens provenientes de um sensor LiDAR, o que permite a
estimação da posição do VANT, quando este sobrevoa uma região coberta
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por água, ou quando a aeronave sobrevoa uma região urbana em com pouca
ou sem luminosidade;

• A utilização do FPNE no processo de fusão de dados oriundos do registro
de imagens e da odometria visual.

1.4 ORGANIZAÇÃO DO TEXTO

O texto aqui apresentado está organizado da seguinte forma:

• Capítulo 2 - VANT - ESTADO DA ARTE - descreve o histórico dos
VANTs, também faz uma revisão bibliográfica dos trabalhos que propõem
soluções para a navegação autônoma de VANT por processamento de ima-
gens. Para finalizar, o capítulo apresenta uma discussão sobre a regula-
mentação da utilização de VANT no Brasil;

• Capítulo 3 - MÉTODO E FERRAMENTAS - apresenta a abordagem pro-
posta nesta tese de doutorado para estimar a posição do VANT e assim
permitir sua navegação autônoma, em caso de falha de sinal do GNSS, so-
bre regiões urbanas, em qualquer condição de luminosidade e sobre regiões
cobertas por água. O capítulo também apresenta os computadores no qual
a abordagem é implementada;

• Capítulo 4 - FORMAÇÃO DE IMAGENS EM CÂMERA ESTENOPEICA
- faz a descrição do processo de formação de imagens em câmeras de vídeo
(câmeras estenopeica);

• Capítulo 5 - FORMAÇÃO DE IMAGENS EM SENSORES LiDAR - des-
creve o funcionamento do sensor LIDAR e a obtenção de imagens pelo
sensor;

• Capítulo 6 - ESTIMAÇÃO DA POSIÇÃO DE VANT POR REGISTRO
AUTOMÁTICO DE IMAGENS - faz a descrição completa do algoritmo de
estimação de posição por registro automático utilizando imagens oriundas
da câmera de vídeo e do sensor LiDAR. O capítulo apresenta a fundamenta-
ção teórica sobre o algoritmo de registro automático de imagens e também
apresenta os resultados de estimação da posição obtidos pelo algoritmo;

• Capítulo 7 - ESTIMAÇÃO DA POSIÇÃO DO VANT POR ODOMETRIA
VISUAL MONOCULAR - faz a descrição do algoritmo aplicado para a
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estimação da posição do VANT por odometria visual monocular, que em-
prega imagens oriundas da câmera de vídeo e do sensor LiDAR. O capítulo
apresenta a fundamentação teórica sobre o algoritmo de odometria visual
monocular e também apresenta os resultados de estimação da posição ob-
tidos pelo algoritmo;

• Capítulo 8 - ESTIMAÇÃO DA POSIÇÃO DE VANT POR FUSÃO DE
DADOS - apresenta o algoritmo de fusão dos dados obtidos pelo regis-
tro automático de imagens e pela odometria visual monocular. A fusão de
dados é realizada por meio do FPNE. O capítulo apresenta a fundamen-
tação teórica sobre o algoritmo de fusão de dados e também apresenta os
resultados obtidos por esta técnica;

• Capítulo 9 - CONCLUSÕES - apresenta as considerações finais do estudo
realizado, as contribuições alcançadas e sugestões de possíveis trabalhos
futuros.
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2 VANT - ESTADO DA ARTE

A definição para VANT, segundo o Departamento de Defesa dos Estados Unidos da
América, é: toda aeronave motorizada, que não possui piloto a bordo, que pode ser
remotamente pilotada ou voar autonomamente, para fins não-recreativos, recuperá-
vel após o cumprimento da missão para o qual foi projetada e que transporta uma
carga, que pode ser letal ou não. São excluídos da categoria de VANT os artefatos
mais leves que o ar, como pipas, balões e dirigíveis, e os misseis rádio-controlados
(DEPARTMENT, 2013). Esta é a mesma definição para VANT aplicada no Brasil
(ANAC, 2017)

O interesse por VANT inicia-se em 1911, apenas 5 anos após a criação do avião por
Santos Dumont, quando Elmir Sperry, o inventor do giroscópio, inicia seus estudos
de aplicação do rádio-controle em aeronaves. Com o início da primeira guerra mun-
dial, em 28 de julho de 1914, e a entrada dos Estados Unidos da América (EUA)
no conflito, em 6 de abril de 1917, a marinha americana financiou os estudos de
Elmir Sperry para o desenvolvimento do primeiro Veículo Aéreo Radio Controlado
(VARC), um torpedo aéreo para entregar bombas em um alvo determinado, que não
foi utilizado durante o conflito (VAN WIEN, 1969).

Durante o período entre guerras, de 1918 a 1939, a aviação comercial obteve um
grande desenvolvimento, o que possibilitou o aprimoramento de diversas tecnolo-
gias, entre elas, dos sistemas de rádio-controle. Este desenvolvimento permitiu o
surgimento da primeira Aeronave Remotamente Pilotada (ARP), a F-5L, que foi
testada pela marinha americana em 1924, e pela primeira vez na história uma aero-
nave operada por rádio-controle foi capaz de decolar, voar e pousar com sucesso. No
final da década de 1930 inicia-se a segunda guerra mundial e durante este período
os projetos para desenvolvimento de VANT não foram os principais alvos das forças
armadas dos países do Eixo (Alemanha, Itália e Japão) e dos países Aliados (EUA,
França, Reino Unido e União das Repúblicas Socialistas Soviéticas (URSS))(KEANE;

CARR, 2013).

Com o fim da Segunda Guerra Mundial, tem início imediato a Guerra Fria, conflito
indireto de ordem ideológico, tecnológico, econômico e militar entre EUA e URSS.
Com o objetivo de conter o avanço do comunismo, as forças armadas dos EUA
investem no desenvolvimento de um banco de dados com informações para assistir
seu planejamento estratégico. Marinha, exército e aeronáutica americanas iniciam
missões de reconhecimento em aeronaves tripuladas, que, entre Abril de 1950 e Abril
de 1969, culminaram com a perda de 163 vidas. Desta forma, cresce o interesse do
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emprego de VANT (NEWCOME, 2004; KEANE; CARR, 2013).

A Guerra do Vietnã, combate inserido no contexto da Guerra Fria, entre os anos de
1955 e 1975, foi o primeiro conflito armado onde VANTs foram amplamente empre-
gados em missões de inteligência. Durante este combate 3435 missões de inteligência
e reconhecimento foram realizadas com a utilização de VANTs. A maior parte dessas
missões eram lançadas de aeronaves DC-130, que transportavam o VANT denomi-
nado “Lightning Bug”, este era equipado com uma câmera de alta qualidade utilizada
para capturar imagens das tropas vietnamitas. Os helicópteros H-35 realizavam a
recuperação do VANT enquanto ele descia de paraquedas, após completar a missão
para qual foi designado (NEWCOME, 2004; KEANE; CARR, 2013).

Na década de 1990, durante a Guerra do Golfo, foi utilizado o principal VANT de
combate já produzido, o AAI RQ-2 Pioneer. Este VANT foi desenvolvido a partir de
uma cooperação entre Israel e EUA e foi utilizado em mais de 300 missões entre os
anos de 1990 e 1991. O AAI RQ-2 Pioneer foi empregado em missões de inteligência
e em missões de ataque, pois foi modificado para carregar armamentos. Desde o fim
da Guerra do Golfo, o AAI RQ-2 Pioneer continuou sendo empregado com sucesso
em outros combates: como na Guerra da Bósnia, entre Abril de 1992 e Dezembro
de 1995; na Guerra da Somália, entre Dezembro de 1992 a Março de 1995; e, mais
recentemente, este VANT foi empregado com sucesso na Guerra do Afeganistão,
entre Outubro de 2001 e Dezembro de 2014 (NEWCOME, 2004; KEANE; CARR, 2013).

A aplicação de VANT desenvolveu-se primeiramente no campo militar, devido as
vantagens oferecidas por estas aeronaves em missões categorizadas como tediosas,
sujas e perigosas (em inglês essas missões são denominadas “DDD”, dull, dirty and
dangerous), mas, a partir do final da década de 1990, observa-se uma rápida pro-
liferação do emprego de VANT na sociedade civil, pois há uma barateamento nos
custos de produção de aeronaves de pequeno porte e, também, uma miniaturiza-
ção de componentes eletrônicos, permitindo embarcar tecnologias para ampliar a
utilização dessas aeronaves (CLARKE, 2014).

Há duas principais categorias de VANT: asa rotativa e asa fixa. Os VANTs de asa
rotativa são os mais empregados atualmente, pois apresentam a capacidade de pairar
no ar, esses são divididos em dois subtipos, helicópteros e multirrotores, onde os
multirrotores são os preferidos por serem menos suscetíveis a danos e de fácil reparo
(BALAMURUGAN et al., 2016). A Tabela 2.1 apresenta exemplos de VANT de asa
rotativa empregados pela comunidade científica recentemente.
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Tabela 2.1 - Modelos, números de rotores e pesquisas onde VANTs de asa rotativa foram
aplicados

VANT N o de rotores Artigo
Helicóptero Yamaha RMAX 2 (CONTE; DOHERTY, 2008)
Helicóptero Acrobático 23cc 2 (CHEVIRON et al., 2007)

Helicóptero (modelo não especificado) 2 (WANG et al., 2012a)
Helicóptero (modelo não especificado) 2 (WANG et al., 2012b)
Quadcóptero (modelo não especificado) 4 (LI et al., 2013)
Quadcóptero (modelo não especificado) 4 (MAGREE; JOHNSON, 2014)
Quadcóptero (modelo não especificado) 4 (SA et al., 2013)

Quadcóptero AscTec Pelican 4 (MEBARKI et al., 2013)
Quadcóptero (modelo não especificado) 4 (ACHTELIK et al., 2013)
Quadcóptero (modelo não especificado) 4 (BACHRACH et al., 2010)
Hexacóptero (modelo não especificado) 6 (SCARAMUZZA et al., 2014)
Hexacóptero (modelo não especificado) 6 (WEISS et al., 2012)

Fonte: Adaptado de Balamurugan et al. (2016)

VANTs tornaram-se uma tecnologia com potencial para possibilitar a inovação em
aplicações civis. Desde o início do século XXI observa-se o emprego de VANT em
diversas áreas como: agricultura, monitoramento ambiental, inspeção industrial, etc.
Devido ao aumento da aplicação de VANT, há grande interesse no desenvolvimento
de uma técnica que permita sua navegação autônoma de forma segura (CLARKE,
2014).

O principal desafio durante a navegação autônoma de VANT é estimar e manter a
posição da aeronave. Um dos sensores embarcado é o INS, que provém a medida de
posicionamento, mas esta informação é afetada por um erro acumulativo de deriva.
O GNSS pode ser empregado para fornecer a informação de posicionamento do
VANT e corrigir o erro do INS, mas seu sinal pode ficar indisponível devido a
interferência maliciosa ou a fenômenos naturais. Para superar as situações de falha
do sinal GNSS, técnicas de visão computacional tem sido empregadas para estimar
a posição do VANT em situações de falha do sinal GNSS e realizar a correção do
INS e assim permitir a navegação autônoma. (BALAMURUGAN et al., 2016; CLARKE,
2014).

As técnicas de visão computacional mais empregadas para para a navegação autô-
noma de VANT são:
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• registro automático de imagens - processo de atribuir coordenadas geográ-
ficas a uma imagem (imagem template) por meio do casamento de feições
homólogas de uma imagem georreferenciada (imagem referência) da mesma
cena (CONTE; DOHERTY, 2008; BALAMURUGAN et al., 2016; BRAGA et al.,
2016);

• odometria visual - processo de estimação do movimento de um sensor ima-
geador por meio da análise de duas imagens subsequentes que contenham
grande parte da mesma cena imageada (CONTE; DOHERTY, 2008; SCARA-

MUZZA; FRIEDRICH, 2011; BALAMURUGAN et al., 2016).

A pesquisa de Conte e Doherty (2008) apresenta um sistema para a navegação autô-
noma de VANT fundamentado no registro automático de imagens. Para estimar a
posição do VANT, o sistema realiza o registro automático da imagem da região sobre-
voada, capturada pelo câmera do VANT, com uma imagem aérea georreferenciada
da mesma região. Para evitar que varições na luminosidade do ambiente influen-
cie no resultado, o registro automático das imagens é realizado após a detecção de
bordas nas imagens.

Em Goltz et al. (2011) é descrito um sistema para a navegação autônoma de VANT
a partir do registro automático de imagens. O sistema realiza o registro automático
entre a imagem capturada pelo VANT e uma imagem de satélite georreferenciada.
Uma RNA é aplicada para extrair as bordas das imagens e, assim, evitar as variações
de luminosidade do ambiente no resultado do registro automático das imagens.

O trabalho desenvolvido por Silva et al. (2015) apresenta uma abordagem de casa-
mento de imagens para realizar a estimativa de posição de VANT e, assim, possibili-
tar sua navegação de forma autônoma. A estimativa de posição da aeronave é obtida
por meio cálculo da uniformização das imagens, via extração de bordas, e descoberta
da posição na imagem georreferenciada, por meio da maior correlação com a imagem
capturada em tempo de voo. O método é avaliado considerando diferentes tipos de
terreno, como: florestas, rodovias e zona urbana.

O artigo de Santos et al. (2013) descreve a utilização do casamento de padrões em
imagens com objetivo de verificar a eficiência da mesma em uma tarefa que consiste
em auxiliar a navegação de um VANT.

A dissertação de mestrado de Jaimes (2005) propõem duas abordagens distintas para
melhorar o processo de estimação de posição geográfica de um VANT, por meio do
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casamento de padrões das imagens capturadas pela aeronave em tempo de voo. A
primeira abordagem é uma técnica que utiliza os ângulos de inclinação do VANT,
fornecidos pelos sensores inerciais da aeronave, para obter-se a matriz homográfica
e corrigir a imagem. A segunda abordagem apresenta um método para a correção
de distorção projetiva e espectral nas imagens aéreas.

A pesquisa desenvolvida por Silva et al. (2015) apresenta uma metodologia para
realizar a navegação autônoma de VANT, em situação de baixa luminosidade ou em
período noturno, por meio do registro automático de uma imagem capturada por
uma câmera termal com uma imagem de satélite georreferenciada, obtida por um
sensor óptico na banda do visível. O registro automático de imagem ocorre após a
extração de bordas das imagens por uma RNA.

Em Amidi (1996) é apresentado uma das primeiras pesquisas presentes na literatura
que utiliza a odometria visual para estimar a posição de um VANT. Nesta pesquisa,
o autor desenvolve uma metodologia para a navegação autônoma de VANT, mas
que utiliza o sinal do GPS para aumentar a precisão da posição estimada.

A pesquisa desenvolvida por Wang et al. (2012a) aplica a odometria visual para
determinar a posição de um VANT e assim realizar sua navegação de forma autô-
noma. Em sua pesquisa, o autor apresenta a vantagem de utilizar a odometria visual
monocular ao invés da estéreo. A primeira técnica estima a posição utilizando ima-
gens provenientes de uma câmera de vídeo, enquanto a segunda estima a posição
utilizando imagens de duas ou mais câmeras. Segundo o autor a odometria visual
monocular é mais adequada para a navegação autônoma de VANT, pois realiza uma
quantidade menor de cálculos para estimar a posição da aeronave, o que torna os
algoritmos mais rápidos quando comparados a odometria visual estéreo.

A odometria visual monocular pode apenas estimar a posição correta de um VANT
segundo um fator de escala, ou seja, necessita da informação de outro sensor, como
o velocímetro ou altímetro, para determinar corretamente a translação da aeronave
(SCARAMUZZA; FRIEDRICH, 2011). O trabalho de Huang et al. (2016) aplica a odo-
metria visual monocular para estimar a posição de VANT utilizando uma câmera
RGB-D, que além da imagem fornece a informação de distância do objeto imageado,
solucionando o problema do fator de escala. Uma das etapas do algoritmo de odome-
tria visual é a detecção e descrição dos pontos de interesse, no estudo desenvolvido
por (HUANG et al., 2016) o algoritmo FAST é aplicado para esta finalidade.

A pesquisa de Krajnik et al. (2012) desenvolve um sistema de navegação autônoma
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para VANT baseado em odometria visual para sobrevoar regiões com poucos marcos
fixos no solo, o autor denomina essas regiões como “poor landmarks”. Para realizar
a detecção e descrição dos pontos de interesse aplica-se o algoritmo “Scale-Invariant
Feature Transform” (SIFT).

O trabalho de Byun et al. (2017) aplica a odometria visual para estimar a posição
de VANT, de médio e grande porte, e que voam a alta altitude, aproximadamente
4500 metros. Para atingir este objetivo o sistema utiliza câmeras de alta definição.
O algoritmo aplicado no processo de detecção e descrição dos pontos de interesse é
o “Speed Up Robust Feature” (SURF).

O Mapeamento e Localização Simultâneo (SLAM, do inglês, Simultaneous Localiza-
tion and Mapping) é uma técnica que emprega visão computacional e que vem sendo
utilizada para a navegação autônoma de robôs terrestres e aéreos (MATHE; BUSO-

NIU, 2015). O SLAM constrói um mapa do ambiente e localiza a posição do robô
neste mapa por meio do casamento de padrões de imagens capturadas no momento
presente. Porém, o SLAM não se mostra adequado para ser aplicado à navegação
autônoma de VANT, pois para diminuir o erro da estimação da posição, o VANT
deve retornar a uma posição já visitada anteriormente, o que aumenta o consumo
energético durante a operação (MATHE; BUSONIU, 2015; CLARKE, 2014). Mesmo em
técnicas de SLAM denominadas “small loop closure” a necessidade de retorno a um
ponto já visitado pela aeronave, apesar deste retorno ser pequeno, há um aumento
do consumo energético para manter a localização da aeronave (CONTE; DOHERTY,
2008).

Apesar de o registro automático de imagens e a odometria visual serem as técni-
cas de visão computacional mais empregadas e adequadas para auxiliar a navegação
autônoma de VANT, elas podem apresentar erros (MATHE; BUSONIU, 2015; CLARKE,
2014). O registro automático de imagens é sensível a variações no formato, tamanho
e orientação das imagens e necessitam de ajuste de escala e rotação das imagens
antes do registro dessas, e, além disso, este método pode ser instável em sua es-
timação (CONTE; DOHERTY, 2008; GOLTZ et al., 2011; BRAGA et al., 2016; SILVA

et al., 2015). A odometria visual é um método estável de estimação da posição,
mas apresenta um erro de deriva que aumenta com o passar do tempo (NISTER et

al., 2004; CONTE; DOHERTY, 2008; SCARAMUZZA; FRIEDRICH, 2011; SCARAMUZZA;

FRIEDRICH, 2012). Desta forma, para contornar os problemas apresentados pelas
duas técnicas, pesquisas recentes apresentam como estratégia a fusão dos dados
provenientes destas técnicas (CONTE; DOHERTY, 2008; CHUNHUI et al., 2014).
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A fusão de dados é a combinação de dados derivados de fontes diferentes ou de
dados diferentes da mesma fonte, de modo que a informação resultante tenha menos
incerteza do que quando essas fontes são utilizadas individualmente. Há diversas
técnicas que são empregadas para realizar a fusão de dados, entre elas pode-se citar
o Filtro de Kalman e o Filtro de Partículas (KAM et al., 1997; GUSTAFSSON, 2013).

A pesquisa de Cheviron et al. (2007) apresenta um sistema para estimar a posição
de um VANT que utiliza dados do acelerômetro, giroscópio e visão computacional.
O sistema aplica o Filtro de Kalman Estendido para realizar a fusão dos dados dos
diversos sensores da aeronave. O sistema proposto apresenta alta estabilidade e as
estimativas das posições são comparáveis as do GNSS.

O trabalho de (WEISS et al., 2012) utiliza a combinação de sensores visuais e inerciais
para promover a estimação da posição do VANT, e assim permitir sua navegação de
forma autônoma em caso de falha do sinal do GNSS. Por meio do Filtro de Kalman
Estendido o sistema realiza a fusão dos dados oriundos da odometria visual e do
sensor inercial para ter uma estimação da posição da aeronave. O sistema proposto
foi implementado e testado em um hexacoptero.

Em Bachrach et al. (2010) apresenta-se um sistema para a navegação autônoma de
VANT por meio da fusão de dados oriundos de um sistema de visão computacional
e do sensor inercial da aeronave. O sistema de fusão de dados é baseado no Filtro
de Kalman Estendido, que diminuí a incerteza de estimação da posição do VANT.
O sistema de visão computacional é baseado em odometria visual e as informações
dos três giroscópios e dos três acelerômetros do sensor inercial. O autor destaca que
o sistema apresentado é testado e validado em um quadcoptero.

Em Conte e Doherty (2008) explora-se a possibilidade de usar imagens de satélite
georreferenciadas para implementar o sistema de navegação de um VANT em caso
de falha do sinal do GNSS. O sistema de navegação combina sensores inerciais, odo-
metria visual e registro automático de imagens. Para realizar a fusão dos dados o
sistema aplica o Filtro de Partículas. Os resultados desta pesquisa demonstram que é
possível extrair informações de posição do processamento de imagens aéreas, mesmo
quando não há informação do GNSS. Neste estudo, mostra-se que informações da
fusão de dados podem ser usadas para compensar o erro de deriva da estimação
da posição do VANT, que ocorre quando somente os sensores inerciais e a odome-
tria visual são aplicados. O estudo também demonstra que a fusão de dados gera
uma estimação com menor instabilidade que quando utiliza-se apenas o registro de
imagens.
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A pesquisa desenvolvida por Chunhui et al. (2014) aplica o Filtro de Partículas
para realizar a fusão dos dados de estimação provenientes do registro automático de
imagens e provenientes da odometria visual. O resultado da pesquisa demonstra que
a fusão dados produz resultados melhores que os algoritmos de visão computacional
quando considerados isoladamente.

Antes do desenvolvimento de qualquer pesquisa em que se utilize VANT é importante
o conhecimento da legislação que regulamenta sua aplicação. Por este motivo, na
próxima seção apresenta-se a regulamentação para a utilização de VANT no Brasil.

2.1 REGULAMENTAÇÃO DA UTILIZAÇÃO DE VANTS NO BRA-
SIL

Em 2 de maio de de 2017 a diretoria colegiada da Agência Nacional de Aviação
Civil (ANAC) aprovou a regulamentação, Regulamento Brasileiro de Aviação Civil
Especial no 94/2017 (RBACE no 94/2017) para a utilização de VANT no Bra-
sil. O objetivo desta regulamentação é tornar viável a operação dessas aeronaves
preservando a segurança das pessoas (ANAC, 2017).

A regulamentação foi elaborada levando-se em conta regras já etipuladas em norma-
tivos de outras autoridades de aviação civil como a Adimnistração de Aviação Fe-
deral (FAA, do inglês, Federal Aviation Administration), Autoridade de Segurança
de Aviação Civil (CASA, Civil Aviation Safety Authority) e Agência de Segurança
da Aviação Europeia (EASA, do inglês, European Aviation Safety Agency), organi-
zações reguladoras da aviação nos Estados Unidos da América, Austrália e União
Europeia, respectivamente.

Desde de 2 de Maio de 2017 as operações com VANT, sejam elas para uso comercial
ou experimental, devem seguir as regras da regulamentação RBACE no 94/2017 da
ANAC, que são complementares aos normativos do Departamento de Controle do
Espaço Aéreo (DECEA) e da Agência Nacional de Telecomunicações (ANATEL).

A regulamentação RBACE no 94/2017 estabelece duas categorias de VANT:

• Aeromodelos: é toda aeronave não tripulada com finalidade de recreação,
que deve ser pilotada em locais próprios como clubes de aeromodelismo e
locais autorizados pela ANAC;

• Aeronave Remotamente Pilotada (ARP ou VANT-ARP): é o VANT pi-
lotado a partir de uma estação remota de solo com finalidade comercial,
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corporativa ou experimental.

As ARPs foram classificadas em três categorias de acordo com o peso máximo de
decolagem do equipamento:

• Classe 1 - VANT-ARP acima de 150 Kg - este equipamento deve sofrer o
mesmo processo de certificação para aeronaves tripuladas e registradas no
Registro Aeronáutico Brasileiro (RAB). O operador necessita de licença e
habilitação emitida pela ANAC. O voo desta aeronave precisa ser regis-
trado e autorizado pela ANC;

• Classe 2 - VANT-ARP acima de 25 Kg e abaixo ou igual a 150 Kg - o pro-
jeto do equipamento deve ser aprovado pela ANAC e também registradas
no RAB. O operador necessita de licença e habilitação emitida pela ANAC.
O voo desta aeronave precisa ser registrado e autorizado pela ANAC;

• Classe 3 - VANT-ARP abaixo ou igual a 25 Kg - Há nesta categoria uma
subdivisão, VANT-ARP com até 0.25 Kg, que não precisam ser registra-
dos. VANT-ARP com mais de 0.25 Kg e abaixo ou igual a 25 Kg, que
operarem em até 400 pés (120 metros) e com o operador mantendo con-
tato visual com a aeronave sem auxílio de lentes e equipamentos ou outro
observador, não precisam de projeto aprovado pela ANAC mas precisam
ser cadastrados. VANT-ARP com mais de 0.25 Kg e abaixo ou igual a
25 Kg, que operarem acima de 400 pés (120 metros) e sem o operador
mantendo contato visual com a aeronave, sendo isto possível apenas com
operador utilizando lentes e equipamentos ou outro observador, necessitam
do projeto ser autorizado pela ANAC. Os operadores destas aeronaves pre-
cisam de licença e habilitação emitida pela ANAC para voos acima de 400
pés.

Para a pilotagem de VANT-ARP de qualquer classe ficou estabelecida a idade mí-
nima de 18 anos. É obrigatório a contratação de seguro com cobertura de danos a
terceiros nas operações de VANT-ARP com mais de 0.25 Kg. Não podem ser trans-
portadas pessoas, animais e cargas perigosas por VANT-ARP de qualquer classe.
Artigos perigosos relacionados à atividade agrícola, como agrotóxicos, podem ser
transportados e lançados por estas aeronaves com pedido e cadastramento anterior
da atividade e do operador junto a ANAC. Poderão ser transportados equipamentos
eletrônicos, como câmera fotográficas, filmadoras, computadores e baterias necessá-
rios ao funcionamento da aeronave.
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A operação totalmente autônoma, ou seja, naquela onde o piloto remoto não é capaz
e intervir, de qualquer classe de VANT-ARP é proibida no Brasil. Essas operações
diferem-se das automatizadas, nas quais o piloto remoto pode intervir em qualquer
momento da operação.

Irregularidades em relação ao cumprimento da RBACE no 94/2017 são passíveis
de sansões previstas no Código Brasileiro de Aeronáutica (Lei no 7565/86).
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3 MÉTODO E FERRAMENTAS

Este capítulo apresenta a abordagem de estimação de posição do VANT proposta
nesta tese de doutorado e também as plataformas de hardware escolhidas para sua
implementação e realização de testes.

Na Figura 3.1, descreve-se a abordagem utilizada para realizar a estimação da posi-
ção do VANT por meio da fusão de dados provenientes das técnicas de visão compu-
tacional. As técnicas de visão computacional empregadas são o registro automático
de imagens e a odometria visual monocular. A fusão de dados é feita pelo algoritmo
de FPNE. O método apresentado na Figura 3.1 é empregado para a estimação da
posição por meio do processamento de imagens oriundas de uma câmera de vídeo
ou de imagens oriundas do sensor LiDAR, para permitir a navegação do VANT em
situações de luminosidade adequada, baixa ou nenhuma luminosidade ou navegação
sobre regiões cobertas por água, por exemplo, o oceano, em uma situação de falha
do sinal do GNSS.

Figura 3.1 - Abordagem proposta para a estimação da posição de VANT por fusão de
dados de técnicas de visão computacional.

Fonte: Produção do autor.

Utilizando uma câmera de vídeo ou um sensor LiDAR, o sistema captura imagens da
região sobrevoada, durante todo o tempo de voo da aeronave, e armazena estas ima-
gens. A câmera de vídeo é utilizada para capturar as imagens da região sobrevoada
quando a navegação do VANT ocorre durante o dia e sobre áreas urbanas. Contudo,
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o sensor LiDAR é utilizado para capturar imagens quando o VANT sobrevoa uma
região coberta por água, por exemplo, o oceano, ou uma região urbana em situação
de baixa ou sem luminosidade (período noturno).

O método ilustrado na Figura 3.1, entra em operação no momento da falha do sinal
do GNSS do VANT para fornecer um mecanismo de correção do erro de estimação
da posição do INS. Os INS, principalmente os de baixo custo, possuem um erro de
deriva e necessitam de uma mecanismo de correção. Na Figura 3.1, no instante T da
falha do GNSS, o método de estimação da posição da aeronave por processamento
de imagens é acionado para substituir a estimativa da posição fornecida pelo GNSS
(CONTE; DOHERTY, 2008; BRAGA et al., 2016).

Na figura 3.1, a abordagem proposta de estimação da posição do VANT seleciona,
entre as imagens armazenadas, a imagem capturada no instante da falha T (Ima-
gem VANT (T )) e a imagem capturada no instante imediatamente anterior a falha,
imagem capturada no instante T −dT (Imagem VANT (T −dT )). Segundo (SCARA-

MUZZA; FRIEDRICH, 2011), para uma correta estimação da posição realizada pela
odometria visual monocular, a diferença dT entre esses dois instantes de tempo deve
ser suficiente para que a maior parte da imagem capturada no instante T − dT es-
teja contida na imagem capturada no instante T . Estas duas imagens selecionadas
são provenientes do mesmo sensor, câmera de vídeo ou LiDAR, dependendo das
condições do ambiente e da região sobrevoada.

Na abordagem proposta, e ilustrada na Figura 3.1, as imagens capturadas no instante
T − dT e no instante T são utilizadas na odometria visual monocular, que estima
a posição relativa do VANT (SCARAMUZZA; FRIEDRICH, 2011; SCARAMUZZA; FRI-

EDRICH, 2012). A odometria visual monocular determina a posição e a orientação
de um sensor por meio da análise das características presentes em duas imagens
subsequentes. Desde que o sensor esteja fixado a um agente (por exemplo, robô ou
aeronave), determinar o orientação e posição do sensor é determinar a orientação
e posição do agente (SCARAMUZZA; FRIEDRICH, 2011; SCARAMUZZA; FRIEDRICH,
2012). O termo monocular refere-se ao fato das imagens serem provenientes de um
único sensor (SCARAMUZZA; FRIEDRICH, 2011; SCARAMUZZA; FRIEDRICH, 2012).

A Figura 3.2 ilustra com mais detalhes o algoritmo de odometria visual monocular
aplicado na abordagem proposta.
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Figura 3.2 - Algoritmo de odometria visual monocular aplicado para estimar a posição do
VANT.

Fonte: Produção do autor.

Na Figura 3.2, a primeira etapa do algoritmo de odometria visual monocular é a
conversão das imagens, capturadas no instante T − dt e no instante T , para tons
de cinza. Esta operação é necessária pois os algoritmos aplicados para a detecção e
descrição dos pontos de interesse operam sobre imagens com uma única banda.

As duas etapas seguintes do algoritmo de odometria visual, ilustrado Na Figura 3.2,
consistem na detecção e descrição dos pontos de interesse das imagens subsequentes
(Imagem (T − dT ) e Imagem (T )). Nestas etapas, localizam-se pontos de interesse
pertencentes as duas imagens e para cada um deles constrói-se um vetor de atri-
butos que os identifiquem de maneira única. Posteriormente, realiza-se o casamento
(correspondência) entre os pontos de interesse pertencentes as duas imagens, ou

25



seja, determina-se na imagem capturada no instante T o mesmo ponto de interesse
presente na imagem T − dt. Esta correspondência é realizada por meio de uma mé-
trica de similaridade sobre o vetor de atributos de cada ponto de interesse, por este
motivo que o vetor de atributos deve identificar de maneira única cada ponto de
interesse, para evitar correspondências erradas. A partir desses pares de pontos de
interesse correspondentes das duas imagens que pode-se obter o movimento (matriz
de rotação e o vetor de translação) realizado pelo sensor imageador entre a captura
da Imagem T − dT e a captura da Imagem T . De posse do movimento realizado
pelo sensor, pode-se estimar a posição do VANT. O método de estimação da posi-
ção do VANT por odometria visual monocular será retomado com mais detalhes no
capítulo 7.

Na Figura 3.1, paralelamente ao processo de odometria visual monocular, ocorre
a estimação da posição do VANT por registro automático de imagens. O registro
de imagens é o processo de correspondência de duas ou mais imagens da mesma
cena, porém, obtidas por diferentes sensores, em instantes de tempo diferentes ou
sob diferentes pontos de observação. O objetivo do registro de imagens é relacionar
as coordenadas de uma imagem (linha e coluna) com coordenadas geográficas (lati-
tude e longitude) (PEDRINI; SCHARTZ, 2008). Na Figura 3.1, o registro automático
de imagens é realizado entre uma imagem georreferenciada da região sobrevoada
(denominada Imagem Referência) e uma imagem aérea, capturada pelo sensor do
VANT em tempo de voo no instante T (Imagem VANT (T )).

O registro automático da imagem aérea sobre a imagem georreferenciada estima a
posição absoluta do VANT (CONTE; DOHERTY, 2008; BRAGA et al., 2016). Devido
a aeronave ocupar o pixel central da imagem aérea captura pelo VANT (Imagem
VANT T ), localizando-se esse pixel na imagem georreferenciada é possível obter suas
coordenadas geográficas (CONTE; DOHERTY, 2008; GOLTZ et al., 2011; BRAGA et al.,
2016). A Figura 3.4 ilustra o processo de registro automático de uma imagem aérea
capturada por um VANT com uma imagem georreferenciada da região sobrevoada.
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Figura 3.3 - Registro automático de entre uma imagem capturada por VANT e uma ima-
gem georreferenciada.

Fonte: Produção do autor.

Nesta pesquisa, o registro automático de imagens é realizado entre a imagem cap-
turada pelo sensor (câmera de vídeo ou LiDAR) da aeronave no instante de tempo
T e uma imagem georreferenciada da cena sobrevoada. A imagem georreferenciada
é proveniente de um sensor óptico ou de um sensor LiDAR. O sensor de origem das
imagens está relacionada com a situação de voo da aeronave, em boas condições de
iluminação do terreno (navegação durante o dia) e sobre uma região urbana utiliza-
se a imagens capturadas pela câmera de vídeo e a imagem georreferenciada do sensor
óptico. Em condições de baixa ou sem iluminação sobre uma região urbana ou em
navegação sobre regiões cobertas por água, utiliza-se imagens do sensor LiDAR da
aeronave e imagens georreferenciadas também provenientes de sensores LiDAR.

A Figura 3.4 ilustra com mais detalhes o algoritmo de registro automático de imagens
aplicado neste trabalho.

27



Figura 3.4 - Algoritmo aplicado para realizar a estimação da posição do VANT por registro
automático de imagens.

Fonte: Produção do autor.

Na Figura 3.4, a imagem aérea, capturada pelo sensor da aeronave, é convertida para
tons de cinza, este processo é necessário para melhorar o desempenho do algoritmo
de registro de imagens e porque as demais etapas operam sobre imagens em tons
de cinza. Em seguida, para a eliminação de ruídos indesejados, a imagem aérea
passa por um processo de filtragem, esta operação se faz necessária para evitar que
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ruídos presentes na imagem capturada pelo sensor imageador do VANT influenciem
negativamente o resultado do registro automático de imagens.

Para diminuir o erro no processo de registro automático, a imagem aérea passa por
ajuste de escala e rotação em relação à imagem georreferenciada. O ajuste de escala
converte a imagem aérea para a mesma escala da imagem georreferenciada, este
ajuste é obtido utilizando informações do altímetro da aeronave. O ajuste de rotação
alinha a imagem aérea em relação a imagem georreferenciada, este alinhamento da
imagem é realizado utilizando as informações da bússola magnética da aeronave.

Na Figura 3.4, a imagem georreferenciada é convertida para tons de cinza, este pro-
cesso é necessário para melhor o desempenho do algoritmo de registro de imagens e
porque as etapas seguintes operam sobre imagens em tons de cinza. Para a elimina-
ção do ruídos indesejáveis na imagem georreferenciada, esta passa por um processo
de filtragem, que é necessária para evitar que estes ruídos influenciem negativamente
o resultado do registro de imagens.

Na Figura 3.4, para evitar áreas de baixa probabilidade da localização do VANT na
imagem georreferenciada e para diminuir a utilização de recursos computacionais,
o registro automático de imagens é realizado em uma região restrita da imagem
georreferenciada. Esta região restrita, denominada área de correlação, é selecionada
utilizando a melhor informação disponível sobre a posição do VANT fornecida pelo
INS. Como o sistema é acionado no instante da falha do sinal do GNSS, o erro de
estimação da posição fornecido pelo INS é igual ao erro do GNSS (CONTE; DOHERTY,
2008; SILVA et al., 2015; BRAGA et al., 2016).

Na Figura 3.4, para diminuir a influência da variação de iluminação do ambiente
entre as imagens no resultado final do registro automático e para permitir a utilização
de imagens de diferentes sensores, a imagem aérea e a imagem georreferenciada tem
suas bordas detectadas (CONTE; DOHERTY, 2008; BRAGA et al., 2016; SILVA et al.,
2015).

O último passo do algoritmo estimação da posição do VANT por registro automático
de imagens é o cálculo do índice de correlação entre área de correlação e a imagem
aérea capturada pelo sensor da aeronave. O cálculo do índice de correlação é realizado
pelo algoritmo de correlação cruzada após o processo de extração de bordas das
imagens. O resultado da correlação cruzada entre as imagens é uma matriz, cujo o
maior valor representa a estimação da posição do VANT (CONTE; DOHERTY, 2008;
GOLTZ et al., 2011; SILVA et al., 2015; BRAGA et al., 2016). O algoritmo de estimação
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da posição do VANT por registro automático de imagens será retomado com mais
detalhes no capítulo 6.

O passo final da abordagem de estimação da posição do VANT proposta, exibida na
Figura 3.1, é a fusão da resposta da estimação da posição fornecida pela odometria
visual com a resposta da estimação da posição fornecida pelo registro automático de
imagens. Para esta finalidade, utiliza-se a fusão de dados, que por meio da combi-
nação de dados derivados de fontes distintas ou de dados distintos da mesma fonte
produz uma informação com menor incerteza do que quando considera-se essas fon-
tes de dados isoladamente (MOSHIRI, 2010). O termo menor incerteza refere-se ao
fato de produzir um dado com mais confiabilidade, mais preciso (MOSHIRI, 2010).
Há diferentes algoritmos desenvolvidos para a realizar a fusão de dados, nesta pes-
quisa, é aplicado o FPNE. Segundo (CAMPOS VELHO; FURTADO, 2011), o FPNE
pode produzir respostas melhores de estimação que o algoritmo tradicional de FP.
A resposta do FPNE é a estimação da posição do VANT, que é utilizada para subs-
tituir a informação do GNSS, quando há interrupção do seu sinal, na correção do
INS da aeronave. O algoritmo de estimação da posição do VANT por fusão de dados
será retomado com mais detalhes no capítulo 8.

O método de estimação da posição do VANT proposto necessita ser implementado
em um sistema de computação que permita manter a segurança da aeronave durante
voo (CONTE; DOHERTY, 2008; BRAGA et al., 2016). As restrições de tempo para a
resposta sobre o posicionamento da aeronave necessitam de plataformas computa-
cionais com bom desempenho computacional e que permitam ser embarcadas em
um VANT. Desta forma, a próxima seção descreve as plataformas computacionais
aplicadas para a implementação da abordagem de estimação de posição do VANT
proposta.

3.1 HARDWARE DE DESENVOLVIMENTO

Dois computadores “single-board”, que podem ser embarcados em VANT devido ao
seu baixo consumo energético e tamanho pequeno, foram utilizados para a imple-
mentação do método proposto, eles são: Raspberry PI Model B-1 e o Zybo Zynq
7000.

3.1.1 RASPBERRY PI MODEL B-1

O computador Raspberry PI Model B-1 é exibido na Figura 3.5
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Figura 3.5 - Computador Raspberry PI Model B-1.

Fonte: Obtido de Raspberry Pi (2015)

As principais características do Raspberry PI Model B-1 são (Raspberry Pi, 2015):

• Peso de 45 gramas;

• Comprimento de 8.56 cm e largura de 5.65 cm;

• Consumo energético de 3.5 wats e 700 miliampere;

• Processador ARM1176JZF-S single core com frequência de 700 MHz com
arquitetura de 32-bits;

• Memória de 512 “Mega Bytes” (MB) “Synchronous Dynamic Random Ac-
cess Memory” (SDRAM);

• 2 portas “Universal Serial Bus” (USB) 2.0 para conexão de teclado,
“mouse” ou outro periférico;

• Saída de vídeo “High-Definition Multimedia Interface” (HDMI);

• Unidade de Processamento Gráfico (GPU, do inglês, Graphics Processing
Unit) Broadcom VideoCore IV com freqüência de 250 MHz;

• “Slot” para cartão de memória de estado sólido;

Utilizando um cartão de memória de no mínimo 4 “Giga Bytes” (GB) é possível a
instalação do sistema operacional Raspbian para realizar o controle do Raspberry
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PI Model B-1. Este sistema operacional é baseado no Debian (Linux), possui inter-
face gráfica amigável (ambiente “desktop”) “Lightweight X11 Desktop Environment”
(LXDE), nele também é possível a instalação de compiladores da linguagem de pro-
gramação C e da biblioteca OpenCV. A biblioteca OpenCV é utilizada no desen-
volvimento de aplicativos na área de visão computacional e possui como principais
características: a facilidade na implementação de aplicações; ser multiplataforma,
está disponível em diversas linguagens de programação (C, C++, Java, Pyhton); e
totalmente livre ao uso acadêmico e comercial.

O Raspberry PI Model B-1 possui um conjunto de 26 pinos, exibido na Figura
3.6, para a conexão com o mundo exterior. Dos 26 pinos, 17 são “General Purpose
Input/Output”, que permitem a comunicação com outros periféricos, 5 são terra e
os outro 4 pinos são para a alimentação do periférico conectado (Raspberry Pi, 2015).

Figura 3.6 - Conjunto de pinos GPIO para a conexão de periféricos.

Fonte: Obtido de Raspberry Pi (2015).

Um dos periféricos que pode ser conectado à Raspberry PI Model B-1, por meio do
conjunto de 26 pinos mostrado na 3.6, é a placa LOGI PI, exibida na Figura 3.7,
que possui entre seus principais componentes a FPGA Spartan 6 LX9.
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Figura 3.7 - Placa LOGI PI, que possui a FPGA Spartan 6 LX9.

Fonte: Obtido de ValentFX (2014).

As principais características da FPGA Spartan 6 LX9 são (XILINX, 2015):

• Fabricante: Xilinx Inc;

• Número de elementos lógicos: 9152;

• Número de Blocos Lógico Configuráveis (CLB, do inglês, Configurable Lo-
gic Blocks): 715;

• Total de Mémória de Acesso Aleatório (RAM, do inglês, Random Access
Memory): 72 KB (Kilo Bytes).

A comunicação (lado da CPU) entre a CPU da Raspberry e a FPGA Spartan 6,
presente na placa LOGI PI, é realizada via “Serial Peripheral Interface” (SPI), que é
um protocolo desenvolvido para a comunicação de um microcontrolador e periféricos
(VALENTFX, 2014).

A comunicação entre CPU e FPGA é exibida na Figura 3.8.

Figura 3.8 - Comunicação entre CPU e FPGA no computador Raspberry PI Model B-1.

Fonte: Adaptado de ValentFX (2014).
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O componente “Wishbone”, exibido na Figura 3.8, é um barramento de código aberto
destinado a comunicação de periféricos, na placa LOGI PI é o responsável pela a
comunicação CPU-FPGA do lado FPGA. O tamanho da palavra na comunicação
CPU-FPGA é de 16 bits. O clock do SPI é de 32 MHz. Testes em laboratório
mostram que o “throughput” de comunicação CPU-FPGA é de 3.0 MB por segundo
(VALENTFX, 2014).

A empresa Valent-FX, desenvolvedora da placa LOGI PI, criou uma Interface de
Programação de Aplicação (API, do inglês, Application Programming Interface)
desenvolvida em linguagem C e Python, para tornar transparante a comunicação
entre a CPU e a FPGA.

3.1.2 ZYBO ZYNQ 7000

O computador Zybo Zynq 7000, exibido na Figura 3.9, é um hardware para sistema
embarcado de nova geração, que utiliza a tecnologia “System-on-Chip” (SoC) em seu
“micro-chip”. Esta nova geração de computadores, que utilizam a tecnologia SoC,
contém em um único encapsulamento uma parte de lógica programável (FPGA) e
um ou mais núcleos dedicados com processador ARM (DIGILENT, 2016).

Figura 3.9 - Placa Zybo Zynq 7000. SoC com processador ARM Cortex-A9 e FPGA Artix-
7.

Fonte: Obtido de Digilent (2016).

Os computadores SoC consomem menos energia do que os computadores “multi-
chip” que eles substituem, pois a maior parte do consumo ocorre na comunicação
entre os componentes do sistema. Em computadores SoC, como todos os compo-
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nentes estão no mesmo “chip” e internamente conectados o consumo de energia é
reduzido. Além disso, o computador SoC fornece uma execução mais rápida devido
a comunicação entre os componentes ser mais veloz (FLYNN; LUK, 2014).

As principais caracteristicas do Zybo Zynq 7000 são (DIGILENT, 2016):

• Peso de 114 gramas;

• Comprimento de 12.27 cm e largura de 7.62 cm;

• Consumo energético de 12.5 wats e 2.5 ampere;

• Processador ARM Cortex 9 dual core com frequência de 650 MHz e arqui-
tetura de 32-bits;

• FPGA Artix-7;

• Memória de 512 MB SDRAM;

• 1 porta USB 2.0 para conexão de teclado, “mouse” ou outro periférico;

• Saída de vídeo HDMI;

• “Slot” para cartão de memória de estado sólido;

Utilizando um cartão de memória de 4 GB é possível a instalação de um sistema
operacional baseado em Linux para realizar o controle do computador Zybo Zynq
700. No sistema operacional é possível instalar um compilador de linguagem C e a
biblioteca OpenCV.

O computador Zybo Zynq 7000 possui em ummesmo chip um processador ARM, que
é o núcleo do Sistema de Processamento (PS, do inglês, Processing System), e uma
FPGA Artix 7, que o núcleo da Lógica Programável (PL, do inglês, Programmable
Logic) cuja as principais características são (DIGILENT, 2016):

• Fabricante: Xilinx Inc;

• Número de elementos lógicos: 12800;

• Número de CLB: 2000;

• Total de RAM disponível: 720 KB.
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A principal característica do computador Zybo é o forte acoplamento e a rápida
comunicação entre o PS e o PL (AHMADINIA, 2016). O processador ARM pode ser
conectado diretamente à FPGA por meio do do barramento “Advanced Extensi-
ble Interface” (AXI) (AHMADINIA, 2016). A Figura 3.10 exibe como é realizada a
comunicação de dados entre processador ARM e FPGA no computador Zybo.

Figura 3.10 - Comunicação entre o processador ARM e a FPGA no computador Zybo por
meio do barramento AXI

Fonte: Adaptado de Ahmadinia (2016).

O barramento AXI opera em uma frequência de 450 MHz e um “throughput” de
comunicação CPU-FPGA de 1200 MB por segundo. O tamanho da palavra na co-
municação entre processador ARM e FPGA e de 32 bits.

A empresa Digilent, desenvolvedora da placa Zybo Zynq 7000, criou uma API, em
linguagem C, para tornar transparante a comunicação entre o processador AMR e
a FPGA (DIGILENT, 2016).
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4 FORMAÇÃO DE IMAGEM EM CÂMERA ESTENOPEICA

As câmeras são dispositivos para a aquisição de imagens com aplicação em diversas
áreas, entre elas, a robótica (PETER, 2011). Uma câmera representa uma relação
entre o espaço tridimensional e um espaço bidimensional, denominado imagem. Esta
relação consiste na construção de um modelo geométrico que mapeia pontos do
objeto no plano da imagem (PEDRINI; SCHARTZ, 2008).

A câmera realiza uma transformação de perspectiva do espaço tridimensional para
o plano da imagem. Transformações de perspectiva, também denominadas homo-
grafias, mapeiam cada ponto dos objetos que compõem a cena, no espaço com três
dimensões, para o plano da imagem (PEDRINI; SCHARTZ, 2008).

Vários modelos de câmera tem sido empregados para aproximar sistemas ópticos,
por exemplo, as câmeras esféricas e as câmeras estenopeica. O modelo de câmera
mais simples é modelo de câmera estenopeica, do qual são derivados modelos mais
complexos (HARTLEY; ZISSERMAN, 2004).

Nas próximas seções do capítulo é realizada a fundamentação teórica sobre câmeras
estenopeica, informações sobre outros modelos de câmera, como a câmera esférica
podem ser obtidas em Nayar (1997).

4.1 CÂMERA ESTENOPEICA

O modelo de projeção perspectiva utilizado nesta pesquisa, para a formação de
imagens por radiação eletromagnética com comprimento de onda no visível, é o
de câmera estenopeica (“pinhole camera”), exibido na Figura 4.1. Este modelo de
câmera define o mapeamento de um ponto do mundo real, em três dimensões, para
o plano da imagem, em duas dimensões. O modelo de câmera estenopeica é uma
simplificação da câmera real (NISHITANI, 2015).
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Figura 4.1 - Esboço da câmera estenopeica

Fonte: Adaptado de MathWorks (2017).

A imagem em uma câmera estenopeica é formada pela entrada de feixes de luz
através de uma abertura e a projeção desses feixes em uma tela, denominada plano
da imagem. O modelo de projeção perspectiva da câmera estenopeica é exibido na
Figura 4.2.

Figura 4.2 - Modelo de projeção perspectiva da câmera estenopeica.

Fonte: Adaptado de Nishitani (2015).

Pontos de um objeto, pertencentes à cena, correspondem-se com pontos no plano da
imagem por meio da composição de transformações aplicadas sobre quatro sistemas
de coordenadas, estes sistemas são: sistema de coordenadas do mundo global; sistema
de coordenadas da câmera estenopeica; sistema de coordenadas da imagem; sistema
de coordenadas em pixel.
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O sistema de coordenada do mundo real é um sistema de referência com três dimen-
sões, que descreve objetos na cena. O pontoA, na Figura 4.2 é um ponto pertencente
à este sistema com coordenadas denotadas por (X, Y, Z).

O sistema de de coordenadas da câmera também é um sistema com três dimensões
com origem no ponto C, exibido na Figura 4.2. Este ponto é denominado centro
de projeção, ou centro óptico, que é a origem do centro de coordenadas da câmera
(PEDRINI; SCHARTZ, 2008). As coordenadas do sistema da câmera são denotadas
por (Xc, Yc, Zc). O eixo que passa pela reta Zc = 0 é denominado eixo principal ou
eixo óptico.

O sistema de coordenadas da imagem é um sistema com duas dimensões, com origem
no ponto P, denominado ponto principal. O ponto P é colinear ao ponto C. A
distância entre esses dois pontos é denominada distância focal e tem valor f , como
exibido na Figura 4.2. A imagem é formada no plano Zc = f , denominado plano da
imagem. O ponto P é a intersecção entre o plano da imagem e o eixo principal. As
coordenadas no sistema da imagem são denotados por (Xi, Yi)

O sistema de coordenadas em pixel possui duas dimensões, suas coordenadas, deno-
tadas por (Xpi, Ypi) e são expressas em valores de pixel da imagem. Nesta pesquisa,
a origem deste sistema é o canto superior esquerdo da imagem.

4.1.1 PARÂMETROS EXTRINSECOS DA CÂMERA ESTENO-
PEICA

A composição de transformações necessárias para mapear um ponto do objeto, per-
tencente à cena, em uma imagem é exibida na Figura 4.3.

Figura 4.3 - Transformações necessárias para mapear um ponto do objeto, no sistema
de coordenadas do mundo real, para um ponto na imagem, no sistema de
coordenadas em pixel.

Fonte: Adaptado de Pedrini e Schartz (2008).
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Na Figura 4.3, TR1 é a transformação do sistema de coordenada do mundo real para
o sistema de coordenada da câmera; Tr2 é a transformação do sistema de coordenada
da câmera para o sistema de coordenada da imagem; Tr3 é a transformação do
sistema de coordenada da imagem para o sistema de coordenadas em pixels.

As transformações de corpos rígidos, uma combinação de translações e rotações,
podem estabelecer a relação entre o sistema de coordenadas do mundo real e o
sistema da câmera(PEDRINI; SCHARTZ, 2008). O primeiro passo é deslocar a origem
do sistema de coordenadas do mundo real para origem do sistema de coordenadas
da câmera, este deslocamento é obtido pela matriz de translação T ,em coordenadas
homogêneas, exibida na Equação 4.1.

T =


1 0 0 tx

0 1 0 ty

0 0 1 tz

0 0 0 1

 (4.1)

onde tx, ty e tz são os valores do deslocamento nos eixos X, Y e Z, respectivamente.

Após a translação do sistema de coordenadas do mundo real para o sistema da
câmera, ocorre a transformação de rotação entre os dois sistemas para que eles
coincidam. A transformação de rotação é obtida pela combinação de rotação em
cada um dos eixos do sistema: rotação em X (Equação 4.2); rotação em Y (Equação
4.3); e rotação em Z (Equação 4.4).

R(φ)x =


1 0 0 0
0 cos(φ) −sen(φ) 0
0 sen(φ) cos(φ) 0
0 0 0 1

 (4.2)

R(θ)y =


cos(θ) 0 −sen(θ) 0

0 1 0 0
sen(θ) 0 cos(θ) 0

0 0 0 1

 (4.3)
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R(ψ)z =


cos(ψ) sen(ψ) 0 0
−sen(ψ) cos(ψ) 0 0

0 0 1 0
0 0 0 1

 (4.4)

Nas Equações (em coordenadas homogêneas) 4.2, 4.3 e 4.4, ângulos positivos são
aqueles medidos no sentido anti-horário, considerando a origem vista pela parte
positiva dos eixos.

A combinação das três rotações em torno de cada um dos eixos Z, Y , X, nesta
ordem, é expressa pela Equação 4.5

R = Rx(φ)Ry(θ)Rz(ψ) (4.5)

Desta forma, o valor de R é definido pela Equação 4.6, em coordenada homogênea.

R =


r1 r2 r3 0
r4 r5 r6 0
r7 r8 r9 0
0 0 0 1

 (4.6)

onde

r1 = cos(θ)cos(ψ)
r2 = cos(θ)sin(ψ)
r3 = −sen(θ)

(4.7)

r4 = −cos(φ)sen(ψ) + sen(φ)sen(θ)cos(ψ)
r5 = cos(φ)cos(ψ) + sen(φ)sen(θ)sen(ψ)

r6 = sen(φ)cos(θ)
(4.8)

r7 = sen(φ)sen(ψ) + cos(φ)sen(θ)cos(ψ)
r8 = −sen(φ)cos(ψ) + cos(φ)sen(θ)sen(ψ)

r9 = cos(φ)cos(θ)
(4.9)
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A rotação nos eixos X, Y e Z e a translação podem ser combinadas, como mostrada
na Equação 4.10.

Tr1 = Ac = Rx(φ)Ry(θ)Rz(ψ)TA =
 R T

0 0 0 1

A = EA (4.10)

onde AC é o ponto transformado para o sistema de coordenadas da câmera, A é
o ponto no sistema de coordenadas do mundo real e E é a matriz de parâmetros
extrínsecos da câmera, responsável pela transformação do sistema de coordenada do
mundo real para o sistema de coordenada da câmera. O ponto A está em coordenadas
homogêneas, sendo assim sua dimensão é igual 4 × 1, a matriz E possui dimensão
4 × 4, desta forma, o ponto Ac possui dimensão 4 × 1.

4.1.2 PARÂMETROS INTRÍNSECOS DA CÂMERA ESTENOPEICA

A transformação do sistemas de coordenadas da câmera estenopeica para o sistema
de coordenadas da imagem é uma transformação de perspectiva (HARTLEY; ZIS-

SERMAN, 2004). Por semelhança de triângulos (Figura 4.2), após o mapeamento do
ponto A, do sistema de coordenadas do mundo real para o sistema de coordenadas
da câmera, é possível obter as relações descritas nas Equações 4.11 e 4.12, que des-
crevem o mapeamento do sistema de coordenada tridimensional da câmera para o
sistema de coordenada bidimensional da imagem (HARTLEY; ZISSERMAN, 2004).

Xi = (fXc)/Zc (4.11)

Yi = (fYc)/Zc (4.12)

onde f é a distância focal da câmera estenopeica, Xc, Yc e Zc são as coordenadas
do ponto A no sistema de coordenadas da câmera e Xi, Yi são as coordenadas no
sistema de coordenadas da imagem.

A transformação de perspectiva, exibida nas Equações 4.11 e 4.12, pode ser escrita
na forma matricial (Equação 4.13).
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Tr2 = Ai =


Xi

Yi

W

 =


f 0 0 0
0 f 0 0
0 0 1 0

 .

Xc

Yc

Zc

1

 (4.13)

O mapeamento de um ponto do mundo real para o plano da imagem deve considerar:

• a unidade do sistema de coordenadas da câmera, normalmente em metros,
e a unidade do sistema de coordenadas da imagem, normalmente em pixels.

• a distância entre linhas e colunas da imagem pode ser diferente;

• linhas e colunas podem não estar dispostas perpendicularmente entre si;

• a origem do centro de coordenadas da imagem está no ponto principal P
(Figura 4.2), contudo, a origem do sistema de coordenadas em pixel está
no canto superior esquerdo da imagem.

• distorções na câmera;

A Equação 4.14 representa a transformação do sistema de coordena bidimensional
da imagem para o sistema de coordenada bidimensional em pixels, considerando os
fatores citados anteriormente.

Tr3 = Api =


xpi

ypi

w

 =


sx tan(α) px

0 sy py

0 0 1

 .

Xi

Yi

1

 (4.14)

onde sx e sy são o número de pixels por unidade de comprimento, nas direções do eixo
Xi (direção do eixo X no sistema de coordenadas da imagem) e Yi (direção do eixo
Y no sistema de coordenadas da imagem), respectivamente. Normalmente, os pixels
em uma imagem são quadrados, assim, sx = sy. Os valores de px e py correspondem
aos valores do ponto principal P no sistema de coordenadas em pixels, normalmente
o ponto principal ocupa o centro da imagem e esses valores são iguais à metade
das dimensões da imagem. O parâmetro α é o angulo formado entre as linhas e as
colunas do pixel, frequentemente igual a π

2 , quando isto ocorre o valor de tan(α)
deve ser substituído por zero (PEDRINI; SCHARTZ, 2008; MATHWORKS, 2017).

A Equações 4.13 e 4.14 podem ser combinadas, resultando na Equação 4.15.
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K =


f.sx f.tan(α) px 0

0 f.sy py 0
0 0 1 0

 =


sx tan(α) px

0 sy py

0 0 1

 .

f 0 0 0
0 f 0 0
0 0 1 0

 (4.15)

onde K é denominada a matriz de parâmetros intrínsecos da câmera estenopeica.

O produto da matriz de parâmetros extrínsecos pela matriz de parâmetros intrínse-
cos define a matriz H (homografia), que determina o mapeamento de um ponto do
mundo real para o plano da imagem (PEDRINI; SCHARTZ, 2008; NISHITANI, 2015).

H = KE (4.16)

Api = HA = KEA (4.17)

Na Equação 4.16, H é a homografia. Na Equação 4.17, Api é um ponto no sistema
de coordenadas em pixels e A é um ponto no sistema de coordenadas do mundo real.

A matriz de parâmetros extrínsecos e a matriz de parâmetros intrínsecos podem ser
definidas por um processo de calibração da câmera, que determina as características
ópticas (matriz de parâmetros intrínsecos) e a posição tridimensional e orientação
da câmera estenopeica (matriz de parâmetros extrínsecos) por meio da analise de
informações disponíveis por um conjunto de imagens da mesmo sensor (PEDRONI,
2008).

Para uma correta transformação de pontos no sistemas de coordenadas do mundo
real para o sistema de coordenadas em pixels, as distorções causadas pelas lentes
devem ser consideradas e corrigidas. As principais distorções que devem ser conside-
radas são: a distorção radial, que altera o perpendicularismo das linhas e colunas da
imagem; e a distorção de descentralização, que desloca o centro das lentes da câmera
em relação ao eixo principal (PEDRINI; SCHARTZ, 2008; CONTE; DOHERTY, 2008).
Nesta pesquisa, não há necessidade de correções de distorção radial e distorção de
descentralização para as imagens da câmera estenopeica, uma vez que a câmara uti-
lizada tem uma distância focal relativamente grande (aproximadamente 45 graus de
ângulo de visão horizontal), portanto, as distorções nas imagens são consideradas
pequenas para a precisão necessária do sistema de estimação da posição do VANT
(CONTE; DOHERTY, 2008). Além disso, o processo de correção das distorções das
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imagens pode impactar de maneira negativa o desempenho do algoritmo de estima-
ção da posição do VANT por processamento das imagens aéreas (CHUNHUI et al.,
2014).
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5 FORMAÇÃO DE IMAGENS EM SENSORES LiDAR

As câmeras de vídeo, sensores imageadores com modelo de projeção da câmera
estenopeica e que formam a imagem da cena a partir da radiação eletromagnética
com comprimento de onda no visível, são os sensores normalmente aplicados para
obtenção de imagens de uma região de interesse (HARTLEY; ZISSERMAN, 2004).
Recentemente, a tecnologia de escaneamento a laser vem sendo aplicada para o
mesmo objetivo (MCMANUS et al., 2013).

Apesar de ser uma tecnologia nova, o sistema de escaneamento a laser Light Detec-
tion and Ranging (LiDAR) vem sendo aplicado com sucesso em áreas como: mapea-
mento topográfico aerotransportado (WEST; WIGGINS, 2000); sensoriamento remoto
(ANTONARAKIS et al., 2008) e levantamento florestais (GORGENS et al., 2014)

A tecnologia LiDAR apresenta-se com uma das mais promissoras para realizar a
modelagem digital de terreno, sendo aplicada com sucesso na extração de Modelos
Digitais de Superfícies (MDS) e extração de Modelos Digitais de Elevação (MDE)
(JENSEN, 2009)

O LiDAR é uma tecnologia que permite a obtenção de informações tridimensionais
sobre pontos na superfície do terreno com grande precisão, por este motivo, é apli-
cada para a criação de MDS e MDE (JENSEN, 2009). Outra característica bastante
importante dos sistemas LiDAR é conseguir captar o valor da intensidade da reflec-
tância de objetos dispostos no terreno, por essa razão, vem sendo utilizado para a
classificação de padrões no solo (ANTONARAKIS et al., 2008). O sistema LiDAR é
capaz de armazenar, ao mesmo tempo, informações sobre a distância do objeto de
interesse bem como sua reflectância (JENSEN, 2009) (ANTONARAKIS et al., 2008).

Mais recentemente, a aplicação de sensores LiDAR surge como uma alternativa no
desenvolvimento de sistema de navegação por processamento de imagens, para robôs
móveis. Segundo (MCMANUS et al., 2013), os sensores LiDAR podem ser utilizados
para substituir o sistema de câmeras de vídeo de robôs móveis, para sua navegação
em ambiente externo, pois o ponto fraco das câmeras de vídeo é sua dependência da
luz do ambiente. Pequenas variações na luminosidade do ambiente externo podem
ser fonte de erro para o sistema de navegação por processamento de imagens, que
utilizam a câmera de vídeo como sensor imageador (MCMANUS et al., 2013).

O sensor LiDAR apresenta-se com uma alternativa para a substituição do sistema de
câmeras de vídeo para capturar imagens em ambientes com baixa luminosidade ou
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sem iluminação, pois as imagens de intensidade podem substituir as imagens em tons
de cinza oriundas das câmeras de vídeo. Perspectivas futuras apontam que os sen-
sores LiDAR serão utilizados para o desenvolvimento de sistemas de processamento
de imagens em veículos espaciais (MCMANUS et al., 2013).

Apesar do potencial para substituir câmeras de vídeo, os sensores LiDAR apresentam
algumas limitações que podem dificultar sua aplicação. Entre essas limitações, pode-
se citar: o sensor LiDAR possui uma baixa altitude de operação, a tecnologia LiDAR
pode não funcionar em altitudes superiores a 2000 metros; a tecnologia pode não
funcionar em áreas ou situações onde há grande reflexão; sensores LiDAR são muito
caros (NAZEMZADEH et al., 2017).

Sensores LiDARs de alta taxa de quadros “high-framerate” são capazes de gerar
imagens de intensidade ou MDS da cena com frequência semelhante a de câmeras
de vídeo, estes sensores são denominados de câmera LiDAR. De modo geral, as
câmeras LiDAR possuem um modelo de projeção esférico e fornecem a imagem
de intensidade da região de interesse com as distorções já corrigidas (MCMANUS et

al., 2013). Informações sobre o modelo de projeção esférico podem ser obtidas em
(NAYAR, 1997).

Geralmente, pulsos laser no comprimento do infra-vermelho próximo (comprimento
de onda entre 0.75µm a 1.4µm) são aplicados para gerar as imagens de intensidade
LiDAR (GORGENS et al., 2014). O MDS pode ser obtido por meio de um pulso no
infra-vermelho próximo ou pela combinação de dois pulsos com comprimento de
onda diferentes (WEST; WIGGINS, 2000).

Na pesquisa desenvolvida por McManus et al. (2013), o autor compara o processo
de odometria visual para estimar a trajetória realizada por um robô, utilizando
uma câmera estenopeica e uma câmera LiDAR para a captura de imagens dos alvos
na cena. A câmera LiDAR captura imagens de intensidade dos alvos na cena. O
estudo conclui que é possível realizar a odometria visual com imagens de intensidade
oriundas de uma câmera LiDAR com alta taxa de quadros. Além disso, o processo
de detecção e descrição dos pontos de interesse se mantém estável, mesmo quando
há variação da luminosidade (ou sem luminosidade) no ambiente. Na pesquisa de
(MCMANUS et al., 2013), emprega-se uma câmera LiDAR “Autonosys”, que gera
imagens de intensidade ou MDS a uma taxa de 2Hz com 480 × 360 pixels.

Outra característica importante de alguns sensores LiDAR é a capacidade de realizar
o imageamento de regiões cobertas por água, por exemplo o oceano, possibilitando
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a geração de imagens de intensidade ou MDS do da cobertura do fundo desta região
(JENSEN, 2009).

5.1 FUNCIONAMENTO DO SENSOR LiDAR

O sensor LiDAR é formado, basicamente, por um sistema de controle, por um es-
pelho e por um transmissor/receptor (GORGENS et al., 2014). Seu funcionamento
consiste na emissão de um pulso laser, com elevada frequência de repetição (supe-
rior a cem mil pulsos por segundo), que é direcionado ao solo pelo espelho do sensor
(JENSEN, 2009; GORGENS et al., 2014). O sistema de controle do sensor é responsável
pelo posicionamento do espelho para que o pulso de laser atinja o alvo desejável
(GORGENS et al., 2014).

O tempo de retorno do pulso à fonte (sensor) pode ser medido, o que permite realizar
uma estimativa da distância do alvo ao sensor. A Equação 5.1 determina o tempo
percurso de um pulso de luz (JENSEN, 2009; GORGENS et al., 2014).

t = 2.d
c

(5.1)

onde t é o tempo do percurso do pulso (ida e volta ao sensor), d é a distância entre
o sensor e o objeto e c é o valor da velocidade do pulso, que é igual a velocidade de
propagação da luz no vácuo, que é 3× 108m/s.

Rearranjando a Equação 5.1 é possível obter a distância d do sensor ao objeto,
Equação 5.2.

d = 1
2 .t.c (5.2)

O espelho do sistema LiDAR direciona os pulsos para que estes atinjam o terreno
com um determinado diâmetro (Dc), denominado “footprint”, que é calculado pela
Equação 5.3

Dc = D + 2.h.tan(γ2 ) (5.3)

onde D é o diâmetro do pulso laser ao sair do sensor, h é a altura (ou distância) do
sensor ao objeto e γ é a divergência do laser.
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Um dado importante, que pode ser obtido pelo sensor LiDAR, é a intensidade regis-
trada, que corresponde a energia emitida pelo sensor e que foi refletida pelo objeto
e retornou ao sensor. O valor da intensidade pode mudar de um equipamento para
o outro, por este motivo, para a o desenvolvimento de um sistema de navegação por
processamento de imagens de intensidade, o mesmo sensor LiDAR deve ser aplicado
(MCMANUS et al., 2013; GORGENS et al., 2014). A quantidade de energia que é re-
fletida por um objeto e recebida pelo sensor LiDAR é determinada pela Equação
5.4

Er = ρ.
M2.Dc

π.h2 .Et (5.4)

onde Dc é a medida do “footprint”, h é a altura (ou distância) do sensor ao objeto,
Et é a energia emitida pelo equipamento LiDAR, M é o coeficiente de transmissão
atmosférica, e ρ é o coeficiente de reflectância, que é uma propriedade de cada objeto
e é diferente para cada comprimento de onda (GORGENS et al., 2014).

A Figura 5.1 mostra o funcionamento de um sensor LIDAR aerotransportado, onde
o solo é escaneado pelo pulso de laser emitido pelo sensor.

Figura 5.1 - Funcionamento de um sensor LiDAR aerotransportado.

Fonte: Adaptado de Guenther et al. (2000).
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O sensor LiDAR possui sua própria fonte de luz (pulso de laser), desta forma, é con-
siderado um método direto de captura de dados, ou seja, um sensor ativo (JENSEN,
2009). Os sensores ativos possuem vantagem em comparação aos sensores passivos
(sensores ópticos), pois não dependem do sol como fonte de iluminação, portanto,
a análise dos dados oriundos do sensor LiDAR não é comprometida pela presença
de sombras, presença de nuvens ou pela falta de iluminação no ambiente (JENSEN,
2009).

A medida de distância dos pontos de uma determinada região ao sensor e o valor
da quantidade de energia refletida formam um conjunto de dados de elevação e in-
tensidade do terreno. Essas medições são sistematicamente distribuídas no tempo,
acompanhando a trajetória de voo, criando uma nuvem de pontos. A partir desta
nuvem de pontos são criados, por mapeamento, o MDS, o MDE e as imagens de
intensidade. Durante o mapeamento, valores inteiros de coordenadas da nuvem de
pontos podem originar valores fracionários na imagem. Portanto, para atribuir va-
lores de intensidade ou distâncias que não se encontram na nova grade da imagem,
um método de interpolação deve ser aplicado (MCMANUS et al., 2013; GORGENS et

al., 2014) 1.

Existem diversos métodos de interpolação que podem ser aplicados sobre nuvem de
pontos provenientes de um sensor LiDAR , entre eles, a interpolação bicúbica. O em-
prego da interpolação bicúbica deve-se ao fato desta não causar bordas serrilhadas,
como na interpolação pelo vizinho mais próximo, e não causar borramento, como
ocorre na interpolação bilinear (PEDRINI; SCHARTZ, 2008; MCMANUS et al., 2013).

A interpolação bicúbica aplica uma vizinhança 4 × 4, ao redor do ponto de interesse,
para calcular seu valor de distância ou intensidade (PEDRINI; SCHARTZ, 2008). A
função “B-spline cúbica”, Equação 5.5, é aplicada para determinar as intensidades
ou distâncias na imagem interpolada.

f(x′, y′) =
2∑

m=−1

2∑
n=−1

f(x+m, y + n)R(m− dx)R(dy − n) (5.5)

onde dx e dy são os valores distância do ponto (x, y) para o ponto (x′, y′), na hori-
zontal e vertical, respectivamente, O valor de R é definido por

1Informações sobre métodos de interpolação sobre nuvem de pontos LiDAR podem ser obtidas
em (ASHRAF et al., 2017)
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R(s) = 1
6 .(P (s+ 2)2 − 4P (s+ 1)3 + 6P (s)3 − 4P (s− 1)3) (5.6)

o valor de P é definido por:

P (t) =

0, t 6 0
t, t > 0

(5.7)

O pulso de laser proveniente do sensor LiDAR tem a capacidade de penetração em
pequenas aberturas do dossel de árvores, conseguindo obter dados do solo abaixo
das copas de uma floresta (GORGENS et al., 2014). Outra característica do pulso de
laser dos sensores LiDAR é a capacidade de penetração na água. Pulsos de lasers
que utilizam a luz verde-azul, com comprimento de pulso centrado em 0, 532µm, têm
capacidade de penetração na água, e são aplicados para o mapeamento batimétrico
(MIKHAIL et al., 2001).

5.2 MAPEAMENTO BATIMÉTRICO POR SENSORES LiDAR

A batimetria consiste no processo da medição da profundidade de, lagos, rios e
regiões oceânicas por meio de ecobatímetros, ou, como feito mais recentemente, por
meio de sensores LiDAR. As informações sobre a profundidade de regiões de mares e
água doce pode ser determinada precisamente por sensoriamento remoto por LIDAR
(JENSEN, 2009).

A batimetria por sensor LiDAR obedece aos seguintes passos (JENSEN, 2009):

• O sistema envia simultaneamente dois pulso de laser diferentes;

Um pulso de luz no infravermelho próximo, comprimento de onda de
1, 064µm. Grande parte deste pulso é absorvida pela superfície da água,
mas uma quantidade é refletida e retorna ao receptor.

Um pulso de luz no verde-azul, comprimento de onda de 0, 532µm.
Uma parte também é absorvida pela água, mas uma quantidade penetra
a coluna de água, atinge o fundo e é refletida ao receptor.

• A profundidade é determinada a partir da diferença de tempo entre o
retorno do pulso infravermelho próximo, refletido pela superfície da água,
e do retorno do pulso verde-azul, refletido pelo terreno ao fundo da coluna
de água. É importante realizar também a diferença entre a velocidade de
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propagação da luz no ar e na água (GUENTHER et al., 2000).

• Um sistema GPS e um sistema INS fazem o georreferenciamento dos pontos
dos quais foi calculada a profundidade;

A luz no verde-azul é selecionada, pois é capaz de penetrar colunas de águas, com
atenuação mínima, devido a seu comprimento de onda que varia de 0.44µm a 0.54µm.
A profundidade máxima de penetração é de aproximadamente 60 metros, isto ocorre
devido ao espalhamento, a absorção e a refração que luz sofre ao atravessar a coluna
de água (JENSEN, 2009).

A Figura 5.2 mostra o mapeamento batimétrico realizado por um sensor LiDAR.

Figura 5.2 - Mapeamento batimétrico realizado por um sensor LiDAR.

Fonte: Adaptado de Guenther et al. (2000).

A batimetria por sensores LiDAR possui as seguintes vantagens em relação ao mé-
todo tradicional de mapeamento batimétrico, realizado por Navegação e Medição de
Distância pelo Som (SONAR, do inglês, Sound Navigation and Ranging) (JENSEN,
2009):

• Funciona muito bem em água rasa, onde a embarcação portadora do sis-
tema SONAR pode encalhar (GUENTHER et al., 2000);

• Pode ser usado em áreas costeiras perigosas (com formação rochosas ou
ondas altas) (WEST; WIGGINS, 2000);

• É móvel e possui rápida resposta devido ao fato de poder ser aerotrans-
portado (GUENTHER et al., 2000);
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• É capaz de investigar uma área extensa em menos tempo, proporcionando
vantagens econômicas (GUENTHER et al., 2000) (WEST; WIGGINS, 2000).

Devido a capacidade de penetração na água da luz no comprimento de onda do
verde-azul, sensores LiDAR que emitem pulsos de laser neste comprimento de onda
estão sendo aplicados para realizar o mapeamento da superfície (gerar o MDS) da
cobertura do fundo de regiões oceânicas (GUENTHER et al., 2000).
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6 ESTIMAÇÃO DA POSIÇÃO DO VANT POR REGISTRO AUTO-
MÁTICO DE IMAGENS

Registro de imagens é o processo de sobreposição de duas imagens de uma mesma
cena, porém, capturadas em instantes de tempo diferentes ou sob um diferente ponto
de vista, utilizando diferentes sensores (PEDRINI; SCHARTZ, 2008). O registro de
imagens tem sido aplicado, com diferentes propósitos, em diversas áreas do conhe-
cimento, entre elas (ZITOVA; FLUSSER, 2003):

• medicina - a combinação de imagens obtidas por diferentes técnicas de
aquisição, como tomografia computadorizada e ressonância magnética, ge-
ram informações mais completas sobre o paciente;

• sensoriamento remoto - para detectar a ocorrência de mudanças no terreno
e acompanhar o processo de utilização do solo;

• visão computacional - recuperação de informação tridimensional por meio
da visão estereoscópica.

Há na literatura duas principais abordagens que podem ser utilizadas para o regis-
tro de imagens (CONTE; DOHERTY, 2008): registro baseado na correlação de imagens
e o registro de imagens baseado no casamento de padrões. O registro baseado na
correlação faz a convolução entre duas imagens e então é adotado um critério de
similaridade para determinar qual a melhor sobreposição entre elas. O registro base-
ado no casamento de padrões localiza um conjunto de características representativas
(por exemplo, algum marco, do inglês, “landmark”) em ambas as imagens, e o re-
gistro é obtido pela correspondência entre os conjuntos (BROWN, 1992). Ambos os
métodos apresentam vantagens e desvantagens.

De modo geral, métodos baseados no casamento de padrões não operam diretamente
sobre o valor de intensidade do pixel. Os padrões são normalmente uma informação
representada por um modelo geométrico. Portanto, este método é adequado para
situações onde há pontos de referência distintos no solo e que não são afetados
por mudanças sazonais (por exemplo, estradas e grandes construções). A principal
vantagem deste método é que mesmo um pequeno ponto de referência pode tornar
uma grande porção do terreno única. Esta característica é a principal diferença
para os métodos baseados em correlação, onde pequenos detalhes em uma imagem
podem influenciar o resultado final da similaridade. Por outo lado, o método baseado
no casamento de padrões pode ser apenas aplicado em locais onde há pontos de
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referência distintos e sua performance é prejudicada pelo processo de localização
dos pontos de interesse, descrição e correspondência entre esses pontos, desta forma,
o método não se mostra adequado para aplicações de tempo real (BROWN, 1992;
ZITOVA; FLUSSER, 2003; CONTE; DOHERTY, 2008).

Métodos baseados na correlação entre imagens podem ser aplicados em áreas onde
não há pontos de referência no solo e, além disso, são mais eficientes que os métodos
de registro por casamento de padrões, sendo mais adequados para aplicações de
tempo-real (BROWN, 1992; ZITOVA; FLUSSER, 2003; CONTE; DOHERTY, 2008).

Recentemente, métodos baseados na correlação entre imagens tem sido aplicados
para a estimação da posição geográfica do VANT. Nas pesquisas desenvolvidas por
Conte e Doherty (2008), Goltz et al. (2011) e Silva et al. (2015), que realizam a
estimação da posição geográfica do VANT por métodos baseados na correlação entre
imagens, os autores denominam esta técnica como registro automático de imagens.

No contexto desta pesquisa, um método de registro automático de imagens é aplicado
para estimar o posicionamento geográfico do VANT. Neste trabalho, o algoritmo de
registro automático de imagens é composto por uma sequência de transformações
sobre as imagens, por exemplo, transformações de escala e rotação. Estas transfor-
mações permitem a correta sobreposição entre as imagens. A Figura 6.1 exibe o
algoritmo de registro automático de imagens utilizado.
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Figura 6.1 - Método de registro automático de imagens aplicado para estimar o posicio-
namento geográfico do VANT.

Fonte: Produção do autor.

O método de registro automático de imagens, apresentado na Figura 6.1, aplicado
para estimar a posição geográfica de um VANT é composto dos seguintes passos:

• Primeiramente, uma imagem aérea, capturada pelo sensor imageador (câ-
mera de vídeo ou sensor LiDAR) do VANT, e a imagem georreferenciada
(imagem de satélite na banda do visível ou proveniente de sensor LiDAR),
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da região sobrevoada, são convertidas para tons de cinza. Esta transfor-
mação permite o aumento da eficiência computacional dos algoritmos de
filtragem e extração de borda, pois os cálculos dos algoritmos são realizados
em apenas uma banda;

• As imagens monocromáticas são filtradas para que ruídos indesejáveis, que
possam afetar o resultado do registro automático de imagens, sejam elimi-
nados;

• A imagem monocromática aérea passa por um ajuste de escala e rotação,
em relação a imagem georreferenciada, para melhorar o resultado final do
registro de imagens. Durante este ajuste, a imagem aérea é transformada
para a mesma escala e rotação da imagem georreferenciada. O ajuste de
escala é obtido utilizando informações do altímetro da aeronave e resolução
da imagem georreferenciada. Já o ajuste de rotação é obtido utilizando
informações da bússola magnética presente no VANT;

• Seleção da área de correlação, que é uma subimagem da imagem georre-
ferenciada monocromática. Esta subimagem é empregada no processo de
registro automático para evitar áreas de baixa probabilidade da posição
do VANT e para melhorar o desempenho computacional do método. A
área de correlação é selecionada utilizando a melhor informação sobre o
posicionamento do VANT, fornecida pelo INS (CONTE; DOHERTY, 2008;
BRAGA et al., 2016). O tamanho final da área de correlação, subimagem da
imagem georreferenciada monocromática, depende do tamanho da imagem
aérea, após o ajuste de escala, e da incerteza da informação do INS sobre
posicionamento do VANT. O cálculo do tamanho a área de correlação é
dado por:

TL
TA

 =
IL + inc

IA + inc

 (6.1)

onde TL e TA são a largura e altura da área de correlação, respectivamente.
IL e IA são, respectivamente, a largura e altura da imagem aérea (captu-
rada pelo VANT) após o ajuste de escala. O valor de inc é a incerteza do
posicionamento do VANT em pixels. O valor de inc, obtido em pixels é
determinado por:

inc = incmetros
Ires

(6.2)
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onde incmetros é o valor da incerteza do posicionamento do VANT, fornecido
pelo INS, em metros e Ires é a resolução da imagem georreferenciada em
metros
pixel

. O valor de incmetros foi determinado por Conte e Doherty (2008)
e varia de 10 a 80 metros. O valor de 10 metros corresponde ao valor
da incerteza no momento da falha do GNSS, este valor é igual ao erro
do sistema GNSS. O valor de 80 metros é o maior valor possível para
a incerteza do INS e que permite uma navegação autônoma segura da
aeronave sobre áreas urbanas, este valor foi obtido após diversas medições
e considera o tamanho e velocidade do VANT (CONTE; DOHERTY, 2008;
BRAGA et al., 2016);

• O passo seguinte do método de registro automático de imagens é a detecção
de bordas da imagem aérea e da área de correlação (sub-imagem da ima-
gem georreferenciada). O processo de detecção de bordas é aplicado para
evitar que variações na iluminação do ambiente interfiram no resultado
final do registro de imagens (GOLTZ et al., 2011; SILVA et al., 2015; CONTE;

DOHERTY, 2008; BRAGA et al., 2016). Além disso, o registro automático de
imagens com a bordas detectadas permite que estas sejam provenientes de
diferentes sensores, como na pesquisa desenvolvida por Silva et al. (2015),
que realiza o registro entre imagens aéreas, capturadas por sensor infra-
vermelho termal, e imagens de satélite, capturadas por sensor óptico na
banda do visível.

Nesta pesquisa de doutorado, a detecção de bordas é realizada por
uma RNA com Perceptrons organizados em Múltiplas Camadas (MLP, do
inglês, Multilayer Perceptron) programada em FPGA, utilizando uma es-
tratégia de “Look-up Table”. Os operadores Canny e Sobel são utilizados
para avaliar o resultado de registro de automático de imagens com as bor-
das detectadas pela a MLP programada em FPGA. A arquitetura da MLP
aplicada para a detecção de bordas é determinada pelo Algoritmo de Co-
lisão de Múltiplas Partículas (MPCA, do inglês, Multi-Particle Collision
Algorithm);

• O passo final do algoritmo de registro é a medida de similaridade entre
as imagens com as bordas detectadas. Na literatura, há diversos métodos
para realizar esta medida de similaridade, entre eles: correlação cruzada,
correlação cruzada normalizada e a informação mútua (MONTEIRO et al.,
2006). Nesta pesquisa, empregou-se a correlação cruzada por já ter apresen-
tado resultados promissores (CONTE; DOHERTY, 2008; GOLTZ et al., 2011;
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BRAGA et al., 2016; SILVA et al., 2015). Por meio da correlação cruzada é
possível localizar na área de correlação a posição central da imagem aérea.
Considerando que o VANT ocupa a posição central na imagem capturada
pelo seu sensor (câmera de vídeo ou sensor LiDAR), obtém-se a posição
do VANT. Pelo fato de área de correlação ser uma sub-imagem da ima-
gem georreferenciada é possível obter as coordenadas geográficas (latitude
e longitude) do posicionamento do VANT.

O método proposto nesta tese de doutorado para realizar o registro automático de
imagens é baseado no algoritmo desenvolvido por Conte e Doherty (2008). Resulta-
dos aplicando o método proposto nesta tese são encontrados em Silva et al. (2015),
Braga et al. (2016).

Nas próximas seções é realizada a fundamentação teórica sobre cada etapa do mé-
todo proposto de registro automático de imagens. O capítulo é finalizado com a
apresentação dos resultados de estimação da posição de VANT obtidos pela aplica-
ção do método proposto de registro automático de imagens.

6.1 CONVERSÃO DE IMAGENS PARA TONS DE CINZA

A conversão para tons de cinza consiste na transformação de uma imagem multiban-
das ou multiespectral em uma imagem monocromática, mantendo as características
principais presentes na imagem (HUGHES et al., 2013). Uma imagem multibandas
é formada por n, n ≥ 2 imagens monocromáticas, que também são denominadas
bandas. Cada pixel na imagem monocromática representa apenas uma quantidade
de luz, ou seja, contém apenas informações de intensidade, este valor é denominado
nível de cinza. O processo de conversão de uma imagem multibandas para uma ima-
gem monocromática (também conhecida por imagens em tons de cinza) é aplicado
anteriormente aos processos de filtragem, extração de bordas e detecção e descrição
dos pontos característicos (PEDRINI; SCHARTZ, 2008).

A conversão de uma imagem multibanda para uma imagem monocromática permite
aumento no desempenho dos algoritmos de processamento de imagens, tais como,
os algoritmos de filtragem e extração de bordas, pois a computação é realizada
em apenas uma banda. De modo geral, esse aumento de desempenho ocorre sem
prejuízo ao resultado final do algoritmo, pois a conversão de uma imagem multibanda
para monocromática (tons de cinza) mantém as características principais da imagem
(HUGHES et al., 2013).
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O valor do pixel em uma imagem monocromática pode ser obtido por diferentes
métodos, entre eles, pela média aritmética dos valores dos pixels em cada banda da
imagem multibanda, como mostrado pela equação:

I(x, y) =
N∑
m=1

f(x, y)m
N

(6.3)

onde f(x, y)m é o valor do pixel na posição (x, y) da banda m, N é quantidade
de bandas na imagem multibandas e I(x, y) o valor do pixel, na posição (x, y), na
imagem monocromática.

Outro método para converter uma imagem colorida (imagem multibanda formada
pela combinação de bandas das cores primárias vermelha (R, “red”), verde (G,
“green”) e azul (B, “blue”) em tons de cinza, segue os seguintes passos (HUGHES

et al., 2013):

• Obtém-se o valor da intensidade do pixel na banda R, G e B;

• Então adiciona-se, aproximadamente, 30% do valor da intensidade do pixel
na banda R, mais 59% do valor da intensidade do pixel na banda G e mais
11% do valor da intensidade do pixel na banda Azul, como mostrado por:

I(x, y) = 0.2989.R(x, y) + 0.5870.G(x, y) + 0.1140.B(x, y) (6.4)

onde I(x, y) é o valor da intensidade do pixel, na posição x, y, na imagem em tons
de cinza, R(x, y), G(x, y) e B(x, y) são os valores da intensidade do pixel, na posi-
ção x, y, na banda vermelho, verde e azul, respectivamente. Segundo Hughes et al.
(2013), as porcentagens na Equação 6.4 relacionam-se a sensibilidade visual do olho
humano para as cores primárias.

6.2 FILTRAGEM DA IMAGEM

As operações de filtragem em imagens são técnicas utilizadas para melhorar a quali-
dade de uma imagem digital. Estas técnicas permitem diminuir a presença de ruídos,
que podem ser causados na aquisição ou das condições nas quais a imagens são cap-
turadas (HUGHES et al., 2013).

A filtragem de imagens pode ser realizada no domínio da frequência ou no domínio
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espacial. A filtragem no domínio da frequência opera sobre a transformada de Fourier
da imagem, por outro lado, a filtragem no domínio espacial opera diretamente sobre
os valores de intensidade dos pixels (PEDRINI; SCHARTZ, 2008).

As técnicas de filtragem espacial realizam uma transformações pixel a pixel na ima-
gem. Os filtros espaciais não consideram apenas o valor da intensidade de um deter-
minado pixel, mas também, o valor da intensidade dos pixels vizinhos. O processo de
filtragem é realizado com uso de matrizes denominadas máscaras, as quais são aplica-
das sobre a imagem em um processo conhecido por convolução (PEDRINI; SCHARTZ,
2008). Por exemplo, o processo de convolução com uma máscara W , de dimensão
3 × 3, com a matriz A, também de dimensão 3 × 3, que representa os valores dos
níveis de cinza de um trecho de uma imagem monocromática, é dado por:

W =


w1 w2 w3

w4 w5 w6

w7 w8 w9



A =


a1 a2 a3

a4 a5 a6

a7 a8 a9



R = w1.a1 + w2.a2 + w3.a3 + · · ·+ w9.a9 =
9∑
i=1

wi.ai

(6.5)

onde w1, w2, w3, · · · , w9 são os valores da máscara W . Os parâmetros
a1, a2, a3, · · · , a9 são os valores dos níveis de cinza da imagem monocromática A.
O valor R, resposta da convolução, é o novo valor da posição central da matriz A,
neste exemplo, a5 = R.

Existem diversos filtros espaciais, entre eles, os filtros passa-baixa e os filtros passa-
alta. Os filtros passa-alta, como o próprio nome diz, realçam as altas frequências,
realçam os detalhes da imagem, isto é, as transições entre regiões diferentes tornam-
se mais nítidas. Desta forma, os filtros de passa-alta são aplicados para realçar
certas características como bordas, linhas-curvas ou manchas. Mas os filtros passa-
alta possuem a desvantagem de enfatizar o ruído existente na imagem (PEDRINI;

SCHARTZ, 2008). Os filtros de passa-baixa atenuam as altas frequências das imagens,
causam um efeito de suavização, com isto, sua aplicação minimiza os ruídos presentes
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na imagem (PEDRINI; SCHARTZ, 2008).

Segundo Conte e Doherty (2008) e Silva et al. (2015), para imagens aéreas, os filtros
passa-baixa realizam a atenuação de ruídos presentes na imagem mas preservam
a definição das bordas, melhorando o resultado final do registro automático entre
imagens com as bordas detectadas. Além disso, segundo Chust et al. (2008) e Song
et al. (2012) deve-se aplicar um filtro de passa-baixa em imagens de intensidade ou
de MDS oriundos de uma nuvem de pontos LiDAR, pois durante sua obtenção pelo
processo interpolação dos dados geram-se ruídos do tipo “sal e pimenta”, que pre-
judicam a análise dos dados. Exemplos do filtro passa-baixa são o filtro da Mediana
e o filtro Gaussiano.

6.2.1 FILTRO DA MEDIANA

Segundo Pedrini e Schartz (2008), o filtro da Mediana é um filtro passa-baixa que
pode ser aplicado aplicado no domínio espacial, que possui como principal caracte-
rística a suavização da imagem, porém, minimizando o efeito de borramento.

O tamanho da máscara do filtro da Mediana tem influência direta no efeito de
suavização da imagem, em outras palavras, quanto maior a dimensão da máscara,
maior será o efeito de suavização (PEDRINI; SCHARTZ, 2008). Por esse motivo, para
evitar perda de informações da imagem, principalmente informações relacionadas
as bordas da imagem, normalmente é aplicada uma máscara de dimensões 3 × 3
(PEDRINI; SCHARTZ, 2008).

O algoritmo do filtro da Mediana consiste nos seguintes passos: 1 - para o tamanho de
máscara, ordenar os valores de intensidade dos pixels em ordem crescente e escolher
como saída o valor que está no centro da sequência (valor da mediana da sequência);
2 - após esse processo, a posição central da janela sobreposta pela máscara recebe
esse valor da mediana, para geração da imagem filtrada.

O filtro da Mediana é ideal para o tratamento de ruídos do tipo “sal e pimenta”, no
qual, pontos brancos representam o sal e os pretos a pimenta (PEDRINI; SCHARTZ,
2008). A Figura 6.2.1 exibe a aplicação do filtro da Mediana utilizando uma máscara
de dimensão 3 × 3 e a matriz resultante desse processo.
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Figura 6.2 - Etapas da aplicação do filtro da Mediana.

Fonte: Produção do autor.

Nas Figuras 6.3 (A) e 6.3 (B) são apresentados exemplos de uma imagem de in-
tensidade LiDAR sem a aplicação do filtro da Mediana e outra com a aplicação,
respectivamente.

Figura 6.3 - (A) - Imagem de intensidade LiDAR sem aplicação do filtro da Mediana. (B)
- Imagem de intensidade LiDAR com aplicação do filtro da Mediana.

Fonte: Produção do autor.

6.2.2 FILTRO GAUSSIANO

O filtro Gaussiano é muito utilizado em processamento de imagens pela sua capa-
cidade de suavização e remoção de ruídos na imagem (PEDRINI; SCHARTZ, 2008).
No filtro Gaussiano, os coeficientes da máscara são determinados pela função Gaus-
siana em duas dimensões. A Equação 6.6 apresenta a função Gaussiana em duas
dimensões.

G(x, y) = 1
2πσxσy

e
−(x2+y2)

2σ2 (6.6)
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onde σ é a largura da função Gaussiana, que determina o grau de suavização do
filtro, ou seja, quanto maior o valor de σ maior será a suavização obtida . A matriz
a seguir (Equação 6.7) representa uma máscara gaussiana com dimensão 3 × 3,
obtida pela Equação 6.6, com valor de σ2 = 2

π
.



1
16

1
8

1
16

1
8

1
4

1
8

1
16

1
8

1
16


(6.7)

A Figura 6.4 mostra um exemplo de aplicação de uma máscara gaussiana com di-
mensão 3 × 3, os valores da máscara foram obtidos σ2 = 2

π
.

Figura 6.4 - Etapas da aplicação do filtro Gaussiano.

Fonte: Produção do autor.

Nas Figuras 6.5 (A) e 6.5 (B) são apresentados exemplos de uma imagem de inten-
sidade LiDAR sem a aplicação do filtro Gaussiano e outra com a aplicação (máscara
Equação 6.7), respectivamente.

65



Figura 6.5 - (A) - Imagem de intensidade LiDAR sem aplicação do filtro Gaussiano. (B) -
Imagem de intensidade LiDAR com aplicação do filtro Gaussiano.

Fonte: Produção do autor

6.3 BINARIZAÇÃO DE IMAGENS MONOCROMÁTICAS

Binarização de imagens é o processo pelo qual atribui-se apenas um entre dois valores
possíveis de intensidade para cada pixel. O processo de binarização de imagens deve
ocorrer após a conversão da imagem para tons de cinza (LIU; WANG, 2009; HUGHES

et al., 2013; SILVA et al., 2015).

A conversão de uma imagem monocromática para sua representação binária (pixel
com valores de intensidade preto ou branco) é importante para uma série de objeti-
vos, por exemplo, identificar objetos e separá-los do fundo da imagem (LIU; WANG,
2009; HUGHES et al., 2013; SILVA et al., 2015).

Há na literatura diversos algoritmos para binarizar imagens monocromáticas (PE-
DRINI; SCHARTZ, 2008; HUGHES et al., 2013). Todos algoritmos de binarização bus-
cam por um limiar (também chamado de “threshold”), que determina o valor que
minimiza a variância entre os valores de intensidade dos pixel na imagem monocro-
mática. O limiar determina qual será o valor do pixel na imagem binarizada. O valor
do limiar pode ser fixo ou variar conforme a imagem (PEDRINI; SCHARTZ, 2008).

O método de Otsu é um algoritmo de binarização de imagens que determina o valor
do limiar de forma adaptativa, ou seja, há uma valor de limiar diferente para cada
imagem. A principal vantagem de determinar o limiar de forma adaptativa é o ajuste
do algoritmo as variações de luminosidade no ambiente, determinando seu valor de
forma correta (OTSU, 1979; HUGHES et al., 2013).
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As etapas do método de Otsu são:

• construção do histograma da imagem monocromática. O histograma cor-
responde à distribuição dos níveis de cinza, ou seja, o número de pixels
para cada nível de cinza. Os valores dos níveis de cinza em uma imagem
monocromática variam de 0 a 255;

• utilizando o histograma da imagem, o algoritmo seleciona o valor que mi-
nimiza a variância entre os níveis de cinza, o qual é usado como limiar.
Desta forma, valores abaixo do limiar são preto (valor de nível de cinza 0)
e acima são branco (valor de nível de cinza 255).

6.4 SEGMENTAÇÃO DE IMAGENS DIGITAIS

A segmentação é um processo que tem como objetivo particionar a imagem em
estruturas com conteúdo semântico relevante para a aplicação (PEDRINI; SCHARTZ,
2008). A aplicação de algoritmos para segmentação de imagens justifica-se, pois sua
utilização reduz significativamente a quantidade de dados a serem processados e
descarta informações que são consideradas menos relevantes, ainda que preservando
informações essenciais sobre as formas dos objetos na cena (PEDRINI; SCHARTZ,
2008).

As técnicas aplicadas para a segmentação de imagens são, geralmente, baseadas nas
propriedades dos níveis de cinza da imagem e buscam encontrar descontinuidades
ou similaridades. Algoritmos de segmentação que buscam por descontinuidades par-
ticionam a imagem com base na variação abrupta dos níveis de cinza. Pontos, linhas
e bordas, presentes nas imagens, são as descontinuidades normalmente detectadas
por estes algoritmos (PEDRINI; SCHARTZ, 2008).

Algoritmos aplicados para a detecção de descontinuidades, de maneira geral, apli-
cam o processo de convolução com uma máscara para identificá-las. O processo de
convolução foi explicado na Seção 6.2.

6.4.1 DETECÇÃO DE BORDAS

Borda é o limite (fronteira) entre duas regiões com propriedades relativamente dis-
tintas de nível de cinza (PEDRINI; SCHARTZ, 2008). O processo de detecção de bordas
resume-se na identificação de mudanças locais significativas nos níveis de cinza de
uma imagem. A Figura 6.6 exibe duas imagens: em (A) uma imagem formada por
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uma transição de uma região escura para clara e retornando para escura novamente;
em (B) uma imagem formada por uma transição de uma região clara para escura e
retornando para clara novamente.

Figura 6.6 - (A) - Imagem formada por uma transição de uma região escura para clara e
retornando para escura novamente. (B) - Imagem formada por uma transição
de uma região clara para escura e retornando para escura novamente.

Fonte: Adaptado de Pedrini e Schartz (2008)

Observa-se na Figura 6.6 o perfil horizontal da variação dos níveis de cinza nas duas
imagens, a derivada primeira do perfil horizontal é positiva nas transições de regiões
escuras para clara (Figura 6.6 (A)) e negativa nas transições de regiões claras para
escura Figura 6.6 (B)). Entretanto, a derivada segunda é positiva na região escura
da transição, negativo na região clara da transição e tem valor zero na região de nível
de cinza constante. Desta forma, a magnitude da derivada primeira e a variação do
sinal na derivada segunda podem ser empregados para detectar a presença de uma
borda em uma imagem. A discussão sobre a Figura 6.6 utilizou um perfil horizontal
na variação dos níveis de cinza, mas pode ser aplicada a qualquer orientação na
imagem (PEDRINI; SCHARTZ, 2008).

A derivada primeira, para qualquer ponto na imagem, é obtida pelo operador gra-
diente, que é um vetor cuja direção indica o local onde há maior variação. Para o
caso de imagens, a direção do vetor gradiente indica o local onde há maior variação
dos níveis de cinza (PEDRINI; SCHARTZ, 2008).
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Na Equação 6.8 tem-se o cálculo do vetor gradiente na posição (x, y) da imagem.

∇I(x, y) = ∂I(x, y)
∂x

i+ ∂I(x, y)
∂y

j (6.8)

onde i e j são vetores unitários nas direções x e y respectivamente.

A derivada segunda, para qualquer ponto na imagem, é obtida pelo operador Lapla-
ciano, exibido na Equação 6.9

∇2I(x, y) = ∂2I(x, y)
∂x2 + ∂2I(x, y)

∂y2 (6.9)

Os operadores de Sobel e Canny são algoritmos para a detecção de borda que apli-
cam o cálculo do vetor gradiente. Ambos operadores, Sobel e Canny, são algoritmos
tradicionais aplicados para a detecção de bordas em imagens e obtiveram resultados
significativos no registro automático de imagens aéreas com as bordas detectadas
(CONTE; DOHERTY, 2008). Portanto, no contexto deste trabalho, os operadores So-
bel e Canny são empregados para avaliar os resultados do registro automático utili-
zando imagens com as bordas detectadas por uma MLP implementada em FPGA,
utilizando a estratégia de LUT.

6.4.2 OPERADOR DE SOBEL

O operador de Sobel realiza a detecção de bordas com base no cálculo da magnitude
do vetor gradiente de um pixel em relação aos seus vizinhos. Na Equação 6.10 tem-se
o cálculo da magnitude do vetor gradiente ∇I(x, y) na posição (x, y).

G(x, y) =
√

(∂I(x, y)
∂x

i)2 + (∂I(x, y)
∂y

j)2 (6.10)

Quando o valor de magnitude for acima de um limiar (“threshold”) então é detectada
a presença de borda na imagem.

Devido ao custo computacional, o operador Sobel faz uma aproximação do cálculo
da magnitude do vetor gradiente na posição (x, y) por meio da diferença ponderada
dos valores dos níveis de cinza da imagem, como exibido na Equação 6.11, que é a
aproximação na forma discreta para o caso de uma região de 3 × 3 pixels.
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G(x, y) ≈ G(x) +G(y)
G(x) ≈ G(x)1 −G(x)2

G(y) ≈ G(y)1 −G(y)2

(6.11)

G(x)1 = [f(x+ 1, y − 1) + 2f(x+ 1, y) + f(x+ 1, y + 1)]
G(x)2 = [f(x− 1, y − 1) + 2f(x− 1, y) + f(x− 1, y + 1)]

(6.12)

G(y)1 = [f(x− 1, y + 1) + 2f(x, y + 1) + f(x+ 1, y + 1)]
G(y)2 = [f(x− 1, y − 1) + 2f(x, y − 1) + f(x+ 1, y − 1)]

(6.13)

Os cálculos de Gx e Gy podem ser obtidos pela convolução das máscarasMgx (Equa-
ção 6.14) e Mgy (Equação 6.15) com a imagem.

Mgx = G(x) =


−1 0 1
−2 0 2
−1 0 1

 (6.14)

Mgy = G(y) =


−1 −2 −1
0 0 0
1 2 1

 (6.15)

onde Mgx calcula a magnitude do vetor gradiente na direção horizontal e Mgy

calcula a magnitude do vetor gradiente na direção vertical.

O valor final do gradiente é obtido pela combinação dos resultados Gx e Gy, como
mostrado na Equação 6.16.

G(x, y) ≈Mgx +Mgy (6.16)

Máscaras de tamanho 5 × 5, 7 × 7, ou até mesmo maiores, podem ser aplicadas à
imagem. Estas máscaras são menos sensíveis ao ruído, entretanto, o custo computa-
cional para o cálculo da magnitude do vetor gradiente aumenta significativamente
(PEDRINI; SCHARTZ, 2008).
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6.4.3 OPERADOR DE CANNY

O operador Canny é um algoritmo que busca otimizar a localização de bordas na
presença de ruídos (PEDRINI; SCHARTZ, 2008). Canny é um algoritmo multi-passos
para a detecção de bordas, que realiza uma convolução de um filtro Gaussiano sobre
a imagem, suaviza os ruídos presentes e localiza as bordas por meio do cálculo da
magnitude do gradiente.

Segundo Pedrini e Schartz (2008), o operador Canny é composto das seguintes eta-
pas:

1 - o primeiro passo do algoritmo é a suavização da imagem por meio do
filtro Gaussiano, isto consequentemente reduz o efeito de pixels ruidosos
na imagem. O filtro Gaussiano foi apresentado na Seção 6.2.2;

2 - em seguida, a magnitude do vetor gradiente é calculada utilizando a
aproximação em forma discreta, descrita na seção 6.4.2;

3 - o passo seguinte é a obtenção da direção da magnitude do gradiente pela
Equação 6.17. Realiza-se uma aproximação do valor obtido de θ para 135◦,
90◦, 45◦ e 0◦

θ = arctan

(
|Igy|
|Igx|

)
(6.17)

4 - Da imagem original, criam-se duas matrizes: a primeira com a magnitude
dos gradientes; a segunda com a direção de cada magnitude do gradiente.
A borda localiza-se nos pontos onde a magnitude é localmente máxima na
direção do gradiente, esta operação é denominada supressão não-máxima
e reduz a espessura das bordas;

5 - Para evitar fragmentos de borda durante a supressão não-máxima aplica-
se a limiarização com histerese. Esta técnica aplica dois valores de limiares
diferentes T1 e T2, onde T2 > T1. Pontos de borda com magnitude maior
que T2 são mantidos como borda, qualquer ponto conectado a esse será
considerado pertencente a borda se a magnitude do gradiente for maior
que T1.
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6.4.4 REDES NEURAIS ARTIFICIAIS PARA DETECÇÃO DE BOR-
DAS

As RNAs vem sendo aplicadas, com grande sucesso, na detecção de bordas (TERRY;

VU, 1993; LI et al., 2008; GOLTZ et al., 2011; SILVA et al., 2015; BRAGA et al., 2016).
Este modelo matemático pode ser utilizado como filtro para a detecção de borda,
pois as RNAs são naturalmente um filtro não-linear, devido a não-linearidade da
função de ativação dos neurônios computacionais e dos pesos sinápticos (valor da
conexão entre neurônios) da rede neural (TERRY; VU, 1993). Segundo Li et al. (2008),
as redes neurais possuem maior acurácia na detecção de bordas, pois não realizam
mudanças nos valores de tons de cinza das imagens durante o processo de convolução
da máscara (fase de ativação da MLP), diferentemente dos algoritmos tradicionais
de detecção de bordas.

6.4.4.1 REDES NEURAIS ARTIFICIAIS

A RNA é um modelo matemático, projetado para delinear como o cérebro humano
realiza uma tarefa de interesse. A RNA normalmente é implementada por progra-
mação em software ou utilizando componentes eletrônicos em hardware (HAYKIN,
1998). A RNA assemelha-se ao cérebro humano devido as seguintes características
(HAYKIN, 1998):

• A unidade básica de funcionamento é o neurônio;

• Conexões entre os neurônios, sinapses (pesos sinápticos), armazenam o
conhecimento;

• O conhecimento é adquirido por meio de um processo de aprendizagem;

O neurônio da RNA, denominado neurônio artificial, foi proposto por McCulloch
e Pitts (1943) e imita o funcionamento do neurônio biológico. O neurônio artificial
funciona como um somador simples, que combina todos os sinais de entrada e por
meio de uma função de ativação produz um único sinal de saída.

A Figura 6.7 exibe a representação esquemática de um neurônio artificial.
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Figura 6.7 - Neurônio artificial.

Fonte: Adaptado de Haykin (1998).

No neurônio artificial, a soma ponderada das entradas é efetuada pela Equação 6.18
e a saída do neurônio é dada pela Equação 6.19

vk =
n∑
j=1

wkj × xj (6.18)

Na Equação 6.18, vk é o resultado do combinador linear do neurônio, produzido pela
soma de todas as entradas xj, para j = 1, 2, . . . , n multiplicadas por seu respectivo
peso sináptico wkj. O valor de n é igual ao número de entradas do neurônio, ou seja,
quantidades de neurônios da camada imediatamente anterior a que ele pertence.

yk = ϕ(vk) (6.19)

Na Equação 6.19, uma função de ativação ϕ é aplicada ao termo vk para produzir a
saída yk do neurônio artificial.

A função de ativação é a responsável por produzir a resposta (geração do sinal de
saída) do neurônio artificial. Existem diversas funções matemáticas que podem ser
aplicadas como função de ativação do neurônio artificial, a Figura 6.8 ilustra três
exemplos mais comumente empregados (BRAGA et al., 2007).
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Figura 6.8 - Funções de ativação.

Fonte: Adaptado de Braga et al. (2007).

A principal propriedade de uma RNA é conseguir aprender a partir dos dados de
entrada e assim melhorar seu desempenho (HAYKIN, 1998). A RNA aprende por
meio de um processo iterativo de ajustes dos seus pesos sinápticos denominado
treinamento (HAYKIN, 1998). O aprendizado ocorre quando a RNA apresenta uma
solução generalizada para uma classe de problemas (HAYKIN, 1998).

O treinamento de uma RNA é marcado pela modificação dos valores dos pesos
sinápticos, ou simplesmente pesos. O treinamento segue um conjunto de regras bem
definidas denominado de algoritmo de treinamento, ou algoritmo de aprendizagem
(HAYKIN, 1998). Existem diversos algoritmos de aprendizagem, alguns específicos
para determinados modelos de RNA (HAYKIN, 1998). Estes algoritmos diferem entre
si pelo modo como os pesos são modificados, mas, basicamente, são classificados em
duas categorias (HAYKIN, 1998):

• Supervisionado: a RNA recebe como parâmetro de entrada um conjunto
de pares ordenados, cada um formado por: entrada da rede e a resposta
desejada para a respectiva entrada. Os valores dos pesos são ajustados até
que a diferença entre a resposta da RNA e a resposta desejada seja menor
que um valor mínimo pré-determinado;

• Não-supervisionado: A RNA recebe um conjunto de entrada sem a respec-
tiva saída desejada. A RNA busca encontrar propriedades (similaridades)
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no conjunto de dados para gerar sua resposta. A RNA agrupa os dados
similares, aqueles pertencentes à mesma classe, e gera como resposta um
agrupamento de dados (“cluster”).

Dentro dessas duas classes há diversos tipos de algoritmos de treinamento, específicos
para determinada classe de RNA, como por exemplo, o algoritmo de Retropropaga-
ção do Erro, um algoritmo de treinamento supervisionado, que pode ser aplicado no
processo de aprendizagem da MLP (HAYKIN, 1998).

6.4.4.2 REDE NEURAL ARTIFICIAL COM PERCEPTRONS EM
MÚLTIPLAS CAMADAS

A MLP, amplamente utilizada pela comunidade científica, foi concebida para a re-
solução de problemas linearmente inseparáveis, que não poderiam ser solucionados
pela rede Perceptron de Camada Única (HAYKIN, 1998). A MLP tem sido empregada
com sucesso em diversas áreas do conhecimento, como (HAYKIN, 1998):

• Aproximação de funções (BRAGA et al., 2007);

• Classificação de padrões (DUDA et al., 2000)

• Controle de navegação de VANTs (KIM et al., 1993), entre outras.

As principais características da MLP são:

• Possui uma camada de neurônios não-computacionais, que formam a ca-
mada de entrada da MLP, a qual recebe os dados (estímulos) do ambiente
(BRAGA et al., 2007);

• Uma ou mais camadas formadas por neurônios computacionais, denomi-
nadas camadas ocultas. Os neurônios computacionais capacitam a MLP
para a resolução de problemas complexos, extraindo progressivamente as
características mais significativas dos padrões a ela apresentados (BRAGA

et al., 2007);

• Uma camada de saída, também formada por neurônios computacionais
(BRAGA et al., 2007);

• Cada neurônio computacional inclui uma função de ativação não-linear,
mas esta não-linearidade é suave, pois a função deve ser diferenciável em
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qualquer ponto (BRAGA et al., 2007). Exemplos de funções de ativação
utilizadas nos neurônios computacionais foram exibidas na Figura 6.8;

• Há um alto grau de conectividade entre os neurônios que formam a MLP.
Os neurônios pertencentes a uma camada estão ligados a todos os neurô-
nios da camada imediatamente anterior. As ligações entre os neurônios são
denominadas pesos, ou pesos sinápticos. O conhecimento adquirido pela
rede neural durante o treinamento fica armazenado nos valores dos pesos
(BRAGA et al., 2007).

A arquitetura da MLP é formada pelo arranjo topológico das unidades básicas de
processamentos, os perceptrons (neurônios artificiais), e pelos pesos, que são os va-
lores das conexões entre os perceptrons da rede (HAYKIN, 1998).

A Figura 6.9 apresenta um exemplo de arquitetura de uma MLP, constituída de
uma camada de entrada, uma camada escondida e uma camada de saída.

Figura 6.9 - Arquitetura de uma rede neural artificial MLP.

Fonte: Adaptado de Haykin (1998).

O algoritmo de treinamento supervisionado de Retropropagação de Erro é o mais
normalmente aplicado no processo de aprendizagem de uma MLP (HAYKIN, 1998).
Este algoritmo fundamenta-se no ajuste dos pesos para minimizar a diferença entre
a resposta da rede, para um padrão específico, e a resposta desejada, para o mesmo
padrão. O algoritmo de Retropropagação de Erro consiste de duas etapas principais
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(HAYKIN, 1998):

• Propagação: nesta etapa do algoritmo, os parâmetros livres (pesos) da
MLP são todos mantidos fixos. Um conjunto de saída é produzido como
resposta que é subtraído da saída desejada, gerando um sinal de erro, como
mostrado na Equação 6.20.

en = yrn − ydn (6.20)

onde en é o erro para o padrão de entrada n apresentado à MLP, yrn é a
resposta da MLP para o padrão de entrada n e ydn é a resposta desejada
para o padrão de entrada n.

• Retropropagação: nesta etapa do algoritmo, o erro en calculado na fase
de propagação é retro-propagado pela MLP, camada após camada, para
realizar a correção dos pesos (parâmetros livres) da rede. A correção dos
pesos ocorre segundo uma regra de correção, por exemplo, a regra delta
generalizada. Os pesos são ajustados para que a resposta da MLP se apro-
xime da resposta desejada a cada novo padrão de entrada apresentado à
rede neural.

A regra delta generalizada é a estratégia mais aplicada para realizar a correção dos
pesos no algoritmo de Retropropagação de Erro. Na regra delta generalizada os pesos
são corrigidos segundo a Equação 6.21.

wij(n+ 1) = wij(n) + ∆wij(n+ 1) (6.21)

wij(n) é o valor da conexão (peso) entre a i− ésima entrada do j − ésimo neurônio
para o padrão de entrada n e ∆wij(n+ 1) é o valor de incremento para correção do
peso. O valor de ∆wij(n+ 1) é obtido segundo a Equação 6.22.

∆w(n+ 1) = α∆w(n) + η δ(n) y(n) (6.22)

onde α é o valor da constante momentum, η é o valor da taxa de aprendizado, δ é
o valor do gradiente do neurônio e yn é o valor da saída produzida pelo neurônio.

Momentum, taxa de aprendizado, quantidade de camadas ocultas e quantidade de
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neurônios em cada camada oculta são parâmetros da MLP, definidos por seu usuário,
em um processo de tentativa e erro, ou obtidos automaticamente por um método de
otimização como o MPCA.

6.4.4.3 CONFIGURAÇÃO AUTOMÁTICA DE REDES PERCEP-
TRON EM MÚLTIPLAS CAMADAS

As MLPs têm sido aplicadas com sucesso em diversas áreas do conhecimento, mas
ainda é um desafio a determinação de uma arquitetura da rede neural, para so-
lucionar um determinado problema proposto (HAYKIN, 1998; LUZ, 2012; ANOCHI,
2015).

A escolha da arquitetura de uma MLP, para solucionar um problema específico, é
muitas vezes baseada na seguinte sequência:

1 - Determinação dos parâmetros livres da RNA: quantidade de camadas
escondidas, quantidade de neurônios em cada camada escondida, valor da
constante momentun, valor da taxa de aprendizado e função de ativação
dos neurônios computacionais;

2 - Treinamento da MLP com a configuração selecionada anteriormente;

3 - Realizar o teste de generalização da MLP. Este teste consiste em a MLP
apresentar uma resposta adequada a padrões que não foram apresentados
durante o treinamento;

4 - Voltar a etapa 1 e comparar os resultados produzidos pelas diversas ar-
quiteturas. Selecionar a melhor arquitetura.

O processo empírico de determinação da arquitetura da MLP não garante que a
melhor configuração seja selecionada para a resolução do problema. A escolha de
uma arquitetura adequada é importante, pois se uma MLP é configurada com uma
quantidade pequena de neurônios esta pode não ser capaz de aprender os padrões
apresentados. Entretanto, uma grande quantidade de neurônios pode causar dificul-
dades na generalização (HAYKIN, 1998).

Uma maneira de encontrar uma arquitetura para uma MLP é a utilização do MPCA,
que determina de forma automática os parâmetros livres da arquitetura da rede
neural (ANOCHI, 2015).
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6.4.4.4 ALGORITMO DE COLISÃO DE MÚLTIPLAS PARTÍCULAS

O MPCA é uma nova meta-heurística introduzida por Luz (2012), que busca encon-
trar o melhor conjunto de parâmetros para uma função objetivo, minimizando ou
maximizando seu valor. O MPCA é uma extensão do Algoritmo de Colisão de Partí-
culas (PCA, do inglês, Particle Collision Algorithm) proposto por Sacco e Oliveira
(2005) , que foi inspirado nas reações que ocorrem em um reator nuclear, princi-
palmente, nas reações de espalhamento e absorção. As principais etapas do PCA
são:

1 - O usuário fornece ao algoritmo uma configuração inicial dos parâmetros
da função objetivo;

2 - O algoritmo cria uma nova configuração de parâmetros para a função
objetivo;

3 - O algoritmo compara as respostas geradas pelas configurações das etapas
1 e 2, e seleciona (Absorve) a configuração de melhor resposta. A configu-
ração selecionada (Absorvida) será utilizada na comparação da próxima
iteração.

4 - O algoritmo descarta (Espalha) a configuração de pior resposta para a
função objetivo;

5 - Retorna ao passo 2 ou termina a execução, caso tenha atingido um limite
de testes pré-determinado pelo usuário.

O MPCA realiza a busca pela configuração de uma função objetivo de forma se-
melhante ao PCA, mas, o MPCA introduz o conceito de exploração múltipla, ao
invés de uma única exploração (ANOCHI, 2015). Para coordenar esta busca multi-
explorativa, criou-se uma função de comunicação entre processos utilizando-se a
Interface de Trocas de Mensagem (MPI, do inglês, Message Passing Interface), que
é um padrão de comunicação de dados em computação paralela. Desta forma, as
principais etapas do algoritmo MPCA são:

1 - O usuário fornece ao algoritmo uma configuração inicial dos parâme-
tros da função objetivo, que armazena esta configuração em uma função
denominada Quadro-Negro;
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2 - Cada processador (partícula) verifica a configuração armazenada na fun-
ção Quadro-Negro e, com base nesta, cria uma nova configuração para a
função objetivo;

3 - Cada processador (partícula) grava a resposta de sua função objetivo
na função Quadro-Negro, que compara os resultados de todas as funções
objetivos.

4 - A função Quadro-Negro seleciona (Absorve) a configuração, entre todas
as configurações geradas por cada processador (partícula), que gera a me-
lhor resposta. A configuração selecionada (Absorvida) será utilizada na
comparação da próxima iteração.

5 - O algoritmo descarta (Espalha) as configurações de pior resposta para
a função objetivo;

6 - Retorna a etapa 2 ou termina a execução caso tenha atingido um limite
de testes pré-determinado pelo usuário.

Com essas modificações, cada processador (partícula) trabalha de maneira indepen-
dente na busca pelos parâmetros que otimizam a função objetivo, mas a função
Quadro-Negro encarrega-se de manter a melhor configuração e passa-lá a todos pro-
cessadores.

Em Anochi (2015) foram feitas modificações no MPCA, introduzindo no algoritmo
a função objetivo que determina a configuração de uma MLP, esta função objetivo
é exibida na Equação 6.23 e foi determinada por Carvalho et al. (2011).

fobj = penalty ×
(
ρ1 × Etrain + ρ2 × Egen

ρ1 + ρ2

)
(6.23)

Na Equação 6.23 ρ1 = 1 e ρ2 = 0.1 são os mesmos valores proposto por Carvalho et
al. (2011), que são fatores de ajustes que modificam a relevância atribuídas aos erros
de treinamento e generalização, respectivamente (CARVALHO et al., 2011). Os valores
Etrain e Egen são definidos pela Equação 6.24 e Equação 6.25, respectivamente.

Etrain = 1
N

N∑
j=1

(dj − ŷj)2 (6.24)
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Egen = 1
N

N∑
j=1

(yj − ŷk)2 (6.25)

onde n é o número de padrões apresentados à MLP durante o treinamento e genera-
lização, dj é a saída desejada para a j− ésima entrada, apresentada à MLP durante
o treinamento, e ŷj é a resposta da MLP para j−ésima entrada apresentada à MLP.
Na Equação 6.25, yj é a resposta desejada para a j − ésima entrada apresentada à
MLP no teste de generalização.

Portanto, a função objetivo definida por Carvalho et al. (2011), aplicada para a
determinação de uma arquitetura de uma RNA, consiste na combinação dos critérios
de erro de treinamento Etrain e de erro de generalização Egen com um fator de
penalização penalty.

O termo penalty (penalidade), exibido na Equação 6.26, é aplicado para evitar
arquiteturas muito complexas.

penalty = c
(número de neurônios)2

1 + c
(número de épocas)
2 + 1 (6.26)

onde c1 = 5 × 108 and c2 = 5 × 105 são parâmetros para encontrar um equilíbrio
para a complexidade da rede neural (ANOCHI, 2015).

A função objetivo, Equação 6.23, aplicada para a determinação de uma arquitetura
de uma MLP, consiste na combinação dos critérios de erro de treinamento Etrain e
de erro de generalização Egen com um fator de penalização penalty. Desta forma, a
otimização da arquitetura de uma MLP é a aquisição de configurações que apresen-
tam um desempenho tão próximo quanto possível de um ótimo global, em outras
palavras, é a busca de arquiteturas com baixos erros de treinamento e generalização
(ANOCHI, 2015).

6.4.4.5 TREINAMENTO DA REDE NEURAL COM PERCEPTRONS
EM MÚLTIPLAS CAMADAS PARA A DETECÇÃO DE BOR-
DAS

Nesta pesquisa de doutorado, uma etapa importante inserida no método proposto
de registro automático de imagens, para estimar a posição do VANT, é a detecção de
bordas nas imagens aéreas, capturadas pela aeronave, e na imagem georreferenciada.
A detecção de bordas nas imagens é importante, pois esta informação tende a estar
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presente em ambas as imagens, mesmo com a variação de iluminação, condição
climática ou tipos de sensores (PEDRINI; SCHARTZ, 2008; SILVA et al., 2015).

Atualmente, a MLP tem sido empregada com sucesso no processo de detecção de
bordas, principalmente devido à sua capacidade de generalização, tolerância a va-
riações nas imagens e a ruídos, desde que com uma arquitetura bem definida e
devidamente treinada (LI et al., 2008; BRAGA et al., 2016; SILVA et al., 2015)

No contexto desta pesquisa de doutorado, a MLP, treinada pelo algoritmo de Re-
tropropagação de erro, é aplicada para para a detecção de bordas. A MLP aplicada
classifica padrões binários de borda. Com isso, o treinamento e ativação da MLP,
para o processo de detecção de bordas, são realizados da seguinte forma:

Para uma imagem binarizada, um conjunto com 26 padrões, sendo 24 padrões de
borda e 2 de não-borda, é aplicado para o treinamento da MLP. Este conjunto é
o mesmo descrito em Braga et al. (2016) e é baseado nas pesquisas desenvolvida
por Terry e Vu (1993) e (GOLTZ et al., 2011), que também aplicaram a MLP para a
detecção de bordas em imagens binarizadas. O conjunto com os 26 padrões, utiliza-
dos para o treinamento da MLP para detecção de bordas em imagens binarizadas,
é exibido na Figura 6.10.

Figura 6.10 - Padrões de borda e não-borda utilizados para o treinamento da MLP

Fonte: Produção do autor.

Os padrões presentes no conjunto de treinamento são descritos por uma matriz
binária com dimensão 3 × 3. Matrizes com dimensões maiores, como 5 × 5 ou
7 × 7, no entanto, devido aos requisitos do problema abordado nesta tese, não são
utilizados (TERRY; VU, 1993; BRAGA et al., 2016)
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A camada de entrada da MLP é composta por nove neurônios (não computacionais),
que recebem para treinamento um vetor de dimensões 1 × 9. Cada vetor corresponde
a uma matriz de dimensão 3 × 3 com valores binários, que representa um dos padrões
de treinamento. A Figura 6.11 ilustra um exemplo da transformação da matriz de
um padrão de treinamento em vetor.

Figura 6.11 - Transformação de um padrão de treinamento (matriz) em vetor.

Fonte: Produção do autor.

A camada de saída da MLP é formada por um neurônio computacional que produz
como resposta um valor, onde 1 corresponde a um padrão de borda e o valor 0
corresponde a um padrão de não-borda.

A ativação da MLP para a detecção de bordas é feita por meio de uma janela de
3 × 3 pixels, que percorre uma imagem binarizada, da esquerda para a direita, pixel
a pixel, formando o vetor de entrada com dimensão 1×9. Ao chegar ao final da linha
a janela decai um pixel, iniciando a nova operação à esquerda da imagem. A Figura
6.12 ilustra o processo de ativação descrito. O limiar para realizar a binarização da
imagem pede ser determinado pelo método de Otsu. Este método foi escolhido, pois
se adapta à luminosidade da imagem (informações sobre a binarização e o método
de Otsu encontram-se na Seção 6.3) (OTSU, 1979).

Figura 6.12 - Ativação da MLP.

Fonte: Adaptado de Goltz et al. (2011).
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O MPCA foi aplicado para determinar a arquitetura da MLP empregada para a
detecção de borda. A arquitetura da MLP, determina pelo MPCA, é exibida na
Tabela 6.1,

Tabela 6.1 - Arquitetura da MLP para a detecção de bordas em imagens, determinada
pelo MPCA

MLP
Neurônios de entrada 9
Neurônios de saída 1
No de camadas escondidas 1
No de neurônios na camada escondida 18
Função de ativação tangente hiperbólica
Taxa de momentum 0.85
Taxa de aprendizado 0.73

6.4.4.6 IMPLEMENTAÇÃO DA MLP PARA DETECÇÃO DE
BORDA EM FPGA

Durante o desenvolvimento desta pesquisa de doutorado, observou-se que a detecção
de borda por meio da ativação da arquitetura da MLP (determinada pelo MPCA) era
a etapa do método de registro automático de imagens proposto com pior desempenho
computacional. O algoritmo de registro automático de imagens, quando configurado
com os operadores Canny e Sobel, realizavam 5 e 4 estimações de posição do VANT
por segundo, respectivamente. Enquanto que, o método de registro automático de
imagens, configurado com a MLP de arquitetura determinada pelo MPCA, realizava
1 estimação de posição a cada 6 segundos. Estes resultado foram obtidos com a
execução do algoritmo de registro automático de imagens no computador RaspBerry
Pi Model B-1 e podem ser verificados em Braga et al. (2016).

Devido ao baixo desempenho da ativação da MLP para a detecção de borda, nesta
tese de doutorado, é proposto sua implementação em FPGA utilizando uma estraté-
gia em LUT, com o objetivo de melhorar o desempenho e sem prejudicar o resultado
da estimação da posição do VANT.

Tendo em conta os padrões binários de bordas, determinados por uma janela de
dimensões 3 × 3, há 512 padrões possíveis para especificar bordas e não-bordas.

84



Após a determinação da arquitetura da MLP pelo MPCA, a rede neural foi aplicada
para classificar os 512 padrões possíveis de borda e não borda, considerando uma
matriz 3 × 3 para identificar o padrão. O resultado final da classificação desses
padrões pode ser armazenado em uma Tabela de Pesquisa, também denominada de
“Look-UP Table” (LUT). A LUT possui um índice binário (comprimento 9), com um
intervalo de 0 até 511, e um valor associado a cada índice. Este valor é 0, quando o
índice binário não foi classificado pela MLP como uma borda, ou 1, quando o índice
binário foi classificado pela MLP como borda. A Tabela 6.2 exibe alguns exemplos
presentes na LUT.

Tabela 6.2 - Exemplos de padrões presentes na LUT

matriz de entrada (3 × 3) padrão valor
0 0 0 0 0 0 0 0 0 não-borda 0
0 0 0 0 0 0 0 0 1 não-borda 0
1 0 0 0 0 0 0 0 0 não-borda 0
1 1 1 0 0 0 1 1 1 borda 1
0 0 0 1 1 1 0 0 0 borda 1
0 0 0 0 0 0 1 1 1 borda 1

Segundo Pedroni (2008), a LUT é uma tabela que substitui alguma computação
realizada em tempo de execução por uma simples operação de indexação, o principal
objetivo do emprego de LUT é melhorar a eficiência computacional do algoritmo que
a aplica.

Nesta tese de doutorado, a LUT para a detecção de bordas em imagens é imple-
mentada em VHDL e executada pela FPGA. Dois computadores que podem ser
embarcados em VANT e que possuem FPGA foram selecionados para a implemen-
tação: o Raspberry Pi Model B-1 e o Zybo ZINQ 7000. Mais detalhes sobre esses
computadores estão nas Seções 3.1.1 e 3.1.2, respectivamente.

Implementação da MLP em LUT para a detecção de borda no compu-
tador Rapeberry Pi Model B-1 - Cada padrão de borda é representado por
uma matriz, com valores binários, de dimensão 3× 3 (vetor com valores binários de
dimensão 1 × 9). Uma máscara de dimensão 3 × 3 percorre a imagem binarizada,
como mostrado na Figura 6.12, e envia estes valores a FPGA da Raspberry PI. O
computador Raspberry Pi permite uma comunicação de 16 bits entre a FPGA e
processador ARM, assim, os 9 bits menos significativos do canal de comunicação
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são selecionados para acessar a LUT. Desta forma, a cada pulso de clock um padrão
pode ser enviado à FPGA para pesquisa na LUT. A Figura 6.13 exibe o processo
de consulta à LUT implementada na FPGA do computador Raspberry PI.

Figura 6.13 - Consulta à LUT implementada na FPGA do computador Raspberry PI

Fonte: Produção do autor.

Implementação da MLP em LUT para a detecção de borda no Zybo Zynq
7000 - O computador Zybo ZINQ 7000 permite uma comunicação de 32 bits entre
FPGA e processador ARM. Desta forma, ao invés de uma máscara percorrendo a
imagem são utilizadas três máscaras de dimensão 3 × 3 ao mesmo tempo. A cada
pulso de clock três padrões podem ser enviados à FPGA para pesquisa na LUT, pois
três padrões correspondem a 27 bits. A Figura 6.14 exibe o processo de consulta à
LUT implementada na FPGA do computador Zybo ZINQ 7000.
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Figura 6.14 - Consulta à LUT implementada na FPGA do computador Zybo ZINQ 7000

Fonte: Produção do autor.

A LUT implementada (Figura 6.14) no computador Zybo ZINQ 7000 possui três
entradas e cada uma possui uma tabela de consulta com os 512 padrões possíveis de
borda. A palavra enviada à FPGA no computador Zybo possui tamanho de 32 bits,
os 27 bits menos significativos são divididos em três palavras de 9 bits (tamanho
do padrão que define a borda) e enviados a cada entrada da LUT. A resposta é um
vetor de tamanho 3, onde cada posição é uma resposta para cada entrada da LUT.

O processo de detecção de bordas pela LUT é semelhante ao processo de ativação
da MLP para a detecção de borda. A diferença encontra-se no cálculo realizado pela
MLP para determinar se um padrão é ou não uma borda. Este cálculo é substituído
por uma simples consulta à LUT. Na detecção de bordas aplicando a LUT, uma
máscara de dimensão 3 × 3 percorre a imagem binarizada, da esquerda para a
direita, pixel a pixel, como exibido na Figura 6.12, os valores presentes nesta janela
são enviados para pesquisa na LUT, que responde da seguinte forma: A - se o valor
de resposta da LUT é 1, então o padrão é uma borda. O valor do pixel central na
imagem coberta pela máscara recebe o valor 1; B - se o valor de resposta da LUT
é 0, então o padrão não é uma borda. O valor do pixel central na imagem coberta
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pela máscara recebe o valor 0;

Na implementação da LUT no computador Raspberry PI há uma máscara de di-
mensão 3 × 3 realizando o processo de detecção de borda descrito anteriormente.
Entretanto, na implementação da LUT no computador Zybo ZINQ 7000, devido o
tamanho da palavra na comunicação entre FPGA e processador ARM ser de 32 bits,
há três máscaras de dimensão 3 × 3 realizando o processo de detecção de borda
descrito anteriormente.

6.5 ESTIMAÇÃO DA POSIÇÃO DO VANT POR CORRELAÇÃO DE
IMAGENS

Há diferentes métodos para se realizar a estimação da posição de um VANT por
meio da correlação entre duas imagens, entre estes métodos podem ser citados: cál-
culo da correlação por soma da diferença quadrática (HISHAM et al., 2015); cálculo
da correlação cruzada normalizada (HISHAM et al., 2015) e o cálculo da correlação
cruzada (CONTE; DOHERTY, 2008). Este último método foi escolhido para realizar
a correlação entre imagens nesta tese de doutorado, pois apresentou resultados pro-
missores em Conte e Doherty (2008), Goltz et al. (2011), Braga et al. (2016) e Silva
et al. (2015).

A correlação cruzada, entre as imagens com as bordas detectadas, é aplicada para a
obtenção da estimação da posição do VANT. A correlação cruzada é calculada entre
a imagem aérea, capturada pelo VANT, e a imagem georreferenciada da região
sobrevoada. O resultado da correlação cruzada de duas imagens é uma matriz cujo
o seu maior valor representa a posição do VANT na imagem georreferenciada. A
Figura 6.15 exibe o gráfico da matriz resultado da correlação cruzada entre duas
imagens.
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Figura 6.15 - Matriz resultado da correlação cruzada entre duas imagens. O ponto marcado
pelo círculo em vermelho é o maior valor da matriz de correlação, a posição
ocupada pelo VANT

Fonte: Produção do autor.

Na Figura 6.15, o círculo em vermelho representa o maior valor da matriz resultado
da correlação entre duas imagens, que é a posição estimada do VANT.

O cálculo da correlação cruzada entre uma matriz I de dimensões M × N , que
representa a imagem do VANT com as bordas detectadas, e uma matriz T de dimen-
sões P × Q, que representa a imagem georreferenciada com as bordas detectadas,
é determinado por:

C(k, l) =
M−1∑
m=0

N−1∑
n

(I(m,n)× T̄ (m− k, n− l)) (6.27)

onde C(k, l) é a matriz de correlação C de índices k e l com −(P −1) ≤ k ≤ (M−1)
e −(Q− 1) ≤ l ≤ (N − 1), a matriz T̄ é o complexo conjugado da matriz T

Para identificar a área correspondente da imagem aérea capturada pelo VANT (ima-
gem I) na imagem georreferenciada (imagem T ), realiza-se a o cálculo da correlação
cruzada entre a imagem I e a imagem T . Este cálculo é realizado entre o pixel central
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da imagem do VANT, com cada pixel da imagem georreferenciada, que é percorrida
da esquerda para a direita e de cima para baixo.

A Figura 6.16 (A) exibe a correlação cruzada entre a matriz I da imagem do VANT
com as bordas detectadas (imagem menor) e a matriz T da imagem georreferenciada
com as bordas detectadas (imagem maior). A matriz resultado da correlação cruzada
C é exibida na Figura 6.16 (B), o quadrado em vermelho com o ponto no centro
representa a posição estimada do VANT (maior valor da matriz de correlação).

Figura 6.16 - Correlação cruzada entre imagem aérea, capturada pelo sensor imageador
do VANT, e uma imagem georreferenciada da região sobrevoada. Ambas as
imagens estão com as bordas detectadas.

Fonte: Produção do autor.

O maior valor na matriz C (maior valor da correlação cruzada) corresponde ao
pixel central da imagem do VANT. Considerando que a aeronave ocupa o pixel
central da imagem capturada por seu sensor imageador (sensor LiDAR ou câmera
de vídeo), o maior valor da matriz de correlação corresponde a posição da aeronave.
Devido ao fato da correlação ser realizada com uma a imagem georreferenciada,
as coordenadas geográficas do ponto de maior valor de correlação cruzada podem
ser obtidas utilizando as coordenadas do ponto em T , que coincide com o ponto
central de I. Desta forma, o processo de estimação da posição do VANT por registro
automático de imagens estará completo.

6.6 RESULTADOS: DISCUSSÃO E ANÁLISE

O método de registro automático de imagens, empregado nesta tese de doutorado,
baseia-se nos trabalhos desenvolvidos por:

90



• Conte e Doherty (2008), que apresenta um algoritmo de registro automá-
tico de imagens com as mesmas etapas do algoritmo empregado nesta tese
de doutorado. Porém, um problema observado em seu trabalho é a não
avaliação de diferentes algoritmos para a extração de bordas, apenas o
operador Sobel é empregado. O conjunto de dados empregado em Conte e
Doherty (2008) foi obtido por sensores ópticos que captam informação na
banda do visível;

• Goltz et al. (2011), que aplica um algoritmo para o registro automático
de imagens com as mesmas etapas do algoritmo empregado em Conte e
Doherty (2008), mas realiza testes com diferentes algoritmos para a detec-
ção de bordas, entre eles, a MLP, que apresenta os melhores resultados.
Porém, alguns problemas são observados em seu trabalho: não é utilizada
uma meta-heurística para a determinação da configuração da MLP. Além
disso, somente o filtro da mediana é testado para a remoção de ruídos. Por
fim, o algoritmo não é testado em uma trajetória e não é feita uma análise
da eficiência do método;

A dissertação de mestrado apresentada por Silva et al. (2015) utiliza o método para
registro automático de imagens apresentado nesta tese de doutorado (publicado no
artigo científico Braga et al. (2016)), mas aplicado para a determinação da posição
geográfica do VANT utilizando imagens de dois sensores distintos: a imagem de sa-
télite georreferenciada é obtida por sensor óptico, que captura imagens na banda do
visível; as imagens capturadas pelo VANT são obtidas por um sensor infravermelho
termal. Em sua dissertação de mestrado, (SILVA et al., 2015) conclui que a extração
de bordas, inserida no processo de registro automático de imagens, é essencial para
evitar a influência da variação da iluminação do ambiente e as diferenças entre as
imagens de diferentes sensores no resultado final da estimação da posição do VANT.
Na dissertação de mestrado de Silva et al. (2015), os melhores resultados do regis-
tro automático de imagens são obtidos quando aplica-se a MLP para a detecção de
bordas das imagens.

A análise do método proposto para estimar a posição de um VANT, por meio do
registro automático de imagens, considera três situações de voo diferentes:

1 - Situação de voo 1 - o VANT sobrevoa uma região urbana em condições
suficientes de iluminação do ambiente para que seja aplicado a câmera de
vídeo como sensor imageador
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2 - Situação de voo 2 - o VANT sobrevoa uma região urbana com pouca
ou nenhuma iluminação do ambiente, nesta situação, utiliza-se imagens de
intensidades provenientes de um sensor LiDAR;

3 - Situação de voo 3 - o VANT sobrevoa uma região coberta por água, por
exemplo o oceano, nesta situação, utiliza-se imagens do MDS da cobertura
do fundo do oceano;

Para a avaliação do algoritmo, nas três situações de voo citadas, são considerados
diferentes experimentos.

O primeiro experimento realizado, que compreende a situação de voo 1, utiliza um
conjunto de dados de imagens obtida por uma câmera de vídeo de um VANT e uma
imagem georreferenciada. Todas as imagens foram capturadas na banda do visível.
Detalhes sobre o conjunto de dados são apresentados na Seção 6.6.2. O primeiro
experimento tem o objetivo de testar as seguintes hipóteses:

• primeira hipótese: O método de registro automático de imagens configu-
rado com a MLP, de arquitetura determinada pelo MPCA, produz resulta-
dos melhores, em relação à estimação da posição do VANT, que o método
configurado com os algoritmos Canny e Sobel;

• segunda hipótese: o algoritmo de registro automático de imagens configu-
rado com a MLP, implementada em FPGA e utilizando uma estratégia
em LUT, produz os mesmos resultados que o algoritmo configurado com a
MLP de arquitetura determinada pelo MPCA.

• terceira hipótese: o algoritmo de registro automático de imagens configu-
rado com a MLP implementada em FPGA produz resultados melhores que
o algoritmo configurado com os operadores de detecção de bordas Canny
e Sobel;

• quarta hipótese: o algoritmo de registro automático de imagens configurado
com a MLP implementada em FPGA, utilizando uma estratégia em LUT,
tem melhor desempenho computacional que o algoritmo configurado com
os operadores Canny e Sobel;

Além disso, o primeiro experimento avalia qual processo de filtragem das imagens
produz o melhor resultado na estimação da posição do VANT por registro automá-
tico de imagens.
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O segundo experimento realizado, relacionado com a situação de voo 2, utiliza um
conjunto de dados formado por uma imagem de intensidade LiDAR georreferenciada,
de uma região urbana, um conjunto de imagens de intensidade LiDAR, que repre-
sentam as imagens capturadas pelo VANT durante sua trajetória, e uma imagem
de satélite georreferenciada, da mesma região urbana, obtida por um sensor óptico
passivo que captura imagens na banda do visível. Mais detalhes sobre o conjunto de
dados são apresentados na seção 6.6.3 . O segundo experimento tem o objetivo de
testar as seguintes hipóteses:

• primeira hipótese: o método de registro automático proposto é adequado
para estimar a posição do VANT utilizando imagens de intensidade de
regiões urbanas obtidas por um sensor LiDAR;

• segunda hipótese: considerando o conjunto de imagens de intensidade Li-
DAR, o algoritmo de registro automático de imagens configurado com a
MLP implementada em FPGA, utilizando uma estratégia em LUT, produz
resultados melhores que o algoritmo configurado com os operadores Canny
e Sobel.

• terceira hipótese: é possível aplicar o método proposto de registro automá-
tico entre imagens de intensidade LiDAR e imagens de satélite na banda
do visível, para se determinar a posição geográfica do VANT.

O segundo experimento também tem como objetivo avaliar qual método de filtragem
é mais adequado para ser aplicado no processo de estimação da posição geográfica
do VANT utilizando imagens de intensidade LiDAR.

O terceiro experimento realizado, relacionado com a situação de voo 3, utiliza um
MDS da cobertura do fundo do oceano para realizar o registro automático de imagens
e, com isto, obter a posição geográfica do VANT. Mais detalhes sobre o conjunto de
dados do terceiro experimento são apresentados na seção 6.6.4.

O terceiro experimento tem o objetivo de avaliar as seguintes hipóteses:

• primeira hipótese: o método de registro automático de imagens proposto
é adequado para ser aplicado em MDS da cobertura do fundo do oceano,
obtido por um sensor LiDAR;

• segunda hipótese: considerando o conjunto de imagens do MDS do fundo do
oceano, o algoritmo de registro automático de imagens configurado com a
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MLP implementada em FPGA, utilizando uma estratégia em LUT, produz
resultados melhores que o algoritmo configurado com os operadores Canny
e Sobel.

Outro objetivo do terceiro experimento é determinar o algoritmo de filtragem mais
adequado para a remoção de ruídos nas imagens do MDS do fundo do oceano, inse-
rido no método de registro automático de imagens, para estimar a posição geográfica
do VANT.

6.6.1 RESULTADOS: MÉTRICAS DE AVALIAÇÃO

Três métricas foram aplicadas para a avaliação da estimativa da posição obtida
pelo algoritmo de registro automático de imagens proposto. Estas métricas foram
aplicadas nas pesquisas desenvolvidas por Conte e Doherty (2008) e Braga et al.
(2016).

A primeira métrica, denominada Erro de Boa Correspondência (EGM, do inglês,
Error Good Matching), compara a posição estimada, obtida pelo algoritmo de regis-
tro automático de imagens, com a posição estimada, fornecida pelo sistema GNSS
da aeronave. A posição estimada pelo GNSS da aeronave é utilizada como verdade
sobre o posicionamento do VANT. Se o erro (distância euclidiana) entre os posici-
onamentos obtidos for superior a 5 metros, a estimativa de posição fornecida pelo
algoritmo de registro de imagens não é classificada como um EGM. Entretanto, se
o erro entre os posicionamentos for inferior a 5 metros, a estimativa fornecida pelo
algoritmo é classificada como EGM. O valor 5 metros de limite para a classificação
de uma estimativa de posição como EGM é utilizado, pois corresponde a metade do
valor máximo de erro do sistema GNSS embarcado no VANT (CONTE; DOHERTY,
2008).

No segundo e terceiro experimento, a trajetória do VANT foi obtida por simulação
em computador, diferentemente do primeiro experimento, em que foi obtida por
meio de um voo real da aeronave. Desta forma, o erro da posição estimada pelo
algoritmo de registro automático de imagens é calculado utilizando a trajetória da
simulação em computador como referência, mas o valor de 5 metros de limite para
a classificação de uma estimativa de posição como EGM também é aplicado.

A segunda métrica, denominada Desvido Padrão de Boa Correspondência (SDGM,
do inglês, Standard Deviation Good Matching), avalia a estabilidade do método de
estimativa de posição aplicado. Esta métrica corresponde ao valor do desvio padrão
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do erro (distância euclidiana) dos 30 últimos resultados de estimação da posição do
VANT. Se o valor do desvio padrão do erro for superior a 2metros, o posicionamento
fornecido pelo sistema não é estável e confiável, desta forma, a estimação não é
considerada SDGM. Entretanto, em áreas onde a estimação é confiável e estável,
o desvio padrão do erro das últimas 30 estimações é inferior a 2 metros. (CONTE;

DOHERTY, 2008).

A terceira métrica é denominada Boa Correspondência (GM, do inglês, Good Mat-
ching). Quando uma estimativa de posição é classificada como EGM e SDGM esta
é classificada como GM.

6.6.2 RESULTADOS: PRIMEIRO EXPERIMENTO

O conjunto de dados do primeiro experimento é formado por uma imagem geor-
referenciada e um conjunto de imagens obtidas por um VANT em tempo de voo.
Este conjunto de dados são provenientes de um voo real de um VANT. A imagem
georreferenciada é da mesma região sobrevoada pela aeronave.

A imagem georreferenciada aplicada neste trabalho representa uma área de aproxi-
madamente 1 km2. A região imageada é utilizada para o treinamento de bombeiros
e localiza-se no sul da Suécia. Esta imagem é monocromática e sua resolução espa-
cial é de 0, 5 metros

pixel
. A Figura 6.17 exibe a imagem georreferenciada do conjunto de

dados do primeiro experimento.

Figura 6.17 - Imagem georreferenciada do conjunto de dados do primeiro experimento.

Fonte: Produção do autor.
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As imagens aéreas foram adquiridas por um helicóptero autônomo, apresentado na
Figura 6.18, chamado RMAX e fabricado pela Yamaha Motor Company. O helicóp-
tero voou a uma velocidade de 3 m/s e a 60 metros de altitude acima do solo.

Figura 6.18 - Helicóptero autônomo RMAX.

Fonte: Produção do autor.

A câmera de vídeo foi fixada no helicóptero com visada perpendicular ao solo e cap-
tura imagens da região sobrevoada a uma taxa de 25 Hz. Devido a aeronave manter
a mesma altitude em toda a trajetória a resolução espacial das imagens capturada
pelo VANT é igual a 0, 12 metros

pixel
e têm 288 × 360 pixels, que correspondem a uma

área de aproximadamente 1540 m2. A Figura 6.19 exibe uma imagem capturada
pela câmera fixada ao VANT.
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Figura 6.19 - Imagem capturada pela câmera do helicóptero autônomo RMAX.

Fonte: Produção do autor.

A Figura 6.20 exibe a imagem georreferenciada com a trajetória seguida pelo he-
licóptero marcada com a linha vermelha, o círculo em cor preta indica o ponto de
partida e o círculo em cor branca o ponto de chegada do VANT. Esta trajetória pos-
sui aproximadamente 1 km de extensão e produziu 1443 (imagens capturadas pelo
VANT) pontos para avaliar a estimativa da posição do VANT obtida pelo método
de registro automático de imagens.

Figura 6.20 - Trajetória do VANT.

Fonte: Produção do autor

Neste primeiro experimento, a incerteza, que é aplicada para determinar o tamanho
da área de correlação, é igual a 10 metros. Este valor representa o valor da incerteza
do INS sobre o posicionamento do VANT no instante da falha do sinal do GNSS.
A incerteza do INS é igual ao erro máximo do GNSS no momento de sua falha
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(CONTE; DOHERTY, 2008). Com este valor de incerteza, a área de correlação abrange
26600 m2.

As combinações utilizadas para a produção dos resultados do primeiro experimento
são apresentadas na Figura 6.21.

Figura 6.21 - Combinações de algoritmos aplicadas para a produção dos resultados.

Fonte: Produção do autor

6.6.2.1 RESULTADOS: CANNY E FILTRO GAUSSIANO

Nesta seção, são apresentado o resultados da estimação da posição do VANT, obtidos
pelo método de registro automático de imagens configurado com o operador Canny,
para a detecção de bordas, e o filtro Gaussiano na filtragem dos ruídos das imagens.
Estes algoritmos são aplicados na imagem georreferenciada e nas imagens aéreas
capturadas pela câmera de vídeo do VANT.

A Figura 6.22 apresenta o erro da estimação da posição do VANT, obtido pelo algo-
ritmo de registro automático de imagens para cada ponto de avaliação da trajetória,
ou seja, para cada um dos 1443 pontos de avaliação. A linha tracejada em vermelho
representa o erro igual a 5 metros, pontos abaixo dessa linha são classificados como
EGM.
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Figura 6.22 - Erro da estimação da posição, obtido pelo algoritmo de registro automático
de imagens, em cada um dos 1443 pontos de avaliação. Os algoritmos Canny
e filtro gaussiano foram utilizados no algoritmo de registro automático de
imagens.

Fonte: Produção do autor

O gráfico na Figura 6.23 exibe o valor do desvio padrão do erro para as 30 últimas
posições estimadas. Como o desvio padrão do erro é calculado sobre as 30 últimas
estimações, o 31◦ ponto de avaliação da trajetória é o primeiro a ter o desvio padrão
do erro calculado. A linha tracejada representa um desvio padrão de 2 metros,
posições estimadas abaixo dessa linha são classificadas como SDGM.
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Figura 6.23 - Desvio padrão do erro da estimação da posição obtido pelo algoritmo de re-
gistro automático de imagens configurado com o Canny e o filtro Gaussiano.

Fonte: Produção do autor

A Figura 6.24 apresenta a trajetória real e a trajetória estimada pelo algoritmo
de registro automático de imagens. Apenas os pontos classificados como EGM são
exibidos na Figura 6.24. O algoritmo de registro de imagens utilizou o operador
Canny para a detecção de bordas e o filtro Gaussiano para remoção dos ruídos nas
imagens.

Figura 6.24 - Trajetória original do VANT, em vermelho, e a trajetória estimada, em azul.
Apenas pontos classificados como EGM são exibidos na trajetória estimada.

Fonte: Produção do autor.

100



A Tabela 6.3 apresenta os resultados das quantidades de posições estimadas classi-
ficadas como EGM, SDGM e GM.

Tabela 6.3 - Resultados das quantidades de posições estimadas classificadas como EGM,
SDGM e GM

Variáveis Quantidades
EGM 414
SDGM 934
GM 263

Para esta configuração do algoritmo de registro automático de imagens, que utilizou
o operador Canny para a detecção de bordas e o filtro Gaussiano para remoção de
ruídos nas imagens, 28, 6% dos pontos de avaliação foram classificados como EGM,
66, 7% como SDGM e 18, 6% como GM.

6.6.2.2 RESULTADOS: SOBEL E FILTRO GAUSSIANO

A presente seção exibe o resultado da estimação da posição do VANT, obtido pelo
método de registro automático de imagens configurado com operador Sobel, para
a detecção de bordas, e o filtro Gaussiano na filtragem dos ruídos das imagens. Os
algoritmos Sobel e filtro Gaussiano são aplicados na imagem georreferenciada e nas
imagens aéreas capturadas pela câmera de vídeo do VANT.

A Figura 6.25 apresenta o erro da estimação da posição do VANT, obtido pelo
algoritmo de registro automático de imagens, para cada um dos 1443 pontos de
avaliação. A linha tracejada em vermelho representa o erro igual a 5 metros, pontos
abaixo dessa linha são classificados como EGM.
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Figura 6.25 - Erro da estimação da posição obtido pelo algoritmo de registro automático
de imagens configurado com o Sobel e o filtro Gaussiano.

Fonte: Produção do autor.

A Figura 6.26 exibe o gráfico do desvio padrão do erro das posições estimadas pelo
algoritmo de registro automático de imagens. O desvio padrão do erro é calculado
para as 30 últimas posições estimadas. A linha tracejada em vermelho representa um
desvio padrão de 2 metros, posições estimadas abaixo dessa linha são classificadas
como SDGM.

Figura 6.26 - Desvio padrão do erro das posições estimadas, obtidas pelo algoritmo de
registro automático de imagens configurado com o Sobel e o filtro Gaussiano.

Fonte: Produção do autor.
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A Figura 6.27 apresenta a trajetória obtida pelo pontos classificados como EGM
(em azul), para a configuração do algoritmo de registro automático de imagens com
o Sobel e o filtro Gaussiano. Apenas pontos classificados como EGM são exibidos
na trajetória estimada. Na Figura 6.27 também é apresentada a trajetória real do
VANT em vermelho, o círculo em preto marca o ponto de partida e o círculo branco
o ponto de chegada do VANT.

Figura 6.27 - Trajetória original do VANT, em vermelho, e a trajetória estimada em azul.
A trajetória estimada é formada por pontos classificados como EGM, e foi
obtida pelo algoritmo de registro automático de imagens configurado com o
Sobel e o filtro Gaussiano.

Fonte: Produção do autor.

A Tabela 6.4 apresenta os resultados das quantidades de posições estimadas classi-
ficadas como EGM, SDGM e GM, considerando a utilização dos algoritmos Sobel e
filtro Gaussiano no algoritmo de registro automático de imagens.

Tabela 6.4 - Resultados das quantidades de posições estimadas classificadas como EGM,
SDGM e GM

Variáveis Quantidades
EGM 716
SDGM 939
GM 470
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Para esta configuração do algoritmo de registro automático de imagens, 49, 6% dos
pontos de avaliação foram classificados como EGM, 66, 4% como SDGM e 33, 2%
como GM.

6.6.2.3 RESULTADOS: MLP E FILTRO GAUSSIANO

Esta seção apresenta o resultado da estimação da posição do VANT, obtido pelo mé-
todo de registro automático de imagens configurado com a MLP e o filtro gaussiano.
A MLP e o filtro Gaussiano são aplicados tanto na imagem georreferenciada quanto
nas imagens aéreas capturadas pela câmera de vídeo da aeronave. A arquitetura
da MLP, aplicada para a detecção de bordas, foi obtida pelo algoritmo MPCA e é
exibida na Tabela 6.1.

A Figura 6.28 exibe o gráfico do o erro, obtido pelo algoritmo de registro automático
de imagens, para as posições estimadas do VANT. O gráfico do erro é em função de
cada um dos 1443 pontos de avaliação da trajetória. A linha tracejada em vermelho
representa o erro igual a 5 metros, pontos abaixo desta linha são classificados como
EGM. O algoritmo de registro automático de imagens foi configurado com a fase de
ativação da MLP, com arquitetura definida pelo MPCA, para a detecção de borda
e o filtro gaussiano, para a remoção de ruídos nas imagens.

Figura 6.28 - Gráfico do erro da estimação da posição, obtido pelo algoritmo de registro
automático de imagens configurado com a fase de ativação MLP e o filtro
gaussiano.

Fonte: Produção do autor.
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A MLP, cuja a arquitetura foi determinada pelo MPCA, foi implementada em
FPGA, utilizando a linguagem VHDL, por meio da estratégia de LUT (MLP em
LUT) (detalhes da implementação estão presentes na seção 6.4.4.6). Esta abordagem
foi utilizada para a detecção de bordas no lugar da fase de propagação da MLP, e os
resultados do erro de estimação da posição do VANT, obtidos por esta configuração
do algoritmo de registro de imagens, são exibidos na Figura 6.29.

Figura 6.29 - Gráfico do erro da estimação da posição, obtido pelo algoritmo de registro
automático de imagens, em cada um dos 1443 pontos de avaliação. A MLP
em LUT e o filtro gaussiano foram utilizados no algoritmo de registro de
imagens. Pontos abaixo da linha vermelha tracejada são classificados como
EGM.

Fonte: Produção do autor.

Os resultados do algoritmo de registro automático de imagens, para obtenção da
posição geográfica do VANT, são os mesmos quando se aplica a fase de propagação
da MLP, com arquitetura determinada pelo MPCA, ou quando se utiliza a MLP
implementada em FPGA com a estratégia de LUT (MLP em LUT).

A Figura 6.30 exibe o gráfico do desvio padrão do erro, para as 30 últimas posições
estimadas, em cada um dos 1443 pontos de avaliação. No mesmo gráfico estão re-
presentados os resultados obtidos com a fase de propagação da MLP de arquitetura
determinada pelo MPCA (linha azul) e com a MLP em LUT (linha verde). Os resul-
tados para ambas as implementações são os mesmos, mas para evitar a sobreposição
dos gráficos o resultado da MLP em LUT (linha verde) está deslocado no eixo y
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em 4 metros. As linhas tracejadas, em vermelho, representam um desvio padrão de
2 metros e de 6 metros (desvio padrão de 2 metros deslocado 4 metros ), posições
estimadas abaixo dessas linhas são classificadas como SDGM.

Figura 6.30 - Gráfico do desvio padrão do erro, obtido pelo algoritmo de registro de ima-
gens configurado com a MLP de arquitetura determinada pelo MPCA, em
azul, e a MLP em LUT, em verde. O filtro Gaussiano foi aplicado para a
remoção de ruídos.

Fonte: Produção do autor.

A Figura 6.31 apresenta a trajetória dos pontos classificados como EGM, para a
configuração do algoritmo de registro automático de imagens com a MLP em LUT,
para a detecção de bordas, e o filtro Gaussiano, para a remoção de ruídos indesejados.
Os resultados de estimação da trajetória do VANT, obtidos com o algoritmo de
registro de imagens configurado com a fase de ativação da MLP de arquitetura
determinada pelo MPCA, ou com a MLP em LUT, são os mesmos. Por este motivo,
para evitar a sobreposição na Figura 6.31, apenas o resultado do pontos classificados
como EGM, do algoritmo de registro de imagens configurado com a MLP em LUT,
é exibido na imagem. A trajetória real do VANT também é exibida na cor vermelha.
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Figura 6.31 - Trajetória original do VANT, em vermelho, e trajetória estimada pelo algo-
ritmo de registro automático de imagens cofigurado com a MLP em LUT e
o filtro Gaussiano, em azul.

Fonte: Produção do autor.

A Tabela 6.5 apresenta o resultado das métricas EGM, SDGM e GM do algoritmo de
registro automático de imagens configurado com a MLP em LUT, para a detecção
de borda, e o filtro Gaussiano, para a remoção de ruídos.

Tabela 6.5 - Resultados das quantidades de posições estimadas classificadas como EGM,
SDGM e GM

Variáveis Quantidades
EGM 892
SDGM 1317
GM 808

A configuração do algoritmo de registro automático de imagens que utilizou o opera-
dor MLP em LUT, para a detecção de bordas, e o filtro Gaussiano, para remoção de
ruídos nas imagens, obteve 61, 8% dos pontos de avaliação classificados como EGM,
93, 2% como SDGM e 57, 2% como GM.

6.6.2.4 RESULTADOS: CANNY E FILTRO DA MEDIANA

Esta seção apresenta o resultado da estimação da posição do VANT, obtido pelo
método de registro automático de imagens proposto, quando configurado com o
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algoritmo Canny, para a detecção de bordas, e o filtro da Mediana, para a remoção
de ruídos das imagens. Os algoritmos Canny e filtro da Mediana são aplicados na
imagem georreferenciada e nas imagens aéreas capturadas pela câmera de vídeo da
aeronave.

A Figura 6.32 exibe o gráfico do erro, em função de cada ponto um dos 1443 pontos de
avaliação, obtido pelo algoritmo de registro automático de imagens para a estimação
da posição do VANT. A linha tracejada em vermelho representa o erro igual a
5 metros, pontos abaixo desta linha são classificados como EGM.

Figura 6.32 - Gráfico do erro da estimação da posição, obtido pelo algoritmo de registro
automático de imagens configurado com o Canny e o filtro da Mediana.

Fonte: Produção do autor.

A Figura 6.26 exibe o gráfico do valor do desvio padrão do erro das posições estima-
das pelo algoritmo de registro automático de imagens. O cálculo do desvio padrão do
erro considera as 30 posições estimadas anteriores. A linha tracejada representa um
desvio padrão de 2 metros, posições estimadas abaixo dessa linha são classificadas
como SDGM.
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Figura 6.33 - Gráfico do desvio padrão do erro da posição estimada pelo algoritmo de
registro automático de imagens configurado com o Canny e o filtro da Me-
diana.

Fonte: Produção do autor.

A Figura 6.34 apresenta a trajetória obtida pelo algoritmo de registro automático
de imagens, com a configuração abordada nesta seção (em azul). Apenas os pontos
classificados como EGM são exibidos na trajetória estimada. A Figura 6.34 também
exibe a trajetória real do VANT em vermelho.

Figura 6.34 - Trajetória original do VANT, em vermelho, e a trajetória estimada pelo
algoritmo de registro automático de imagens configurado com o Canny e o
filtro da Mediana, em azul

Fonte: Produção do autor.
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A Tabela 6.6 exibe os resultados das quantidades de posições estimadas classificadas
como EGM, SDGM e GM, considerando a utilização dos algoritmos Canny e do filtro
da Mediana no método proposto de registro automático de imagens.

Tabela 6.6 - Resultados das quantidades de posições estimadas classificadas como EGM,
SDGM e GM

Variáveis Quantidades
EGM 608
SDGM 1219
GM 512

Para esta configuração do algoritmo de registro automático de imagens, que utilizou
o operador Canny para a detecção de bordas e o filtro Mediana para remoção de
ruídos nas imagens, 42, 1% dos pontos de avaliação foram classificados como EGM,
86, 3% como SDGM e 36, 2% como GM.

6.6.2.5 RESULTADOS: SOBEL E FILTRO DA MEDIANA

Esta seção exibe o resultado da estimação da posição do VANT, obtido pelo mé-
todo de registro automático de imagens configurado com o operador Sobel, para a
detecção de bordas, e o filtro da Mediana, para a remoção de ruídos nas imagens.
Os algoritmos Sobel e filtro da Mediana são aplicados na imagem georreferenciada
e nas imagens aéreas.

A Figura 6.35 exibe o gráfico do erro, de cada posição estimada, obtido pelo algo-
ritmo de registro automático de imagens. A linha tracejada, em vermelho, representa
o erro igual a 5 metros, pontos abaixo desta linha são classificados como EGM.
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Figura 6.35 - Gráfico do erro da estimação da posição, obtido pelo algoritmo de registro
automático de imagens configurado com o Sobel e o filtro da Mediana.

Fonte: Produção do autor.

A Figura 6.39 apresenta o gráfico do desvio padrão do erro das posições estimadas
pelo algoritmo de registro automático de imagens. O desvio padrão do erro é calcu-
lado sobre as 30 posições estimadas anteriormente. A linha tracejada, em vermelho,
representa um desvio padrão de 2 metros, posições estimadas abaixo dessa linha são
classificadas como SDGM.
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Figura 6.36 - Gráfico do desvio padrão do erro das posições estimadas pelo algoritmo
de registro automático de imagens configurado com o Sobel e o filtro da
Mediana.

Fonte: Produção do autor.

A Figura 6.37 apresenta a trajetória estimada, obtida pelo algoritmo de registro
automático de imagens configurado com o Sobel e com filtro da Mediana. A trajetória
estimada, em azul, é formada pelos pontos classificados como EGM. A Figura 6.34
também exibe a trajetória real do VANT, em vermelho.

Figura 6.37 - Trajetória estimada pelo algoritmo de registro automático de imagens, em
azul, e trajetória real do VANT em vermelho. Somente os pontos classificados
como EGM são exibidos na trajetória estimada.

Fonte: Produção do autor
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A Tabela 6.7 apresenta os resultados das quantidades de posições estimadas classifi-
cadas como EGM, SDGM e GM, para o algoritmo de registro automático de imagens
configurado com o Sobel e o filtro da Mediana.

Tabela 6.7 - Resultados das quantidades de posições estimadas classificadas como EGM,
SDGM e GM.

Variáveis Quantidades
EGM 879
SDGM 1267
GM 777

Para esta configuração do algoritmo de registro automático de imagens, 60, 9% dos
pontos de avaliação foram classificados como EGM, 89, 7% como SDGM e 54, 9%
como GM.

6.6.2.6 RESULTADOS: MLP E FILTRO DA MEDIANA

A seção 6.6.2.3 demonstrou que a MLP em LUT e a fase de propagação da MLP,
com arquitetura determinada pelo MPCA, obtiveram os mesmos resultados . Desta
forma, os resultados desta seção referem-se ao algoritmo de registro automático de
imagens configurado com a MLP em LUT, para a detecção de borda, e com o filtro
da Mediana, para a remoção dos ruídos nas imagens.

A Figura 6.38 exibe o gráfico do erro, de cada posição estimada do VANT, obtido
pelo algoritmo de registro automático de imagens configurado com a MLP em LUT
e o filtro da Mediana. A linha tracejada em vermelho representa o erro igual a
5 metros, pontos abaixo desta linha são classificados como EGM.
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Figura 6.38 - Gráfico do erro da estimação da posição, obtido pelo algoritmo de regis-
tro automático de imagens configurado com a MLP em LUT e o filtro da
Mediana.

Fonte: Produção do autor.

A Figura 6.39 apresenta o gráfico do desvio padrão do erro das posições estimadas.
O desvio padrão é calculado considerando o erro das 30 posições estimadas ante-
riormente. A linha tracejada representa um desvio padrão de 2 metros, posições
estimadas abaixo dessa linha são classificadas como SDGM.

Figura 6.39 - Gráfico do desvio padrão do erro das posições estimadas pelo algoritmo de
registro automático de imagens configurado com a MLP em LUT e o filtro
da Mediana.

Fonte: Produção do autor.
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A Figura 6.40 apresenta a trajetória obtida pelas estimações de posição da aeronave
classificadas como EGM, em azul. Para este resultado, o algoritmo de registro auto-
mático de imagens utilizou a MLP em LUT, para a extração de bordas, e o filtro da
Mediana para remoção de ruídos indesejáveis nas imagens. A Figura 6.40 também
exibe a trajetória real do VANT, em vermelho.

Figura 6.40 - Trajetória estimada pelo algoritmo de registro automático de imagens, em
azul, e a trajetória real do VANT, em vermelho. Somente os pontos classifi-
cados como EGM são exibidos na trajetória estimada.

Fonte: Produção do autor.

A Tabela 6.8 exibe os resultados das quantidades de posições estimadas classificadas
como EGM, SDGM e GM, considerando a aplicação da MLP em LUT e do filtro da
Mediana no método proposto de registro automático de imagens.

Tabela 6.8 - Resultados das quantidades de posições estimadas classificadas como EGM,
SDGM e GM.

Variáveis Quantidades
EGM 926
SDGM 1348
GM 856

Esta configuração do algoritmo de registro automático de imagens, que utilizou o
MLP em LUT para a detecção de bordas e o filtro da Mediana, atingiu 64, 2% dos
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pontos de avaliação classificados como EGM, 95, 4% como SDGM e 60, 6% como
GM.

6.6.2.7 RESULTADO: TEMPO DE EXECUÇÃO

Nesta seção apresenta-se o resultado do tempo de execução de cada etapa do mé-
todo de registro automático de imagens, aplicado para estimar a posição geográfica
do VANT. O algoritmo foi implementado em linguagem C com auxílio da biblioteca
OpenCV para realizar a leitura, escrita e processamento das imagens. Duas platafor-
mas computacionais, que podem ser embarcadas, foram utilizadas: a Raspberry Pi
Model B-1 e a Zybo ZINQ 7000 (para mais informações sobre estes computadores,
vide capítulo 3).

Os tempos medidos, apresentados nesta seção, são obtidos para uma incerteza de
10 metros (incerteza do INS sobre a posição do VANT, informações na introdução
deste capítulo), o que resulta em uma área de correlação de 110 × 90 pixels. O
tamanho da imagem obtida pela câmera do VANT, após o ajuste de escala, é igual
a 60 × 84 pixels.

As etapas principais do algoritmo de registro automático de imagens e sobre as quais
foram efetuadas as medições de tempo de execução são: ajuste de escala e rotação da
imagem do VANT em relação a imagem georreferenciada; filtragem da imagem do
VANT; seleção da área de correlação na imagem georreferenciada; detecção de bordas
na imagem do VANT e e correlação entre as imagens. A imagem georreferenciada
pode ser armazenada no computador embarcado filtrada (sem ruídos) e com as
bordas detectadas, por isso, o tempo de execução dessas etapas não são medidos.

A Tabela 6.9 exibe o tempo de execução, na Raspberry Pi, das etapas citadas no
parágrafo anterior. O tempo de execução de detecção de bordas nas imagens do
VANT é exibido na Tabela 6.12.

Tabela 6.9 - Tempo de execução na Raspberry PI

Etapa do Algoritmo Tempo de Execução (segundos)
Ajuste de Escala 0,0085
Ajuste de Rotação 0,0023
Filtro Gaussiano 0,0110
Filtro da Mediana 0,0110

Seleção da Área de Correlação 0,0002
Correlação entre Imagens 0,0832
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Todas as etapas do algoritmo de registro automático de imagens, apresentadas na
Tabela 6.9, foram executadas na CPU do computador Raspberry PI.

A Tabela 6.12 apresenta o tempo de execução dos algoritmos para a detecção de
bordas nas imagens do VANT após o ajuste de escala. Os algoritmos Canny, Sobel e a
MLP MPCA (fase de ativação da MLP com arquitetura determinada pelo MPCA)
foram executadas na CPU do computador Raspberry Pi. Entretanto, a MLP em
LUT, foi implementada em VHDL e executada na FPGA Spartan 6 do computador
Raspberry PI.

Tabela 6.10 - Tempo de execução dos algoritmos para a detecção de bordas na Raspberry
PI

Algoritmo Tempo de Execução (segundos)
Canny - CPU 0,074
Sobel - CPU 0,083

MLP MPCA (Tabela 6.1) - CPU 1,684
MLP em LUT - FPGA 0,587

A Tabela 6.11 exibe o tempo de execução das etapas de ajuste de escala e rotação,
filtragem, seleção da área de correlação e a correlação entre as imagens, executadas
no processador do computador Zybo ZINQ 7000.

Tabela 6.11 - Tempo de execução na Zybo ZINQ 7000

Etapa do Algoritmo Tempo de Execução (em segundos)
Ajuste de Escala 0,0064
Ajuste de Rotação 0,0021
Filtro Gaussiano 0,0107
Filtro da Mediana 0,0107

Seleção da Área de Correlação 0,0002
Correlação entre Imagens 0,0665

A Tabela 6.12 apresenta o tempo de execução dos algoritmos para a detecção de
bordas nas imagens do VANT, após o ajuste de escala. Os algoritmos Canny, Sobel e
a MLP MPCA foram executadas na CPU do computador Zynq ZINQ 7000. Porém,
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a MLP em LUT, foi implementada em VHDL e executada na FPGA Artix 7 do
computador Zybo ZINQ 7000.

Tabela 6.12 - Tempo de execução dos algoritmos para a detecção de bordas na Zybo ZINQ
7000

Algoritmo Tempo de Execução (em segundos)
Canny - CPU 0,0601
Sobel - CPU 0,0793

MLP MPCA (Tabela 6.1) - CPU 1,425
MLP em LUT - FPGA 0,016

Os resultados apresentados nas Tabelas 6.11 e 6.12 demonstram que, no computador
Zybo ZINQ 7000, após as implementação da MLP em LUT, a etapa do algoritmo de
registro de imagens com pior desempenho é a correlação cruzada entre as imagens.

A Tabela 6.13 apresenta o número de estimações por segundo, obtido pelo algo-
ritmo de registro automático de imagens configurado com os detectores de borda e
executados na Raspberry Pi.

Tabela 6.13 - Número de estimações por segundo, obtido pelo algoritmo de registro auto-
mático de imagens configurado com cada detector de borda. Este resultado
considera a execução realizada na Raspberry Pi.

Algoritmo Estimações por segundo
Canny - CPU 6
Sobel - CPU 5

MLP MPCA (Tabela 6.1) - CPU 1 a cada 2 segundos
MLP em LUT - FPGA 1

A Tabela 6.13 apresenta o número de estimações por segundo, obtido pelo algo-
ritmo de registro automático de imagens configurado com os detectores de borda e
executados na ZYBO ZINQ 7000.
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Tabela 6.14 - Número de estimações por segundo, obtido pelo algoritmo de registro auto-
mático de imagens configurado com cada detector de borda. Este resultado
considera a execução realizada na ZYBO ZINQ 7000.

Algoritmo Estimações por segundo
Canny - CPU 7
Sobel - CPU 6

MLP MPCA (Tabela 6.1) - CPU 1 a cada 1, 8 segundos
MLP em LUT - FPGA 10

6.6.2.8 RESULTADOS: ANÁLISE DOS RESULTADOS DO PRI-
MEIRO EXPERIMENTO

No primeiro experimento, considerando o conjunto de dados utilizado, a análise dos
resultados da estimação da posição geográfica do VANT demonstram que a melhor
configuração do método de registro automático de imagens é a que emprega a MLP,
com arquitetura determinada pelo MPCA, para a detecção de borda nas imagens
aéreas, capturadas pela câmera do VANT, e na imagem georreferenciada. A MLP
obteve resultados melhores na estimação da posição geográfica do VANT que os
operadores Canny e Sobel em todos os testes, demonstrando que é verdadeira a
primeira hipótese.

Os resultados do primeiro experimento também evidenciam que a MLP implemen-
tada em FPGA, utilizando uma estratégia em LUT (MLP em LUT), reproduz os
mesmos resultados que a fase de propagação da MLP com arquitetura determinada
pelo MPCA, demonstrando que a segunda e a terceira hipótese estão corretas. Além
disso, a análise do tempo de execução, para o computador ZYBO ZINQ 7000, de-
monstram que a MLP em LUT tem desempenho melhor que os operadores Canny
e Sobel no processo de detecção de bordas.

Além disso, a análise dos resultados do primeiro experimento demonstram que o filtro
da Mediana obtém resultados melhores que o filtro Gaussiano, quando aplicado no
algoritmo de registro automático de imagens para a estimação da posição geográfica
do VANT. Desta forma, o filtro da Mediana, inserido no método proposto de registro
automático de imagens, é mais adequado para a remoção de ruídos nas imagens.

A Tabela 6.15 exibe os resultados das métricas EGM, SDGM e GM para os três
algoritmos de detecção de bordas (Canny, Sobel e MLP em LUT). Para este resul-
tado, o algoritmo de registro automático de imagens utilizou o filtro da mediana e
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uma incerteza de 80 metros, que é a maior valor de incerteza possível do INS da
aeronave (CONTE; DOHERTY, 2008).

Tabela 6.15 - Tempo de execução dos algoritmos para a detecção de bordas na Zybo ZINQ
7000

EGM SDGM GM
Canny 197 64 26
Sobel 296 63 42

MLP em LUT 414 216 103

Os resultados apresentados na Tabela 6.15 evidenciam que o algoritmo de registro
automático de imagens, configurado com a MLP em LUT e o filtro da mediana, ob-
tém melhores resultados para a estimação da posição geográfica do VANT, mesmo
utilizando uma incerteza de 80 metros para determinar o tamanho da área de cor-
relação.

6.6.3 RESULTADOS: SEGUNDO EXPERIMENTO

O segundo experimento simula a estimação da posição do VANT por registro auto-
mático de imagens quando a aeronave sobrevoa uma região urbana em condições de
baixa ou sem luminosidade.

O conjunto de dados do segundo experimento é formado por uma imagem de inten-
sidade LiDAR georreferenciada, um conjunto de 172 imagens aéreas de intensidade
LiDAR e uma imagem de satélite georreferenciada na banda do visível. Todas as
imagens são da mesma região.

A imagem de intensidade georreferenciada foi capturada por um sensor LiDAR ae-
rotransportado, que emite pulso de laser com comprimento de onda de 1.045 µm a
1.065 µm (infravermelho próximo). Esta imagem possui resolução espacial de 1 metro

pixel

e foi formada a partir de um processo de interpolação sobre a nuvem de pontos em
três dimensões. Informações sobre métodos de interpolação para gerar imagens de
intensidade LiDAR a partir de uma nuvem de pontos podem ser obtidas em Ashraf
et al. (2017). A região sobrevoada corresponde a cidade de Baltimore, no estado
Maryland - Estados Unidos da América (EUA).

Imagens de intensidade LiDAR são formadas pela quantidade de energia refletida
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a partir da superfície reflexiva. A intensidade representa a quantidade de energia
retornada ao sensor em comparação com a energia emitida. A imagem de intensidade
LiDAR indica diferenças na absorção de energia devido à interação do pulso laser
com a superfície dos materiais. Desta forma, a quantidade de intensidade de energia
refletida por um alvo e capturada pelo sensor depende do material que forma a
superfície do alvo, bem como, do comprimento de onda do pulso emitido (GORGENS

et al., 2014).

A Figura 6.41 exibe a imagem de intensidade LiDAR georreferenciada, utilizada no
segundo experimento.

Figura 6.41 - Imagem de intensidade LiDAR da cidade de Baltimore - EUA

Fonte: Adaptado de DCGISopendata (2017).

Cada uma das 172 imagens aéreas são subimagens da imagem LiDAR georreferenci-
ada e representam a trajetória realizada pelo VANT. Portanto, estas imagens foram
formadas pelo mesmo processo da imagem de intensidade LiDAR georreferenciada
e possuem a mesma resolução espacial. Estas imagens representam os pontos de
avaliação do método de registro automático de imagens proposto. As imagens têm
40 × 40 pixels e correspondem a uma área de 1600 m2, estes valores para a di-
mensão das subimagens foram determinados baseando-se nos valores de dimensão
das imagens capturadas pela aeronave no primeiro experimento, que são de um voo
real de um VANT. A Figura 6.42 apresenta um exemplo da imagem de intensidade
LiDAR da trajetória do VANT.

121



Figura 6.42 - Exemplo de imagem aérea de intensidade LiDAR da trajetória do VANT.

Fonte: Adaptado de DCGISopendata (2017).

A imagem de satélite georreferenciada foi capturada pelo sensor Quickbird, que na
banda pancromática tem uma resolução espacial de 0.6 metros

pixel
. A Figura 6.43 exibe

a imagem de satélite georreferenciada da mesma região da cidade de Baltimore -
EUA.

Figura 6.43 - Imagem de satélite georreferenciada da cidade de Baltimore, capturada na
banda pancromática do sensor Quickbird

Fonte: Adaptado de DCGISopendata (2017).

A imagem de intensidade LiDAR georreferenciada e a imagem de satélite georrefe-
renciada são de livre acesso e uso acadêmico e estão disponíveis em DCGISopendata
(2017).

A Figura 6.44 exibe a trajetória do VANT, em vermelho, na imagem de intensidade
LiDAR georreferenciada. Esta trajetória do VANT é proveniente de uma simulação
em computador e é utilizada como verdade sobre o posicionamento da aeronave. A
trajetória possui aproximadamente 1 km de extensão. O ponto de partida do VANT
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é marcado pelo círculo amarelo e o ponto de chegada é marcado pelo círculo branco.

Figura 6.44 - Imagem de intensidade LiDAR georreferenciada com a trajetória do VANT
em vermelho.

Fonte: Produção do autor.

A Figura 6.45 exibe a trajetória do VANT, em vermelho, na imagem georreferenciada
do satélite Quickbird. Esta trajetória do VANT é uma simulação em computador e é
aplicada como verdade sobre o posicionamento da aeronave. O ponto de partida do
VANT é marcado pelo círculo amarelo e o ponto de é marcado pelo círculo branco.

Figura 6.45 - Imagem de satélite georreferenciada com a trajetória do VANT em vermelho.

Fonte: Produção do autor.

Neste segundo experimento, a incerteza aplicada para determinar o tamanho da
área de correlação é igual a 10 metros. O valor é igual a incerteza do INS, sobre o
posicionamento do VANT, no instante da falha do sinal do GNSS. A incerteza do
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INS é igual ao erro máximo do GNSS no momento de sua falha (CONTE; DOHERTY,
2008). Aplicando este valor de incerteza a área de correlação abrange uma área
26600 m2.

As combinações utilizadas para a produção dos resultados do segundo experimento
são apresentadas na Figura 6.46.

Figura 6.46 - Combinações de algoritmos utilizadas para a produção dos resultados do
segundo experimento.

Fonte: Produção do autor.

A fase de propagação da MLP, de arquitetura determinada pelo MPCA, não foi
aplicada para a produção dos resultados apresentados no segundo experimento, pois
nos teste do primeiro experimento a MLP em LUT obteve os mesmos resultados,
mas com um tempo de execução melhor.

6.6.3.1 RESULTADOS: FILTRO GAUSSIANO COM ALGORITMOS
DE DETECÇÃO DE BORDAS

Nesta seção são apresentados os resultados do algoritmo de registro automático
de imagens, configurado com os algoritmos Canny, Sobel e MLP em LUT, para a
detecção de borda, e com o filtro Gaussiano para a remoção de ruídos nas imagens
de intensidade LiDAR.

Devido as imagens de intensidade LiDAR do VANT serem subimagens da imagem
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de intensidade LiDAR georreferenciada, neste teste, foi acrescentado um ruído de
+ ou − 6%, no ajuste de escala entre as imagens, e um ruído de + ou − 6◦,
no ajuste de rotação entre as imagens. Diferentemente do conjunto de dados do
primeiro experimento, o conjunto de dados do segundo experimento não são dados
reais de um voo de um VANT, portanto, o ruído é acrescentado ao ajuste de escala
e rotação para oferecer maior realidade ao experimento.

Os valores de 6% no ruído de escala e 6◦ no ruído de rotação foram assim definidos,
pois valores menores que este não apresentavam mudanças nas métricas de avali-
ação, o que não possibilitava diferenciar as configurações do algoritmo de registro
automático de imagens. Este valor de ruído para a escala e rotação possibilita 4
combinações diferentes de resultados.

A Tabela 6.16 exibe a média das métricas EGM, SDGM e GM do algoritmo de
registro automático de imagens, configurado com cada algoritmo de detecção de
borda (Canny, Sobel, MLP em LUT) e para as 4 combinações possíveis de ruído de
escala e rotação. O filtro gaussiano foi aplicado para a remoção de ruídos indesejáveis
nas imagens.

Tabela 6.16 - Resultado da média das métricas EGM, SDGM e GM do algoritmo de re-
gistro automático de imagens configurado com cada detector de borda.

EGM SDGM GM
Canny 158 107 103
Sobel 164 108 107

MLP em LUT 167 111 109

A porcentagem dos pontos de avaliação classificados como EGM, para a configuração
utilizando filtro Gaussiano com os algoritmos de detecção de bordas Canny, Sobel
e MLP em LUT foi respectivamente de 91, 8%, 95, 3% e 97, 1%. A porcentagem dos
classificados como SDGM, utilizando filtro Gaussiano com o Canny, Sobel e MLP
em LUT foi respectivamente de 75, 3%, 76, 1% e 78, 2%. A porcentagem de GM,
utilizando filtro Gaussiano com o Canny, Sobel e MLP em LUT foi respectivamente
de 72, 5%, 75, 3% e 77, 8%.

A Figura 6.47 exibe o gráfico do erro de cada umas das 172 posições estimadas
do VANT, obtido por cada configuração do algoritmo de registro automático de

125



imagens. Em azul, o gráfico do erro do algoritmo de registro de imagens configurado
com a MLP em LUT e com o filtro gaussiano. Em vermelho, o gráfico do erro do
algoritmo de registro de imagens configurado com o Sobel e o filtro gaussiano. Em
verde, o gráfico do erro do algoritmo de registro de imagens configurado com o
Canny e o filtro gaussiano. A linha tracejada em vermelho representa um erro igual
a 5 metros, pontos abaixo desta linha são classificados como EGM.

Figura 6.47 - Gráfico do erro da estimação da posição obtido pelo algoritmo de registro
automático de imagens para cada um dos 172 pontos de avaliação.

Fonte: Produção do autor.

Na Figura 6.48 apresenta-se o gráfico do desvio padrão do erro em função de cada
ponto de avaliação, obtido pelo algoritmo de registro automático de imagens confi-
gurado com cada algoritmo de detecção de borda (Canny, Sobel e MLP em LUT)
e com o filtro gaussiano. O desvio padrão é calculado considerando o erro das 30
posições estimadas anteriormente. Em azul, o gráfico do desvio padrão do erro para
a configuração com a MLP em LUT. Em vermelho, o gráfico do desvio padrão do
erro para a configuração com o Sobel. Em verde, o gráfico do desvio padrão do erro
para a configuração com o Canny. A linha tracejada em vermelho representa um
desvio padrão do erro igual a 2 metros, posições estimadas abaixo dessa linha são
classificadas como SDGM.
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Figura 6.48 - Gráfico do desvio padrão do erro da estimação da posição do algoritmo de
registro automático de imagens. O gráfico exibe o desvio padrão do erro de
cada configuração do algoritmo de registro automático de imagens.

Fonte: Produção do autor.

A Figura 6.49 apresenta a trajetória obtida pelo algoritmo de registro de imagens
das posições do VANT classificadas como EGM. Para este resultado, o algoritmo de
registro automático de imagens foi configurado com a MLP em LUT, para a detecção
de bordas, e o filtro gaussiano, para a remoção dos ruídos. A trajetória estimada pelo
algoritmo de registro de imagens é ilustrada sobre a imagem de intensidade LiDAR
georreferenciada na cor azul. A Figura 6.49 também exibe a trajetória simulada do
VANT na cor vermelha, esta trajetória simulada é utilizada como verdade sobre a
posição do VANT.
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Figura 6.49 - Trajetória estimada pelo algoritmo de registro automático de imagens con-
figurado com a MLP em LUT e o filtro gaussiano, em azul. A trajetória
original do VANT é exibida em vermelho

Fonte: Produção do autor.

6.6.3.2 RESULTADOS: FILTRO DA MEDIANA COM ALGORITMO
DE DETECÇÃO DE BORDAS

Esta seção exibe os resultados do algoritmo de registro automático de imagens,
configurado com os operadores Canny, Sobel e MLP em LUT, para a detecção de
borda, e com o filtro da Mediana, para a remoção de ruídos presentes nas imagens
de intensidade LiDAR.

Pelo mesmo motivo apresentado na seção anterior (seção 6.6.3.1), neste teste, tam-
bém foi acrescentado um ruído de + ou − 6%, no ajuste de escala entre as imagens,
e um ruído de + ou − 6◦ no ajuste de rotação entre as imagens. Este valor de ruído
para a escala e rotação possibilita 4 combinações diferentes de resultados.

Para cada configuração do algoritmo de registro automático de imagens, há 4 combi-
nações possíveis considerando o ruído de escala e rotação. Os resultados de estimação
de posição, apresentados nesta seção (seção 6.6.3.2), representam a média das 4 com-
binações possíveis para cada configuração do algoritmo de registro de imagens. As
métricas de avaliação utilizam a trajetória simulada em computador, ilustrada na
Figura 6.44, como verdade sobre o posicionamento do VANT.

A Tabela 6.17 exibe a média das métricas EGM, SDGM e GM para as 4 combinações
possíveis de ruído de escala e rotação. Para o resultado da Tabela 6.17, o algoritmo
de registro automático de imagens foi configurado com cada operador de detecção de
borda (Canny, Sobel, MLP em LUT) e com o filtro da mediana aplicado na remoção
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de ruídos

Tabela 6.17 - Resultado da média das métricas EGM, SDGM e GM considerando as 4
combinações possíveis do ruído de escala e rotação. O algoritmo de registro
automático de imagens foi configurado com os três operadores de detecção
de borda e com o filtro da mediana.

EGM SDGM GM
Canny 159 81 77
Sobel 165 142 136

MLP em LUT 168 142 138

A porcentagem dos pontos de avaliação classificados como EGM, para a configuração
utilizando filtro da Mediana com os algoritmos de detecção de bordas Canny, Sobel
e MLP em LUT foi respectivamente de 92, 4%, 95, 9% e 97, 7%. A porcentagem dos
classificados como SDGM, utilizando filtro Gaussiano com o Canny, Sobel e MLP em
LUT foi respectivamente de 57, 0%, 100% e 100%. A porcentagem de GM, utilizando
filtro da Mediana com o Canny, Sobel e MLP em LUT foi respectivamente de 54, 2%,
95, 7% e 97, 2%.

A Figura 6.50 exibe o gráfico do erro, de cada umas das 172 posições estimadas
do VANT, obtido por cada configuração do algoritmo de registro automático de
imagens. O valor do erro é o valor médio do erro obtido por cada configuração,
considerando as 4 combinações possíveis de ruído de escala e rotação. Em azul, o
gráfico do erro para o algoritmo de registro de imagens, configurado com a MLP em
LUT e o filtro da Mediana. Em vermelho, o gráfico do erro obtido pelo algoritmo
de registro de imagens, configurado com o Sobel e o filtro da Mediana. Em verde,
o gráfico do erro obtido pelo algoritmo de registro de imagens, configurado com o
Canny e o filtro da Mediana. A linha tracejada em vermelho representa o erro igual
a 5 metros, pontos abaixo desta linha são classificados como EGM.
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Figura 6.50 - Gráfico do erro da estimação da posição obtido pelo algoritmo de registro
automático de imagens configurado com cada algoritmo para a detecção de
bordas (Canny, Sobel e MLP) e com o filtro da Mediana para a remoção de
ruídos das imagens.

Fonte: Produção do autor.

A Figura 6.51 exibe o gráfico do desvio padrão do erro da estimativa de posição do
VANT. O desvio padrão é calculado considerando o erro das 30 posições estimadas
anteriormente. A linha tracejada representa um desvio padrão de 2 metros, posi-
ções estimadas abaixo dessa linha são classificadas como SDGM. O desvio padrão é
calculado sobre o erro médio obtido por cada configuração do algoritmo de registro
de imagens, considerando as 4 combinações possíveis de ruído de ajuste de escala e
rotação das imagens. Em azul, o gráfico do desvio padrão do erro para o algoritmo
de registro de imagens configurado com a MLP em LUT. Em vermelho, o gráfico
do desvio padrão do erro para o algoritmo de registro de imagens configurado com
o Sobel. Em verde, o gráfico do desvio padrão do erro do algoritmo de registro de
imagens configurado com o Canny. O filtro da Mediana foi aplicado para a remoção
dos ruídos das imagens em todas configurações.
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Figura 6.51 - Gráfico do desvio padrão do erro da estimação da posição obtido pelo algo-
ritmo de registro automático configurado com cada operador de detecção de
bordas (Canny, Sobel e MLP) e com o filtro da Mediana.

Fonte: Produção do autor.

A Figura 6.52 apresenta, em azul, a trajetória obtida pelas estimações de posição
da aeronave classificadas como EGM. Para o resultado exibido na Figura 6.52, o
algoritmo de registro automático de imagens utilizou a MLP em LUT e o filtro
da Mediana no processamento das imagens de intensidade LiDAR. A trajetória ilus-
trada é a trajetória media do algoritmo de registro de imagem para as 4 combinações
possíveis, considerando o ruído introduzido no ajuste de escala e rotação. A Figura
6.52 também exibe, em vermelho, a trajetória simulada em computador do VANT
e utilizada como verdade.
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Figura 6.52 - Em azul, a trajetória estimada pelo algoritmo de registro automático de
imagens, configurado com a MLP em LUT e o filtro da Mediana. A trajetória
simulada do VANT é exibida em vermelho.

Fonte: Produção do autor.

6.6.3.3 RESULTADOS: REGISTRO AUTOMÁTICO DE IMAGENS
DE INTENSIDADE LIDAR COM IMAGEM DE SATÉLITE
NA BANDA DO VISÍVEL

Nesta seção, são apresentados os resultados da aplicação do método de registro
automático entre as imagens de intensidade LiDAR, que representam as imagens
capturadas pelo VANT durante sua trajetória, e uma imagem de satélite georre-
ferenciada na banda do visível. Este teste é importante, pois imagens de sensores
LiDAR são uma tecnologia recente e não estão disponíveis sobre todas as regiões.
Desta forma, um VANT com um sensor LiDAR (câmera LiDAR) embarcado pode
sobrevoar uma região que possui apenas imagens georreferenciadas de satélite na
banda do visível.

O presente teste utilizou uma imagem georreferenciada, da banda pancromática do
satélite Quickbird, e as imagens de intensidade LiDAR, que representam as imagens
capturadas pelo VANT durante seu voo. Estas imagens de intensidade LiDAR são
as mesmas aplicadas nos testes realizados na seção 6.6.3.1 e na seção 6.6.3.2. Desta
forma, este teste possui 172 pontos de avaliação para método de registro automático
de imagens. A incerteza aplicada para obtenção da área de correlação manteve-se
em 10 metros
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Para este teste, o algoritmo de registro automático de imagens foi configurado com
a MLP em LUT e o filtro da mediana, pois esta foi a configuração que apresentou
os melhores resultados, considerando os resultados apresentados na seções 6.6.3.1 e
6.6.3.2.

O ajuste de escala entre as imagens é feito utilizando o valor de resolução espacial
das imagens: 0.6metros

pixel
, que é o valor resolução espacial da imagem da banda pan-

cromática do satélite Quickbird e 1metro
pixel

, que é o valor da resolução de cada uma das
imagens de intensidade LiDAR, que representam o voo do VANT.

As 172 imagens, que representam a trajetória realizada pela aeronave, são subima-
gens da imagem de intensidade LiDAR georreferenciada, que está alinhada (ou seja,
com a rotação ajustada) em relação a imagem georreferenciada de satélite, portanto,
não é necessário o ajuste de rotação entre as imagens.

A Tabela 6.18 exibe as métricas EGM, SDGM e GM do algoritmo de registro auto-
mático de imagens, configurado com a MLP em LUT e o filtro da Mediana.

Tabela 6.18 - Resultado das métricas EGM, SDGM e GM para o algoritmo de registro
automático de imagens configurado com a MLP em LUT e o filtro da Me-
diana.

EGM SDGM GM
MLP em LUT 114 11 10

Neste teste, que utilizou a MLP em LUT e o filtro da Mediana na configuração do
algoritmo de registro automático de imagens, 66, 3% dos pontos de avaliação foram
classificados como EGM, 7, 7% como SDGM e 7, 0% como GM.

A Figura 6.53 apresenta o erro da estimação da posição do VANT dos 172 pontos de
avaliação. Este gráfico de erro foi obtido pelo algoritmo de registro automático de
imagens, configurado com a MLP em LUT e o filtro da Mediana. A linha tracejada
em vermelho representa um erro na estimação de posição de 5 metros, pontos abaixo
dessa linha são classificados como EGM.
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Figura 6.53 - Gráfico do erro da estimação da posição obtido pelo algoritmo de registro
automático de imagens configurado com a MLP em LUT e o filtro da Medi-
ana

Fonte: Produção do autor.

A Figura 6.54 exibe o gráfico do desvio padrão do erro, da estimativa de posição
do VANT, obtido pelo algoritmo de registro automático de imagens, configurado
com a MLP em LUT e o filtro da Mediana. O desvio padrão do erro é calculado
considerando o erro das 30 posições estimadas anteriormente. A linha tracejada
representa um desvio padrão de 2 metros, posições estimadas abaixo dessa linha
são classificadas como SDGM.
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Figura 6.54 - Gráfico do desvio padrão do erro da estimação da posição, obtido pelo al-
goritmo de registro automático de imagens. A configuração do algoritmo
de registro automático de imagens utilizou a MLP em LUT e o filtro da
Mediana.

Fonte: Produção do autor.

A Figura 6.55 apresenta a imagem de satélite georreferenciada com a trajetória
estimada pela algoritmo de registro automático de imagens (em azul), configurado
com a MLP em LUT e o filtro da Mediana. Fazem parte da trajetória estimada,
exibida na Figura 6.55, apenas pontos classificados como EGM. Na Figura 6.55,
também é apresentada a trajetória simulada em computador do VANT, em vermelho.
O círculo amarelo marca o ponto de partida da aeronave e o círculo branco o ponto
de chegada.
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Figura 6.55 - Trajetória estimada pelo algoritmo de registro automático de imagens, con-
figurado com a MLP em LUT e o filtro da mediana, em azul. A trajetória
simulada do VANT é exibida em vermelho. Somente os pontos classificados
como EGM são exibidos na trajetória estimada.

Fonte: Produção do autor.

6.6.3.4 RESULTADOS: ANÁLISE DOS RESULTADOS DO SE-
GUNDO EXPERIMENTO

Considerando o conjunto de dados do segundo experimento, o método proposto de
registro automático de imagens, aplicado para estimar a posição geográfica do VANT
utilizando as imagens de intensidade LiDAR mostrou-se adequado, pois em todos os
testes apresentados na seções 6.6.3.1 e 6.6.3.2 (inseridos no segundo experimento),
mais de 90% dos pontos de avaliação obtiveram um valor de erro de estimação inferior
a 5 metros. Estes resultados permitem concluir que a primeira hipótese levantada
para o segundo experimento é verdadeira.

Os resultados das métricas EGM, SDGM e GM, apresentados nas Tabelas 6.16 e
6.17, demonstram que a melhor configuração do método proposto de registro auto-
mático de imagens é a que utiliza a MLP em LUT, para a detecção de borda, e o
filtro da Mediana, para a remoção dos ruídos indesejáveis. O algoritmo de registro
automático de imagens, configurado com a MLP em LUT, obteve melhores resul-
tados para a estimação da posição do VANT que o algoritmo configurado com os
operadores Canny e Sobel. Portanto, por meio da análise dos resultados apresen-
tados nas Tabelas 6.16 e 6.17, pode-se concluir que a segunda hipótese levantada
para o segundo experimento é verdadeira, isto é, a MLP em LUT produz resultados
melhores no processo de registro automático de imagens de intensidade LiDAR que
os operadores Canny e Sobel.
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Outro teste realizado, no contexto do segundo experimento (seção 6.6.3.3), foi a
estimação da posição geográfica do VANT por meio do registro automático de ima-
gens de intensidade LiDAR, que representam a trajetória da aeronave, com uma
imagem de satélite georreferenciada e capturada na banda do visível. Os resultados
apresentados na Subseção 6.6.3.3, considerando o conjunto de dados utilizados, de-
monstram que é possível obter o posicionamento do VANT pelo registro de imagens
de intensidade LiDAR e imagens de satélite georreferenciadas na banda do visível,
pois no teste, a maior parte das posições estimadas obtiveram um erro inferior a 5
metros, o que valida a terceira hipótese, ou seja, que é possível aplicar o método
proposto de registro entre imagens de intensidade LiDAR e imagens na banda do
visível para se determinar a posição geográfica do VANT.

6.6.4 RESULTADOS: TERCEIRO EXPERIMENTO

O terceiro experimento simula a estimação da posição do VANT, por registro auto-
mático de imagens, quando a aeronave sobrevoa uma região coberta por aguá, por
exemplo, uma região oceânica.

O conjunto de dados do terceiro experimento é formado por um MDS da cobertura
do fundo de uma região oceânica e de subimagens desse MDS, que representam as
imagens capturada pela câmera LiDAR do VANT durante sua trajetória. A Figura
6.56 exibe o MDS do fundo da região oceânica, empregada nesta pesquisa, com a
trajetória simulada pela aeronave marcada na cor vermelha.

Figura 6.56 - Mapa Digital de Superfície do fundo do oceano com a trajetória do VANT
em vermelho.

Fonte: Produção do autor.
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O MDS exibido na Figura 6.56 foi obtido junto ao projeto denominado Mapeamento
Integrado para o Desenvolvimento Sustentável dos Recursos Marinho da Irlanda
(INFOMAR, do inglês, Integrated Mapping For Sustainable Development of Ireland
Marine Resources) mantido pelo centro de Pesquisa Geológica da Irlanda (GSI, do
inglês, Geological Survey of Ireland).

O projeto INFOMAR está produzindo o mapeamento batimétrico de toda a região
costeira da Irlanda para auxiliar a exploração marítima de minerais. A empresa
responsável por este mapeamento batimétrico, contrata pelo projeto INFOMAR, é
a Tenix LADS Corporation, que utiliza um sensor LiDAR LADS Mk II Ground
System, este sensor é capaz de obter dados até uma profundidade de 60 metros,
dependendo da turbidez da coluna de água.

A imagem exibida na Figura 6.56, que representa o MDS do fundo do oceano de uma
região costeira, foi obtida a partir de um processo de interpolação sobre a nuvem de
pontos fornecida pelo sensor LiDAR LADS Mk II Ground System. Informações sobre
métodos de interpolação sobre os dados de nuvem de pontos de sensores LiDAR,
para gerar o MDS, podem ser encontradas em Chen et al. (2017). A resolução da
imagem que representa o MDS gerado é igual a 5 metros

pixel
. A profundidade máxima

imageada pelo sensor LiDAR é igual a 35 metros. As regiões em preto, exibidas na
Figura 6.56, são regiões onde, devido a profundidade, não foi possível a captura de
dados pelo sensor LiDAR.

A trajetória do VANT, exibida na Figura 6.56, é composta por 92 pontos para a
avaliação da posição estimada pelo algoritmo de registro automático de imagens
proposto. Em cada ponto de avaliação, foi feita uma subimagem do MDS do fundo
do oceano, o conjunto destas 92 subimagens representam as imagens capturadas pela
aeronave durante seu voo. Cada subimagem possui 32 × 32 pixels, o que corresponde
a uma área imageada de 26000 m2, esta dimensão para cada subimagem foi baseada
no conjunto de dados do primeiro experimento, que representam dados reais de um
voo de um VANT.

Para este terceiro experimento, o valor da incerteza, associada ao erro do INS, apli-
cado para determinar o tamanho da área de correlação é igual a 80 metros. Este
valor foi assim determinado, pois devido a imagem georreferenciada do MDS ter uma
resolução espacial menor, quando comparada com as imagens georreferenciadas do
primeiro e segundo experimento, a área de correlação seria pequena, o que poderia
prejudicar a análise dos resultados obtidos. Desta forma, foi utilizado o maior valor
possível para a incerteza. Para o conjunto de dados deste experimento, aplicando
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uma incerteza de 80 metros a área de correlação possui 48 × 48 pixels, o que
representa uma área de 57600 m2.

A Figura 6.57 apresenta uma das subimagens do MDS georreferenciado do fundo do
oceano, que representam as imagens capturadas pela câmera LiDAR da aeronave
durante sua trajetória.

Figura 6.57 - Subimagem do MDS georreferenciado do fundo do oceano, que representa
uma imagem capturada pelo VANT.

Fonte: Produção do autor.

As combinações empregadas para configurar o algoritmo de registro automático de
imagens, para a produção dos resultados do terceiro experimento, são apresentadas
na Figura 6.58.
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Figura 6.58 - Combinação empregadas para configurar o algoritmo de registro automático
de imagens no terceiro experimento.

Fonte: Produção do autor.

Nos testes do terceiro experimento, devido ao fato das imagens que representam
a trajetória do VANT serem subimagens do MDS do fundo do oceano, foi acres-
centado um ruído no ajuste de escala de + ou − 6% e um ruído de + ou − 6◦

no ajuste de rotação. Diferentemente do conjunto de dados utilizados no primeiro
experimento, o conjunto de dados do terceiro experimento não são provenientes do
voo de um VANT. Portanto, o ruído é acrescentado ao processo de ajuste e escala
e rotação para oferecer maior realidade ao experimento. O valor de ± 6% de ruído
no ajuste de escala e ± 6◦ no ajuste de rotação foram assim definidos, pois valores
menores que estes não apresentavam mudanças nos valores das métricas de avaliação
que possibilitassem diferenciar as configurações do algoritmo de registro automático
de imagens. Estes valores de ruídos permitem 4 combinações diferentes para cada
configuração apresentada na Figura 6.58. Os resultados apresentados nas Subseções
6.6.4.1 e 6.6.4.2 são os valores médios obtidos por cada configuração do algoritmo
de registro automático de imagens para as 4 combinações possíveis de ruído.

6.6.4.1 RESULTADOS: FILTRO GAUSSIANO COM ALGORITMOS
DE DETECÇÃO DE BORDAS

Nesta seção, são apresentados os resultados da estimação da posição do VANT, por
meio do registro automático de imagens do MDS do fundo do oceano. O método
proposto de registro automático de imagens foi configurado com o filtro Gaussiano,
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para a remoção de ruídos indesejáveis nas imagens, e com os algoritmos de detecção
de borda Canny, Sobel e MLP em LUT. Nos teste de todas as configurações, também
são acrescentados os valores de ruído de escala e rotação.

A Tabela 6.19 exibe o valor das métricas EGM, SDGM e GM obtidas pelo algoritmo
de registro automático de imagens, configurado com o filtro Gaussiano e com cada
operador de detecção de borda. Os valores exibidos na Tabela 6.19 são as médias de
cada configuração para as 4 combinações possíveis de ruído de escala e rotação.

Tabela 6.19 - Resultado da média das métricas EGM, SDGM e GM. O algoritmo de regis-
tro automático de imagens foi configurado com cada operador de detecção
de borda e com o filtro Gaussiano.

EGM SDGM GM
Canny 88 53 53
Sobel 90 62 62

MLP em LUT 91 62 62

A porcentagem dos pontos de avaliação classificados como EGM, para a configuração
utilizando filtro Gaussiano com os algoritmos de detecção de bordas Canny, Sobel
e MLP em LUT foi respectivamente de 95, 6%, 97, 8% e 98, 9%. A porcentagem dos
classificados como SDGM, utilizando filtro Gaussiano com o Canny, Sobel e MLP em
LUT foi respectivamente de 85, 5%, 100% e 100%. A porcentagem de GM, utilizando
filtro Gaussiano com o Canny, Sobel e MLP em LUT foi respectivamente de 85, 5%,
100% e 100%.

A Figura 6.59 exibe o gráfico do erro, de cada umas das 92 posições estimadas, obtido
pelas configurações do algoritmo de registro automático deste experimento. Neste
gráfico são apresentados os valores médios obtidos com as 4 possibilidades possíveis,
considerando o ruído de escala e rotação. O gráfico do erro do algoritmo de registro
de imagens, configurado com a MLP em LUT, é apresentado na cor azul. O gráfico
do erro do algoritmo de registro de imagens, configurado com o Sobel, é apresentado
na cor vermelha. O gráfico do erro do algoritmo de registro de imagens, configurado
com o Canny, é apresentado na cor verde. A linha tracejada em vermelho representa
o erro igual a 5 metros, pontos abaixo desta linha são classificados como EGM.
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Figura 6.59 - Gráfico do erro da estimação da posição, obtido pelo algoritmo de registro
automático de imagem configurado com cada detector de borda e o filtro
Gaussiano

Fonte: Produção do autor.

A Figura 6.60 exibe o gráfico do desvio padrão do erro da estimativa de posição geo-
gráfica do VANT, obtido pelo algoritmo de registro automático de imagens. O desvio
padrão é calculado considerando o erro das 30 posições estimadas anteriormente. A
linha tracejada representa um desvio padrão de 2 metros, posições estimadas abaixo
dessa linha são classificadas como SDGM. O gráfico da Figura 6.60 foi obtido para
a média do erro do algoritmo de registro automático de imagens considerando as 4
combinações possíveis, considerando o ruído de escala e rotação. O gráfico do desvio
padrão do erro do algoritmo de registro de imagens, configurado com a MLP em
LUT, é apresentado na cor azul. O gráfico do desvio padrão do erro do algoritmo
de registro de imagens, configurado com o Sobel, é apresentado na cor vermelha. O
gráfico do desvio padrão do erro do algoritmo de registro de imagens, configurado
com o Canny, é apresentado na cor verde.
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Figura 6.60 - Gráfico do desvio padrão do erro da estimação da posição, obtido pelo algo-
ritmo de registro automático utilizando imagens de um MDS da superfície
do fundo do oceano.

Fonte: Produção do autor.

A Figura 6.61 apresenta a trajetória obtida pelo algoritmo de registro automático de
imagens das estimações de posição classificadas como EGM, esta trajetória está na
cor azul. Para o resultado exibido na Figura 6.61, o algoritmo de registro automático
de imagens foi configurado com a MLP em LUT e o filtro Gaussiano. A Figura 6.52
também exibe a trajetória do VANT na cor vermelha. O ponto de partida do VANT
é marcado com o círculo amarelo e o ponto de chegada é marcado com o círculo
branco.
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Figura 6.61 - Trajetória estimada pelo algoritmo de registro automático de imagens con-
figurado com a MLP em LUT e o filtro Gaussiano.

Fonte: Produção do autor.

6.6.4.2 RESULTADOS: FILTRO DAMEDIANA COM ALGORITMOS
DE DETECÇÃO DE BORDAS

A presente seção exibe os resultados da estimação da posição do VANT por meio do
registro automático de imagens do MDS do fundo do oceano. O algoritmo proposto
de registro automático de imagens foi configurado com o filtro da Mediana, para a
remoção de ruídos indesejáveis, e com os operadores de detecção de borda Canny,
Sobel e MLP em LUT. Nos testes, para todas as configurações do algoritmo de
registro automático de imagens, também são acrescentados os valores de ruído de
escala e rotação.

A Tabela 6.20 exibe o valor das métricas EGM, SDGM e GM obtidas pelo algoritmo
de registro automático de imagens, configurado com o filtro da Mediana e com cada
operador de detecção de borda. Os valores das métricas exibidos na Tabela 6.20 são
as médias de cada configuração para as 4 combinações possíveis de ruído de escala
e rotação.
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Tabela 6.20 - Resultado da média das métricas EGM, SDGM e GM para o algoritmo de
registro automático de imagem configurado com cada detector de borda.

EGM SDGM GM
Canny 89 62 62
Sobel 91 62 61

MLP em LUT 92 62 62

A porcentagem dos pontos de avaliação classificados como EGM, para a configuração
utilizando filtro da Mediana com os algoritmos de detecção de bordas Canny, Sobel
e MLP em LUT foi respectivamente de 96, 7%, 98, 9% e 100%. A porcentagem dos
classificados como SDGM, utilizando filtro Gaussiano com o Canny, Sobel e MLP em
LUT foi respectivamente de 100%, 100% e 100%. A porcentagem de GM, utilizando
filtro Gaussiano com o Canny, Sobel e MLP em LUT foi respectivamente de 100%,
98, 4% e 100%.

A Figura 6.62 exibe o gráfico do erro da estimação de de posição do VANT para
cada configuração do algoritmo de registro automático de imagens. O gráfico do erro
do algoritmo de registro, configurado com a MLP em LUT, é exibido na cor azul.
O gráfico do erro do algoritmo de registro automático de imagens, configurado com
o Sobel, é exibido na cor vermelha. O algoritmo de registro automático de imagens,
configurado com o Canny, é exibido na cor verde. A linha tracejada em vermelho
representa um erro igual a 5 metros, pontos abaixo desta linha são classificados como
EGM. Os gráficos do erro exibidos na Figura 6.62 são as médias considerando as 4
combinações para o ruído de escala e rotação.
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Figura 6.62 - Gráfico do erro da estimação da posição, obtido pelo algoritmo de registro
automático de imagens, configurado com os três operadores para a detecção
de borda e com o filtro da Mediana.

Fonte: Produção do autor.

A Figura 6.63 exibe o gráfico do desvio padrão do erro, da estimativa de posição geo-
gráfica do VANT, obtido por cada configuração do algoritmo de registro automático
de imagens. O desvio padrão é calculado considerando o erro das 30 posições esti-
madas anteriormente. A linha tracejada representa um desvio padrão de 2 metros,
posições estimadas abaixo dessa linha são classificadas como SDGM. O gráfico da
Figura 6.63 foi obtido para a média do erro do algoritmo de registro automático de
imagens, configurado com a MLP em LUT (azul), Canny (verde), Sobel (vermelho),
e considerando as 4 combinações possíveis para o ruído de escala e rotação.
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Figura 6.63 - Gráfico do desvio padrão do erro da estimação da posição obtido pelo al-
goritmo de registro automático configurado com cada um dos detectores de
borda.

Fonte: Produção do autor.

A Figura 6.64 apresenta a trajetória obtida pelas estimações de posição classifica-
das como EGM, em azul. Para o resultado exibido na Figura 6.64, o algoritmo de
registro automático de imagens utilizou a MLP em LUT e o filtro da Mediana no
processamento das imagens do MDS do fundo do oceano. A Figura 6.64 também
exibe a trajetória do VANT, em vermelho. O ponto de partida do VANT é marcado
com o círculo amarelo e o ponto de chegada é marcado com o círculo branco.
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Figura 6.64 - Trajetória estimada pelo algoritmo de registro automático de imagens con-
figurado com a MLP em LUT e o filtro da Mediana.

Fonte: Produção do autor.

6.6.4.3 RESULTADOS: ANÁLISE DOS RESULTADOS DO TER-
CEIRO EXPERIMENTO

Para o conjunto de dados do terceiro experimento, o método proposto de registro
automático de imagens, aplicado para a estimar a posição geográfica do VANT
utilizando imagens do MDS da cobertura do fundo do oceano, mostrou-se adequado,
pois nos testes realizados (seção 6.6.4.1 e seção 6.6.4.2) mais de 95% dos pontos de
avaliação foram classificados como EGM, ou seja, obtiveram um erro inferior a 5
metros na estimação da posição do VANT. O que demonstra que a primeira hipótese
para o terceiro experimento é verdadeira.

Os resultados das métricas EGM, SDGM, GM, apresentados nas Tabelas 6.19 e 6.20,
demonstraram que, para o conjunto de dados do terceiro experimento, o algoritmo de
registro automático de imagens, configurado com a MLP em LUT, para a detecção
de bordas, e o filtro da Mediana, para a remoção dos ruídos nas imagens, obteve os
melhores resultados. Isto atesta que esta configuração estima com mais precisão a
posição do VANT (métricas EGM e GM). Assim, pode-se concluir que a segunda
hipótese do terceiro experimento é verdadeira.
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7 ESTIMAÇÃO DA POSIÇÃO DE VANT POR ODOMETRIA VISUAL
MONOCULAR

Odometria visual é o processo de estimar o movimento de um agente, seja este, um
veículo, robô ou aeronave, utilizando as imagens provenientes de um ou múltiplos
sensores imageadores fixados a ele. O termo foi escolhido por sua similaridade com
a odometria veicular, que estima o movimento do veículo baseado no número de
voltas de suas rodas em um intervalo de tempo (NISTER et al., 2004; SCARAMUZZA;

FRIEDRICH, 2011; SCARAMUZZA; FRIEDRICH, 2012).

A odometria visual estima a posição e orientação do sensor imageador por meio
da análise da mudança, que seu movimento induz, nas imagens capturadas por ele.
Como este sensor está fixado em um agente (robô ou aeronave), encontrar o movi-
mento do agente pode ser tratado como encontrar o movimento do sensor (NISTER

et al., 2004; SCARAMUZZA; FRIEDRICH, 2011).

A odometria visual pode ser realizada por meio da análise das imagens de um único
sensor imageador, denominada odometria visual monocular, ou por meio da análise
de imagens de dois ou mais sensores, denominada odometria visual estéreo (SCARA-

MUZZA; FRIEDRICH, 2011).

A odometria visual estéreo se degenera para a odometria visual monocular quando
a distância para a cena é muito maior que a distância entre os sensores fixados no
agente. Por este motivo, a odometria visual monocular é empregada para estimar
o movimento de VANT, pois a distância para a cena sobrevoada é muito maior
que as distância entre os sensores imageadores fixados no agente (SCARAMUZZA;

FRIEDRICH, 2011; SCARAMUZZA; FRIEDRICH, 2012).

Segundo Nister et al. (2004) e Scaramuzza e Friedrich (2011), um problema apre-
sentado pela odometria visual monocular é que o movimento de translação realizado
pelo agente, no qual o sensor imageador está fixado, pode ser recuperado somente
pela aplicação de um fator de escala. Mas os mesmos autores destacam que este pro-
blema pode ser facilmente solucionado, pois este fator de escala pode vir de outro
sensor do agente, por exemplo, o velocímetro. Outro problema da odometria visual
monocular, identificado por Nister et al. (2004), Scaramuzza e Friedrich (2011) e
Conte e Doherty (2008), é o erro de deriva do método, este é um erro na estimação
da posição que aumenta com o distanciamento do agente ao ponto de partida da
trajetória. Este erro de deriva pode ser proveniente de uma quantidade insuficiente
de imagens obtidas durante o voo, ou devido as atitudes da aeronave, ou mesmo
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devido as características da cobertura do solo (NISTER et al., 2004).

Recentemente, a odometria visual também tem sido aplicada para estimar o movi-
mento de agentes utilizando imagens de intensidade provenientes de câmeras LiDAR
(MCMANUS et al., 2013; DONG; BARFOOT, 2014). Segundo Dong e Barfoot (2014),
os resultados da odometria visual utilizando imagens de intensidade, obtidas por
câmeras LiDAR, possuem uma robustez superior aos métodos que utilizam imagens
obtidas por câmeras de vídeo, em situação em que o ambiente sofre mudanças na
iluminação. Além disso, segundo McManus et al. (2013), a câmera LiDAR pode
substituir a câmera de vídeo comum como sensor imageador, em métodos de nave-
gação por visão computacional, como a odometria visual, em ambientes sem ou com
baixa iluminação.

O princípio básico da odometria visual está em detectar pontos de interesse e extrair
desses uma estrutura de dados que os descrevam, permitindo a sua identificação em
imagens diferentes. A partir da correspondência dos pontos de interesse que é possível
estimar o movimento do agente ao qual o sensor imageador está fixado (HUANG et

al., 2016).

O algoritmo de odometria visual monocular pode ser formulado segundo a sequência
de operações exibidas na Figura 7.1.

Figura 7.1 - Sequência de operações do algoritmo de odometria visual monocular.

Fonte: Adaptado de Nister et al. (2004).
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Na Figura 7.1, a operação Sequência de imagens obtém do sensor imageador
fixado ao agente duas imagens da região onde ele se localiza. A primeira imagem
capturada no instante t − ∆t e a segunda no instante t, sendo que, o valor de ∆t

deve ser suficiente para que grande parte da cena presente na imagem captura em
t −∆t também esteja presente na imagem capturada em t. A operação Detecção
de características encontra os pontos de interesse na imagem capturada em t−∆t
e na imagem capturada em t. Para cada um desses pontos determina-se um vetor
de atributos para identificá-los, este processo é realizado por meio de um algoritmo
de detecção e descrição de pontos de interesse, também conhecido por descritor.

Na Figura 7.1, a operação Casamento entre pontos de interesse realiza a corres-
pondência (casamento) entre os pontos de interesse utilizando o vetor de atributos.
A correspondência é feita por meio de uma métrica de similaridade, por exemplo, a
distância Euclideana ou a distância de Hamming (REBOUÇAS et al., 2013). Estabele-
cer a correspondência é determinar na imagem capturada em t o ponto de interesse
correspondente na imagem t−∆t. A última etapa do algoritmo de odometria visual
monocular, exibida na Figura 7.1, é a Estimação do movimento, que determina
o movimento do sensor imageador fixado ao agente, a partir dos pares de pontos de
interesse correspondentes presentes nas duas imagens.

7.1 ODOMETRIA VISUAL MONOCULAR

A odometria visual monocular tem sido aplicada em diversas pesquisas para a es-
timação do movimento (ou trajetória) de VANTs (CONTE; DOHERTY, 2008). Na
pesquisa desenvolvida por Rebouças et al. (2013), o descritor Oriented Fast and
Rotated Brief (ORB) é aplicado para detectar os pontos de interesse e extrair os
atributos de um par de imagens capturadas por VANT em tempo de voo. A partir da
correspondência entre esses pontos de interesse, obtida pela distância euclideana dos
vetores de atributos, que se determina o movimento da câmera fixada à aeronave.

A pesquisa de Chunhui et al. (2014) estima o movimento de um VANT cumprindo
as mesmas etapas da pesquisa desenvolvida por Rebouças et al. (2013), a princi-
pal diferença entre elas é que a primeira aplica o o descritor Fast Retina Keypoint
(FREAK) para detectar e extrair os atributos dos pontos de interesse.

Em Huang et al. (2016), é descrito um sistema para odometria visual monocular
utilizando uma câmera RGB-D (câmera que captura radiação do espectro eletro-
magnético no comprimento do visível e também determina a distância para o alvo).
O descritor aplicado é o Features from Accelerated Segment Test (FAST).
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Segundo Nister et al. (2004), as etapas da odometria visual monocular, e que também
foram identificadas nas pesquisas anteriormente citadas, são: 1 - detecção, extração
de atributos; 2 - correspondência dos pontos de interesse; 3 - obtenção do movimento
do sensor imageador a partir dos pares de pontos correspondentes.

Nesta tese de doutorado, a odometria visual monocular é aplicada para estimar a
trajetória realizada pelo VANT em três situações distintas: 1 - quando o VANT
navega em ambientes urbanos, com condições de iluminação suficiente para que
a câmera de vídeo seja aplicada como sensor imageador; 2 - em situação em que o
VANT navega sobre ambientes urbanos, em condição de pouca ou sem luminosidade.
Nesta situação são aplicadas imagens de intensidade provenientes de um sensor
LiDAR; 3 - em situação em que o VANT navega sobre regiões cobertas por água,
por exemplo, regiões oceânicas. Nesta situação, o método utiliza imagens do MDS
do fundo do oceano obtidas por um sensor LiDAR.

O algoritmo de odometria visual monocular aplicado nesta tese de doutorado, para
estimar a trajetória de um VANT, por meio da análise de imagens provenientes do
sensor imageador (câmera de vídeo ou sensor LiDAR) da aeronave, é exibido na
Figura 7.2.
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Figura 7.2 - Algoritmo de odometria visual monocular aplicado para estimar a trajetória
do VANT.

Fonte: Produção do autor.

Na Figura 7.2, a primeira etapa do algoritmo é a obtenção de uma imagem, captu-
rada pelo sensor imageador da aeronave (LiDAR ou câmera de vídeo), no instante
de tempo T − dT , e a obtenção de outra imagem subsequente, também capturada
pelo sensor da aeronave, no instante de tempo T . Segundo Scaramuzza e Friedrich
(2011). O intervalo dT deve ser suficiente para que a maior parte da cena presente
na imagem capturada no instante T − dt esteja presente na imagem capturada no
instante T . Posteriormente, ambas as imagens são convertidas para tons de cinza
(vide 6.1), pois os algoritmos de detecção e descrição de pontos de interesse ope-
ram sobre imagens monocromáticas (NISTER et al., 2004; SCARAMUZZA; FRIEDRICH,
2011; SCARAMUZZA; FRIEDRICH, 2012). As imagens passam por um processo de eli-
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minação do ruídos indesejáveis, por meio da aplicação do filtro da mediana, segundo
(CONTE; DOHERTY, 2008) e (DONG; BARFOOT, 2014), ruídos indesejáveis podem
atrapalhar o processo de detecção e descrição dos pontos de interesse e o filtro da
mediana é o mais indicado para este objetivo (para informações sobre a filtragem
de imagens, vide 6.2). A próxima etapa do algoritmo é aplicar o descritor Speeded
Up Robust Features (SURF) para a detecção e descrição dos pontos de interesse,
este algoritmo foi selecionado, pois segundo as pesquisas de Bauer et al. (2007),
Benseddik et al. (2014) e Scaramuzza e Friedrich (2012) é o que obteve o melhor de-
sempenho e eficiência quando comparado a outros algoritmos que realizam a mesma
função, sendo o mais indicado para a navegação de veículos autônomos. Em seguida,
realiza-se a correspondência entre os pontos de interesse, por meio de alguma mé-
trica de similaridade, como a distância euclidiana (SCARAMUZZA; FRIEDRICH, 2011;
SCARAMUZZA; FRIEDRICH, 2012). Com o objetivo de eliminar as correspondências
inválidas, utiliza-se o algoritmo Random Sample Consensus (RANSAC), pois se-
gundo Conte e Doherty (2008) e Rebouças et al. (2013), sua aplicação melhora o
resultado final da estimação da posição do VANT por odometria visual monocular.

Na Figura 7.2, a última etapa é a aplicação do algoritmo dos oito pontos correspon-
dentes, para estimar a matriz Fundamental entre duas imagens subsequentes. Com
a obtenção da matriz Fundamental, realiza-se sua decomposição em valores singula-
res. O resultado desta operação é a matriz Essencial, que passa pelo mesmo processo
de fatoração em seus valores singulares, esta operação gera como resposta o vetor
de translação e a matriz de rotação do movimento realizado pelo sensor (HARTLEY;

ZISSERMAN, 2004).

Para a obtenção da matriz de rotação e do vetor de translação do movimento reali-
zado entre as duas imagens subsequentes, deve-se conhecer a matriz de parâmetros
intrínseco do sensor, esta matriz é obtida por um processo de calibração do sensor
ou é fornecida pelo fabricante do sensor (NISTER et al., 2004).

O algoritmo de estimação da trajetória por odometria visual monocular proposto foi
implementado em linguagem C com auxílio da biblioteca Opencv, uma biblioteca
livre, de uso acadêmico e comercial, utilizada para o desenvolvimento de aplicações
de visão computacional (ITSEEZ, 2015). O algoritmo implementado foi testado em
duas plataformas de hardware diferentes e que podem ser embarcadas em um VANT:
o computador Raspberry Pi Model B-1 e o computador Zybo ZINQ 7000, para mais
informações sobre estes computadores, vide capítulo 3
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7.1.1 ALGORITMO DE DETECÇÃO E DESCRIÇÃO DOS PONTOS
DE INTERESSE - DESCRITORES

A correspondência entre pontos de interesse de duas imagens da mesma cena é parte
fundamental da solução do problema de odometria visual. Para realizar esta corres-
pondência é necessário localizar os pontos de interesse em duas imagens da mesma
cena, caracterizá-los, por meio de um vetor de atributos, e efetuar o casamento
(correspondência) destes pontos, por meio de uma métrica de similaridade entre os
vetores de atributos (BAUER et al., 2007).

Para localizar e caracterizar os pontos de interesse de uma imagem são empregados
os descritores, que são algoritmos que utilizam uma função métrica para localização
e caracterização dos pontos de interesse (BENSEDDIK et al., 2014).

Segundo Scaramuzza e Friedrich (2011), o algoritmo dos descritores pode ser dividido
em três etapas principais:

• Detecção: encontrar cada ponto de interesse presente na imagem;

• Descrição: gerar para cada ponto de interesse um vetor de atributos que o
represente de maneira única;

• Correspondência (Casamento): efetuar a correspondência entre os pontos
de interesse com base em uma métrica de similaridade entre os vetores de
atributos. Uma métrica de similaridade que pode ser aplicada é a distância
Euclidiana.

Segundo Nishitani (2015), os descritores possuem propriedades que afetam direta-
mente o resultado da odometria visual, entre elas: 1 - diferenciabilidade: o descritor
deve gerar um vetor de atributos para o ponto de interesse que o identifique de forma
única na imagem; 2 - repetibilidade: o descritor deve encontrar a grande parte pon-
tos de interesse que pertençam a mais de uma imagem da mesma cena, ou seja,
encontrar os pontos de interesse que são iguais e se repetem em outras imagens; 3
- quantidade: a quantidade de pontos de interesse encontrados pelo descritor pode
influenciar o resultado da aplicação. Em geral, o aumento do número de pontos de
interesse detectados melhora o resultado final da aplicação na qual o descritor foi
empregado. Além disso, há aplicações, como a odometria visual, que exigem que um
número mínimo de pontos de interesse sejam detectados. A odometria visual exige no
mínimo oito pares de pontos correspondentes entre duas imagens consecutivas para
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estimar o movimento da câmera; 4 - eficiência: esta propriedade está relacionada
com o tempo que o descritor gasta para realizar a detecção, descrição e casamento
dos pontos de interesse. Em geral, a eficiência é influenciada pela diferenciabilidade,
pois quanto maior for um vetor de atributos de um ponto de interesse maior será
o tempo gasto pelo descritor para gerá-lo, e pela quantidade de pontos de interesse
detectados. A eficiência do descritor é determinante para sua aplicação, a odometria
visual aplicada à estimação da posição de VANTs necessita de descritores eficientes;
5 - invariância: o descritor deve garantir que um ponto de interesse pertencente a
duas imagens diferentes seja identificado mesmo com a presença de transformações
de escala, rotação ou afim.

Existem na literatura diversos descritores, que são divididos em duas classes de
algoritmos: descritores de canto e descritores de região. Na teoria de visão compu-
tacional, canto é a intersecção de duas ou mais bordas (SCARAMUZZA; FRIEDRICH,
2011). Os descritores de canto mais aplicados em odometria visual são: o Harris
(HARRIS; STEPHENS, 1988), Shi-Tomasi (SHI; TOMASI, 1994) e o FAST (TRAJKO-

VIC; HEDLEY, 1998).

Em odometria visual, região (ou blob) é um padrão na imagem que se difere da
sua vizinhança imediata em termos da intensidade, cor e textura. Os descritores de
região mais aplicados em odometria visual são o Scale Invariant Feature Transform
(SIFT) (LOWE, 2004) e o SURF (BAY et al., 2008).

As pesquisas desenvolvidas por Scaramuzza e Friedrich (2011), Scaramuzza e Frie-
drich (2012) descrevem o processo para estimação da posição de um agente, por meio
da odometria visual, e realizam uma análise dos descritores mais aplicados com base
nas propriedades de diferenciabilidade, repetibilidade, quantidade, eficiência e inva-
riância a escala, rotação e transformação afim. A Tabela 7.1 apresenta a avaliação
dos descritores realizada por Scaramuzza e Friedrich (2011), Scaramuzza e Friedrich
(2012), que demonstra que o SIFT e o SURF obtêm os melhores resultados.
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Tabela 7.1 - Avaliação dos descritores segundo as seguintes propriedades: invariante a rota-
ção (Rotação), invariante a mudança de escala (Escala), invariante a transfor-
mação afim (Afim), repetibilidade, diferenciabilidade, quantidade, eficiência
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Harris (Canto) × + + + + + + ++ ++
Shi-Tomasi (Canto) × + + + + + + ++ ++

FAST (Canto) × × ++ ++ ++ + + +
SURF (Região) × × × + + + ++ + + + ++
SIFT (Região) × × × + + + ++ + + + +

Fonte: Adaptado de Scaramuzza e Friedrich (2011).

A pesquisa desenvolvida por Benseddik et al. (2014) realiza um comparativo entre
os algoritmos SIFT e SURF, para estabelecer qual o melhor descritor a ser aplicado
para a navegação de robôs móveis por meio da odometria visual. Os resultados da
avaliação demonstraram que o descritor SURF estimou de forma mais precisa a
trajetória do agente e foi mais eficiente durante o processo.

O estudo de Bauer et al. (2007) apresenta um comparativo entre os descritores SIFT
e SURF, e conclui que o segundo tem uma performance melhor, pois apresenta mais
correspondências corretas e um intervalo específico, sendo este mais indicado para
aplicações de odometria visual de agentes móveis.

7.1.2 SURF: SPEEDED UP ROBUST FEATURES

O SIFT é uma abordagem de sucesso aplicada para a detecção e descrição de pontos
de interesse, introduzida por Lowe (2004). O SURF é baseado nos mesmos princípios,
mas utiliza um esquema diferente para fornecer resultados melhores e com melhor
desempenho (BAY et al., 2008).

O SURF pode ser dividido em duas etapas principais: a detecção dos pontos de
interesse e a descrição dos mesmos. Para a detecção dos pontos de interesse, o
SURF utiliza o determinante da matriz Hessiana, cujo valor é a variação dos níveis
de cinza no local em que está sendo calculado. Um ponto de interesse é uma posição
na imagem cujo o determinante da matriz Hessiana é máximo, ou seja, tem a maior
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variação dos níveis de cinza. A Equação 7.1 demonstra o cálculo da matriz Hessiana
em um ponto x.

H(x, σ) =
Lxx(x, σ) Lxy(x, σ)
Lyx(x, σ) Lyy(x, σ)

 (7.1)

onde Lxx(x, σ) = I(x). ∂2

∂x2 g(σ), Lyy(x, σ) = I(x). ∂2

∂y2 g(σ) e Lyx(x, σ) = Lxy(x, σ) =
I(x). ∂2

∂xy
g(σ) são a convolução da imagem I(x) com a segunda derivada da função

gaussiana.

A convolução com a matriz Hessiana em cada ponto da imagem é um processo
muito custoso, para melhorar o desempenho do processo é feita uma aproximação
aplicando o conceito de imagens integrais. Uma imagem integral Iint(x) armazena
em cada posição (x, y) a soma dos valores de todos os pixel da imagem I(x), da
origem até a posição. A Equação 7.2 exibe o cálculo de formação de uma imagem
integral.

Iint(x) =
i≤x∑
i=0

j≤y∑
j=0

I(i, j) (7.2)

Sobre a imagem integral Iint(x) são aplicadas as máscaras de convolução exibidas
nas Equações 7.3 e 7.4



0 0 0 0 0 0 0 0 0
0 0 0 0 0 0 0 0 0
1 1 1 −2 −2 −2 1 1 1
1 1 1 −2 −2 −2 1 1 1
1 1 1 −2 −2 −2 1 1 1
1 1 1 −2 −2 −2 1 1 1
1 1 1 −2 −2 −2 1 1 1
0 0 0 0 0 0 0 0 0
0 0 0 0 0 0 0 0 0



(7.3)
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0 0 0 0 0 0 0 0 0
0 1 1 1 0 −1 −1 −1 0
0 1 1 1 0 −1 −1 −1 0
0 1 1 1 0 −1 −1 −1 0
0 0 0 0 0 0 0 0 0
0 −1 −1 −1 0 1 1 1 0
0 −1 −1 −1 0 1 1 1 0
0 −1 −1 −1 0 1 1 1 0
0 0 0 0 0 0 0 0 0



(7.4)

O resultado da aplicação da máscara de convolução, exibida na Equação 7.3, sobre
a imagem integral (Iint(x)) é Dxx. A aplicação da máscara de convolução, exibida
na Equação 7.4, sobre a imagem integral (Iint(x)) é Dxy. Assim, a aproximação para
obter o determinante da matriz Hessiana é exibida na Equação 7.5.

Det(H(x, σ)aprox) = DxxDxy − (wDxy)2 (7.5)

onde w é aplicado para assegurar a conservação de energia da função Gaussiana. O
valor de w mais aplicado é igual a 0.9 (BAY et al., 2008). O SIFT aplica o laplaciano
da função Gaussiana para determinar a variação dos níveis de cinza em cada posição
da imagem, o que é uma operação mais custosa que a aproximação do determinante
da matriz Hessiana proposta por Bay et al. (2008) (BAUER et al., 2007; BENSEDDIK

et al., 2014).

Para conseguir a invariância à escala, durante o cálculo do determinante da matriz
Hessiana, em cada posição da imagem, cria-se um espaço de escala definidos por oi-
tavas. As oitavas são a aplicação de diferentes tamanhos das máscaras de convolução
(Equações 7.3 e 7.4) sobre a imagem integral. A primeira oitava é composta pelas
máscaras de dimensão 9 × 9, 15 × 15 e 27 × 27 e representa a variação do fator de
escala de 1 a 2.5. A segunda oitava é composta pelas máscaras de dimensão 27× 27,
39× 39 e 51× 51 e representa a variação do fator de escala de 1.5 a 4.5. A terceira
oitava é composta pelas máscaras de dimensão 51×51, 75×75 e 89×89 e representa
a variação do fator de escala de 4.1 a 8.5. Segundo Bauer et al. (2007) e Benseddik
et al. (2014), o espaço de escala no algoritmo SIFT é obtido pela mudança de escala
decrescente da imagem, o que torna a construção do espaço de escala mais custosa
quando comparada ao processo realizado no algoritmo SURF.
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O ponto de interesse é o valor máximo do determinante da matriz Hessiana, consi-
derando uma vizinhança de 8 e para cada oitava. Esta operação é denominada de
supressão de não máximos em 3× 3× 3.

A descrição dos pontos de interesse, aplicada no algoritmo SURF, utiliza a transfor-
mada discreta de Harr (BAY et al., 2008). O primeiro passo no processo de descrição
dos pontos de interesse consiste na aplicação por convolução das máscaras, exibidas
nas Equações 7.6 e 7.7, sobre a região onde se localiza o ponto de interesse. As más-
caras exibidas nas Equações 7.6 e 7.7 representam a transformada discreta de Haar
na direção x e y, respectivamente, e determinam o valor da variação da intensidade
dos pixels nas direções x e y (BAY et al., 2008).


−1 −1 1 1
−1 −1 1 1
−1 −1 1 1
−1 −1 1 1

 (7.6)


−1 −1 −1 −1
−1 −1 −1 −1
1 1 1 1
1 1 1 1

 (7.7)

As máscaras exibidas nas Equações 7.6 e 7.7 são exemplos de máscaras aplicadas em
uma região, para o ponto de interesse localizado na oitava de fator de escala igual a
2.

O tamanho da região do ponto de interesse e o tamanho da máscara da transformada
discreta de Haar são definidos considerando a escala na qual foi encontrado o ponto
de interesse. O tamanho da região é igual a 20.s e o tamanho da máscara é 2.s, onde
s é o valor de escala na qual foi localizado o ponto de interesse.

Após a convolução das máscaras ,exibidas nas Equações 7.6 e 7.7, verifica-se qual é
a direção predominante da variação dos níveis de cinza dos pixels na região. Esta di-
reção predominante é utilizada para a construção do vetor de atributos no algoritmo
SURF, o que garante sua invariância à rotação (BAY et al., 2008).

Para a construção do vetor de atributos, divide-se a região do ponto de interesse
em 16 subrregiões de mesmo tamanho, e para cada uma delas recupera-se o valor

160



de dx, dy, |dx| e |dy|. Os valores de dx e dy são a soma dos valores obtidos após a
aplicação das máscaras para a transformada de Haar nas direções x (Equação 7.6)
e y (Equação 7.7), respectivamente. Os valores de |dx| e |dy| são obtidos da mesma
forma, mas considerando os valores absolutos. Desta forma, cada sub-região será
formada por um vetor de 4 atributos, e a região do ponto de interesse possui um
vetor de atributos com 64 valores.

7.1.3 MOVIMENTO DA CÂMERA A PATIR DE PONTOS CORRES-
PONDENTES

Uma das principais etapas para estimar o movimento de um agente por odometria
visual monocular é determinar o conjunto de transformações T1:n = T1, T2, · · · , Tn,
que aplicadas a posição inicial P1 do agente são capazes de desloca-lo até a posição
final Pn, como mostrado na Equação 7.8.

Pn = P1 · (T1T2 · · ·Tn) (7.8)

Cada matriz de transformação presente no conjunto T1:n pertence ao R4 e possui o
seguinte formato:

Tk =
Rk tk

0 1

 (7.9)

onde k varia de 1 a n, Rk é a matriz de rotação pertencente ao R3 e tk é o vetor de
translação pertencente ao R3. As matrizes de transformação, presentes no conjunto
T1:n, representam o movimento realizado pelo sensor imageador fixado ao agente e
podem ser obtidas pela análise conjunto de imagens I1:n = I1, I2, I3, · · · , In.

Para obter a matriz de rotação RK e o vetor de translação tk de cada transformação
do conjunto T1:n, deve-se determinar a matriz Fundamental F de cada par de imagens
subsequentes (Ik, Ik+1) (HARTLEY; ZISSERMAN, 2004).

A Matriz Fundamental F , de dimensão 3 × 3 e posto 2 1, representa a geometria
epipolar entre duas imagens de uma mesma cena, ou seja, é a geometria projetiva
inerente entre duas imagens, que depende apenas dos parâmetros intrínsecos do
sensor imageador e de sua posições relativas (HARTLEY; ZISSERMAN, 2004).

1a definição de posto de uma matriz encontra-se no Apêndice A
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Segundo Hartley e Zisserman (2004), a principal propriedade da matriz Fundamental
F é a condição de correspondência: para qualquer par de pontos correspondentes
x↔ x′ em duas imagens, F satisfaz a seguinte condição:

x′TFx = 0 (7.10)

A matriz F pode ser obtida a partir de dois fatores: 1 - condição de correspondência
(Equação 7.10); 2 - um conjunto de pares correspondentes. Pela combinação desses
dois fatores determina-se um sistema de equações homogêneo, cuja a solução é a
matriz Fundamental F . O algoritmo de oito pontos correspondentes é aplicado para
encontrar a solução do sistema de equações homogêneo, ou seja, determinar a matriz
F (HARTLEY; ZISSERMAN, 2004).

Segundo (HARTLEY; ZISSERMAN, 2004), o algoritmo de oito pontos correspondentes
é uma solução linear para a obtenção da Matriz Fundamental (F ), e este é composto
das seguintes etapas:

1 - Dado um conjunto de m pontos correspondentes X1:m =
(x1, x

′
1), (x2, x

′
2), · · · , (xm, x

′
m) de duas vistas diferentes (duas imagens sub-

sequentes da mesma cena), a matrizM , pertencente ao Rm×9, formada pelo
produto de Kronecker (xi

⊗
x′1) entre esses pares, é definida por:

M =


x1
⊗
x′1

x2
⊗
x′2

...
xm

⊗
x′m

 (7.11)

2 - Agora, dado a definição de matriz Fundamental F , e o vetor f =
[f11, f12, f13, f14, f15, f16, f17, f18, f19] (vetorização da matriz Fundamental),
pode-se escrever a Equação 7.10 da seguinte forma:

Mf = 0 (7.12)

3 - Se a matriz M possuir exatamente 8 graus de liberdade, o sistema ho-
mogêneo exibido na Equação 7.12 tem solução única. Mas, se a matriz M
possuir 9 graus de liberdade, a solução do sistema homogêneo (Equação
7.12) é o vetor s (vetor solução) que minimiza o erro da solução do sistema
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homogêneo, determinada pelo método dos mínimos quadrados.

4 - Para encontrar o vetor s utiliza-se a Decomposição em Valores Singulares
(SVD, do inglês, Singular Value Decomposition) 2 para decompor a matriz
M . A decomposição de M em seus valores singulares gera como resposta
o seguinte resultado:

SV D(M) = UΣV T (7.13)

onde U e V t são matrizes ortogonais e Σ é uma matriz diagonal, formada
pelo valores singulares de M . O vetor s, que minimiza o erro da solução
do sistema homogêneo (Equação 7.12), corresponde à coluna v ∈ R9 da
matriz V ∈ R9×9 que está associada ao menor valor singular de M .

5 - A matriz Fundamental F formada pelos elementos do vetor v tem o
seguinte formato:

F =


f11 f12 f13

f21 f22 f23

f31 f32 f33

 (7.14)

Segundo Scaramuzza et al. (2014), o algoritmo de oito pontos correspondes, utilizado
para a obtenção da matriz Fundamental, é o mesmo para câmeras esféricas e câmeras
estenopeica, desde que estas estejam devidamente calibradas, ou seja, a matriz K de
parâmetros intrínsecos é conhecida, e que as correções de distorção sobre as imagens
da câmera esférica tenham sido aplicadas.

7.1.4 OBTENÇÃO DA MATRIZ DE ROTAÇÃO E DO VETOR DE
TRANSLAÇÃO

A matriz Fundamental F é determinada para cada par de imagens subsequentes
(Ik, Ik+1), e a partir desta matriz é possível obter a rotação (Rk) e a translação
(tk) do movimento do sensor imageador. Devido ao fato do sensor imageador estar
calibrado, a matriz de parâmetros intrínsecos K do sensor é conhecida. Desta forma,
é possível definir a matriz Fundamental F da seguinte maneira:

F = K−T .R[t]x.K−1 (7.15)

2Informações sobre a Decomposição de Valores Singulares estão no Apêndice A
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onde K−T é a transposta da inversa da matriz de parâmetros intrínsecos, K−1 é a
matriz inversa dos parâmetros intrínsecos da câmera, [t]x é a representação matricial
do produto cruzado do vetor de translação t e R é a matriz de rotação.

Segundo Hartley e Zisserman (2004), uma outra forma de se escrever a matriz F é
dada por

F = K−T .E.K−1 (7.16)

onde E é matriz Essencial definida pela Equação 7.17 (HARTLEY; ZISSERMAN, 2004):

E = R.[t]x (7.17)

A matriz Essencial E pode ser decomposta por SVD como:

SV D(E) = UΣV T (7.18)

onde U e V T são matrizes ortogonais e σ é a matriz diagonal Σ = diagσ, σ, 0 contendo
os valores singulares de E.

Segundo Hartley e Zisserman (2004), a matriz Essencial E difere-se da matriz [t]x
apenas por uma rotação, por este motivo, os valores singulares de [t]x são os mesmos
de E. Desta forma, pode-se definir [t]x e R pela Equação 7.19 e Equação 7.20,
respectivamente.

[t]x = U.W.Σ.UT (7.19)

R = U.W T .V T (7.20)

onde V e U ∈ R3×3 são as matrizes ortogonais obtidas pela decomposição em valores

singulares de E, W =


0 −1 0
1 0 0
0 0 0

 é a matriz de rotação em torno do eixo z por um

angulo de 90◦.
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7.1.5 REMOÇÃO DE CORRESPONDÊNCIAS INVÁLIDAS

Há no processo de correspondência entre os pontos de interesse alguns fatores que ge-
ram casamentos errados. Entre esses fatores pode-se citar: elementos que compõem a
cena, que possuem vetor de atributos semelhantes, e elementos que podem ser identi-
ficados na imagem como pontos de interesse, devido ao seu movimento independente
do movimento do sensor imageador, dando origem a casamentos que não foram cri-
ados pelo movimento do sensor. Estes dois fatores ocorrem com grande frequência
em imagens de ambientes urbanos, onde há a presença de diversos elemento que
se assemelham e se movimentam, como veículos e pedestres (SILVA RAMOS, 2017;
NISHITANI, 2015).

As correspondências inválidas, também denominadas de “outliers”, influenciam de
forma negativa a estimação do movimento do sensor imageador e podem levar a
uma estimação errada do movimento, se sua presença não for devidamente tratada.
As correspondências válidas são chamadas de “inliers”. A abordagem mais aplicada
para a remoção das correspondência inválidas é a aplicação do método RANSAC
(FISCHLER; BOLLES, 1987).

O RANSAC tem sido aplicado em diversas pesquisas para a remoção de “outli-
ers” entre os pontos de interesse correspondentes e que interferem na estimação da
trajetória por odometria visual (KITT et al., 2010). Entre estas pesquisas podem-
se citar: o trabalho desenvolvido por (SCARAMUZZA; FRIEDRICH, 2011) que realiza
uma completa investigação sobre odometria visual e aplica o algoritmo RANSAC
para a remoção de “outliers” do conjunto de pontos de interesse correspondentes,
a pesquisa de Conte e Doherty (2008) e Rebouças et al. (2013) que também apli-
cam o RANSAC para melhorar a estimação da trajetória de um VANT obtida por
odometria visual monocular.

O RANSAC foi proposto por Fischler e Bolles (1987) para ajustar um modelo a um
conjunto de dados contendo um grande número de dados inválidos.

O RANSAC utiliza o método dos mínimos quadrados de forma iterativa e, basica-
mente, é composto das seguintes etapas: 1 - para cada iteração, um subconjunto dos
dados originais é selecionado e um modelo é gerado para este subconjunto; 2 - poste-
riormente, por meio de uma margem de erro, verifica-se a quantidade de elementos
do conjunto de dados que se ajustam ao modelo; 3 - o processo de seleção de um
subconjunto dos dados, geração de um modelo para o subconjunto e verificação da
quantidade de dados que se ajustam ao modelo é repetido por um número fixo de
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iterações; 4 - por fim, a resposta é a iteração que gerou o modelo que ajusta a maior
quantidade de dados e que se mantém dentro de um limiar de erro (SILVA RAMOS,
2017).

O RANSAC é um algoritmo não-determinístico, pois produz uma resposta aceitável
de acordo com uma probabilidade, e quanto maior o número de iterações do algo-
ritmo maior será esta probabilidade. Além disso, por ser não-determinístico, duas
instâncias do algoritmo sobre o mesmo conjunto de dados pode produzir respostas
diferentes (FISCHLER; BOLLES, 1987).

A Figura 7.3 apresenta uma aplicação do algoritmo RANSAC para ajustar um con-
junto de dados a um modelo de uma reta. Em (A) é exibido o resultado obtido após
5 iterações, com um modelo de reta que ajusta 14 pontos, ou seja, do total de pontos
apenas 14 são inliers. Em (B) é exibido o resultado obtido após 11 iterações, com
um modelo de reta que ajusta ajusta 60 pontos, ou seja, do total de pontos 60 são
inliers.

Figura 7.3 - Aplicação do algoritmo RANSAC para determinar modelo para ajuste dos
dados. O modelo obtido é representado pela linha azul. Pontos em verde são
os inliers. Pontos em vermelho são os outliers. Em (A) é exibido o resultado
obtido após 5 iterações, com 14 inliers. Em (B) é exibido o resultado obtido
após 11 iterações, com 60 inliers.

Fonte: Adaptado de Wedge, D. (2012)

No contexto desta tese de doutorado, o RANSAC é aplicado para selecionar, dentro
do conjunto de pontos de interesse correspondentes de duas imagens, o subconjunto
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que obtém a matriz Fundamental F com o menor erro de projeção, ou seja, que
apresenta o melhor resultado para a relação x′TFx = 0. Desta forma, o algoritmo
segue as seguintes etapas (as etapas baseiam-se no algoritmo desenvolvido por Kitt
et al. (2010) ):

1 - O conjunto de pontos de interesse correspondentes (x e x′) de duas imagens
subsequentes (I e I ′) são colocados em coordenadas homogêneas, ou seja, a cada
ponto, que possui duas dimensões, é atribuída uma nova dimensão com valor 1.
Após esta operação os pontos possuem o seguinte formato: x = (xi, yi, 1)T e x′ =
(x′i, y′i, 1)T ;

2 - Cada conjunto de pontos é normalizado de modo que a origem esteja no centro
e a distância média de cada ponto do conjunto ao centro seja

√
2. Esta normalização

deixa o problema de obtenção de F bem condicionado;

3 - Seleciona-se um subconjunto de pontos correspondentes e avalia-se a relação
x′TFx = 0. Após um número finito de iterações o conjunto que produzir a melhor
resposta são os “inliers” utilizados para a obtenção de F

A Figura 7.4 apresenta duas imagens subsequentes, capturadas por uma câmera de
vídeo de um VANT durante sua trajetória, e a correspondência dos pontos de inte-
resse, com e sem a presença de “outliers”. Para a detecção e descrição dos pontos de
interesse foi aplicado o algoritmo SURF, e para a remoção dos “outliers” o algoritmo
RANSAC.
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Figura 7.4 - Correspondência de pontos de interesse de duas imagens do VANT. Em A
a imagem capturada em um instante t1. Em B a imagem capturada em um
instante t2. Em C a correspondência com a presença de outliers. Em D a
correspondência sem a presença de outliers.

Fonte: Produção do autor.

7.2 RESULTADOS: DISCUSSÃO E ANÁLISE

O algoritmo de odometria visual monocular aplicado nesta tese de doutorado baseia-
se nos trabalhos desenvolvidos por:

• Conte e Doherty (2008) que utiliza a odometria monocular para estimar
a trajetória do VANT, o algoritmo aplicado possui as mesmas etapas do
algoritmo utilizado nesta tese de doutorado. Porém, o algoritmo de detec-
ção e descrição dos pontos de interesse aplicado é o FAST, que, segundo
(SCARAMUZZA; FRIEDRICH, 2012) não é um algoritmo invariante a trans-
formação afim, o que pode prejudicar o resultado da estimação da trajetória
do VANT. Além disso, segundo o trabalho desenvolvido por Suaib et al.
(2014), que faz um comparativo entre algoritmos de detectores e descri-
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tores de ponto de interesse, o algoritmo FAST detecta menos pontos de
interesse que o SURF, sendo assim, não é adequado para ser aplicado em
imagens de regiões mais homogêneas.

• Rebouças et al. (2013) que também aplica a odometria visual monocular
para estimar o posicionamento do VANT, o detector e descritor dos pontos
de interesse aplicado é o ORB. Porém, não é feito um estudo para estimar
uma trajetória completa de uma aeronave.

Para análise do algoritmo proposto, que estima a trajetória realizada pelo VANT
por meio da odometria visual monocular, são considerados diferentes experimentos,
que englobam três situações de voo diferentes:

1 - Situação de voo 1 - o VANT sobrevoa uma região urbana, em condições
suficientes de iluminação do ambiente para que seja aplicado a câmera de
vídeo como sensor imageador

2 - Situação de voo 2 - o VANT sobrevoa uma região urbana com pouca
ou nenhuma iluminação do ambiente, nesta situação, utiliza-se imagens de
intensidades provenientes de um sensor LiDAR;

3 - Situação de voo 3 - o VANT sobrevoa uma região coberta por água, por
exemplo o oceano, nesta situação, utiliza-se imagens do MDS da cobertura
do fundo do oceano;

O primeiro experimento realizado, relacionado à situação de voo 1, utiliza um con-
junto de dados obtidos por sensor óptico passivo (a câmera de vídeo do VANT) que
captura imagens na banda do visível. O conjunto de dados foi obtido durante o voo
da aeronave autônoma RMAX. Este conjunto de dados é formado por imagens obti-
das durante um voo real de um VANT, e também foi aplicado no experimento para
avaliar o algoritmo de estimação da posição do VANT por registro automático de
imagens (vide 6.6.2). Para informações adicionais sobre o conjunto de dados deste
primeiro experimento, vide seção 6.6.2.

O primeiro experimento tem o objetivo de testar a seguinte hipótese: para a situação
de voo 1, o algoritmo proposto de odometria visual monocular estima a trajetória
do VANT de forma satisfatória, ou seja, com um erro inferior ao erro do GNSS da
aeronave. Segundo Conte e Doherty (2008), o erro do GNSS presente na aeronave
RMAX é igual 10 metros.

169



O segundo experimento realizado, relacionado à situação de voo 2, utiliza um con-
junto de dados formado por um conjunto de imagens de intensidade LiDAR, que
representam as imagens capturadas pelo VANT durante sua trajetória. Estas ima-
gens, que simulam as imagens capturadas pela câmera LiDAR durante a trajetória
do VANT, são subimagens (recortes) de uma imagem de intensidade LiDAR ge-
orreferenciada, e também foram aplicadas no experimento que avaliou o algoritmo
de estimação da posição do VANT por registro automático utilizando imagens de
intensidade LiDAR (vide seção 6.6.3). Para mais detalhes sobre o conjunto de de
dados de imagens, vide seção 6.6.3. O segundo experimento é uma simulação da
estimação da posição do VANT por odometria visual monocular na situação de voo
2.

O segundo experimento tem o objetivo de testar as seguintes hipóteses:

• primeira hipótese: para a situação de voo 2, com a aplicação do algoritmo
proposto de odometria visual monocular, é possível realizar a estimação
da trajetória de um VANT utilizando imagens de intensidade LiDAR de
uma região urbana, ou seja, é possível obter a matriz Fundamental F de
um par de imagens subsequentes da mesma cena. Segundo, Nister et al.
(2004), Scaramuzza e Friedrich (2011) e Scaramuzza e Friedrich (2012) com
a matriz F e o sensor imageador calibrado (os parâmetros intrínsecos do
sensor imageador são conhecidos) é possível obter a matriz de rotação e o
vetor de translação do movimento entre um par de imagens subsequentes
(NISTER et al., 2004).

• segunda hipótese: para a situação de voo 2, o algoritmo proposto de odo-
metria visual monocular, utilizando imagens de intensidade LiDAR, estima
a trajetória do VANT de forma satisfatória, ou seja, com um erro inferior
ao erro do GNSS da aeronave. Para testar esta hipótese o erro do GNSS da
aeronave RMAX (erro de 10 metros), obtido no estudo desenvolvido por
Conte e Doherty (2008), é utilizado como parâmetro.

O terceiro experimento realizado, relacionado com a situação de voo 3, utiliza um
MDS da cobertura do fundo do oceano, gerado a partir da nuvem de pontos obtida
por um sensor LiDAR, para estimar a trajetória do VANT com a aplicação do
algoritmo de odometria visual monocular proposto. Do MDS são obtidas subimagens
(recortes) que representam as imagens capturadas por uma câmera LiDAR durante
a trajetória do VANT. Estas subimagens são as mesmas aplicadas no experimento
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apresentado na seção 6.6.4, que avaliou a possibilidade de realizar a estimação da
posição do VANT por registro automático de imagens utilizando o MDS do fundo
do oceano. Mais detalhes sobre o conjunto de dados do terceiro experimento são
apresentados na seção 6.6.4. O terceiro experimento é uma simulação da estimação
da posição do VANT por odometria visual monocular na situação de voo 3.

O terceiro experimento tem o objetivo de avaliar as seguintes hipóteses:

• primeira hipótese: para a situação de voo 3, com a aplicação do algoritmo
proposto de odometria visual monocular é possível realizar a estimação da
trajetória de um VANT utilizando imagens do MDS do fundo do oceano,
ou seja, é possível obter a matriz Fundamental F de um par de imagens
subsequentes do MDS. Com a matriz F e o sensor imageador calibrado
(os parâmetros intrínsecos do sensor imageador são conhecidos) é possível
obter a matriz de rotação e o vetor de translação do movimento (NISTER

et al., 2004; SCARAMUZZA; FRIEDRICH, 2011; SCARAMUZZA; FRIEDRICH,
2012).

• para a situação de voo 3, o algoritmo proposto de odometria visual mono-
cular, utilizando imagens do MDS da cobertura do fundo do oceano, estima
a trajetória do VANT de forma satisfatória, ou seja, com um erro inferior
ao erro do GNSS da aeronave. Para testar esta hipótese o erro do GNSS da
aeronave RMAX (erro de 10 metros), obtido no estudo desenvolvido por
Conte e Doherty (2008), é utilizado como parâmetro.

7.2.1 MÉTRICAS DE AVALIAÇÃO

A métrica EGM, aplicada para a avaliação da estimação da posição por registro
automático de imagens (vide 6.6.1), é também aplicada para comparar a trajetória
estimada, obtida pelo algoritmo odometria visual monocular, com a posição forne-
cida pelo sistema GNSS da aeronave. A posição fornecida pelo GNSS da aeronave
é utilizada como verdade sobre o posicionamento do VANT. Se o erro (distância
Euclidiana) entre o posicionamento obtido e a verdade for superior a 5 metros, esta
estimativa de posição fornecida pelo algoritmo não é classificada como um EGM.
Entretanto, se o erro for inferior a 5 metros, esta estimativa é classificada como
EGM. O valor 5 metros de limite para a classificação de uma estimativa de posi-
ção como EGM é utilizado, pois corresponde a metade do valor máximo de erro do
sistema GNSS embarcado no VANT (CONTE; DOHERTY, 2008).
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No segundo e terceiro experimento, a trajetória do VANT não foi obtida por meio de
um voo real da aeronave, esta trajetória foi obtida por simulação em computador.
Desta forma, o erro da trajetória estimada pelo algoritmo de odometria visual mo-
nocular é calculado em relação a trajetória da simulação em computador. Porém, o
valor de 5 metros de limite para a classificação de uma estimativa de posição como
EGM também é aplicado.

Segundo Nister et al. (2004) e Scaramuzza e Friedrich (2011) a estimação da traje-
tória por odometria visual apresenta estabilidade, mesmo assim, a métrica SDGM
será utilizada para avaliação nos experimentos. A métrica SDGM avalia a estabili-
dade do algoritmo de estimação de posição por meio de uma janela, que considera
as 30 ultimas estimações obtidas. Dos valores contidos na janela, calcula-se o desvio
padrão do erro de estimação, se este valor for inferior a 2 metros, o ponto, a partir
do qual foi obtida a janela, é classificado como SDGM. A métrica SDGM também
foi aplicada para avaliar o método de estimação da posição do VANT por registro
automático de imagens.

A métrica GM também é aplicada, pois esta é resultado da combinação das métricas
EGM e SDGM. Um ponto que é classificado como EGM e SDGM é classificado como
GM.

7.2.2 RESULTADOS: PRIMEIRO EXPERIMENTO

O conjunto de dados do primeiro experimento é formado por 1443 imagens obtidas
por um VANT em tempo de voo, cada uma dessas imagens representa um ponto
para avaliação do algoritmo proposto. Estas imagens são provenientes de um voo
real da aeronave autônoma RMAX (Figura 6.18) sobre a região de Revinge, Suécia,
e também foram aplicadas no experimento que investigou a estimação do posicio-
namento do VANT por registro automático de imagens obtidas por uma câmera de
vídeo (vide seção 6.6.2).

Neste primeiro experimento, o VANT realizou um percurso de aproximadamente
1 km de extensão, e durante este percurso sua câmera de vídeo capturou 1443
imagens. Para cada imagem, com auxilio do GNSS da aeronave, foi obtido seu posi-
cionamento geográfico. Considerando que o VANT ocupa o pixel central da imagem
capturada por seu sensor imageador, este pixel possui a mesma posição geográfica do
VANT no momento em que a imagem é capturada. A Figura 7.5 exibe algumas das
imagens capturadas pela câmera de vídeo do helicóptero autônomo RMAX durante
sua trajetória.
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Figura 7.5 - Imagens capturadas pela câmera de vídeo do helicóptero autônomo RMAX
durante sua trajetória

Fonte: Produção do autor.

A câmera de vídeo utilizada na captura das imagens tem modelo de projeção pers-
pectiva da câmera estenopeica e sua matriz de parâmetros intrínsecos é

K =


fx 0 px

0 fy py

0 0 1

 =


472 0 180
0 518 144
0 0 1

 (7.21)

onde fx e fy são as distâncias focais em pixels da câmera em x e y, respectivamente.
Os valores de px e py são a posição do centro óptico da câmera. A matriz de parâ-
metros intrínsecos da câmera pode ser obtida por informações do fabricante ou por
um processo de calibração da câmera estenopeica (PEDRINI; SCHARTZ, 2008; NISTER

et al., 2004). Neste experimento, as correções devido as distorções da lente não são
aplicadas, pois a câmera utilizada possui uma grande distância focal, portanto as
distorções na imagem são consideradas pequenas para a precisão requerida (CONTE;

DOHERTY, 2008)
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A Figura 7.6 exibe a trajetória em duas dimensões realizada pelo VANT. O círculo
preto, posição (0, 0) do sistemas de coordenadas, marca o ponto de partida da aero-
nave. O círculo azul, posição (−40,−80) do sistemas de coordenadas, marca o ponto
de chegada da aeronave.

Figura 7.6 - Trajetória realizada pelo helicóptero autônomo RMAX. A trajetória possui
aproximadamente 1 km de extensão.

Fonte: Produção do autor.

A Figura 7.7 apresenta a trajetória real do VANT sobre uma imagem georreferenci-
ada da banda pancromática do satélite Quickbird, que contém a região sobrevoada
pela aeronave. A trajetória realizada pelo VANT está na cor vermelha.
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Figura 7.7 - Região sobrevoada pelo helicóptero autônomo RMAX e sua trajetória mar-
cada em vermelho. O círculo preto marca o ponto de partida e o branco o
ponto de chegada da aeronave.

Fonte: Produção do autor.

A Figura 7.8 exibe a trajetória, em duas dimensões, obtida pelo algoritmo de odome-
tria visual monocular proposto. A trajetória em vermelho representa o voo real do
VANT, determinada pelo GNSS da aeronave. Em azul é apresentada a trajetória do
VANT estimada pelo algoritmo de odometria visual monocular proposto. O ponto
de partida do VANT é a posição (0, 0) do sistemas de coordenadas, e o ponto de
chegada é a posição (−40,−80) do sistemas de coordenadas.

Figura 7.8 - Trajetória real do VANT em vermelho. Trajetória do VANT obtida por odo-
metria visual monocular em azul.

Fonte: Produção do autor.
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A Figura 7.9 apresenta a trajetória real do VANT, em vermelho, e a trajetória
estimada pelo algoritmo de odometria visual monocular, em azul, sobre uma imagem
de satélite que contém a região sobrevoada pela aeronave. O círculo na cor preta
marca o ponto de partida e o círculo em cor branca representa o ponto de chegada
da aeronave.

Figura 7.9 - Imagem de satélite com a região sobrevoada pelo helicóptero autônomo
RMAX e sua trajetória marcada em vermelho. A trajetória estimada pelo
algoritmo de odometria visual monocular está representada na cor azul.

Fonte: Produção do autor.

A Figura 7.10 exibe o gráfico do erro de estimação de trajetória em função do tempo,
ou seja, em função de cada um dos 1443 pontos de avaliação. A linha tracejada em
vermelho representa um erro igual a 5 metros, pontos abaixo dessa linha são classi-
ficados como EGM. Neste experimento, 667 pontos foram classificados com EGM,
ou seja, 46, 2% dos pontos de avaliação. Devido a estabilidade da odometria visual
monocular 1413 pontos foram classificados como SDGM, ou seja, 100% dos pontos
de avaliação possíveis da trajetória foram classificados como SDGM, lembrando que
a métrica SDGM utiliza uma janela das últimas 30 estimações, assim, o primeiro
ponto da trajetória que pode ser avaliado como SDGM é o ponto 30. No experimento,
o número de pontos classificados como GM é igual 637, 45, 1% dos pontos.
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Figura 7.10 - Erro de estimação da trajetória obtida pelo algoritmo de odometria visual
monocular proposto.

Fonte: Produção do autor.

7.2.2.1 RESULTADOS: TEMPO DE EXECUÇÃO

O método de odometria visual monocular foi implementado em linguagem C com
auxílio da biblioteca OpenCV. A Tabela 7.2 exibe o tempo médio obtido para ob-
tenção da trajetória (obtenção da matriz de rotação e vetor de translação) entre
duas imagens subsequentes. O tempo médio foi obtido para dois computadores: o
Raspberry PI Model B-1 e o Zybo ZINQ 7000, ambos podem ser embarcados em
um VANT.

Tabela 7.2 - Tempo médio de para obtenção da trajetória entre duas imagens subsequentes

Computador Tempo de Execução (s)
Raspberry PI B1 0.48
Zybo ZINQ 7000 0.33

Por meio da análise dos resultados da Tabela 7.2 é possível observar que o compu-
tador Raspberry PI B1 realiza 2 estimações da trajetória, em média, por segundo,
enquanto que o computador Zybo ZINQ 7000 realiza, em média, 3 estimações por
segundo. O tamanho da imagem capturada pela câmera de vídeo da aeronave é igual
288 × 360 pixels. O descritor SURF detectou, em média, 51 pares de pontos de
interesse correspondentes em todos os pares de imagens subsequentes da trajetória.
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7.2.2.2 RESULTADOS: ANÁLISE DO RESULTADO DO PRIMEIRO
EXPERIMENTO

Considerando o conjunto de dados do experimento, a análise do resultados obtidos
no primeiro experimento demonstram que o método proposto de odometria visual
monocular pode ser aplicado para estimar a trajetória do VANT utilizando imagens
capturadas por uma câmera de vídeo, durante sua trajetória. O resultado demonstra
o que as pesquisas realizadas por Nister et al. (2004) e Scaramuzza e Friedrich (2011)
estão corretas sobre o erro de deriva presente na odometria visual e sobre o método
ser estável em sua estimação de trajetória.

Apesar do erro de deriva, 46, 2% dos pontos de avaliação foram classificados com
EGM, ou seja, obtiveram um erro de estimação inferior a 5 metros, e 72%0 (1038
pontos) obtiveram um erro de estimação inferior ao erro do GNSS da aeronave
(10 metros). Além disso, o algoritmo SURF, para todos os pares de imagens do
conjunto de dados, detectou e fez a correspondência de no mínimo 8 pares de ponto
de interesse, o que permite a estimação da trajetória por odometria visual em todo
seu percurso. Desta forma, a hipótese (– o algoritmo proposto de odometria visual
monocular estima a trajetória do VANT de forma satisfatória, ou seja, com um erro
inferior ao erro do GNSS da aeronave. –) para o primeiro experimento mostra-se
verdadeira, pois o resultado obtido possui um erro menor que o GNSS da aeronave
na maior parte do percurso.

O erro de deriva presente neste resultado, obtido pelo algoritmo de odometria visual
monocular, pode tornar o método inseguro para trajetórias muito longas. Desta
forma, a utilização de outro método de estimação da trajetória juntamente com a
odometria visual monocular pode ser mais adequado.

7.2.3 RESULTADOS: SEGUNDO EXPERIMENTO

O segundo experimento é a simulação da trajetória do VANT utilizando uma câmera
LiDAR para capturar imagens de intensidade da região sobrevoada. O conjunto de
dados do segundo experimento é formado por 172 imagens de intensidade LiDAR,
que representam as imagens capturadas pela câmera LiDAR embarcada no VANT
durante sua trajetória. Cada umas das 172 imagens são subimagens de uma imagem
de intensidade LiDAR georreferenciada. Estas imagens de intensidade LiDAR são as
mesmas aplicadas no experimento, realizado no capítulo 6, que avaliou o algoritmo
de estimação da posição geográfica do VANT por registro automático de imagens
(vide seção 6.6.3).
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As 172 imagens de intensidade LiDAR são utilizadas como pontos de avaliação
do algoritmo proposto de odometria visual monocular para estimar a trajetória de
um VANT, que navega sobre uma região urbana em condições de baixa ou sem
luminosidade. Além disso, estas imagens são utilizadas para avaliar se é possível
aplicar um algoritmo descritor e detector de pontos de interesse, como o SURF,
em imagens de intensidade LiDAR, e assim, obter a matriz Fundamental F entre
duas imagens subsequentes. A Figura 7.11 exibe algumas das imagens de intensidade
LiDAR que representam a trajetória da aeronave.

Figura 7.11 - Imagens de intensidade que representam as imagens de capturadas pela câ-
mera LiDAR embarcada na aeronave durante sua trajetória.

Fonte: Produção do autor.

A Figura 7.12 exibe a trajetória, em duas dimensões, realizada pelo VANT durante a
simulação de voo. A trajetória simulada possui aproximadamente 1 km de extensão
e foi realizada sobre uma imagem de intensidade LiDAR georreferenciada. Da ima-
gem georreferenciada, foram obtidas 172 subimagens, que representam as imagens
capturadas pela câmera LiDAR do VANT durante sua trajetória. O círculo preto,
posição (200, 525) do sistemas de coordenadas, representa o ponto de partida do
VANT. O círculo azul, posição (1260, 525) do sistemas de coordenadas, representa
o ponto de chegada do VANT.
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Figura 7.12 - Trajetória, em duas dimensões, realizada pelo VANT na simulação utilizando
imagens de intensidade LiDAR.

Fonte: Produção do autor.

A Figura 7.13 exibe a trajetória simulada do VANT, linha em vermelho, na imagem
de intensidade LiDAR georreferenciada. O círculo amarelo representa o ponto de
partida e o círculo branco o ponto de chegada do VANT.

Figura 7.13 - Trajetória realizada pelo VANT exibida na imagem de intensidade LiDAR
georreferenciada.

Fonte: Produção do autor.

Durante a trajetória, a quantidade mínima de pontos de interesse correspondentes
encontrados em cada par de imagens subsequentes foi igual a 17. Desta forma, em
nenhum momento da trajetória houve um par de imagens subsequentes onde não
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fosse possível obter a matriz Fundamental F . A Figura 7.14 exibe um exemplo de
um par de imagens de intensidade LiDAR com os pontos interesse correspondentes
destacados.

Figura 7.14 - Casamento entre pontos de interesse em imagens de intensidade LiDAR

Fonte: Produção do autor.

A imagem de intensidade LiDAR georreferenciada do conjunto de dados deste ex-
perimento foi obtida por meio de um processo de interpolação pelo vizinho mais
próximo 3 sobre a nuvem de pontos capturada por um sensor LiDAR aerotranspor-
tado. Os sensores LiDAR aerotransportados são diferentes das câmeras LiDAR, pois
as imagens geradas no sensor LiDAR aerotransportado são geradas sobre uma nuvem
de pontos sem a necessidade de correção de distorção, entretanto, para uma correta
aplicação das imagens de uma câmera LiDAR as correções de distorções geradas
devem ser feitas no momento de obtenção da imagem (MIRAZAEI et al., 2012).

Os parâmetros intrínsecos do sensor LiDAR empregado para a obtenção da imagem
intensidade LiDAR georreferenciada deste experimento não são conhecidos, pois a
imagem foi obtida por um processo de interpolação sobre a núvem de pontos. Para
simular a obtenção da matriz de rotação e do vetor de translação entre um par
de imagens subsequentes foi aplicado o método de Besl e McKay (1992) 4, que de-
termina a transformação (matriz de rotação e vetor de translação) sofrida por um
conjunto de pontos correspondentes. Este método foi selecionado, pois segundo Har-
tley e Zisserman (2004), o processo de obtenção da matriz de rotação e do vetor de

3Informações sobre métodos de interpolação aplicados em nuvem de pontos de sensor Lidar
podem ser obtidas em Ashraf et al. (2017)

4Informações sobre o método de Besl e McKay (1992) encontram-se no Apêndice B
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translação, utilizando a decomposição em valores singulares da matriz Fundamental
e a matriz de parâmetros intrínsecos, é baseado no algoritmo de Besl e McKay (1992).
A diferença entre eles é que o conhecimento dos parâmetros intrínsecos permite uma
estimação da posição mais precisa (HARTLEY; ZISSERMAN, 2004).

No contexto desta tese de doutorado, o algoritmo de Besl e McKay (1992) é aplicado
para simular a obtenção da matriz de rotação e do vetor de translação, entre os
pontos de interesses correspondentes de duas imagens, no caso em que não há o
conhecimento dos parâmetros intrínsecos do sensor imageador.

O gráfico da Figura 7.15 apresenta o gráfico de posição da trajetória simulada do
VANT, em vermelho, e o gráfico da posição da trajetória estimada, pelo método
de odometria visual monocular, em azul. A trajetória simulada, em vermelho, é
utilizada como verdade sobre a posição do VANT. A posição (200, 525) do sistemas
de coordenadas representa o ponto de partida do VANT. A posição (1260, 525) do
sistemas de coordenadas representa o ponto de chegada do VANT.

Figura 7.15 - Gráfico de posição da trajetória simulada do VANT, em vermelho, e o gráfico
de posição da trajetória estimada por odometria visual monocular, em azul.

Fonte: Produção do autor.

A Figura 7.16 exibe a trajetória simulada, em vermelho, e a trajetória estimada
por odometria visual monocular, em azul, na imagem de intensidade LiDAR geor-
referenciada. A trajetória simulada, em vermelho, é utilizada como verdade sobre a
posição do VANT. O círculo amarelo marca o ponto de partida e o círculo branco o
ponto de chegada do VANT.
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Figura 7.16 - Trajetória simulada do VANT, em vermelho, e a trajetória estimada por
odometria visual monocular, em azul.

Fonte: Produção do autor.

A Figura 7.17 exibe o gráfico do erro da trajetória estimada por odometria visual
monocular em função do tempo (número do ponto de avaliação). O erro é a distância
euclideana entre cada ponto de avaliação da trajetória simulada e cada ponto da
trajetória estimada por odometria visual monocular. A linha tracejada em vermelho
representa o erro igual a 5 metros, pontos abaixo dessa linha são classificados como
EGM.

Figura 7.17 - Gráfico do erro da trajetória estimada do VANT por odometria visual mo-
nocular. A linha tracejada vermelha representa um erro de 5 metros.

Fonte: Produção do autor.
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Todos os 172 pontos de avaliação, 100% dos pontos, foram classificados como EGM.
Devido a estabilidade da odometria visual, 142 pontos de avaliação foram classifi-
cados como SDGM, ou seja, 100% dos pontos possíveis de avaliação para a métrica
SDGM. Neste experimento, 142 pontos foram classificados como GM.

7.2.3.1 RESULTADOS: ANÁLISE DO RESULTADO DO SEGUNDO
EXPERIMENTO

Considerando o conjunto de dados utilizado, a análise do resultado obtido no se-
gundo experimento demonstram que o algoritmo proposto de odometria visual mo-
nocular pode ser aplicado para estimar a trajetória do VANT utilizando imagens de
intensidade LiDAR, pois para todos os pares de imagens subsequentes foi possível
determinar a matriz Fundamental F . O algoritmo SURF demonstrou ser adequado
para a detecção e descrição dos pontos de interesse em imagens de intensidade Li-
DAR. Este resultado demonstra que a primeira hipótese (– com a aplicação do
algoritmo proposto de odometria visual monocular é possível realizar a estimação
da trajetória de um VANT utilizando imagens de intensidade LiDAR de uma região
urbana, ou seja, é possível obter a matriz Fundamental F de um par de imagens
subsequentes da mesma cena –) para o segundo experimento é verdadeira. Além
disso, o resultado do segundo experimento demonstra que a partir da utilização de
uma câmera LiDAR calibrada pode-se obter o movimento do VANT.

Tendo em conta o conjunto de dados aplicado, no segundo experimento,100% dos
pontos de avaliação da trajetória foram classificados como EGM, o que demonstra
que a segunda hipótese (– o algoritmo proposto de odometria visual monocular,
utilizando imagens de intensidade LiDAR, estima a trajetória do VANT de forma
satisfatória, ou seja, com um erro inferior ao erro do GNSS da aeronave –) do
experimento é verdadeira. Neste experimento também é possível observar o erro de
deriva que a estimação da trajetória por odometria visual possui, além disso, também
é possível observar sua estabilidade. O erro de deriva presente na odometria visual
pode tornar o método inseguro para trajetórias muito longas, assim, a utilização de
outro método de estimação da trajetória juntamente com a odometria visual pode
ser mais adequado.

7.2.4 RESULTADOS: TERCEIRO EXPERIMENTO

O terceiro experimento é a simulação da trajetória do VANT utilizando uma câmera
LiDAR para gerar o MDS do fundo de uma região coberta por água, e assim permitir
sua navegação sobre o regiões como o oceano. O conjunto de dados do terceiro expe-
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rimento é formado por 92 subimagens do MDS do fundo do oceano, que representam
os mapas gerados pela câmera LiDAR embarcada no VANT durante sua trajetória.
Cada uma das 92 subimagens são recortes de um MDS georreferenciado do fundo
do oceano. Estas subimagens do MDS do fundo do oceano são as mesmas aplicadas
no experimento realizado no capítulo 6, que avaliou o algoritmo de estimação da
posição geográfica do VANT por registro automático de imagens do MDS do fundo
do oceano (vide seção 6.6.4).

As 92 subimagens do MDS do fundo do oceano são utilizadas como pontos de avalia-
ção do algoritmo proposto de odometria visual monocular, para estimar a trajetória
de um VANT que sobrevoa regiões cobertas por água. Além disso, estas subimagens
são utilizadas para avaliar se é possível aplicar um algoritmo descritor e detector de
pontos de interesse, como o SURF, em MDS gerado por um sensor LiDAR, e assim,
obter a matriz Fundamental F entre duas subimagens subsequentes. A Figura 7.18
exibe algumas das subimagens do MDS que representam a trajetória da aeronave.

Figura 7.18 - Exemplo de subimagens do MDS do fundo do oceano que representam a
trajetória do VANT

Fonte: Produção do autor.

A Figura 7.19 exibe a trajetória, em duas dimensões, realizada pelo VANT durante a
simulação de voo. A trajetória simulada possui aproximadamente 1 km de extensão
e foi realizada sobre um MDS georreferenciado, gerado a partir de uma nuvem de
pontos de um sensor LiDAR. Do MDS georreferenciado foram obtidas 92 subima-
gens, que representam os MDS gerados pela câmera LiDAR embarcada na aeronave
durante a sua navegação sobre uma região coberta por água, por exemplo, o oceano.
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O círculo preto, posição (70, 238) do sistemas de coordenadas, marca o ponto de
partida do VANT. O círculo azul, posição (640, 238) do sistemas de coordenadas,
marca o ponto de chegada do VANT.

Figura 7.19 - Trajetória, em duas dimensões, realizada pelo VANT na simulação de nave-
gação sobre uma região coberta por água.

Fonte: Produção do autor.

A Figura 7.20 exibe a trajetória simulada do VANT, linha em vermelho, no MDS ge-
orreferenciado do fundo do oceano. O círculo amarelo representa o ponto de partida
e o círculo branco o ponto de chegada do VANT.

Figura 7.20 - Trajetória realizada pelo VANT exibida no MDS georreferenciado do fundo
do oceano obtido por sensor LiDAR.

Fonte: Produção do autor.
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Durante a trajetória, a quantidade mínima de pontos de interesse correspondentes,
encontrados em cada par de imagens subsequentes, foi igual a 13. Desta forma, em
nenhum momento da trajetória houve um par de imagens subsequentes do MDS do
fundo do oceano em que não fosse possível obter a matriz Fundamental F . A Figura
7.21 exibe um exemplo de um par de subimagens do MDS do fundo do oceano com
os pontos interesse correspondentes destacados.

Figura 7.21 - Correspondência entre pontos de interesse entre dois MDS subsequentes do
fundo do mar.

Fonte: Produção do autor.

O MDS do conjunto de dados deste experimento foi obtido por meio de um pro-
cesso de interpolação sobre a nuvem de pontos, capturada por um sensor LiDAR
aerotransportado. Pelos mesmos motivos apresentados na seção 7.2.3, o método
apresentado em (BESL; MCKAY, 1992) foi aplicado para obter a matriz de rotação
e o vetor de translação entre duas imagens subsequentes, utilizando os pontos de
interesse correspondentes.

A Figura 7.22 apresenta o gráfico de posição da trajetória simulada do VANT, em
vermelho, e o gráfico da posição da trajetória estimada pelo método de odometria
visual monocular, em azul. A posição (70, 238) do sistemas de coordenadas marca o
ponto de partida do VANT. A posição (640, 238) do sistemas de coordenadas marca
o ponto de chegada do VANT.
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Figura 7.22 - Gráfico de posição da trajetória simulada do VANT, em vermelho, e o gráfico
de posição da trajetória estimada por odometria visual monocular, em azul.

Fonte: Produção do autor.

A Figura 7.23 exibe a trajetória simulada, em vermelho, e a trajetória estimada por
odometria visual monocular, em azul, no MDS georreferenciado do fundo do oceano.

Figura 7.23 - Trajetória simulada do VANT, em vermelho, e a trajetória estimada por
odometria visual monocular, em azul.

Fonte: Produção do autor.

O gráfico da Figura 7.24 exibe o erro da trajetória estimada pela odometria visual
monocular em função do tempo (número do ponto de avaliação). A trajetória si-
mulada é utilizada como verdade sobre a posição do VANT. O erro é a distância
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euclideana entre cada ponto de avaliação trajetória simulada e cada ponto da tra-
jetória estimada por odometria visual monocular. A linha tracejada em vermelho
representa o erro igual a 5 metros, pontos abaixo dessa linha são classificados como
EGM.

Figura 7.24 - Trajetória simulada do VANT, em vermelho, e a trajetória estimada por
odometria visual monocular, em azul.

Fonte: Produção do autor

Neste experimento, todos os 92 (100%) pontos de avaliação foram classificados como
EGM. Devido a estabilidade da odometria visual, 62 pontos de avaliação foram
classificados como SDGM e 62 pontos foram classificados como GM, ou seja, 100%
dos pontos possíveis foram classificados nas duas métricas.

7.2.4.1 RESULTADOS: ANÁLISE DO RESULTADO DO TERCEIRO
EXPERIMENTO

Considerando o conjunto de dados aplicado, o resultado obtido no terceiro expe-
rimento demonstra que o algoritmo proposto de odometria visual monocular pode
ser aplicado para estimar a trajetória do VANT utilizando MDS de uma região co-
berta por água, neste caso específico, o fundo do oceano. Está conclusão é possível,
pois para todos os pares de imagens subsequentes foi possível determinar a matriz
Fundamental F . O algoritmo SURF demonstrou ser adequado para a detecção e
descrição dos pontos de interesse em MDS do fundo do oceano.

O resultado também demonstra que a primeira hipótese (– com a aplicação do
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algoritmo proposto de odometria visual monocular é possível realizar a estimação
da trajetória de um VANT utilizando imagens do MDS do fundo do oceano –) para
o terceiro experimento é verdadeira, pois foi possível detectar e descrever pontos de
interesse em duas subimagens subsequentes e obter a matriz Fundamental de todos
os pares de subimagens. Além disso, o resultado do terceiro experimento demonstra
que a partir da utilização de uma câmera LiDAR calibrada, que gera imagens do
MDS da região sobrevoada, pode-se obter o movimento do VANT.

Tendo em conta o conjunto de dados, no terceiro experimento, 100% dos pontos de
avaliação da trajetória obtiveram um erro inferior a 5 metros e foram classificados
como EGM, o que demonstra que a segunda hipótese (– o algoritmo proposto de
odometria visual monocular, utilizando imagens do MDS da cobertura do fundo
do oceano, estima a trajetória do VANT de forma satisfatória –) do experimento
é verdadeira. No mesmo experimento também é possível observar o erro de deriva
que a estimação da trajetória por odometria visual possui. Além disso, também é
possível observar a estabilidade da odometria visual. Mas, o erro de deriva presente
na odometria visual pode tornar o método inseguro para trajetórias muito longas,
assim, a utilização de outro método de estimação da trajetória juntamente com a
odometria visual pode ser mais adequado.
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8 ESTIMAÇÃO DA POSIÇÃO DE VANT POR FUSÃO DE DADOS

Os animais na natureza reconhecem o ambiente ao seu redor avaliando os sinais que
recebem dos seus diferentes sensores. Os seres humanos, por exemplo, combinam
as informações que recebem do meio externo, por meio dos cinco sentidos (visão,
audição, paladar, tato e olfato), para criar uma percepção mais precisa do ambiente
ao seu redor (KLEIN, 2004)

A partir da observação que combinar diferentes tipos de dados de diferentes fontes
representa uma vantagem biológica de uma espécie, os cientistas passaram a aplicar
esta ideia nas mais diversas áreas do conhecimento (ELMENREICH, 2002).

Há uma grande quantidade de termos relacionados com a fusão de dados. Termi-
nologias como fusão de sensores, fusão de informação, fusão de dados de múltiplos
sensores e integração de múltiplo sensores são empregadas em diversas áreas do
conhecimento (CHANG-SUN; IEE-KI, 2003).

Segundo Krout (2012), o termo fusão de informação engloba a teoria, técnicas e fer-
ramentas concebidas para explorar a sinergia da informação adquirida por diferentes
fontes, sejam essas, sensores, banco de dados ou informação coletada por um hu-
mano, para que a tomada de decisão seja melhor do que considerando a informação
de uma fonte isolada.

O termo fusão de dados de múltiplo sensores é definido por Waltz e Llinias (1999)
como a tecnologia desenvolvida para combinar dados de múltiplos sensores a fim de
realizar inferência sobre um evento, atividade ou situação.

Segundo Elmenreich (2002), a integração de múltiplos sensores utiliza diferentes fon-
tes para produzir uma combinação dos dados em um único formato sem se preocupar
em obter uma representação melhor do ambiente ou auxiliar na tomada de decisão.

O termo fusão de dados é utilizado pela comunidade de geociência e sensoriamento
remoto para definir técnicas que combinam a informação de diversas fontes para
obtenção de um dado final, o qual representa melhor o sistema observado (SCHMITT;

ZHU, 2016). Mais recentemente, o termo passou a ser utilizado em robótica, segundo
Nazemzadeh et al. (2017), a fusão de dados corresponde a combinação de dados
de diferentes sensores embarcados em um robô, para que este realize a tarefa para
qual foi desenvolvido de forma mais eficiente e segura do que quando considera-se a
utilização dos sensores isoladamente.
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Segundo Gustafsson (2013), a fusão de sensores é a combinação de dados de diferen-
tes sensores, ou de dados distintos de um mesmo sensor, tal que o resultado final seja
melhor do que quando considera-se os dados de maneira isolada. Já para Elmenreich
(2002), fusão de dados e a fusão de sensores são consideradas subáreas da fusão de
informação. Para Khaleghi et al. (2013), não importa qual o termo é aplicado, fusão
de dados ou fusão de sensores, pois ambos referem-se a uma representação melhor
da informação que quando a fonte de dados é considerada de forma isolada.

No contexto desta tese de doutorado, é utilizada a definição de fusão de dados forne-
cida por Conte e Doherty (2008), que a define como o conjunto de técnicas aplicadas
para combinar dados de fontes diferentes ou dados distintos de uma mesma fonte
para obter uma resposta melhor do sistema, quando comparada com a resposta
obtida considerando os dados de forma isolada. A palavra melhor, na definição de
fusão de dados fornecida por Conte e Doherty (2008), está relacionada com uma res-
posta com menor incerteza da medição. A incerteza de uma informação (ou medida)
aumenta quando ocorre oclusão do objeto observado ou quando uma informação é
ambígua.

A fusão de dados é uma técnica que tem sido amplamente empregada para melhorar
a estimação da posição de robôs móveis, principalmente de VANTs (CHANG-SUN;

IEE-KI, 2003). Segundo Gustafsson (2013), duas técnicas que podem ser utilizadas
para realizar a fusão de dados são o Filtro de Kalman e o Método Sequencial de
Monte Carlo (MSMC), também conhecido como Filtro de Partículas (FP). Estes
dois algoritmos são métodos baseados na filtragem Bayesiana, que é uma técnica
probabilística aplicada para realizar a fusão de dados.

Segundo Castanedo (2013), as técnicas de fusão de dados podem ser divididas em
três categorias distintas: (i) associação de dados, cujo o objetivo é estabelecer o
conjunto de observações ou medições que são geradas pelo mesma fonte de dados
ao longo do tempo; (ii) estimação de estado, que é o conjunto de técnicas que visa
determinar o estado de um objeto em movimento (normalmente a posição) a partir
das observações; (iii) fusão de decisão, é o conjunto de técnicas cujo o objetivo é
realizar uma inferência sobre os eventos e atividades que são produzidos a partir de
um objeto de interesse. O problema de estimação da posição do VANT por fusão de
dados relaciona-se com a subdivisão de estimação de estados. Para Castanedo (2013),
as técnicas mais comuns aplicadas para a estimação de estados são os algoritmos de
Filtro de Kalman e FP.

Atualmente, o FP tem sido empregado para realizar a fusão de dados de técnicas de
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estimação da posição por visão computacional. Como nas pesquisas desenvolvidas
por Conte e Doherty (2008) e Chunhui et al. (2014), que aplicam o FP para a fusão
de dados provenientes da estimação da posição por odometria visual e registro de
imagens para obter um cálculo mais preciso do posicionamento do VANT.

No contexto deste trabalho, aplica-se a fusão de dados do registro automático de ima-
gens e da odometria visual monocular para a estimação da trajetória de VANT. Uma
variação do algoritmo de FP, denominado de Filtro de Partículas Não-Extensivo
(FPNE), é aplicado para a fusão de dados. Nas próximas seções é realizada a funda-
mentação teórica relacionada com a fusão de dados por FP, com enfase na estimação
Bayesiana e Filtro de Partículas, em seguida apresenta-se a metodologia utilizada
para a produção dos resultados. Para finalizar o capítulo, os resultados obtidos pela
aplicação da metodologia são apresentados.

8.1 ESTIMAÇÃO BAYESIANA

A estimação Bayesiana, ou filtragem Bayesiana, é uma abordagem probabilística,
que estima uma Função Densidade de Probabilidade (FDP)1 desconhecida, recursi-
vamente ao longo do tempo. O processo de estimação utiliza como parâmetros de
entrada os dados de medidas observacionais e os dados de um modelo matemático
(FURTADO, 2008).

Nesta tese de doutorado, a teoria de estimação Bayesiana é baseada na represen-
tação de um sistema, denominado modelo. Segundo Monteiro (2006), o modelo é
um conjunto de objetos agrupados devido a alguma interação e há relação de causa
e efeito nos fenômenos que ocorrem com esses objetos. Quando algumas grandezas
que caracterizam os objetos do modelo variam no tempo o modelo é dito dinâmico.

Segundo Furtado (2008), a necessidade de modelos apropriados é fundamental. O
modelo é dito apropriado quando satisfaz o objetivo para o qual foi proposto, ou
seja, o modelo deve descrever as propriedades essenciais do conjunto de objetos e
ser simples o bastante para que possa ser escrito em forma de um algoritmo.

Em um modelo dinâmico cada valor assumido em um determinado tempo é deno-
minado estado e o conjunto de todos os estados é denominado espaço de estado
(TULSYAN et al., 2016). No contexto deste trabalho, como não se pode realizar medi-
das infinitesimais, as observações sobre cada estado e medida são obtidas em tempo
discreto. Portanto, considera-se apenas modelos em tempo discreto.

1Conceitos ligados a teoria de probabilidade encontram-se no Apêndice C.
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A Figura 8.1 apresenta um modelo de espaço de estado, com os estados indicados
por xt e medidas (ou observações) indicadas por yt.

Figura 8.1 - Modelo de espaço de estados. O modelo é dinâmico e em tempo discreto.

Fonte: Adaptado de Tulsyan et al. (2016).

Uma propriedade relacionada com o modelo de espaço de estados apresentado na
Figura 8.1 é a propiedade de Markov, definida como: um modelo de espaço de estados
em tempo discreto possui a propriedade de Markov se para uma dada sequência
de estados x0:t−1 ≡ x0, x1, · · · , xt−1, o estado atual xt somente depende do estado
anterior a ele xt−1, ou seja,

p(xt+1|x0, · · · , xt) = p(xt+1|xt) (8.1)

A Equação 8.1 demonstra que a ocorrência do estado xt contém todas as infor-
mações a respeito do passado necessárias para determinar o estado futuro xt+1.
Segundo Jazwinski (1970) esta propriedade pode ser denominada como o princípio
da casualidade generalizada, que define: o futuro pode ser previsto caso o presente
seja conhecido.

Na Figura 8.1, cada xk, com k = 1, · · · , t + 1, é um vetor que contém os valores
relacionado ao estado, e yK , com k = 1, · · · , t+ 1, é um vetor que contém os valores
das observações relacionadas ao estado xk. Em estimação Bayesiana, tais vetores
são variáveis aleatórias e são representados em termos de uma FDP p(xt) e p(yt). A
probabilidade condicional p(xt|y1:t) representa a FDP do estado xt após obtida as
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observações y1:t ≡ y1, y2, · · · , yt, e é a solução para a estimação Bayesiana.

Em um modelo de espaço de estados dinâmicos, o valor de p(xt|y1:t) deve ser calcu-
lado recursivamente a cada instante de tempo e a cada nova observação obtida. Caso
a dinâmica do modelo seja conhecida é possível utilizá-la para realizar a previsão do
estado xt por p(xt|xt−1), denominada transição entre os estados xt−1 e xt.

A estimação Bayesiana consiste em determinar a probabilidade a posteriori p(xt|y1:t)
dado a transição de estado p(xt|xt−1) e p(yt|xt), que é a probabilidade das medidas
yt dado um estado xt, também denominada verossimilhança das medidas. Normal-
mente, a FDP de transição de estado (p(xt|xt−1)) e a FDP de verossimilhança das
medidas (p(yt|xt)) são obtidas do modelo de espaço de estados dinâmicos (TULSYAN

et al., 2016).

A probabilidade a posteriori p(xt|y1:t) pode ser calculada aplicando a propriedade
de Markov e o teorema de Bayes, da seguinte forma:

p(xt|yt) = p(yt|xt)p(xt|y1:t−1)
p(yt|y1:t−1) (8.2)

onde p(yt|y1:t−1) é uma constante de normalização denominada verossimilhança mar-
ginal. Segundo Tulsyan et al. (2016), em problemas de estimação Bayesiana, a cons-
tante de normalização não é explicitamente conhecida, portanto, pode ser ignorada.
Desta forma, a equação 8.2 pode ser reescrita da seguinte forma:

p(xt|y1:t) ∝ p(yt|xt)p(xt|y1:t−1) (8.3)

Além disso, aplicando marginalização 2 e considerando que xt tenha dimensão n, a
FDP p(xt|yt−1) é obtida por:

p(xt|y1:t−1) =
∫
Rn
p(xt|xt−1)p(xt−1|yt−1)dxt−1 (8.4)

onde p(xt|xt−1) e p(xt−1|yt−1) são a transição e a probabilidade a posteriori no ins-
tante t− 1, respectivamente.

Conhecendo-se o valor de p(xt|y1:t−1), obtém-se o valor de p(xt|y1:t) por:

2O conceito de distribuição de probabilidade marginal encontra-se no Apêndice C
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p(xt|y1:t) = p(yt|xt)p(xt|y1:t−1)∫
Rn p(yt|xt)p(xt|y1:t−1)dxt

(8.5)

Segundo Doucet et al. (2001), a Equação 8.4 é a equação de previsão, e a Equação
8.5 é a equação de atualização. Estas equações constituem a base dos algoritmos
sequenciais de Monte Carlo.

Quando o valor de p(xt|yt) é obtido pode-se calcular a calcular o valor esperado de
alguma função g das variáveis de estado, I(g(x)), de acordo com:

I(g(xt)) = E(g(xt)|y1:t) =
∫
Rn
g(xt)p(xt|y1:t)dxt (8.6)

A estimação Bayesiana pode ser aplicada para obter-se a probabilidade a posteriori
de um modelo de espaço de estados linear e não-linear (DOUCET et al., 2001). Um
modelo de espaço de estado é dito linear quando a dinâmica do modelo é linear e os
ruídos são gaussianos (GUSTAFSSON, 2013). Um modelo de espaço de estado é dito
não-linear quando a dinâmica do modelo é não-linear e os ruídos são não-gaussianos
(GUSTAFSSON, 2013).

Um modelo de espaço de estado não-linear pode ser representado da seguinte forma:

xt = f(xt−1, ut−1) + v

yt = h(xt, ut) + e
(8.7)

em que t é o tempo discreto, v e e são variáveis aleatórias independentes, definidas
como ruído do processo e ruído das observações, respectivamente. A função f des-
creve a evolução das variáveis de estado e a função h descreve o sistema de aquisição
de dados (instrumento de obtenção das observações).

Considerando que o vetor de estado xt tenha dimensão n, a solução da estimação
Bayesiana recursiva para o modelo da Equação 8.7 é:

p(xt|yt−1) =
∫
Rn
pv(xt − f(xt−1, ut−1))p(xt−1|yt−1)dxt−1 (8.8)

αt =
∫
Rn
pe(yt − h(xt, ut))p(xt|yt−1)dxt (8.9)

p(xt|yt) = α−1
t pe(yt − h(xt, ut))p(xt|yt−1) (8.10)
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O objetivo da recursão exibida nas Equações 8.8–8.10 é estimar a probabilidade a
posteriori p(xt|yt). A Equação 8.8 representa a atualização do tempo (equação de
previsão) e a Equação 8.10 denota o sistema de observações (equação de atualização).
As funções pv e pe são as FDPs do ruído de processo e observações, respectivamente.
A recursão deve ser inicializada com p(x1|y0) = p(x0)p(x0) que é conhecida como
probabilidade a priori.

Contudo, há um problema com a solução apresentada. Em geral, é difícil cal-
cular analiticamente as soluções para as integrais exibidas nas Equações 8.8 –
8.10(FURTADO, 2008). A grande maioria das soluções analíticas ocorre quando o
modelo dinâmico é linear e os ruídos são gaussianos. Considerando o modelo linear
de espaço de estado, os ruídos v e e gaussianos e a FDP p(x0) normalmente dis-
tribuída, a solução ótima da estimação Bayesiana pode ser obtida pelo Filtro de
Kalman (KALMAN, 1960).

O Filtro de Kalman representa FDPs em termos da média e da covariância e esta
solução é tratada como uma solução paramétrica (KALMAN, 1960).

Em caso de não-linearidade do modelo de espaço de estado, uma solução aproximada
pode ser obtida pela linearização do modelo por uma expansão de Taylor. Após a
linearização, o Filtro Kalman pode ser aplicado. Esta solução é denominada Filtro
de Kalman Estendido (WELCH; BISHOP, 1995).

Segundo Conte e Doherty (2008), o filtro de Kalman Estendido pode não ser aplicável
ou não suficientemente preciso para a situação tratada, devido a não-linearidade e as
incertezas envolvidas no modelo. Portanto, outros métodos podem ser aplicados para
este propósito. O mais popular, pertencente a classe de soluções não-paramétricas,
é o Filtro de Partículas.

8.2 FILTRO DE PARTÍCULAS

O MSMC, ou Filtro de Partículas, busca estimar recursivamente a FDP p(xt|y1:t).
A teoria Bayesiana define que a FDP p(xt|y1:t) contém todas as informações es-
tatísticas da variável de estado xt baseado nas informações contidas nas medidas
y1:t (FURTADO, 2008). A FDP estimada pelo FP pode ser utilizada para obter-se
diversas estimativas das variáveis de estado, de acordo com:

I(g(xt)) = E(g(xt)|y1:t) =
∫
Rn
g(xt)p(xt|y1:t)dxt (8.11)
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Segundo Tulsyan et al. (2016), o MSMC representa uma FDP desconhecida por
um conjunto de amostras com seus pesos associados. Este conjunto de amostras é
denominado partículas, por esta razão o nome Filtro de Partículas. Basicamente, o
FP aproxima a FDP p(xt|y1:t) por uma função de densidade empírica, definida por:

p(xt|y1:t) ≈
M∑
i=1

w̃(i)δ(xt − x(i)
t|s) (8.12)

M∑
i=1

w̃(i) = 1 (8.13)

w̃(i) ≤ 1, ∀i (8.14)

onde δ(.) é a função delta de Dirac e w̃(i) denota os pesos por importância associados
a cada partícula x(i)

t .

A função Delta de Dirac apresenta a seguinte propriedade:

F (x(i)) =
+∞∫
−∞

F (x)δ(x− x(i))dx (8.15)

onde

δ(x− x(i)) =

 0, se x 6= x(i) ,

∞, se x = x(i) .
(8.16)

O FP deriva de algumas ideias, como Amostragem Perfeita e Amostragem por Im-
portância, que são discutidas nas próximas seções.

8.2.1 AMOSTRAGEM PERFEITA

Amostragem Perfeita é um algoritmo que fornece amostras garantidas de serem
distribuídas de acordo com uma função densidade de interesse. O objetivo da Amos-
tragem Perfeita é obter um estimativa para I(g(xt)) (Equação 8.11) baseado na
hipótese que há um conjunto de amostras de uma função densidade alvo t(x) (target
density) desconhecida. O conjunto de amostra tem tamanho M e é definido por
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[x(i)]Mi , e toda amostra é independentemente e identicamente distribuída.

Segundo Doucet et al. (2001), a Amostragem Perfeita é não realística, mas a ideia é
a base do algoritmo de FP. De acordo com Doucet et al. (2001), uma aproximação
empírica da FDP t(x) pode ser obtida por:

t̂(x) =
M∑
i=1

1
M
δ(x− x(i)) . (8.17)

A partir da Equação 8.17, uma aproximação de I(g(x)) pode ser obtida por

Î(g(x)) = Ê{g(x)|y} =
∫
g(x)t̂(x)dx (8.18)

Ê{g(x)|y} =
∫
g(x)

M∑
i=1

1
M
δ(x− x(i)) (8.19)

Ê{g(x)|y} = 1
M

M∑
i=1

∫
g(x)δ(x− x(i)) (8.20)

Ê{g(x)|y} = 1
M

M∑
i=1

g(xi) (8.21)

onde δ(x− x(i)) é a função delta de Dirac em x(i) e é nula para todo x(i) 6= x.

Segundo Doucet et al. (2001), a aproximação Î(g(x)) é raramente válida e pode ser
obtida apenas utilizando-se um grande número de amostras. Uma alternativa para
a Amostragem Perfeita é a aplicação da Amostragem por Importância.

8.2.2 AMOSTRAGEM POR IMPORTÂNCIA

A Amostragem por Importância utiliza uma FDP alternativa, que seja conhecida,
para se extrair amostras e realizar a aproximação de I(g(x)) (FURTADO, 2008).

Devido ao fato de que não se pode gerar amostras diretamente da FDP alvo t(x),
emprega-se uma FDP alternativa s(x), denominada FDP proposta, para gerá-las. A
partir do momento que uma amostra é gerada, a partir de s(x), pode-se avaliar se
esta foi gerada da FDP alvo e, assim, considerar se é ou não uma amostra de t(x)
(FURTADO, 2008).

Na Amostragem por Importância, a Equação 8.18 pode ser escrita da seguinte forma:
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Î(g(x)) = Ê{g(x)|y} =
∫
g(x) t(x)

s(x)s(x)dxt (8.22)

onde s(x) é a FDP proposta. A Equação 8.22 pode ser reescrita como:

Î(g(x)) = Ê{g(x)|y} =
∫
g(x)w(x)s(x)dxt (8.23)

Segundo Schon (2003), a aproximação para I(g(x)) pela geração de M >> 1 amos-
tras [x(i)]Mi=1 de s(x) é dada por:

Î(g(x)) = 1
M

M∑
i=1

w(x(i))g(x(i)) (8.24)

onde

w(x(i)) = t(x(i))
s(x(i)) (sendo: i = 1, · · · ,M) . (8.25)

O valor w(x(i)) é chamado de peso por importância, que é a informação a respeito da
possibilidade da amostra gerada, a partir de s(x), ser associada a t(x). Desta forma,
o valor de w(x(i)) funciona como uma probabilidade de aceitação da amostra.

Segundo Tulsyan et al. (2016), na Amostragem por Importância o peso por impor-
tância w(x(i)) deve ser normalizado da seguinte forma:

w̃(x(i)
t ) =

p(yt|x(i)
t|t−1)

M∑
i=1

p(yt|x(i)
t|t−1)

= w(x(i)
t )

M∑
i=1

w(x(i)
t )

. (8.26)

8.2.3 ALGORITMO DE FILTRO DE PARTÍCULAS

O algoritmo de FP origina-se da ideia da Amostragem por Importância. Neste texto,
considera-se o algoritmo introduzido por Gordon et al. (1993). Há outras variações
do algoritmo, que podem ser encontradas em Doucet et al. (2001), Arulampalam et
al. (2002) e Schon (2003).

Segundo Gordon et al. (1993), o algoritmo de FP é um problema de estimação
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Bayesiana, cuja FDP alvo é definida por:

t(xt) = p(xt|y1:t) (8.27)

Para encontrar a FDP alvo, utiliza-se o teorema de Bayes e a regra de Markov,
assim, a Equação 8.27 pode ser escrita da forma:

p(xt|y1:t) = p(yt|xt)p(xt|y1:t−1)
p(yt|y1:t−1) (8.28)

p(xt|y1:t) ∝ p(yt|xt)p(xt|y1:t−1) (8.29)

Desta forma, são definidos o peso por importância w(xt) e a FDP proposta s(xt).

w(xt) = p(yt|xt) (8.30)

s(xt) = p(xt|y1:t−1) (8.31)

A primeira etapa do algoritmo é sua Inicialização, que consiste da extração de
amostras (partículas) da FDP a priori p(x0). As partículas obtidas nesta etapa são
denominadas partículas estimadas.

A etapa seguinte do algoritmo consiste da Atualização das medidas. Nesta etapa,
obtém-se o peso por importância normalizado de cada partícula, que designa uma
probabilidade. Esta probabilidade é calculada a partir de uma função de verossimi-
lhança entre as partículas preditas e as observações, obtidas pela Equação 8.7, ou
seja, o valor yt. O valor desta probabilidade descreve o quão provável é obter uma
previsão dado a observação.

As partículas preditas [x(i)
t|t−1]Mi=1 são geradas a partir da aplicação da dinâmica do

modelo sobre as partículas estimadas no instante de tempo anterior [x(i)
t−1|t−1]Mi=1.

Seguindo (GORDON et al., 1993), as equações abaixo implementam as ideias expostas
acima:
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s(xt) = p(xt|y1:t−1) =
∫
p(xt|xt−1)p(xt−1|y1:t−1)dxt−1 (8.32)

p(xt|y1:t−1) ≈
∫
p(xt|xt−1)

M∑
i=1

1
M
δ(xt−1 − x(i)

t−1|t−1)dxt−1 (8.33)

p(xt|y1:t−1) ≈
M∑
i=1

1
M

∫
p(xt|xt−1)δ(xt−1 − x(i)

t−1|t−1)dxt−1 (8.34)

p(xt|y1:t−1) ≈
M∑
i=1

1
M
p(xt|xt−1) (8.35)

Devido ao fato do algoritmo ser derivado da Amostragem por Importância, o peso
por importância normalizado w̃(i)

t de cada partícula é calculado da seguinte forma:

w̃
(i)
t = w

(i)
t

M∑
i=1

w
(i)
t

(8.36)

O peso por importância representa uma medida do quão provável uma partícula
pode ter sido gerada pela FDP alvo. A partícula e o seu peso por importância
correspondente são uma aproximação da FDP alvo.

Posteriormente, realiza-se a Reamostragem, que consiste da extração de um novo
conjunto de partículas [x(i)

t|t ]Mi=1 para substituir as partículas estimadas [x(i)
t|t−1]Mi=1.

Desta forma, as partículas obtidas da reamostragem tornam-se as partículas estima-
das. Este novo conjunto de partículas é gerado de acordo com:

Pr{x(i)
t|t = x

(i)
t|t−1} = w̃

(i)
t (i = 1, · · · ,M) (8.37)

Há diversos algoritmos que podem ser aplicados no processo de reamostragem, mas,
segundo Arulampalam et al. (2002), o algoritmo mais apropriado é o de reamostra-
gem sistemática.

A etapa final do algoritmo é o Cálculo da estimativa, que é a média das novas
partículas geradas na re-amostragem.
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Caso as etapas descritas anteriormente sejam recursivamente repetidas no tempo,
obtém-se a seguinte aproximação

p(xt|y1:t) ≈
M∑
i=1

1
M
δ(xt − x(i)

t|t ) (8.38)

que representa de fato o algoritmo de Filtro de Partículas introduzido por Gordon et
al. (1993). A Tabela 8.1 apresenta um resumo do algoritmo de Filtro de Partículas
descrito.

Tabela 8.1 - Algoritmo de Filtro de Partícula

Algoritmo 1: Filtro de Partícula
1 - Inicialização: Para i = 1, · · · ,M inicializa-se as partículas

[x(i)
0|t−1]Mi=1 ∼ N(0, σ2)

2 - Atualização da medida: Para i = 1, · · · ,M .
[2.1] - Obtenção das partículas preditas [x(i)

t|t−1]Mi=1 = f([x(i)
t−1|t−1]Mi=1)

[2.2] - Cálculo da diferença entre previsão e observação
z

(i)
t = yt − [x(i)

t|t−1]Mi=1

[2.3] - Cálculo do peso de importância [w(i)
t ] = 1

σz
√

2πe
ki onde

ki = −(z−z̄)2

2σ2
z

, σ2
z = 1

M−1
∑
zit e z̄ = 1

M

∑
zit

[2.4] normalização do peso por importância w̃it = w
(i)
t∑
w

(i)
t

3 - Reamostragem: Para i = 1, · · · ,M extrair M partículas ([x(i)
t|t ]Mi=1),

com substituição, de acordo com: Pr{x(i)
t|t = x

(i)
t|t−1} = w̃

(i)
t , i = 1, · · · ,M

4 - Calcula-se a estimativa: que é a média das partículas geradas na
reamostragem x̃ = E{x(i)

t|t}

5 - Itera para o passo 2

8.3 FILTRO DE PARTÍCULAS NÃO-EXTENSIVO

O FP é uma estratégia já consolidada para a estimação de estados em um modelo de
espaço de estados não-linear (SCHON, 2003). Mas há um problema intrínseco em sua
formulação: a aplicação de uma função de verossimilhança na etapa de Atualização
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da medida (CAMPOS VELHO; FURTADO, 2011). No contexto da teoria de estimação
Bayesiana, a função de verossimilhança fornece uma indicação de quanto o modelo
adotado descreve o sistema do mundo real, o qual é representado pelas observações
(SCHON, 2003).

Uma solução proposta por CAMPOS VELHO e Furtado (2011), para a escolha da
função de verossimilhança a ser aplicada no FP, é a utilização da distribuição de Tsal-
lis. No algoritmo apresentado na Tabela 8.1, na etapa de Atualização da medida,
foi aplicada a distribuição Gaussiana para representar a função de verossimilhança.
Sua utilização justifica-se devido ao teorema central do limite, na hipótese de que
trabalha-se com um processo estocástico de variáveis aleatórias estatisticamente in-
dependentes e com todos os seus momentos estatísticos bem definidos, ou seja, a
integral da FDP da variável aleatória converge para um valor finito. Entretanto,
utilizando-se a distribuição gaussiana, o resultado desejado da estimação da FDP
p(xt|y1:t) pode não ser alcançado, caso esta não tenha uma variância e/ou outros
momentos estatísticos definidos. Dois exemplos de distribuições que não possuem
variância definida são as distribuições de Levy e a de Cauchy3.

A solução proposta por CAMPOS VELHO e Furtado (2011), aplica a distribuição
de Tsallis para permitir que o algoritmo de FP encontre uma FDP aproximada de
p(xt|y1:t), mesmo que está não possua variância definida.

A forma não-extensiva para a entropia apresentada por Tsallis é dada por (TSALLIS,
1999):

Sq(p) = k

q − 1

[
1−

N∑
i=1

(pi)q
]

(8.39)

onde pi é a probabilidade e q é um parâmetro livre denominado parâmetro de não-
extensividade. Na termodinâmica, o parâmetro k é conhecido como constante de
Boltzmann. No limite de q → 1, a entropia de Tsallis se reduz à formula usual de
Boltzmann-Gibbs-Shannon.

Segundo (TSALLIS, 1999), as diferentes distribuições p(d) para diferentes valores de
q são dadas por:

3Informações sobre a distribuição de Levy e Cauchy encontram-se no Apêndice C.
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Para q = 1: p(d) =
[ 1
2πσ2

]1/2
e−d

2/(2σ2) , (8.40)

Para q > 1: pq(d) = 1
σ

(
q − 1

π(3− q)

) 1
2 Γ

(
1
q−1

)
Γ
[

3−q
2(q−1)

]
1 + q − 1

3− q

(
d

σ

)2
 1

1−q

,(8.41)

Para q < 1: pq(d) = 1
σ

(
1− q

π(3− q)

) 1
2 Γ

(
5−3q
2−2q

)
Γ
(

2−q
1−q

)
1− 1− q

3− q

(
d

σ

)2
 1

1−q

. (8.42)

A Figura 8.2 apresenta o conjunto de distribuições obtidas para a formulação pro-
posta por Tsallis para diferentes valores de q. Quando q = 1, a distribuição corres-
ponde à distribuição gaussiana e quando q = 2 à distribuição de Cauchy.

Figura 8.2 - Distribuição de Tsallis para diferentes valores do parâmetro livre q.

Fonte: Produção do autor.

Devido a aplicação da distribuição de Tsallis durante a etapa de Atualização de
medida, o algoritmo de FP é denominado algoritmo de Filtro de Partículas Não-
Extensivo (FPNE). Com esta atualização, o algoritmo do FPNE é exibido na Tabela
8.2.
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Tabela 8.2 - Algoritmo de Filtro de Partículas Não-Extensivo

Algoritmo 2: Filtro de Partículas Não-Extensivo
1 - Inicialização: Para i = 1, · · · ,M inicializa-se as partículas

[x(i)
0|t−1]Mi=1 ∼ N(0, σ2)

2 - Atualização da medida Para i = 1, · · · ,M .
[2.1] - Obtenção das partículas preditas [x(i)

t|t−1]Mi=1 = f([x(i)
t−1|t−1]Mi=1)

[2.2] - Cálculo da diferença entre previsão e observação
z

(i)
t = yt − [x(i)

t|t−1]Mi=1

[2.3] - Determinar o valor de q

[2.4] - Cálculo do peso de importância [w(i)
t ] que depende do valor de

q. Se q = 1, o valor de [w(i)
t ] é dado pela Equação 8.40, neste caso o

algoritmo é igual ao apresentado na Tabela 8.1. Se q > 1, o valor de [w(i)
t ]

é dado pela Equação 8.41. Se q < 1, o valor de [w(i)
t ] é dado pela Equação

8.42
[2.5] normalização do peso por importância w̃it = w

(i)
t∑
w

(i)
t

3 - Reamostragem: Para i = 1, · · · ,M extrair M partículas ([x(i)
t|t ]Mi=1),

com substituição, de acordo com: Pr{x(i)
t|t = x

(i)
t|t−1} = w̃

(i)
t , i = 1, · · · ,M

4 - Calcula-se a estimativa, que é a média das partículas geradas na
reamostragem x̃ = E{x(i)

t|t}

5 - Itera para o passo 2

Para a determinação do valor de q (item 2.3 da Tabela 8.2) é aplicado o algoritmo
da Tabela 8.3. Uma outra estratégia para a determinação do valor de q pode ser
encontrada em (CAMPOS VELHO; FURTADO, 2011), que utiliza um segundo FP para
alcançar o objetivo.
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Tabela 8.3 - Algoritmo para determinar o melhor valor de q

Algoritmo 3: Melhor valor de q
1 - Gera-se cem números reais aleatórios e uniformemente distribuídos
entre zero e três. 0 ≤ q ≥ 3, onde q ∼ U(100).

2 - Seleciona um dos valores de q gerado na etapa 1

3 - Realiza-se uma variação de q = q + 0.05q e de q = q − 0.05q, em torno
do valor selecionado.

4 - Aplica-se o algoritmo de Filtro de Partícula Não-Extensivo para o três
valore de q.

5 - Armazena-se a resposta do Filtro de Partícula Não-Extensivo.

6 - Itera para a etapa 2 até terminarem os valores de q

7 - Compara-se as respostas do Filtro de Partícula Não-Extensivo e
seleciona-se o de melhor resposta para o problema.

8.4 FILTRO DE PARTÍCULAS NÃO-EXTENSIVO PARA ESTIMA-
ÇÃO DA POSIÇÃO DO VANT

No contexto desta pesquisa, o algoritmo de FPNE é aplicado para realizar a fusão
dos dados provenientes da estimação da posição por registro automático de imagens
e da estimação da posição por odometria visual monocular, com a objetivo de se
obter uma melhor estimativa da posição do VANT do que quando considera-se estas
fontes de dados isoladamente. A Figura 8.3 apresenta a metodologia aplicada nesta
pesquisa para realizar a fusão de dados pelo FPNE.

A Figura 8.3 apresenta as etapas realizadas até a obtenção do posicionamento da
aeronave pelo FPNE. Duas imagens da região sobrevoada e capturadas em instantes
diferentes, T e T−dt, são aplicadas para a estimação da posição por odometria visual
monocular. Paralelamente, a área de correlação é obtida da imagem georreferenciada
e com a imagem da região sobrevoada, capturada no instante T , são aplicadas no
processo de estimação da posição do VANT por registro automático de imagens. O
posicionamento obtido pelas duas técnicas sofrem uma fusão pelo FPNE. O resultado
da estimação obtido pelo FPNE é a estimação final da posição do VANT. Espera-
se que este resultado seja melhor que os resultados obtidos pelas duas técnicas
separadamente.
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Figura 8.3 - Metodologia aplicada para a obter a estimação da posição do VANT por fusão
de dados utilizando o Filtro de Partículas Não-Extensivo.

Fonte: Produção do autor

A metodologia utilizada nesta pesquisa é baseada nas pesquisas desenvolvidas por
Conte e Doherty (2008) e Chunhui et al. (2014). Ambas aplicam o FP para realizar a
fusão dos dados da estimação da posição por odometria visual monocular e registro
automático de imagens.

A aplicação do FP para a estimação de uma FDP de uma distribuição desconhecida
em modelos não-lineares necessita que este seja composto por uma função de atu-
alização do tempo (equação de previsão, ou dinâmica do modelo) e uma função de
atualização das observações (equação de atualização).

Na metodologia desenvolvida por Conte e Doherty (2008) e Chunhui et al. (2014),
na aplicação do FP para estimar a posição do VANT, a odometria visual monocular
fornece a dinâmica do modelo (equação de previsão), pois esta técnica fornece a
matriz de rotação R e o vetor de translação t do movimento do sensor imageador
fixado ao agente. E o registro automático de imagens representa a função de atu-
alização das medidas, pois fornece informação sobre o posicionamento absoluto do
sensor imageador fixado ao agente. O algoritmo de estimação de posição do VANT
por FP aplicado em Conte e Doherty (2008) e Chunhui et al. (2014) é apresentado
na Tabela 8.4.
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Tabela 8.4 - Algoritmo de FP para estimação da posição do VANT

Algoritmo 4: FP utilizando Odometria e Registro de Imagens
1 - Inicialização: - inicialização das partículas, cria-se M partículas
segundo a regra [x(i)

0|t−1]Mi=1 ∼ N(0, σ2)

2 - Atualização da medida - Para cada partícula M , ou seja,
i = 1, · · · ,M

[2.1] - Obtenção das partículas preditas. Com este objetivo aplica-se
da dinâmica obtida pela odometria visual monocular no conjunto de
partículas. [x(i)

t|t−1]Mi=1 = f([x(i)
t−1|t−1]Mi=1) A função f(.) representa a

dinâmica obtida pela odometria visual.
[2.2] - Cálculo da diferença entre predição e observação. A observação

yt é a estimação de posição fornecida pelo registro automático de
imagens. z(i)

t = yt − [x(i)
t|t−1]Mi=1

[2.3] - Cálculo do peso por importância de cada partícula. Este
cálculo é realizado utilizando uma função de verossimilhança em função
da diferença entre predição e observação. Normalmente, a função
Gaussiana g(.) é aplicada como função de verossimilhança [w(i)

t ] = g(z(i)
t )

[2.4] - Normalização do peso por importância de cada partícula
w̃it = w

(i)
t∑
w

(i)
t

.

3 - Reamostragem - extrair M partículas com substituição de acordo
com Pr{x(i)

t|t = x
(i)
t|t−1} = w̃

(i)
t , i = 1, · · · ,M

4 - Calcula-se a estimativa. Obtenção da posição estimada, que é a
média das posições partículas geradas na reamostragem x̃ = E{x(i)

t|t}

5 - Itera para o passo 2

A principal justificativa para a aplicação do FP, para realizar a estimação da posição
do VANT, advém da não-linearidade das técnicas de visão computacional aplicadas.
Segundo Conte e Doherty (2008) e Chunhui et al. (2014), a principal fonte de não-
linearidade são oriundas do sensor imageador da aeronave. Além disso, a distribuição
dos dados do resultado do registro automático de imagens por correlação cruzada é
não-Gaussiana, isto pode ser observado na Figura a seguir (Figura 8.4).
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Figura 8.4 - Gráfico da correlação cruzada entre a imagem capturada pelo VANT e a área
de correlação

Fonte: Produção do autor.

A principal diferenças entre as metodologias de fusão de dados por FP das pesquisas
desenvolvidas por (CONTE; DOHERTY, 2008) e (CHUNHUI et al., 2014) e a metodologia
aplicada nesta tese de doutorado é a utilização do FPNE. Espera-se que a aplicação
do FPNE, para a fusão dos dados da odometria e registro de imagens, melhore os
resultados da estimação, quando comparados aos resultados da estimação obtida
pelo FP.

O algoritmo de FPNE aplicado nesta tese de doutorado para estimar a posição do
VANT, por meio da fusão dos dados da odometria e do registro de imagens, é exibido
na Tabela 8.5

210



Tabela 8.5 - Algoritmo de Filtro de Partículas Não-Extensivo para estimação da posição
do VANT

Algoritmo 5: Filtro de Partículas Não-Extensivo utilizando odometria e registro
de imagens

1 - Inicialização: - inicialização das partículas, cria-se M partículas
segundo a regra [x(i)

0|t−1]Mi=1 ∼ N(0, σ2)

2 - Atualização da medida - Para cada partícula M , ou seja,
i = 1, · · · ,M

[2.1] - Obtenção das partículas preditas. Com este objetivo aplica-se
da dinâmica obtida pela odometria visual monocular no conjunto de
partículas. [x(i)

t|t−1]Mi=1 = f([x(i)
t−1|t−1]Mi=1) A função f(.) representa a

dinâmica obtida pela odometria visual.
[2.2] - Cálculo da diferença entre predição e observação. A observação

yt é a estimação de posição fornecida pelo registro automático de
imagens. z(i)

t = yt − [x(i)
t|t−1]Mi=1

[2.3] - Determinação do valor do q. Algoritmo exibido na Tabela 8.2.
[2.4] - Cálculo do peso por importância de cada partícula. Este

cálculo é realizado utilizando uma função de verossimilhança em função
da diferença entre predição e observação. A função de verossimilhança
empregada depende do valor de q. q = 1 [w(i)

t ] Equação 8.40. q > 1 [w(i)
t ]

Equação 8.41. q < 1 [w(i)
t ] Equação 8.42.

[2.5] - Normalização do peso por importância de cada partícula
w̃it = w

(i)
t∑
w

(i)
t

.

3 - Reamostragem - extrair M partículas com substituição de acordo
com Pr{x(i)

t|t = x
(i)
t|t−1} = w̃

(i)
t , i = 1, · · · ,M

4 - Calcula-se a estimativa. Obtenção da posição estimada, que é a
média das posições partículas geradas na reamostragem x̃ = E{x(i)

t|t}

5 - Itera para o passo 2

8.5 RESULTADOS: DISCUSSÃO E ANÁLISE

Para a análise da metodologia aplicada para a estimação da posição do VANT, por
meio da fusão de dados da odometria visual monocular e do registro automático de
imagens utilizando o FPNE, são considerados diferentes experimentos.

No primeiro experimento, é avaliada a possibilidade de realizar a estimação da po-
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sição de um VANT por FPNE, quando a aeronave sobrevoa uma região urbana em
condições de iluminação que permitam a captura de imagens, da região sobrevoada,
por sua câmera de vídeo. Neste experimento, a fusão de dados é realizada a partir do
registro de imagens e da odometria visual considerando o conjunto de dados obtidos
pela sensor imageador que captura imagens na banda do visível (câmera de vídeo da
aeronave). Este conjunto de dados é o mesmo aplicado no primeiro experimento da
estimação de posição obtida por registro automático de imagens (vide seção 6.6.2)
e o mesmo aplicado no primeiro experimento da estimação da posição obtida por
odometria visual monocular (vide 7.2.2).

No primeiro experimento, a fusão de dados por FPNE utiliza o resultado da odome-
tria visual, apresentado na seção 7.2.2, e o resultado obtido pela melhor configuração
do algoritmo de registro automático de imagens, apresentado na seção 6.6.2.6. O me-
lhor resultado de estimação por registro de imagens corresponde ao obtido pelo algo-
ritmo configurado com o filtro da mediana, para a remoção dos ruídos indesejáveis,
e a MLP em LUT para a detecção de bordas nas imagens (vide 6.6.2.6).

O primeiro experimento tem o objetivo de avaliar as seguintes hipóteses:

• Tendo em conta o conjunto de dados do experimento, a estimação da po-
sição obtida pela fusão dos dados da odometria e registro de imagens
pelo FPNE produz resultados satisfatórios para a estimação da posição
do VANT, ou seja, a maioria dos pontos de avaliação da trajetória são
classificados com um erro inferior ao erro máximo do GPS da aeronave
RMAX. Segundo Conte e Doherty (2008), o erro máximo do GPS presente
no helicóptero autônomo RMAX é igual a 10 metros.

• Considerando o conjunto de dados obtido pela câmera de vídeo da aero-
nave, a estimação da posição obtida pela fusão dos dados por meio do
FPNE obtém melhores resultados que as técnicas de estimação por odo-
metria e registro de imagens, quando consideradas isoladamente.

• Para o conjunto de dados do experimento, a estimação da posição obtida
pela fusão de dados por meio do FPNE obtém melhor resultado que a
estimação da posição obtida pelo FP.

No segundo experimento, verifica-se a possibilidade de se realizar a estimação da
posição do VANT pelo FPNE, durante sua navegação sobre região urbana em con-
dições de baixa ou sem luminosidade. Nesta condições, o VANT utiliza imagens de
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intensidade proveniente de uma câmera LiDAR. Neste experimento, realiza-se a fu-
são de dados do registro de imagens e da odometria visual considerando o conjunto
de dados obtidos pelo sensor imageador LiDAR, que obtém imagens de intensidade
do terreno. O conjunto de dados é o mesmo aplicado no segundo experimento da es-
timação de posição por registro automático de imagens de intensidade LiDAR (vide
seção 6.6.3), e o mesmo aplicado no segundo experimento da estimação da posição
por odometria visual monocular, que também utiliza imagens de intensidade LiDAR
(vide 7.2.3).

O segundo experimento realiza a fusão de dados utilizando a resposta da odometria
visual, obtida na seção 7.2.3, e a resposta obtida pela melhor configuração do algo-
ritmo de registro automático de imagens de intensidade LiDAR. O melhor resultado
do registro automático de imagens de intensidade LiDAR corresponde ao obtido
pelo método configurado com o filtro da mediana e a MLP em LUT (vide 6.6.2.6).

O segundo experimento tem o objetivo de avaliar as seguintes hipóteses:

• Para o conjunto de dados de imagens de intensidade LiDAR, a estimação
da posição do VANT obtida pela fusão de dados da odometria e registro de
imagens pelo FPNE produz resultados satisfatórios, ou seja, uma estimação
da posição com um erro inferior ao obtido pelo GPS do VANT. O valor do
erro de 10 metros do GPS da aeronave RMAX é utilizada como parâmetro.

• Para as imagens de intensidade LiDAR, o FPNE, quando aplicado para
estimação da posição do VANT, obtém melhores resultados que as técnicas
de estimação por odometria e registro automático de imagens, quando
consideradas isoladamente.

• Em relação ao conjunto de imagens de intensidade LiDAR, a estimação
da posição obtida pela fusão de dados por meio do FPNE obtém melhores
resultados que a estimação por fusão de dados pelo FP.

No terceiro experimento, avalia-se a possibilidade da estimação da posição do VANT
por fusão de dados pelo FPNE quando este navega sobre uma região coberta por
água, por exemplo, o oceano. Neste experimento, o algoritmo de fusão de dados uti-
liza o resultado da estimação da posição do VANT, obtido pelo registro automático
de imagens e da odometria visual monocular, sobre o conjunto de dados formados
por imagens do MDS da cobertura do fundo do oceano. Este conjunto de dados
é o mesmo aplicado nos experimentos 6.6.4 e 7.2.4, que avaliaram a estimação de
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posição do VANT por registro automático de imagens e odometria visual monocu-
lar, respectivamente. Ambos experimentos utilizam imagens do MDS do fundo do
oceano obtidas por sensor LiDAR.

Para o terceiro experimento, o resultado utilizado do registro automático de imagens
é obtido pelo método configurado com a MLP em LUT e o filtro da mediana, este
resultado pode ser verificado na seção 6.6.4, e representa a melhor estimação de
posição para as imagens do MDS do fundo do oceano. O resultado utilizado da
odometria visual pode ser verificado na seção 7.2.4.

O terceiro experimento tem como objetivo avaliar as seguintes hipóteses:

• Para o conjunto de dados de imagens do MDS da cobertura do fundo do
oceano, a estimação da posição do VANT obtida pela fusão de dados da
odometria e registro de imagens pelo FPNE produz resultados satisfatórios,
ou seja, uma estimação da posição com um erro inferior ao obtido pelo
GPS do VANT. O valor do erro de 10 metros do GPS da aeronave RMAX
é utilizada como parâmetro de avaliação.

• Considerando o conjunto de dados formado por imagens do MDS do fundo
do oceano, obtido por sensor LiDAR, a fusão de dados por FPNE produz
resultados melhores que a estimação de posição do VANT por registro au-
tomático de imagens ou odometria monocular visual, quando estas técnicas
são consideradas isoladamente.

• Para as imagens do MDS do fundo do oceano obtido por sensor LiDAR,
a fusão de dados por FPNE produz resultados melhores de estimação da
posição do VANT que a fusão de dados por FP.

O método de estimação da posição por fusão de dados pelo FPNE foi implementado
em linguagem C, com auxílio da biblioteca OpenCV (ITSEEZ, 2015), e aplicado para
a produção dos resultados dos três experimentos. O método foi testado em dois
computadores que podem ser embarcados em um VANT: RaspBerry PI Model B e
Zybo ZYNQ 7000.

8.5.1 MÉTRICAS DE AVALIAÇÃO

As métricas EGM, SDMG e GM, aplicadas anteriormente para a avaliação das
técnicas de estimação da posição do VANT por registro automático de imagens
e odometria visual monocular, são aplicadas para avaliar os resultados de estimação
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da posição obtido pela fusão dos dados (registro de imagens + odometria) pelo
FPNE. Informações adicionais sobre as métricas de avaliação podem ser obtidas nas
seções 6.6.1 e 7.2.1.

8.5.2 RESULTADOS: PRIMEIRO EXPERIMENTO

O primeiro experimento aplica o FPNE para realizar a fusão do dados de estimação
da posição provenientes do registro automático de imagens e da odometria visual
monocular. Para este experimento estas técnicas visão computacional para estimação
da posição utilizam um conjunto de dados de imagens capturadas pela câmera de
vídeo do VANT. Este conjunto de dados foi obtido a partir de um voo real de um
VANT sobre uma região urbana, e fornece 1443 pontos para a avaliação do método
de estimação. Cada um desses pontos de avaliação são imagens capturadas pela
câmera de vídeo do VANT em tempo voo. Informações adicionais sobre as imagens
do conjunto de dados podem ser obtidas nas seções 6.6.2 e 7.2.2.

O algoritmo de registro automático de imagens é configurado com o filtro da medi-
ana, para a remoção de ruídos indesejáveis presentes nas imagens, e com a MLP em
LUT para a detecção de bordas. Esta configuração foi a selecionada, pois foi a que
obteve os melhores resultados para a estimação da posição por registro de imagens
considerando o conjunto de dados obtidos pela câmera de vídeo, esses resultados
podem ser verificados na seção 6.6.2.6. Este algoritmo realiza o registro automático
da imagem capturada em tempo de voo pela câmera de vídeo do VANT, com uma
imagem georreferenciada de satélite da mesma região sobrevoada, o resultado é a
estimação da posição do VANT. Informações sobre a estimação da posição do VANT
por registro automático de imagens podem ser obtidas no capítulo 6.

A odometria visual monocular estima a trajetória do VANT pela análise de duas
imagens subsequentes capturadas pelo sensor imageador da aeronave. O resultado da
odometria visual monocular aplicado na fusão de dados pelo FPNE foi apresentado
na seção 7.2.2.

A Figura 8.5 apresenta os gráficos do erro da estimação da posição obtido por registro
automático de imagens, em verde, odometria visual monocular, em vermelho, e fusão
de dados pelo FPNE, em azul. O gráfico do erro é em função dos pontos de avaliação.
A linha tracejada em vermelho representa um erro igual a 5 metros, pontos abaixo
desta linha são classificados como EGM.

O valor q = 2, 57 foi aplicado no FPNE, este valor foi selecionado pois foi o que
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obteve o maior número de pontos classificados como EGM entre os 100 valores de q
uniformemente distribuídos entre 0 e 3. Para este valor de q a função de verossimi-
lhança aplicada é a apresentada na Equação 8.41.

Segundo (TULSYAN et al., 2016), a quantidade de partículas aplicadas pode influen-
ciar o resultado final obtido pelo MSMC. O número de partículas utilizadas pelo
FPNE é igual a 1000, pois foi a quantidade que obteve maior quantidade de pontos
classificados como EGM.

Figura 8.5 - Gráfico do erro da estimação da posição do VANT obtido por fusão de dados
pelo FPNE, odometria visual e registro automático de imagens.

Fonte: Produção do autor.

Na legenda da Figura 8.5 (canto superior direito), RAI é uma abreviação para re-
gistro automático de imagens.

A Tabela 8.6 apresenta os valores das métricas EGM, SDGM e GM para as três
técnicas de estimação de posição.
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Tabela 8.6 - Valores das métricas EGM, SDGM e GM para as três técnicas de estimação
da Posição do VANT.

EGM SDGM GM
RAI 926 1348 856

Odometria 667 1413 637
FPNE 1381 1413 1351

Os resultados apresentados na Tabela 8.6 demonstram que 95, 7% dos pontos de
avaliação são classificados como EGM, quando utiliza-se a fusão de dados (regis-
tro de imagens + odometria visual) pelo FPNE para estimar a posição do VANT.
As técnicas de estimação da posição por registro automático de imagens e a odo-
metria visual, consideradas de forma isoladas, obtém 64, 2% e 46, 2% dos pontos
classificados como EGM, respectivamente. Para a métrica SDGM, a estimação da
posição pela fusão de dados por FPNE alcança 100% dos pontos de avaliação com
esta classificação, para a mesma métrica, o resultados do registro de imagens e da
odometria visual são de 95, 4% e 100%, respectivamente. Considerando a métrica
GM, a fusão de dados por FPNE obtém 95, 6% dos pontos de avaliação estimados
com esta classificação, enquanto o registro de imagens e a odometria visual obtém
60, 6% e 45, 1% dos pontos de avaliação classificados com GM, respectivamente.

A Figura 8.6 apresenta o gráfico do erro da fusão de dados pelo FPNE para dois
valores de q, para q = 2, 57, em azul, e para q = 1, em vermelho. Quando o valor de q
é igual a 1 a função de verossimilhança aplicada é a Gaussiana, desta forma, o FPNE
produz os mesmos resultados do FP. O gráfico do erro é em função dos pontos de
avaliação. A linha tracejada em verde representa um erro igual a 5 metros, pontos
abaixo desta linha são classificados como EGM.
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Figura 8.6 - Gráfico do erro da estimação da posição do VANT obtido por fusão de dados
pelo FPNE com q = 2, 57 e com q = 1.

Fonte: Produção do autor.

A Tabela 8.7 exibe os valores das métrica EGM, SDGM e GM obtida pela fusão de
dados por FPNE com q = 1 e q = 2, 57

Tabela 8.7 - Valores das métricas EGM, SDGM e GM para o Filtro de Partículas Não-
Extensivo com q = 1 e q = 2, 57

EGM SDGM GM
FPNE q = 1 1303 1412 1273

FPNE q = 2, 57 1381 1413 1351

Os resultados exibidos na Tabela 8.7 demonstram que o FPNE, configurado com
q = 2, 57 obtém 95, 7% dos pontos de avaliação classificados como EGM, enquanto
que o FPNE, configurado com q = 1 obtém 90, 2% dos pontos de avaliação classifi-
cados como EGM. Para a métrica SDGM, o FPNE com q = 2, 57 alcança 100% dos
pontos de avaliação contra 99, 9% do algoritmo FPNE com q = 1. Par a métrica
GM, os resultados são 95, 6% e 90, 1% para o FPNE configurado com q = 2, 57 e
q = 1, respectivamente.

A Figura 8.7 apresenta o gráfico do desvio padrão do erro das 30 últimas estimações
de posições obtidas pela fusão de dados pelo FPNE para q = 1, em vermelho, e
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q = 2, 57, em azul. O gráfico do desvio padrão do erro é em função dos pontos de
avaliação. A linha tracejada verde representa um desvio padrão do erro de 2 metros,
pontos abaixo dessa linha são classificados como SDGM.

Figura 8.7 - Gráfico do desvio padrão do erro da estimação da posição do VANT obtido
por fusão de dados pelo FPNE configurado com q = 2, 57 e com q = 1.

Fonte: Produção do autor.

A Figura 8.8 apresenta a trajetória estimada obtida pela fusão dos dados pelo al-
goritmo de FPNE configurado com q = 2, 57. Esta trajetória estimada é exibida
sobre a imagem georreferenciada da região sobrevoada pela aeronave. A trajetória
estimada está em azul e a trajetória real do VANT em vermelho. O círculo preto
marca o ponto de partida do VANT e o círculo branco o ponto de chegada.
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Figura 8.8 - Trajetória estimada por fusão dos dados pelo FPNE configurado com
q = 2, 57, na cor azul, e a trajetória original do VANT, em vermelho

Fonte: Produção do autor

O algoritmo de FPNE, configurado com q = 2, 57, com 1000 partículas e aplicado
para a estimação da posição do VANT, realizou 1, 8 estimações por segundo, quando
executados no Raspberry PI Model B-1, e 2, 2 estimações por segundo, quando
executado no Zybo ZINQ 7000.

8.5.2.1 RESULTADOS: ANÁLISE DOS RESULTADOS DO PRI-
MEIRO EXPERIMENTO

Considerando o conjunto de dados obtido pela câmera de vídeo da aeronave RMAX,
a análise dos resultados do primeiro experimento evidenciam que a fusão de dados
por FPNE pode ser aplicada para obter a estimação da posição do VANT, pois dos
1443 pontos de avaliação em 1381 o método obteve um erro inferior a 5 metros, ou
seja, 95, 7% dos pontos foram estimados com um erro que é a metade do erro do GPS
presente na aeronave RMAX. Este resultado demonstra que a primeira hipótese é
verdadeira.

Para o conjunto de dados do primeiro experimento, os resultados das métricas de
avaliação, presentes na Tabela 8.6, demonstram que a fusão de dados produz melho-
res resultados que o registro automático de imagens e a odometria monocular visual,
quando consideradas isoladamente. A métrica EGM apresenta que a fusão de dados
estima uma maior quantidade de pontos com um erro inferior a 5 metros. Além
disso, a métrica SDGM e o gráfico da Figura 8.5 demonstram que a fusão de dados é
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mais estável que o registro automático de imagens. O gráfico da Figura 8.5 demons-
tra que o FPNE pode solucionar o problema do erro de deriva da odometria visual
monocular, pois mesmo com o aumento do erro na estimação da odometria, o FPNE
mantém o erro de estimação próximo ou abaixo de 5 metros. Essas considerações
demonstram que a segunda hipótese para o primeiro experimento é verdadeira.

Os resultados das métricas de avaliação, presentes na Tabela 8.7, apresentam uma
comparação entre a estimação obtida pelo FPNE, configurado com q = 2, 57, e pelo
FPNE, configurado com q = 1. Quando o algoritmo de FPNE é configurado com
valor de q = 1 produz os mesmos resultados do algoritmo de FP. Pela análise desses
resultados e considerando o conjunto de dados do primeiro experimento, verifica-se
que a aplicação da função 8.41, distribuição de Tsallis com 2, 57, como função de
verossimilhança é mais adequada que a utilização da função gaussiana, ou seja, o
algoritmo de FPNE aproxima melhor a FDP alvo que o FP. Desta forma, a terceira
hipotese para o primeiro experimento está correta.

8.5.3 RESULTADOS: SEGUNDO EXPERIMENTO

O segundo experimento aplica o FPNE para realizar a fusão dos dados de estimação
da posição provenientes do registro automático de imagens e da odometria visual
monocular, com a finalidade de simular a obtenção da posição do VANT quando
este navega uma região urbana em condições de baixa ou sem luminosidade. Este
segundo experimento realiza a fusão de dados do resultado do registro automático de
imagens, apresentado na seção 6.6.3, com o resultado da odometria visual monocular,
apresentado na seção 7.2.3. Neste experimento, para a configuração do algoritmo de
FPNE, foi utilizado o valor de q = 2, 57, este valor é aplicado pois no primeiro
experimento foi o que obteve os melhores resultados e, além disso, os dados do
primeiro experimento são de um voo real de um VANT.

O conjunto de dados, utilizado para gerar os resultados das técnicas de estimação
de posição por visão computacional, é proveniente de uma imagem de intensidade
obtida por um sensor LiDAR. Da imagem de intensidade LiDAR são obtidas 172
subimagens, que simulam a captura de imagens por uma câmera LiDAR, fixada à
aeronave, durante o voo sobre uma região urbana. Cada uma dessas subimagens
representam pontos de avaliação, desta forma, são 172 pontos de avaliação do al-
goritmo. Informações adicionais sobre as imagens do conjunto de dados podem ser
obtidas nas seções 6.6.3 e 7.2.3.

O algoritmo de registro automático de imagens é configurado com o filtro da Me-
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diana, para a remoção de ruídos indesejáveis presentes nas imagens, e com a MLP
em LUT para a detecção de bordas. Esta configuração foi selecionada pois obteve os
melhores resultados, considerando o conjunto de dados de imagens de intensidade
LiDAR. Estes resultados foram apresentados na seção 6.6.3.2. O algoritmo simula
a obtenção da posição de uma VANT por meio do registro automático entre uma
imagem de intensidade LiDAR, capturada em tempo de voo pela aeronave, e uma
imagem georreferenciada de intensidade LiDAR da região sobrevoada.

A odometria visual monocular estima a trajetória do VANT pela análise de duas
imagens subsequentes e capturadas pelo sensor imageador da aeronave. Os resultados
da odometria visual monocular, utilizando imagens de intensidade LiDAR, aplicados
na fusão de dados deste experimento foram apresentados na seção 7.2.3.

A Figura 8.9 apresenta os gráficos do erro da estimação da posição por registro
automático de imagens, em verde, da odometria visual monocular, em vermelho, e
da fusão de dados pelo FPNE, em azul. O gráfico do erro de estimação é em função
de cada ponto de avaliação. A linha tracejada em vermelho representa um erro igual
a 5 metros, pontos abaixo desta linha são classificados como EGM. O algoritmo de
FPNE foi configurado com 1000 partículas e com o valor de q = 2.57, a mesma
configuração do primeiro experimento.

Figura 8.9 - Gráfico do erro da estimação da posição do VANT obtido por fusão de dados
pelo FPNE, odometria visual e registro automático de imagens.

Fonte: Produção do autor.
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A Tabela 8.8 apresenta os valores das métricas EGM, SDGM e GM para as três
técnicas de estimação de posição.

Tabela 8.8 - Valores das métricas EGM, SDGM e GM para as três técnicas de estimação
da Posição do VANT.

EGM SDGM GM
RAI 168 112 109

Odometria 172 142 142
FPNE 172 142 142

Os resultados apresentados na Tabela 8.8 demonstram que 100% dos pontos de
avaliação são classificados como EGM, quando realiza-se a estimação da posição
por fusão de dados pelo FPNE, este é o mesmo resultado obtido pela estimação
por odometria visual monocular. A técnica de estimação da posição por registro
automático de imagens alcança 97, 7% do pontos de avaliação classificados como
EGM. Para a métrica SDGM, a fusão de dados pelo FPNE e a odometria visual
obtém 100% dos pontos assim classificados, enquanto que o registro automático de
imagens atinge um percentual de 78, 9%. Com relação à métrica GM, o registro
automático de imagens classifica 78, 9% dos pontos de avaliação, enquanto que a
odometria visual e a fusão de dados classificam 100% dos pontos de avaliação como
GM.

A Figura 8.10 apresenta o gráfico do erro da fusão de dados pelo FPNE para dois
valores de q, para q = 2, 57, em azul, e para q = 1, em vermelho. O gráfico do erro
é em função de cada ponto de avaliação. A linha tracejada em verde representa um
erro igual a 5 metros, pontos abaixo desta linha são classificados como EGM.

223



Figura 8.10 - Gráfico do erro da estimação da posição do VANT obtido por fusão de dados
pelo Filtro de Partículas Não-Extensivo com q = 2, 57 e com q = 1.

Fonte: Produção do autor.

A Tabela 8.9 exibe os valores das métrica EGM, SDGM e GM obtida pela fusão de
dados por FPNE configurado com q = 1 e q = 2, 57

Tabela 8.9 - Valores das métricas EGM, SDGM e GM para o FPNE com q = 1 e q = 2, 75

EGM SDGM GM
FPNE q = 1 172 142 142

FPNE q = 2, 57 172 142 142

Para as três métricas de avaliação dos resultados, ambas as configurações do algo-
ritmo de FPNE obtiveram 100% dos pontos de avaliação classificados como EGM,
SDGM e GM

A Figura 8.11 exibe o resultado do desvio padrão do erro das 30 últimas estimações
de posições obtidas pela fusão de dados pelo FPNE configurado com q = 1, em
vermelho, e q = 2, 57, em azul. O gráfico do desvio padrão do erro é função dos
pontos de avaliação. A linha tracejada verde representa um desvio padrão de 2
metros, pontos abaixo dessa linha são classificados como SDGM.
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Figura 8.11 - Gráfico do desvio padrão do erro da estimação da posição do VANT obtido
por fusão de dados pelo FPNE configurado com q = 2, 57 e com q = 1.

Fonte: Produção do autor.

A Figura 8.12 exibe a trajetória estimada, resultado da fusão dos dados pelo FPNE
com q = 2, 57 na imagem georreferenciada de intensidade LiDAR. A trajetória
estimada está em azul e a trajetória real do VANT em vermelho. O círculo amarelo
marca o ponto de partida do VANT e o círculo branco o ponto de chegada.

Figura 8.12 - Trajetória estimada por fusão dos dados por FPNE na cor azul e a trajetória
original do VANT em vermelho

Fonte: Produção do autor.
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8.5.3.1 RESULTADOS: ANÁLISE DOS RESULTADOS DO SE-
GUNDO EXPERIMENTO

Para o conjunto de dados aplicado, a análise dos resultados das métricas de avaliação
no segundo experimento, apresentados na Tabela 8.8, evidenciam que a o algoritmo
de fusão de dados pelo FPNE pode ser aplicado para estimar a posição do VANT,
pois todos os 172 pontos de avaliação foram classificados como EGM, ou seja, com
um erro inferior a 5 metros. Este resultado demonstra que a primeira hipótese para
o segundo experimento está correta.

Considerando os dados provenientes de imagem de intensidade LiDAR, os resultados
das métricas EGM, SDGM e GM (exibidos na Tabela 8.8) demostram que a fusão de
dados pelo FPNE obtém resultados melhores que as técnicas de registro automático
de imagens e odometria visual monocular. Apesar dos resultados da odometria e
do FPNE serem iguais para as três métricas de avaliação, o gráfico da Figura 8.9
demonstra que o erro de estimação obtido pelo FPNE é menor na maioria dos
172 pontos de avaliação. O erro médio da estimação da posição do VANT obtido
pelo FPNE é igual 0, 6743 metros, enquanto o erro médio da estimação obtido pela
odometria visual monocular é igual a 2, 4713 metros. Os resultados destacados neste
parágrafo demonstram que a segunda hipótese para o segundo experimento está
correta.

Tendo em conta o conjunto de dados do segundo experimento, os resultados das
métricas EGM, SDGM e GM exibidos na Tabela 8.9 apresentam que o FPNE com
q = 1 (para q = 1, o algoritmo do FPNE é o mesmo do FP ) e q = 2, 57 obtém os
mesmos resultados. Mas a análise do gráfico 8.10, demonstra que o erro de estimação
obtido pelo FPNE com q = 2, 57 é menor para a maioria dos pontos de avaliação.
O erro médio do algoritmo FPNE com q = 2, 57 é 0, 6743 metros, enquanto que
para o algoritmo configurado com o valor de q = 1 é 1, 6070 metros. Além disso,
o gráfico da Figura 8.11 exibe que o algoritmo de FPNE com q = 2, 57 é mais
estável que o algoritmo de FPNE com q = 1. Por esta análise, pode-se afirmar que
a a aplicação função 8.41, distribuição de Tsallis com q = 2, 57, como função de
verossimilhança apresenta melhores resultados que a utilização da função gaussiana,
ou seja, o algoritmo de FPNE aproxima melhor a FDP alvo que o algoritmo de FP,
o que demonstra que a terceira hipótese do segundo experimento é verdadeira.
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8.5.4 RESULTADOS: TERCEIRO EXPERIMENTO

o terceiro experimento realiza a fusão dos dados do registro automático de imagens
e da odometria visual monocular para estimar a posição do VANT, quando este
sobrevoa regiões cobertas por água. Para cumprir este objetivo, as técnicas de esti-
mação de posição por visão computacional utilizam imagens do MDS da cobertura
do fundo do oceano, que foram capturadas por um sensor LiDAR.

Neste terceiro experimento, a estimação da posição pelo FPNE é uma simulação da
navegação do VANT sobre regiões cobertas por água. As imagens capturadas pela
aeronave em tempo de voo são subimagens de um MDS georreferenciado, estas subi-
magens são utilizadas pelo registro automático de imagens e pela odometria visual
monocular para estimar a posição do VANT. As subimagens simulam a captura de
imagens por uma câmera LiDAR. Nesta simulação, foram geradas 92 subimagens do
MDS georreferenciado do fundo do oceano, cada uma dessas subimagens represen-
tam um ponto de avaliação do algoritmo de estimação da posição do VANT. Estas
imagens são as mesmas aplicadas na estimação da posição do VANT por registro
automático de imagens (seção 6.6.4) e por odometria visual monocular (seção 7.2.4).
Informações adicionais sobre as imagens que formam o conjunto de dados podem
ser obtidas nas seções 6.6.4 e 7.2.4.

O resultado da estimação da posição por registro automático de imagens, utilizado
como parâmetro de entrada do algoritmo de FPNE neste experimento, foi obtido
pelo método configurado com o filtro da Mediana e a MLP em LUT. Este resultado
foi apresentado na seção 6.6.4.2.

O resultado da odometria visual monocular, utilizado como parâmetro de entrada
do algoritmo de fusão de dados pelo FPNE, foi apresentado na seção 7.2.4.

Para este experimento, o algoritmo de fusão de dados pelo FPNE foi configurado
com q = 2.57 e com 1000 partículas, a mesma configuração que obteve os melhores
resultados no primeiro experimento, que utiliza dados reais de um voo de um VANT.

A Figura 8.13 apresenta o gráfico do erro da estimação da posição do VANT, de
cada um dos 92 pontos de avaliação, para as três técnicas apresentadas. O gráfico
do erro de estimação é em função do ponto de avaliação. Em azul, o gráfico do erro
da estimação pelo algoritmo de FPNE. Em vermelho, o gráfico do erro da estimação
por pela odometria visual. Em verde, o gráfico do erro da estimação obtido pelo
registro automático de imagens.
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Figura 8.13 - Gráfico do erro da estimação da posição do VANT obtido por fusão de dados
pelo FPNE, odometria visual e registro automático de imagens.

Fonte: Produção do autor.

A Tabela 8.10 apresenta os valores das métricas EGM, SDGM e GM para as três
técnicas de estimação de posição.

Tabela 8.10 - Valores das métricas EGM, SDGM e GM para as três técnicas de estimação
da Posição do VANT.

EGM SDGM GM
RAI 92 62 62

Odometria 92 62 62
FPNE 92 62 62

Os resultados apresentados na Tabela 8.10 demostram que as três técnicas de esti-
mação de posição do VANT obtiveram 100% dos pontos de avaliação classificados
nas métricas EGM, SDGM e GM.

A Figura 8.14 apresenta o gráfico do erro da estimação da posição do VANT obtido
pelo FPNE para dois valores de q, para q = 2, 57, em azul, e para q = 1, em vermelho.
O gráfico do erro é em função de cada ponto de avaliação. A linha tracejada em verde
representa um erro igual a 5 metros, pontos abaixo desta linha são classificados como
EGM.
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Figura 8.14 - Gráfico do erro da estimação da posição do VANT obtido por fusão de dados
pelo FPNE com q = 2.57 e com q = 1.

Fonte: Produção do autor.

A Tabela 8.11 exibe os valores das métrica EGM, SDGM e GM obtida pela fusão
de dados por FPNE com q = 1 e q = 2, 57.

Tabela 8.11 - Valores das métricas EGM, SDGM e GM para o FPNE com q = 1 e q = 2, 57

EGM SDGM GM
FPNE q = 1 92 62 62

FPNE q = 2, 57 92 62 62

Os resultados apresentados na Tabela 8.11 demostram que o algoritmo de fusão de
dados pelo FPNE obteve 100% dos pontos de avaliação classificados nas métricas
EGM, SDGM e GM, para os dois valores do parâmetro q.

A Figura 8.15 exibe o resultado do desvio padrão do erro das 30 últimas estimações
de posições obtidas pela fusão de dados pelo FPNE para q = 1, em vermelho, e
q = 2.57, em azul. O gráfico do desvio padrão do erro é função dos pontos de
avaliação. A linha tracejada verde representa um desvio padrão de 2 metros, pontos
abaixo dessa linha são classificados como SDGM.
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Figura 8.15 - Gráfico do desvio padrão do erro da estimação da posição do VANT obtido
por fusão de dados pelo FPNE com q = 2, 57 e com q = 1.

Fonte: Produção do autor.

A Figura 8.16 exibe a trajetória estimada, resultado da fusão dos dados pelo FPNE
configurado com valor de q = 2, 57, sobre a imagem do MDS georreferenciado do
fundo do oceano. A trajetória estimada está em azul e a trajetória real do VANT em
vermelho. O círculo amarelo marca o ponto de partida do VANT e o círculo branco
o ponto de chegada.

Figura 8.16 - Trajetória estimada por fusão dos dados por FPNE na cor azul, e a trajetória
original do VANT em vermelho

Fonte: Produção do autor.
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8.5.4.1 RESULTADOS: ANÁLISE DOS RESULTADOS DO TER-
CEIRO EXPERIMENTO

Considerando os dados utilizados no terceiro experimento, a análise dos resultados,
apresentados na Tabela 8.10, evidenciam que a técnica de fusão de dado pelo FPNE
pode ser aplicada para realizar a estimação da posição do VANT quando este navega
uma região coberta por água, pois todos os 92 pontos de avaliação da trajetória foram
classificados como EGM. Este resultado demonstra que a primeira hipótese para o
terceiro experimento está correta.

Para o conjunto de dados do MDS do fundo do oceano, os resultados das métri-
cas EGM, SDGM e GM (exibidos na Tabela 8.10) indicam que a fusão de dados
pelo FPNE obtém resultados iguais as técnicas de registro automático de imagens
e odometria visual monocular. Apesar dos resultados obtidos pelo registro de ima-
gens, odometria e fusão de dados pelo FPNE serem iguais para as três métricas de
avaliação, o gráfico da Figura 8.9 demonstra que o erro de estimação obtido pelo
FPNE é menor na maioria dos 92 pontos de avaliação. O erro médio da estimação
da estimação da posição do VANT obtido pelo FPNE é igual 0, 9857 metros, o erro
médio obtido pela odometria visual monocular é igual a 2, 7572 metros e o erro
médio do registro automático de imagens é igual a 1, 8315 metros. Estes resultados
demonstram que a segunda hipótese do terceiro experimento está correta.

Tendo em conta o conjunto de dados do terceiro experimento, os resultados das
métricas EGM, SDGM e GM exibidos na Tabela 8.11 apresentam que o FPNE com
q = 1 (para q = 1, o algoritmo do FPNE é o mesmo do FP ) e q = 2, 57 obtém os
mesmos resultados. Entretanto, por meio da análise do gráfico 8.14, observa-se que
o erro de estimação obtido pelo FPNE com q = 2, 57 é menor que o erro obtido
pelo FPNE com q = 1 na maior parte dos pontos de avaliação. O erro médio do
algoritmo FPNE com q = 2, 57 é 0.9857 metros, enquanto que, para o algoritmo
com valor de q = 1 é 1.6885 metros. Além disso, o gráfico da Figura 8.15 ilustra que
o algoritmo de FPNE com q = 2, 57 é mais estável que o algoritmo de FPNE com
q = 1. Por meio desta análise dos resultados, pode-se afirmar que a a aplicação da
função 8.41, distribuição de Tsallis com q = 2, 57, como função de verossimilhança
apresenta melhores resultados que a utilização da função gaussiana, ou seja, o FPNE
aproxima melhor a FDP alvo que o FP, o que demonstra que a terceira hipótese do
terceiro experimento está correta.
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9 CONCLUSÕES

Neste trabalho, foi apresentada uma abordagem para realizar a estimação da posição
do VANT, em caso de falha ou ausência do sinal do GNSS, para diferentes situações
de navegação: situação

Situação 1: a aeronave sobrevoa uma região urbana em condições de iluminação do
ambiente suficientes para que um sensor do VANT, que captura imagens
na banda do visível, por exemplo, uma câmera de vídeo, consiga capturar
imagens da região sobrevoada;

Situação 2: a aeronave sobrevoa uma região urbana em condições de pouca ou
sem iluminação do ambiente, nesta situação, um sensor LiDAR (câmera
LiDAR) que captura imagens de intensidade da região sobrevoada é utili-
zado como sensor imageador;

Situação 3: o VANT sobrevoa uma região coberta por água, por exemplo, o oceano,
nesta situação, um sensor LiDAR (câmera LiDAR) que gera imagens do
MDS da cobertura do fundo da região é utilizado como sensor imageador.

O uso de diferentes medidas pode aprimorar os resultados da estimação da posição
do VANT. Portanto, a abordagem desenvolvida é baseada na fusão de dados da
estimação da posição por registro automático de imagens e da estimação da posição
por odometria visual monocular. A fusão de dados é realizada por meio do algo-
ritmo de Filtro de Partículas Não-Extensivo. Nesta pesquisa, cada um dos métodos
de estimação da posição VANT, que compõem a abordagem, são avaliados por di-
ferentes experimento que abrangem as três situações de voo citadas anteriormente.
E para cada um dos métodos que compõem a abordagem de estimação da posição,
são apresentados os resultados obtidos.

Para fins de avaliação de plataformas computacionais que podem ser embarcadas
em um VANT, o método proposto de estimação da posição do VANT foi testado
em duas arquiteturas de hardware diferentes: o Raspberry Pi Model B-1 e o Zybo
ZINQ 7000. Ambos os sistemas, devido ao seu peso e consumo energético, podem
ser embarcados em VANT.

O método de registro automático de imagens realiza a estimação da posição do
VANT por meio do cálculo do índice de correlação entre uma imagem da região
sobrevoada, capturada em tempo de voo pelo sensor embarcado da aeronave, e
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uma imagem georreferenciada da mesma região sobrevoada. A extração de bordas
de imagens de diferentes sensores permite o cálculo do índice de correlação sem
afetar o resultado sob diferentes condições de iluminação. Três operadores para a
detecção de bordas foram aplicados, sendo eles: Canny, Sobel e MLP. Na MLP, sua
arquitetura foi determinada automaticamente pelo MPCA e esta foi implementada
em FPGA, utilizando uma estratégia em LUT (MLP em LUT). Para evitar que
ruídos indesejáveis presentes nas imagens afetassem o resultado da estimação da
posição, dois filtros foram empregados: o filtro da Mediana e o filtro Gaussiano.

O método de registro automático de imagens foi testado em diferentes conjunto de
dados de imagens, que abrangem as três situações de voo. Para todos os testes, o
método apresentou resultados satisfatórios, mas o método configurado com a MLP
em LUT e o filtro da Mediana apresentou sistematicamente, os melhores resultados
na estimação da posição do VANT. É pertinente ressaltar que, além de apresentar
melhores estimativas do posicionamento do VANT, a configuração do algoritmo
de registro com a MLP em LUT apresentou o melhor desempenho computacional
quando implementado no computador Zybo ZINQ 7000. Devido ao computador
Zybo ZINQ 7000 ter uma arquitetura SOC para CPU e FPGA, ou seja, processador
e FPGA no mesmo chip, permite que a transferência de dados entre CPU e FPGA
seja acelerada. Esta característica é o principal fator para o ganho de desempenho
computacional.

O posicionamento do VANT por odometria visual monocular estima a trajetória da
aeronave por meio da análise de duas imagens subsequentes capturadas pelo sensor
imageador da mesma. A principal etapa do algoritmo de odometria visual monocular
é a detecção e descrição dos pontos de interesse. Há na literatura diversos algoritmos
para esta finalidade, mas durante a revisão bibliográfica observou-se que o algoritmo
mais apropriado para ser utilizado em aplicações para estimar a posição de robôs
móveis é o SURF. O método de odometria visual monocular foi testado nos mesmos
conjuntos de dados de imagens aplicados nos experimentos que envolveram o método
de registro automático de imagens. Para todos os testes, o algoritmo de odometria
visual monocular obteve resultados satisfatórios para a estimação da posição do
VANT. O método de odometria visual monocular demonstrou ser mais estável na
estimação da posição do VANT que o método de registro automático de imagens,
mas apresentou um erro de deriva, ou seja, o erro da posição estimada aumenta
conforme a aeronave se distância do ponto de partida. O método de odometria foi
também testado tanto no Raspberry Pi quanto no Zybo ZINQ 7000, obtendo melhor
desempenho computacional neste último computador.
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A estimação da posição por fusão de dados utiliza como parâmetro de entrada as
estimativas fornecidas pelo registro automático de imagens e pela odometria visual
monocular para produzir uma nova estimativa de posição. Para realizar a fusão de
dados, foi aplicado o algoritmo de Filtro de Partículas Não-Extensivo, que é uma
nova versão do algoritmo tradicional de Filtro de Partículas. Nesta nova formulação
do Filtro de Partículas aplica-se a distribuição de Tsalli (TSALLIS, 1999) como função
de verossimilhança. Ao aplicar a distribuição de Tsallis como função de verossimi-
lhança, o algoritmo de Filtro de Partículas Não-Extensivo, permite que se encontre
uma função distribuição de probabilidade que se adapte melhor ao problema.

Três experimentos que abrangem as três situações de voo foram realizados. Os con-
juntos de dados de imagens aplicados nos experimentos de registro de imagens e
de odometria visual também foram utilizados nos experimentos da fusão de dados.
Para todos experimentos, os resultados obtidos pela fusão de dados foram melhores
quando comparados aos resultados obtidos pelas técnicas de estimação por visão
computacional de forma isolada. A fusão de dados produziu resultados com maior
estabilidade, quando comparados com os resultados do registro automático de ima-
gens, e sem a presença do erro de deriva, quando comparados com os resultados
da odometria visual monocular. Além disso, os experimentos foram realizados tanto
com a fusão de dados por Filtro de Partículas quanto por Filtro de Partículas Não-
Extensivo e, sistematicamente, o segundo filtro obteve melhores resultados em todos
experimentos realizados. Os resultados obtidos de estimação de posição pela fusão
de dados evidenciam o potencial da aplicação da abordagem para a realização da
estimação da posição de VANT nas três situações de voo em caso de falha do si-
nal do GNSS. O algoritmo foi implementado nas duas plataformas computacionais,
Raspberry Pi e Zybo ZYNQ 7000, e o algoritmo de fusão de dados executado no
segundo computador obteve melhor resultado.

As principais contribuições apresentadas nesta tese são:

• A aplicação do MPCA para determinar a arquitetura de uma MLP aplicada
para a detecção de bordas;

• A proposta e o desenvolvimento de um detector baseado em MLP em LUT
que, no contexto do registro automático de imagens, produz resultados
melhores e com melhor desempenho quando comparados com os operadores
Canny e Sobel;

• A utilização de imagens de MDS provenientes de um sensor LiDAR, o que
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permite a estimação da posição do VANT quando este sobrevoa uma região
coberta por água, por exemplo, o oceano, por método de fusão de dados
de técnicas de visão computacional;

• A utilização de imagens de intensidade provenientes de um sensor LiDAR,
o que permite a estimação da posição do VANT quando este sobrevoa uma
região urbana com pouca ou sem luminosidade no ambiente, por método
de fusão de dados de técnicas de visão computacional;

• A aplicação do Filtro de Partículas Não-Extensivo no processo de fusão de
dados oriundos do registro de imagens e da odometria visual.

Como continuidade das pesquisas realizadas até o presente momento, algumas pro-
postas de trabalhos são:

• Na estimação da posição por registro automático de imagens, a implemen-
tação do algoritmo de correlação cruzada com técnicas de programação de
alto desempenho para melhorar o tempo de processamento do método de
estimação de posição. Além disso, para melhorar a estimação da posição
fornecida pelo algoritmo, realizar uma pré-classificação das imagens, por
exemplo, com o uso da rede Mapa Auto-Organizáveis de Kohonen (MOTA

et al., 2014);

• Na estimação de posição por odometria visual monocular, realizar teste
com outros algoritmo de descrição e detecção de pontos de interesse, como
o CENSURE, que vem apresentando melhores resultados que o SURF;

• Na fusão de dados por FPNE, aplicar um segundo FP para estimar o valor
de q, como realizado na pesquisa desenvolvida por CAMPOS VELHO e
Furtado (2011). Com esta modificação é possível estimar o melhor valor
de q em tempo de execução, e assim o algoritmo de FPNE é denominado
Filtro de Partículas Adaptativo (FPA);

• O estudo de técnicas de programação de alto desempenho para a imple-
mentação do algoritmo de estimação por odometria visual monocular, com
o objetivo de melhorar o desempenho do algoritmo;

• O estudo de técnicas de programação de alto desempenho para a imple-
mentação do algoritmo de fusão de dados pelo Filtro de Partículas Não-
Extensivo, com o objetivo de melhorar o desempenho do algoritmo.;
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• Realizar mais teste do método proposto com outros dados de voo de VANT,
para permitir uma melhor validação das hipóteses levantadas durante os
experimentos;

• Realizar testes com outras meta-heurísticas para determinar da arquitetura
da MLP;

• Embarcar o método proposto e integrar com a malha de controle do piloto
automático.
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APÊNDICE A - DECOMPOSIÇÃO EM VALORES SINGULARES

Neste apêndice são abordados alguns conceitos e definições de Algebra Linear im-
portantes para o entendimento da Decomposição em Valores Singulares (SVD, do
inglês, Singular Value Decomposition). Não serão feitas as demonstrações e provas
das definições e teoremas, pois estes podem ser obtidas em Boldrini (1986). e Souto
(2000).

A.1 NOTAÇÕES E DEFINIÇÕES

Definição A.1: Rn é o conjunto de veotres coluna

x =


x1

x2
...
xn

 (A.1)

Definição A.2: xT é o vetor transposto de x

xT =
[
x1, x2, · · · , xn

]
(A.2)

Definição A.3: 〈x, y〉 é o produto escalar ou produto interno usual em Rn entre os
veotres x e y

〈x, y〉 = xTy = x1y1 + x2y2 + · · ·+ xnyn (A.3)

Definição A.4: ‖x‖ é a norma euclidiana do vetor x

‖x‖ =
√
xTx =

√
x2

1 + · · ·+ x2
n (A.4)

Definição A.5: Sejam os vetores x e y pertencentes ao Rn, a distância entre eles é
definida por

d(x, y) =
√√√√n−1∑

j=0
(xj − yj)2 (A.5)
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Definição A.6: Rm×n é o conjunto de matrizes reais de ordem m× n

A matriz A, exibida na Equação A.6, é um exemplo de matriz ∈ Rm×n, ai,j é cada
componente da matriz A, com i = 0, 1, 2, · · · ,m − 1 e j = 0, 1, 2, · · · ,m − 1. Se
m = n, A é denominda matriz quadrada de ordem n, os componentes ai,j com i = j

são chamados de componentes da diagonal principal da matriz A

A =


a0,0 a0,1 · · · a0,n−1

a1,0 a1,1 · · · a1,n−1
... ... ...

am−1,0 am−1,1 · · · am−1,n−1

 (A.6)

Definição A.7: AT é a matriz transposta de A

AT =


a0,0 a1,0 · · · am−1,0

a0,1 a1,1 · · · am−1,1
... ... ...

a0,n−1 a1,n−1 · · · am−1,n−1

 (A.7)

Definição A.8: Uma matriz A é denotada como simétrica se

AT = A (A.8)

Definição A.9: Uma matriz quadrada A é dita invertível quando existe outra matriz
denotada por A−1 tal que

A−1 · A = I

A · A−1 = I
(A.9)

onde I é a matriz identidade.

Definição A.10: Uma matriz quadrada A é ortogonal se sua matriz inversa coincide
com sua matriz transposta.

A−1 = AT (A.10)
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Definição A.11: Um espaço vetorial Vn(R) em que é válida a distância entre vetores
mostrada na Eqaução A.5 é denotado espaço unitário n-dimensional, denotado por

Un (A.11)

Definição A.12: seja Un um espaço vetorial n-dimensional. Sejam V e W espaços
vetoriais. A função T : V → W é uma transformação linear se satisfazer as seguintes
condições

cada vetor x ∈ Un associa um único vetor y ∈ Un

T (x+ y) = T (x) + T (y), x e y ∈ Un

T (αx) = αT (x), α é escalar e x ∈ Un

(A.12)

Definição A.13: dada a transformação linear aplicada à matriz A. Se existir um
vetor x que satisfaça a Equação A.13, então λ é denominado autovalor de A associado
ao autovetor X

Ax = λX (A.13)

Definição A.14 posto de uma matriz é a quantidade de vetores, formados pelas
linhas ou colunas da matriz, que são linearmente independentes.

A.2 TEOREMA DA DECOMPOSIÇÃO EM VALORES SINGULA-
RES

Teorema: seja uma matriz A de dimensão m × n de posto r. Então existe uma
fatorização da forma

A = UΣV T (A.14)

onde U é uma matriz ortogonal com dimensão m×m, Σ é uma matriz diagonal com
dimensão m × n com números reais não-negativos na diagonal e V T é uma matriz
ortogonal com dimensão n× n.

Os vetores u1, · · ·um coluna da matriz U são autovetores de AAT e formam uma base
ortonormal em Rm. Os vetores v1, · · · vn coluna da matriz V são autovetores de ATA
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e formam uma base ortonormal em Rn. Os valores de σ2
1, · · · , σ2

r são os autovalores
não nulos de ATA. Os valores σ1, · · · , σr são denominados valores singulares de A e
compõem a digonal principal de Σ.

Para realizar a SV D(A), deve-se seguir as seguintes etapas:

1- Obter a matriz ATA.

2- Os valores singulares de A são a raiz quadrada dos autovalores não-
negativos da matriz ATA. Os valores singulares de A compõem a diagonal
principal da matriz diagonal Σ.

3- As colunas de V são os autovetores unitários de ATA.

4- Os autovetores unitários de U são obtidos pela seguinte relação

ui = 1
σi
Avi (A.15)

Exemplo

Seja A =
 5 5
−1 7


obtenha SV D(A) = UΣV T

1- O primeiro passo é calcular os valores singulares de A. Com este objetivo,

determina-se a matriz ATA =
26 18

18 74


2- Agora determina-se os autovetores da matriz ATA. Com este objetivo,
calcula-se det(ATA−λI) = 0, ou seja, são as raízes da equação de segundo

grau obtida por det
26− λ 18

18 74− λ

 = 0. Resolvendo a equação, obtêm-

se as raízes λ1 = 20 e λ2 = 80. Os valores singulares de A são σ1 =
√
λ1 e

σ2 =
√
λ2, ou seja, σ1 = 2.

√
5 e σ2 = 4.

√
5

3- O autovetor unitário v1 de λ1 é
 −3√

10
1√
10

 . O autovetor unitário v2 de λ2 é 1√
10
3√
10

 .
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4- Pela relação exibida na Equação A.15 u1 =
−1√

2
1√
2

 e u2 =
 1√

2
1√
2



Desta forma U =
−1√

2
1√
2

1√
2

1√
2

, Σ =
2.
√

5 0
0 4.

√
5

 e V =
 −3√

10
1√
10

1√
10

3√
10
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APÊNDICE B - DETERMINAR A ROTAÇÃO E TRANSLAÇÃO EN-
TRE PONTOS CORRESPONDENTES

Neste apêndice, é abordado o método de Besl e McKay (1992), que determina a
matriz de rotação e o vetor de tranlação entre pontos correspondentes.

A Figura B.1 apresenta uma ilustração do problema para o caso mais simples, de
se obter a matriz de rotação R (matriz de dimensão 3 × 3) e o vetor de translação
t (matriz coluna de dimensão 3 × 1) entre 3 pontos correspondentes (a quantidade
mínima requerida para resolver o problema).

Figura B.1 - Conjunto de 3 pontos correspondentes. R e t são as matrizes de rotação e o
vetor de translação, respectivamente.

Fonte: Obtido de Nghia (2013).

Na Figura B.1, os pontos correspondentes possuem a mesma cor, R é a matriz de
rotação e t o vetor de translação.

A solução apresentada por Besl e McKay (1992) determina a matriz de rotação e o
vetor de translação ótimos que alinham os pontos correspondentes. Estas matrizes
são denominads matrizes de transformação Euclidiana ou matrizes transformações
de corpos rígidos, pois preservam a forma e o tamanho do corpo delimitado pelo con-
junto de pontos. Isto contrasta com uma transformação afim, que inclui mudanças
na dimensão e distorções do corpo (BESL; MCKAY, 1992).

Dada um conjunto de pontos, designado por A, e o seus pontos correspondentes,
designado por B, a Equação B.1 mostra a operação para o correto alinhamento
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entre os pontos pertencentes a estes conjuntos.

B = R× A+ t (B.1)

onde R e t são as matrizes de transformações aplicadas ao conjunto de pontos A
para alinhá-lo com o conjunto de pontos B.

O algoritmo para determinar estas matrizes de transformações pode ser dividido em
três etapas:

1- Determinar os centróides dos conjuntos de pontos;

2- Determinar a matriz de rotação;

3- Determinar o vetor de translação.

B.1 DETERMINAR OS CENTRÓIDES DE UM CONJUNTO DE
PONTOS

O centróide de um conjunto de pontos é dado pelo ponto médio de cada uma das
componentes dos pontos pertencentes ao conjunto.

Dado o conjunto de pontos A

A = P1, · · · , Pn (B.2)

formado por n pontos designados por Pi, onde P1 =


x1

y2

z3

 e Pn =


xn

yn

zn



As coordenadas do centróide deste conjunto de pontos é CA =


xc

yc

zc

 são: xc =
n∑
i=1

xi
n
,

yc =
n∑
i=1

yi
n
e zc =

n∑
i=1

zi
n
.

B.2 DETERMINAR A MATRIZ DE ROTAÇÃO

Para determinar a matriz de rotação, o primeiro passo é realizar a translação dos
centroides de cada conjunto de pontos para a origem. Posteriormente, aplica-se a
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mesma translação para cada ponto, de modo que os centroides mantenham-se os
mesmos. A Figura B.2 ilustra a translação dos centroides e sos pontos de cada
centróide para a origem.

Figura B.2 - Translação dos centroides de cada conjunto de pontos para a origem.

Fonte: Obtido de Nghia (2013).

A tranlação, ilustrada na Figura B.2, é necessária, para que a única diferença entre
o conjunto de pontos, a partir do momento desta translação, seja a rotação para
alinhá-los (BESL; MCKAY, 1992).

Após a translação dos centróides e dos pontos, calcula-se a matriz de covariância H
do conjunto de pontos. No cálculo de H, o valor aplicado como média é o centróide
de cada conjunto de pontos. A Equação B.3 apresenta o cálculo da matriz H

H =
N∑
i=1

(P i
A − CA)(P i

B − CB)T (B.3)

onde P i
A e P i

A são os pontos do conjunto A e B, respectivamente. CA e CB são os
centróides de A e B, respectivamente.

De posse da matriz H, aplica-se a decomposição em valores sigulares de H, ou seja,
SV D(H) 1, que produz como resposta três matrizes U , Σ, V . As Equações B.4 e
B.5 apresentam a decomposição em valores singulares da matriz H.

1Informações sobre a decomposição em valores singulares estão presentes no Apêndice A
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[U,Σ, V ] = SV D(H) (B.4)

H = UΣV (B.5)

A matriz de rotação para alinhar os conjuntos de pontos é igual a:

R = UV T (B.6)

onde U e V são as matrizes obtidas pela decomposição em valores singulares de H.

Segundo (BESL; MCKAY, 1992), há um caso especial ao determinar a matriz de rota-
ção, algumas vezes o a decomposição em valores singulares retorna uma matriz de
rotação denominada matriz de reflexão, que é numericamente correta, mas não re-
presenta a rotação correta entre o conjunto de pontos. Para obter a matriz de rotação
correta, deve-se verificar o determinante da matriz R, se o valor do determinante for
negativo, multiplica-se a terceira coluna da matriz R por −1. Esta operação garante
que a matriz R obtida é a correta.

B.3 DETERMINAR O VETOR DE TRANSLAÇÃO

Após a obtenção da matriz de rotação pode-se obter o vetor de translação segundo
a Equação B.7.

t = −R× CA + CB (B.7)

onde CA e CB são os centróides do conjunto de pontos A e B, respectivamente.
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APÊNDICE C - CONCEITOS DE PROBABILIDADE

Neste apêndice são discutidos aguns conceito de probabilidade que são importantes
para a teoria de estimação Baesyana. Não serão feitas as demosntrações e provas
da definições apresentadas, pois estas podem ser obtidas em Ross (2010) e Portal
Action (2015)

C.1 VARIÁVEL ALEATÓRIA

Dado um experimento e Ω o espaço amostral associado a esse experimento. Uma
função x, que associa a cada elemento ω ∈ Ω a um número real,X(ω), é denominada
variável aleatória.

Seja X uma variável aleatória. Caso o número de valores possíveis de X seja enu-
merável (finito ou infinito), dizemos que X é uma variável aleatória discreta.

Como X uma variável aleatória discreta, a cada possível resultado xi é associado
um número p(xi) = P (X = xi), denominado probabilidade de xi. Os números p(xi),
i = 1, 2, · · · devem satisfazer as seguintes condições:

1- p(xi) ≥ 0 ∀ i;

2-
∞∑
i=1

p(xi) = 1.

A função p é denominada função de probabilidade da variável aleatória X.

Seja X uma variável aleatória. Se o contradomínio de X é um intervalo ou uma
coleção de intervalos em Rx, então X é uma variável aleatória contínua.

X é uma variável aleatória contínua se existe uma função R→ [0,+∞) denominada
Função Densidade de Probabilidade (FDP), que satisfaz às seguintes propriedades:

1- f(x) ≥ 0, para todo x ∈ Rx

2-
∫∞
−∞ f(x)dx = 1

Além disso, para qualquer c, d ∈ Rx, com c < d que

P(c < X < d) =
∫ d

c
f(x)dx. (C.1)
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C.2 VALOR ESPERADO DE VARIÁVEL ALEATÓRIA CONTÍNUA

Seja X uma variável aleatória contínua com FDP f(x). O valor esperado, também
denominado média ou esperança matemática, de X é igual a:

E(X) =
∫ ∞
−∞

xf(x)dx (C.2)

C.3 VARIÂNCIA DE VARIÁVEL ALEATÓRIA

Seja X uma variável aleatória. A variância de X, denotada por V ar(X) (ou por
σ2
X), é igual a:

V ar(X) = E((X − E(X))2) (C.3)

A raiz quadrada da variância V ar(X) é o desvio-padrão de X e denotado por σX .

C.4 PROBABILIDADE CONDICIONAL

Se A e B são dois eventos e a probabilidade do evento B, indicado por P (B). Quando
P (B) 6= 0, pode-se definir a probabilidade condicional de A dado B como:

P (A|B) = P (A ∩B)
P (B) (C.4)

Da mesma forma, a probabilidade condicional de B dado A é igual a:

P (B|A) = P (B ∩ A)
P (A) ∀ P (A) 6= 0 (C.5)

Combinando as Equações C.4 e C.5, obtém-se:

P (A|B) = P (B|A)P (A)
P (B) (C.6)

O que é denominado como regra de Bayes para probabilidade.
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C.5 DISTRIBUIÇÃO DE PROBABILIDADE MARGINAL

Dada uma função densidade de probabilidade f(x, y) das variáveis aleatórias contí-
nuas X e Y . A distribuição de probabilidade de X isolado, igual a g(x), e Y isolados,
igual a h(x) são:

g(x) =
∫ ∞
−∞

f(x, y)dy (C.7)

h(y) =
∫ ∞
−∞

f(x, y)dx (C.8)

C.6 DISTRIBUIÇÃO NORMAL

Uma variável aletória contínua X é chamada de gaussiana ou normal quando sua
FDP é definida por:

f(x) = 1
σ
√

2π
e
−(x−µ)

2σ2 (C.9)

onde µ é a média da distribuição e σ2 a variância da distribuição. Uma variável
aleatória x, normalmente distribuída com média µ e variância σ2, é denotada por
x ∼ N(µ, σ2) e sua FDP é a Equação C.9.

A Figura C.1 apresenta o gráfico da função gaussiana para µ = 0 e para σ = 0.5 em
azul, σ = 1 em vermelho e σ = 2 em verde.
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Figura C.1 - FDP Gaussiana com µ = 0 e diferentes valores de σ

Fonte: Produção do autor.

C.7 DISTRIBUIÇÃO DE CAUCHY

Uma variável aleatória contínua é dita de Cauchy quando sua FDP é definida por:

f(x) = 1
π

( γ

(x− x0)2 + γ2 ) (C.10)

onde γ é o parâmetro de escala e x0 o pârametro de localização.

Uma variável aleatória X que segue a distribuição de Cauchy é denotada por x ∼
Cauchy(γ, x0) e sua FDP é dada pela Equação C.10. Uma das características da
distribuição de Cauchy é possuir média e variância não definidas.

A Figura C.2 apresenta o gráfico da FDP de Cauchy para x0 = 0 e para γ = 0.5 em
azul, γ = 1 em vermelho e γ = 2 em verde.
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Figura C.2 - FDP de Cauchy com x0 = 0 e diferentes valores de γ

Fonte: Produção do autor.

C.8 DISTRIBUIÇÃO DE LEVY

Uma variável aleatória contínua X é dita de Levy quando sua FDP é definida por:

f(x) =
√
c

2π
e
−c

2(x−a)

(x− a) 3
2

(C.11)

A FDP de Levy (Equação C.11) é definida para 0 ≤ x < ∞, onde c é o parâmetro
de escala, são válidos valores de c > 0, e a é o parâmetro de localização.

Uma variável aleatória X que segue a distribuição de Levy é denotada por x ∼
Levy(c, a) e sua FDP é dada pela Equação C.11. Uma das características da distri-
buição de Levy é possuir média e variância não definidas.

A Figura C.3 apresenta o gráfico da FDP de Levy para a = 0 e para c = 0.5 em
azul, c = 1 em vermelho e c = 2 em verde.
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Figura C.3 - FDP de Levy com a = 0 e diferentes valores de c

Fonte: Produção do autor.
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