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Abstract: This work presents a new methodology for hyperspectral image classification based on two concepts.
Former is the Typical Sequence determination, derived from the Information Theory, and the last is the Hidden
Markov Chains (HMM). The HMM gives the probability of a given mixture belongs to the HMM model of an
endmember (EM) and the Typical Sequence determination does the association of a mixture with a given EM.
Five EM from an AVIRIS Scene and six mixtures, generated by a linear model, were used to perform a
classification test. It was also done a classification with the SAM (Spectral Angle Mapper), the ED (Euclidian
Distance) and with the SID (Self Information Divergence). In the test the proposed method produced the best
results showing that it can be used as an alternative method for hyperspectral image classification.

Palavras-chave: typical sequence, Hidden Markov Chain, hyperspectral image classification, sequéncia
tipica, cadeias ocultas de Markov, classificagdo de imagem hiperespectral.

1. Introducgéo e Motivagio

A necessidade de descobrir e classificar materiais na superficie da Terra é um tema
comum em muitas aplicacbes de espectroscopia de imageamento. O atendimento dessas
necessidades ja faz parte da concepc¢do das novas geracdes de sensores remotos, tais como o
ASTER (Advanced Spaceborne Thermal Emission and Reflection Radiometer), o MODIS
(Moderate Resolution Imaging Spectroradiometer) e o AVIRIS (Airborne Visible Infrared
Image Spectrometer). Esses e outros sensores de alta resolucdo espectral discriminam mais
classes de alvos na superficie e, consequentemente, pode-se obter um melhor entendimento
sobre a natureza dos materiais que cobrem a superficie da Terra.

Com este tipo de dados ha facilidade na detec¢do de uma grande variedade de alvos
presentes na superficie, mas também desafios para a extracdo de informacdo, por exemplo, na
identificacdo de espectros menos contaminados, membros de referéncia (MR). A extracdo de
informacdo tem sido de consideravel interesse pela comunidade de imageamento
hiperespectral no desenvolvimento de algoritmos matematicos na identificacdo dos MR em
dada cena. Nesta direcdo pode-se citar: 0 método semi-supervisionado para selecdo de MR
estimando-se a coeréncia espectral (Pizarro e Fernandes, 2005); a determinacdo de MR e 0
modelamento de classe pura (Zhang et al., 2011); determinacdo de MR sem a suposicéo de
classe pura (Ambikapathi et al., 2011) e a identificacdo de MR incorporando-se a informagéo
espacial e mistura espectral (Eches et al., 2011).

O estudo apresentado neste trabalho propde um metodo de classificagdo para uso em
imagens hiperespectrais que utiliza a teoria das Cadeias Ocultas de Markov para a modelagem
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dos MR’s selecionados a priori € usa 0 conceito de sequéncias tipicas da Teoria da
Informacé&o para a classificagéo de misturas.

Para a analise do desempenho do método utilizou-se espectros, considerados puros, de
cinco classes de alvos de imagens adquiridas pelo sensor AVIRIS. Com esses espectros
geraram-se através de combinacdes lineares seis misturas que foram classificadas pelo método
proposto. Para efeitos de comparacdo realizou-se também a classificacdo da mistura
utilizando-se as medidas da SAM, ED e SID. Da analise dos resultados mostra-se que o
método proposto teve um bom desempenho tornando-se assim uma ferramenta alternativa
para a realizacdo da classificacao de alvos em imagens hiperespectrais.

2. Cadeia Oculta de Markov
Sejam N possiveis estados representados pelos simbolos do conjunto S =(S,,S,,...S,) €

uma sequencia de T estados representada por Q; =(d,,d,,.-. 0 ), sendo g € S 0 estado no

tempot, 1<t<T . Seja A a matriz NxN das probabilidades de transicdo de estados definida
como

A:Laiij : ai,j = P(qt+1 = Sj |qt = Si)l i, J :1,2,.., N (1)
N
onde: 8,20 e > a, =1 Sejaaindao vetor das probabilidades iniciais do estado:
=1

z=[x] : 7 =P(q=S) i=12,.,N @)

N
onde: 7,>0 e > 7 =1.As probabilidades dos estados em um instante t qualquer s&o

i=1

calculadas por:

z(t+1) =x({t)A (3)
onde: ﬂ(t):[ﬂ-|(t)] . ﬂ.(t):P(qt :Si), i:1:2a--aN! t=12,..,T com 7[(1):” e
rQ=x, i=12,.,N.
No regime estacionario IT=TTAcom I1=[IT] : I, = P(q, =S), i=12..N,

Seja O =(01,02,---,0T) uma sequencia de T observacdes. Se as observagdes forem

consideradas continuas estas poderdo ser caracterizadas pelas densidades de probabilidades
b;(0,), 0t € Or, dispostas em um vetor coluna Nx1, denominado emisséo, onde:

B :Lbj (Ot)J : bj (Ot) = p(ot | q, = Sj), _I =1,2,..., N (4)
Considerando b;(0,) gaussiana:

1 1 1 T
bj(Ot)—meXpL—E(ot—ﬂj)zj (Ot—ﬂj) J %)
onde: u;=E[o] € a média do variavel aleatoria observacdo o, e X;é a variancia da
observagdo, X, = E{(ot — I )ZJ Neste caso esta se considerando que 0 processo estocastico o,

é estacionario no sentido amplo.
Neste caso continuo, e gaussiano, 0 parametro emissdo B pode ser representado pela
matriz Nx2 dada por:

9005



Anais XVI Simpdsio Brasileiro de Sensoriamento Remoto - SBSR, Foz do Iguagu, PR, Brasil, 13 a 18 de abril de 2013, INPE

T
B:[ﬂi Zi], i=12...,N ou seja, B:{M Hy o e IUN:|

S %, .. I, ©)

Define-se como sendo uma cadeia oculta de Markov (HMM — Hidden Markov Model)
com observacgdes continuas um processo estocastico estacionario descrito pelo conjunto de

parametros 1=(AB,z) (Rabiner, 1989).

3. HMM de Membros de Referéncia
Seja 0 conjunto de R espectros, considerados Membros de Referéncia (MR) ou espectros
puros, de um conjunto de dados hiperespectrais de uma determinada cena, definido como:

of ={of*,0r”,...,0r "} ©)

onde: 07", r=1,2,..., R, representa o vetor espectro puro observado de dimenséo T, onde T é
0 numero de bandas espectrais dos dados hiperespectrais.

Cada espectro O7" r = 1, 2,..., R pode ser considerado como uma sequéncia observada

P,r P,r P,r

A~ . P, s A .
formada pela sequéncia de valores O;" =(0l 10, 4.y Op ) Essa sequéncia pode ser
interpretada como a observacdo de uma sequéncia oculta de estados que pode ser modelada
por um HMM representado por AF’”z(AP*’,B"*,ﬁP"). Define-se a incerteza da sequéncia O,

pertencer ao HMM com parametros A™" como: (Du e Chang, 2001).
HO " | A™") = —%Iog P(OTP‘ | AP " ) >0 (8)

Deste modo tem-se que a incerteza de uma sequéncia O"" pertencer a um modelo errado
(AP*, k # r) deve ser maior do que essa mesma sequéncia pertencer ao modelo correto (A™"),

ou seja, H(O" [A™)=H(O;"|A™), r,k =1, 2,.., R. Se as observacdes forem
independentes tem-se que (As, 1965):

H@O A7) H(ﬂf"f):—ini log (1T, ) 9)

T > n=1
onde: H(A™") é a entropia associada aos simbolos do conjunto S relativo ao modelo A™".
Consideremos A" um subconjunto do conjunto de todas as possiveis observagGes

denominado subconjunto das sequéncias tipicas. Para T suficientemente grande, uma
observagdo Of* pertence a A" se (Ash, 1965):

Pr{Of* e 27"} =Pr{|H(OFf* | A" ) —H(A"")|< 5 | 215, (10)
Um processo de escolha de &, para um dado conjunto de MR, é fazer:
- P,k P,r P,r
& < min |[H©F* [277) —H(2™)|] (11)

k=r
para deste modo ndo se ter a possibilidade de se incluir no conjunto de sequéncias tipicas A"
um espectro de um outro MR {Of*, k=12,..,R e k=zr}.

4. Classificacdo espectral utilizando sequéncias tipicas
Consideremos um conjunto de F espectros, por exemplo, misturas, a serem classificados
em classes representadas pelos MR.

OFlz/l :{OTM,l’OTM,Z’“-’QrM,F} (12)
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onde: oM, f=1,2,.., F, representa o vetor espectro observado de dimensdo T, onde T é o
numero de bandas espectrais dos dados hiperespectrais a serem classificados.
O espectro Q" seré considerado como a observagdo de uma sequéncia oculta de estados

que pode ser modelada por um HMM representado por }tM'fz(AM’f,BM’f,nM'f) e
analogamente ao realizado no capitulo anterior a incerteza da sequéncia O)'" pertencer ao
HMM com parametros A" é dada por:

H (oM |ﬂp'r):—%logP(OTM'f 1277)=0 (13)

Pode-se avaliar se Oy pertence a um conjunto de sequéncia tipica 47" estabelecendo se
a seguinte regra de decisdo:
o' e Al < |HOM ' [AP)—H(A™)

<K, A

‘H(OTM,f |/1P,r)_H(iP,r) — (14)

onde: K, € uma constante, menor que a unidade, que serve para impor uma tolerancia no
limiar de deciséo, tornando o processo mais conservativo.
Baseado na proposicao estabelecida em (14) O 'sera classificado como uma classe do

MR Or" se ele fizer parte do conjunto de sequéncias tipicas do conjunto A7". A
probabilidade de O € 47" € dada por:

Pr{of"' e A"} =Pr{|HOM " |A"")—H(4"")

<K |>1-Kzg, (15)

5. Resultados

Para avaliar o desempenho do processo de classificacdo baseado em sequéncias tipicas,
definido em (14) obteve-se cinco espectros tipicos da subcena 4, linha de voo da regido
nordeste de Campo Grande/MS, adquirida pelo sensor AVIRIS em 1995. Os espectros
pertencem a cinco classes tipicas da area imageada e identificados como VV (vegetacdo
verde), VS (vegetacdo seca), A (agua) e de duas classes de solos dominantes na area de
estudo: Latossolo Vermelho (LV) e o Neossolo Quartzarénico Ortico (RQo) sdo mostrados,
em linha cheia, nas Figuras 1a e 1b (adaptadas de Pizarro, 1999).

Nos espectros (Fig. 1a e 1b), em linha cheia, foram excluidas as bandas iniciais de 1 a 8
(383<4<451), por auséncia de dados e por apresentarem valores negativos, e as bandas
finais de 218 a 224 (2.450<1<2.510) por estarem extremamente ruidosas. Suprimiu-se
ainda as bandas entre 33 a 35 (663 < 4 <687) devido a erro de calibracdo do sensor AVIRIS,
as bandas 78 a 85 (1.095<1<1.162), 95 a 123 (1.258<1<1512) e 145 a 175
(1.731< 1 <2.021), pois 0 MODTRAN introduziu correcbes excessivas, transformando as
bandas de absorc¢ao causadas pelas respectivas influéncias do vapor d’agua e do CO, em picos
de reflectancia. Para as bandas suprimidas de 33 a 35, 78 a 85, 95 a 123 e 145 a 175 foram
estimados novos valores de reflectancia utilizando-se a fungédo spline cubica e considerando-
se que os valores discretos dos espectros estavam igualmente espacgados e correspondiam
todos a uma mesma largura de banda. Os espectros finais ficaram com T = 209 bandas
espectrais.

Estes espectros serdo considerados os MR utilizados no experimento. Juntamente com 0s
espectros dos MR, tem-se na mesma Figura 1 os espectros das misturas lineares realizadas,
cujos percentuais de misturas séo dados na Tabela 1. Nota-se que as Misturas M1, M2, M3,
M4, M5 e M6 tem, respectivamente, preponderancia dos MR VV, VV, VS, A, LV e RQo.
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Tabela 1: Percentual da combinacao linear dos MR para a formacéo de seis misturas.

MR M1 M2 M3 M4 M5 M6
vV 70 75 25 10 5 5
VS 10 10 55 0 5 15
A 10 0 5 98 0 0
LV 5 5 5 10 85 0
RQo 5 10 10 0 5 80
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a) Espectros dos MR: A, VV e VS e misturas b) Espectros dos MR: A, LV, RQo e misturas
Figura 1: Espectros dos MR e das Misturas obtidas.

Realizaram-se os calculos mostrados no diagrama de blocos da Fig. 2, que correspondem
ao0s seguintes passos:

a) A partir de uma estimativa inicial dos parametros do modelo A" r=1,2,..,Re
utilizando-se a metodologia de estimativa de gaussianas misturadas proposta por
Tso e Olsen (2005) estimou-se os parametros A™" r = 1,2,..., R utilizando-se a
sequéncia O;". Para as sequéncias puras VV, VS, A, LV e RQo encontrou-se 0s
seguintes valores R de estados 3, 4, 2, 3 e 4, respectivamente.

b) Com os parametros A°" e utilizando-se o procedimento de célculo de Baum-
Welch, (Rabiner, 1989) estimou-se a probabilidade de uma dada sequéncia
pertencer a um determinado modelo e com esta probabilidade calculou-se a
incerteza das sequéncias O;7" e O’ pertencerem aos modelos A", utilizando-se
(8) e (13).

Calcularam-se os valores de [H(O[*|2™)-H(2™)| e [HOM"'[A™)-H(2"™)

considerando-se que para T grande H (O | A7) — H(A™"). Os resultados dos calculos s&o

listados na Tabela 2. Nessa Tabela apresentam-se também os valores dos limiares &
considerando-se (11) e o resultado da classificacdo, dada pelo menor dos valores das

diferencas que satisfazem |H(O}""|A"")—H (07" | 2"")| <k.é, (k= 1), segundo (14).

Para efeito de comparagéo da acuracia da classificacdo dos préprios MR e das misturas e
avaliacdo da metodologia utilizada, foram usadas algumas medidas discriminatorias ja
conhecidas, tais como a SAM, ED e a SID (Chang, 2000; Du e Chang, 2001).

A Tabela 3 mostra os resultados da classificacdo pela SAM, ED e SID. Nota-se que a
SAM ndo conseguiu classificar corretamente a mistura M5. A ED realizou todas as
classificacfes corretamente e a SID néo conseguiu classificar corretamente os MR LV e RQo
e nem as misturas M2 e a M6.
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Figura 2: Estimativa dos parametros A”" r =1,2,..., R do modelo HMM e célculo das
incertezas das sequéncias puras e misturadas pertencerem aos modelos.

Tabela 2: Modulo da diferenca entre a entropia do modelo dos MR e a incerteza do espectro
dos MR e das misturas.

Classificago dos MR: ‘H (OF | AP =H (O | A™)

r=1(VV) | r=2(VS) | r=3(A) | r=4(LV) | r=5(RQ0) Limiar Classificacao
k=1(VV) 0,000 0,615 1,000 1,000 1,000 €, <0,615 | VV (correto)
k=2(VS) 1,000 0,000 1,000 1,000 1,000 £,<1,00 VS (correto)
k=3 (A) 1,000 1,000 0,000 1,000 1,000 £3<1,00 A (correto)
k=4(LV) 0,656 0,503 1,000 0,000 0,792 £4 < 0,503 LV (correto)
k=5 (RQOo) 1,000 0,164 1,000 1,000 0,000 €5< 0,164 | RQo (correto)
Classificacdo das misturas: ‘H O | AP —H (@O | AP
r=1(vV) | r=2(VS) r=3(A) r=4(LV) r=5 (RQo) Classificacdo
f=1(M1) 0,046 0,646 1,000 1,000 1,000 VV (Correto)
f=2(M2) 0,166 0,635 1,000 1,000 1,000 VV (Correto)
f=3(M3) 1,000 0,297 1,000 1,000 1,000 VS (Correto)
f=4(M4) 0,968 1,000 0,125 1,000 1,000 A (Correto)
f=5(M5) 0,433 0,510 1,000 0,189 0,775 LV (Correto)
f=6 (M6) 1,000 0,156 1,000 1,000 0,077 LV (Incorreto)

Para a avaliacdo da classificacdo considerou-se o critério proposto por Du e Chang,
(2001) que consiste em normalizar os valores da classificagdo, apresentados nas Tabelas 2 e 3,
e no calculo da entropia dada por:

R
H, :Z_pr,f log(p, ) (16)
r=1

onde pr € 0 valor normalizado do valor da classificagdo > " p  =1.Paraa Tabela 2 tem-se

quef=1,2,...,5eparaaTabela3tem-sef=1,2,...,6.
Dado que a classificacdo foi correta, quanto menor o valor dessa entropia melhor é a
classificacdo. A Tabela 4 mostra os valores da Entropia da classificagdo com a Sequéncia
Tipica e com a SAM, ED e SID. Comparando-se estes valores tem-se que:
a) Na classificacdo dos MR o método proposto foi o melhor, para o0s MR VV, VS, A e
RQo. A SAM foi melhor para a classificacdo do MR LV e,

b) Na classificacdo das misturas 0 método proposto foi melhor para as misturas M1
(VV), M2 (VV), M3 (VS), M4 (A) e M6 (RQo0). A SID foi melhor na classificagdo da
Mistura M5 (LV).
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Tabela 3: Classificacdo pela SAM, ED e SID.

Classificacdo dos MR

r=1(vVV) | r=2(VS) | r=3(A) | r=4(LV) | r=5(RQ0) Classificacdo

k=1 | SAM 0,00 0,58 0,26 1,24 1,33 VV (Correto)
(VV) ED 0,00 2.055,13 | 2.200,14 | 2.208,91 3.381,63 VV (Correto)
SID 0,00 0,13 0,17 0,34 0,38 VV (Correto)
k=2 | SAM 0,58 0,00 0,66 0,76 0,83 VS (Correto)
(VS) ED 2.055,13 0,00 3.875,93 | 1.088,97 1.571,51 VS (Correto)
SID 0,13 0,00 0,07 0,06 0,08 VS (Correto)
k=3 | SAM 0,26 0,66 0,00 1,34 1,43 A (Correto)
(A) ED 2.200,14 3.875,93 0,00 3.506,32 4.809,27 A (Correto)
SID 0,17 0,07 0,00 0,14 0,18 A (Correto)
k=4 | SAM 1,24 0.76 1,34 0,00 0,15 LV (Correto)
(LV) ED 2.208,91 1.088,97 | 3.506,32 0,00 1.318,96 LV (Correto)
SID 0,34 0,06 0,14 0,00 0,00 (Indefinida)
k=5 | SAM 1,33 0,83 1,43 0,15 0,00 RQo (Correto)
(RQo) | ED 3.381,63 1.571,51 | 4.809,27 1.318,96 0,00 RQo (Correto)
SID 0,38 0,08 0,18 0,00 0,00 (Indefinida)

Classificacdo das Misturas

r=1(VV) | r=2(VS) | r=3(A) | r=4(LV) | r=5(RQ0) Classificacio

f=1 | SAM 0,17 0,42 0,340 1,07 1,16 VV (Correto)
(M1) ED 408,26 1.756,73 2.259,73 1.815,21 3.015,99 VV (Correto)
SID 0,03 0,04 0,09 0,17 0,19 VV (Correto)
f=2 | SAM 0,22 0,38 0,39 1,02 1,11 V'V (Correto)
(M2) ED 642,76 1.441,25 2.581,40 1.598,52 2.741,13 V'V (Correto)
SID 0,04 0,03 0,09 0,14 0,17 VS (Incorreto)
f=3 | SAM 0,53 0,10 0,62 0,76 0,84 VS (Correto)
(M3) ED 1.492,56 623,31 3.267,35 967,44 1.932,83 VS (Correto)
SID 0,12 0,00 0,07 0,06 0,07 VS (Correto)
f=4 | SAM 0,22 0,59 0,08 1,27 1,36 A (Correto)
(M4) ED 2.150,39 3.822,05 54,21 3.453,80 4.757,08 A (Correto)
SID 0,17 0,06 0,00 0,13 0,16 A (Correto)
f=5 | SAM 1,14 0,66 1,25 0,10 0,21 LV (Correto)
(M5) ED 2.133,85 982,66 3.496,10 114,95 1.340,50 LV (Correto)
SID 0,31 0,05 0,13 0,00 0,01 LV (Correto)
f=6 | SAM 1,18 0,67 1,28 0,15 0,16 LV (Incorreto)
(M6) ED 2.999,40 1.183,82 4.495,92 1.013,96 395,94 RQo (Correto)
SID 0,32 0,05 0,15 0,00 0,00 (Indefinida)

Tabela 4: Entropia da classificacdo dos MR e das misturas.
Entropia da classificacdo dos MR
Sequéncias Tipicas | H,=0,590 | H,=0,000 | H5=0,000 | H,=1,225 | H5=0,689

SAM H,=1,233 | H,=1,377 | H3=1,229 | H,=1,203 | Hs=1,203
ED H,=1,364 | H,=1,274 | H;=1,351 | H,=1,281 | Hs=1,255
SID H,=1,299 | H,=1,337 | H3=1,338 --- ---

Entropia da classificacdo das Misturas
Sequéncias Tipicas | H,=0,584 | H,=0,614 | H,=0,000 | H,=0,153 | H5=1,300 | H¢=0,692

SAM H,=1,402 | H,=1,436 | H;=1,473 | H,=1,291 | Hs=1,335
ED H,=1,482 | H,=1,509 | H;=1,461 | H,=1,370 | Hs=1,329 | Hs=1,330
SID H,=1,396 H,=1,366 | H,=1,336 | Hs=0,937
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6. Comentarios Finais
Este artigo apresenta um novo meétodo de classificagdo com aplicagdo em dados
hiperespectrais. Este método utiliza os seguintes passos:
a) Pelo método de Cadeia Oculta de Markov obtem-se os pardmetros A=(x,A4,B) dos
espectros dos MR selecionados;
b) Com esses parametros determina-se a Entropia H(A™") associada aos simbolos

representativos dos possiveis estados de um MR e a incerteza de uma dada mistura
pertencer ao modelo do MR;

c) Utilizando-se o conceito de sequéncias tipicas, da Teoria da Informacdo, determina-se
a qual conjunto de sequéncias tipicas dos MR a mistura pertence e,

d) Associa-se a mistura ao MR que a tiver como sequéncia tipica.

Utilizando-se espectros de MR obtidos de uma imagem do sensor AVIRIS e misturas
lineares destes MR comparou-se 0 método proposto com a classificacdo feita pela SAM, ED e
SID. Dos resultados obtidos verificou-se que o método proposto apresentou um melhor
desempenho no processo de classificacdo das misturas, deste modo esse método pode ser
considerado uma metodologia alternativa para a classificacdo de imagens hiperespectrais.
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